
ÚVOD DO ÈASOVÝCH ØAD

VÍTÌZSLAV VESELÝ

1. Úvod

Èasová øada: = soubor pozorování náhodných velièin fxt; t 2 Tg, kde t je zpravidla
èas a T � R.

1.1. UKÁZKY ÈASOVÝCH ØAD.

Obr. 1.1:
Mìøení proudu procházejícího odporem r v obvodu se støídavým napìtím,

v(t) = a cos(vt+�), tj. xt =
a

r
cos(vt+ �), kde a a � jsou zatí¾eny náhodnou

chybou.

Obr. 1.2:
Rùst populace v USA v létech 1790{1980 sledovaný v desetiletých intervalech.

Obr. 1.3:
Poèet stávek v USA v létech 1951{1980.

Obr. 1.4:
Mìsíèný poèty tisícù cestujících v mezinárodní letecké dopravì v létech 1949{1960.

Obr. 1.5:
Poèty sluneèních skvrn v létech 1770{1869.

Obr. 1.6:
Poèet úmrtí pøi nehodách v USA v létech 1973{1978.

1.2. OBLASTI UPLATNÌNÍ METOD ANALÝZY ÈASOVÝCH ØAD.

fyzika, technika:
� seismický záznam v geofyzice.

� øada nejvy¹¹ích denních teplot v meteorologii.

� prùbìh výstupního signálu urèitého elektrického pøístroje.

� tenzometrické mìøení povrchového napìtí v provozu namáhané strojní sou-

èástky.

biologie, ekologie: sledování rùzných parametrù zneèi¹tìní ovzdu¹í.

medicína: záznam EKG nebo EEG.

spoleèenské vìdy: zmìny v poètu a slo¾ení obyvatelstva.

sociologie: vývoj rozvodovosti.
ekonomie: teorie èasových øad = jedna z nejdùle¾itìj¹ích kvantitativních metod

pro analýzu ekonomických dat, napø.:

� analýza poptávky po urèitém výrobku

� analýza objemu zemìdìlské produkce

� analýza poètu cestujících v letecké dopravì

� analýza vývoje kurzu akcií na burze

Date: 12.leden 2004.
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Population in USA at ten−year intervals, 1790 − 1980

Obr. 1.2

0 5 10 15 20 25 30
3000

3500

4000

4500

5000

5500

6000

6500
BD Example 1.1.3.

Strikes in the USA, 1951 − 1980
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Airline passenger monthly totals (in thousands), Jan.49−Dec.60
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The Wolfer sunspot numbers, 1770 − 1869
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Monthly accidental deaths in the USA, 1973 − 1978

Obr. 1.6

1.3. CÍL ANALÝZY.

Porozumìní mechanismu, jím¾ se generují sledované údaje.
Znalost modelu tohoto mechanismu) znalost algoritmu, jím¾ mù¾eme chování tohoto

mechanismu simulovat na poèítaèi) schopnost popsat s jistou pøesností jeho chování:

� mezi èasovými okam¾iky mìøení (interpolace)
� v budoucnosti (extrapolace, prognóza)
� s cílem øídit a optimalizovat èinnost urèitého systému vhodnou volbou vstupních

a poèáteèních podmínek (regulace), napø. regulace slo¾itých technologických

procesù.



2. Základní pojmy

2.1. DEFINICE ÈASOVÉ ØADY.

De�nice 2.1. Náhodný (stochastický) proces X je neprázdný systém (T 6= ;)
náhodných velièin de�novaných na stejném pravdìpodobnostním prostoru (
;A; P ).
Pí¹eme X := fXt j t 2 Tg nebo struènì fXtg. Speciální pøípady:
T � R . . .proces se spojitým èasem nebo náhodná funkce.
T �Z. . .proces s diskrétním èasem, náhodná posloupnost nebo èasová øada.

Poznámka 2.2. Indexová mno¾ina T je obvykle uspoøádaná a interpretuje se jako

spojitý nebo diskrétní èasový interval. Mù¾e ale být také neuspoøádaná, napøíklad

souøadnice bodù v rovinì (v meteorologii) nebo v 3-D prostoru (geofyzika).

De�nice 2.3. Pro ka¾dý náhodný pøípad ! 2 
 dostáváme funkci x : T ! R jako

výsledek náhodného experimentu: x(t) := Xt(!). Tato funkce se nazývá pozorování
(trajektorie, realizace) procesu X.

Poznámka 2.4. Obrázky 1.1-1.6 ilustrují trajektorie rùzných náhodných procesù (èaso-

vých øad).

Pøíklad 2.5 (Pøíklady èasových øad).
(1) Sinusovka s náhodnou amplitudou a fází (Obr. 1.1).

(2) Binární proces házení mincí.

(3) Náhodná procházka.

(4) Proces vìtvení.

2.2. SYSTÉM DISTRIBUÈNÍCH FUNKCÍ.

De�nice 2.6 (Konzistentní systém distribuèních funkcí procesu X).
Oznaème T := ft j t = [t1; t2; : : : ; tn] 2 T n, ti 6= tj, pro i 6= j, n 2 Ng. Pro ka¾dé t 2 T
libovolné délky n 2 N nech» Ft(x) znaèí sdru¾enou distribuèní funkci marginálního

náhodného vektoru Xt vybraného ze stochastického procesu X = fXtgt2T v èasových

okam¾icích t1; t2; : : : ; tn. Systém fFtgt2T úplnì popisuje stochastické chování procesu

X a nazývá se konzistentním systémem distribuèních funkcí procesu X (viz

následující tvrzení).

Vìta 2.7. Systém distribuèních funkcí fFtgt2T z de�nice 2.6 se nazývá konzistentní
proto¾e má pro ka¾dé x = [x1; x2; : : : ; xn]

T 2 Rn a n 2 N následující dvì vlastnosti
konzistence:

(i) Ftp(xp) = Ft(x) pro ka¾dou permutaci p indexù f1; 2; : : : ; ng. Zde znaèí tp,
resp. xp vektory t, resp. x se slo¾kami permutovanými podle permutace p.

(ii) limxi!1 Ft(x) = Ft(x1; : : : ; xi�1;1; xi+1; : : : ; xn) =:

=: Ft(i)(x(i)) pro ka¾dé i 2 f1; 2; : : : ; ng, kde t(i), resp. x(i) znaèí vektor t,
resp. x s vynechanou i-tou slo¾kou.

De�nice 2.8. Stochastický proces se nazývá normální nebo gaussovský, kdy¾ ka¾dý
marginální náhodný vektor Xt (t 2 T) je normálnì rozlo¾ený neboli kdy¾ ka¾dá dis-

tribuèní funkce Ft konzistentního systému tohoto procesu popisuje sdru¾ené normální

rozlo¾ení.

De�nice 2.9. Jestli¾e X = fXtg je èasová øada, kde v¹echny náhodné velièiny Xt,

t 2 T , jsou vzájemnì stochasticky nezávislé a stejnì rozlo¾ené se støední hod-

notou � a rozptylem �
2, budeme psát

X � IID(�; �2)



2.3. MOMENTOVÉ CHARAKTERISTIKY.
Nyní zavedememomentové funkce jako analogie støední hodnoty a kovarianèní ma-

tice náhodného vektoru, který mù¾eme pokládat za speciální pøípad koneèné èasové

øady (T = f1; 2; : : : ; ng).
De�nice 2.10. Jsou-li dány stochastické procesy X = fXtgt2T a Y = fYtgt2T , oba
de�nované na tém¾ pravdìpodobnostním prostoru, pak de�nujeme momentové funkce

1. a 2. øádu následovnì:

(1) støední hodnota X: �X : T ! R, kde

�X(t) := EXt, pokud støední hodnoty existují pro v¹echna t 2 T .
(2) autokovarianèní funkce X: X : T � T ! R, kde

X(r; s) := cov(Xr;Xs), pokud kovariance existují pro v¹echna r; s 2 T .
(3) rozptyl X: �2X : T ! R

+, kde

�
2
X(t) := var(Xt) = cov(Xt;Xt) = X(t; t), pokud rozptyly existují pro v¹echna

t 2 T .
(4) autokorelaèní funkce X: �X : T � T ! [�1; 1], kde

�X(r; s) :=

(
X (r;s)p

X(r;r)
p
X (s;s)

pro
p
X(r; r)

p
X(s; s) 6= 0

0 jinak;

pokud korelace existují pro v¹echna r; s 2 T .
(5) vzájemná (køí¾ová) kovarianèní funkce X a Y :

XY : T � T ! R, kde XY (r; s) := cov(Xr; Ys), pokud kovariance existují pro

v¹echna r; s 2 T .
(6) vzájemná (køí¾ová) korelaèní funkce X a Y :

�XY : T � T ! [�1; 1], kde

�XY (r; s) :=

(
XY (r;s)p

X(r;r)
p

Y (s;s)
pro

p
X(r; r)

p
Y (s; s) 6= 0

0 jinak;

pokud korelace existují pro v¹echna r; s 2 T .

2.4. STRIKTNÍ A SLABÁ STACIONARITA.

De�nice 2.11. Èasová øada X := fXt j t 2 Zg se nazývá striktnì stacionární,
jestli¾e ka¾dá distribuèní funkce jejího konzistentního systému fFtgt2T, nezávisí na
posunutí: Ft(�) � Ft+h(�) pro ka¾dé t 2 T a h 2Z.
De�nice 2.12. Èasová øada X := fXt j t 2Zg se nazývá (slabì) stationární, jestli¾e
jsou splnìny následující podmínky:

(1) X má koneèné druhé momenty: �2X(t) <1 pro ka¾dé t 2Z.
(2) X(r; s) = X(r + h; s+ h) ka¾dé r; s; h 2Z.
(3) �X(�) � �X je konstantní funkce.

Jestli¾e jsou splnìny pouze podmínky (1) a (2), pak X se nazývá kovarianènì staci-
onární.

Poznámka 2.13.

(1) Zøejmì ze (2) vyplývá pøi r = s, ¾e rozptyl stacionární èasové øady je rovnì¾

konstantní funkce: �2X(�) � �
2
X.

(2) Jestli¾e platí (3), pak z X(r; s) = EXrXs� (EXr)(EXs) = EXrXs��2X plyne,

¾e (2) je ekvivalentní (a mù¾e tak být nahrazena) podmínkou:

EXrXs = EXr+hXs+h pro ka¾dé r; s; h 2 Z. Celkem vidíme, ¾e v¹echny první

a druhé momenty stacionární èasové øady jsou invariantní k posunutí. Proto je

slabá stacionarita také nìkdy oznaèována jako stacionarita druhého øádu.



Poznámka 2.14. Zøejmì podmínka (2) z de�nice 2.12 mù¾e být také ekvivalentnì na-

hrazena modi�kovanou podmínkou:

(2') X(r; s) závisí pouze na rozdílu svých argumentù r � s.

Mù¾eme proto autokovarianèní i autokorelaèní funkci stacionární èasové øady zavést

jako funkci jen jedné promìnné:

X(h) := X(t+ h; t)

�X(h) := �X(t+ h; t) =
X(t+ h; t)

�X�X
=
X(h)

X(0)

�
2
X = X(t; t) = X(0);

(2.1)

kde t; h 2Zjsou libovolné.

Vìta 2.15. Ka¾dá striktnì stacionární èasová øada s koneènými druhými momenty je
stacionární.

Poznámka 2.16.
Obecnì stationarita nemá za následek striktní stacionaritu.

Vìta 2.17. Ka¾dá gaussovská stacionární èasová øada je striktnì stacionární.

De�nice 2.18. Èasová øada X = fXtg se nazývá bílý ¹um se støední hodnotou � a

rozptylem �
2, jestli¾e �X(t) � � a

X(r; s) =

(
�
2 pro r = s

0 jinak
:

Pí¹eme

X �WN (�; �2)

Stacionární èasová øada, která není bílým ¹umem, se nìkdy také nazývá barevný ¹um.

Poznámka 2.19. Je snadné ovìøit následující implikace:

X � IID(�; �2) ) X �WN (�; �2) ) X je stacionární:

Poznamenejme také, ¾e ¾ádná z opaèných implikací neplatí.

2.5. LINEÁRNÍ TRANSFORMACE ÈASOVÝCH ØAD.

De�nice 2.20. Øekneme, ¾e èasová øada X := fXtg má ohranièené druhé mo-
menty, jestli¾e existuje konstanta C 2 R s vlastností EjXtj2 � C <1 pro ka¾dé t.

Vìta 2.21. Èasová øada X := fXtg má ohranièené druhé momenty právì kdy¾ existují

reálné konstanty �X < 1 a �X < 1 takové, ¾e j�X(t)j � �X a j�X(t)j � �X pro
ka¾dé t, tj. právì kdy¾ X má ohranièenou støední hodnotu i rozptyl.

Vìta 2.22 (Hlavní vìta o konvergenci). Jestli¾e � := f�kg 2 `1 (tj.
P

k
j�kj < 1)

a U := fUtg je èasová øada s ohranièenými druhými momenty, pak nekoneèná øada

Xt :
2
=
P

k
�kUt�k konverguje podle kvadratického støedu1 pro ka¾dé t a lineárnì trans-

formovaná èasová øada X := fXtg má rovnì¾ ohranièené druhé momenty.

1tj. èásteèné souèty konvergují dle kvadratického støedu:

EjXt�
P

N

k=�N
�kUt�kj

2 ! 0. Souèet v tomto smyslu oznaèujeme symbolem
2

=. V dal¹ím textu bude

sumace øad v¾dy uva¾ována v tomto smyslu, i kdy¾ symbol 2 nad rovnítkem bude vynechán.



Poznámka 2.23. Lineární transformace s koe�cienty � := f�kg, která ka¾dou èasovou

øadu s ohranièenými druhými momenty transformuje opìt na øadu s ohranièenými

druhými momenty se nazývá stabilní. Z pøedchozí vìty tedy vyplývá, ¾e postaèující

podmínkou pro stabilitu lineární transformace je absolutní sumovatelnost posloupnosti

� jejích koe�cientù. Proto se tato podmínka také nìkdy nazývá podmínkou stability.

Dùsledek 2.24. Jestli¾e � 2 `1 a U = fUtg je stacionární se støední hodnotou �U a
autokovarianèní funkcí U , pak platí

(1) Xt

2
=
P

k
�kUt�k konverguje pro ka¾dé t

(2) X := fXtg je stacionární se støední hodnotou a autokovarianèní funkcí:

�X = �U

X
j

�j (2.2a)

X(h) =
X
j

X
k

�j�kU(h � j + k); h � 0: (2.2b)

Dùsledek 2.25.

�
2
X = X(0) =

X
j

X
k

�j�kU (k � j) (2.3a)

�
2
X � �

2
U(
X
j

j�jj2) (2.3b)

De�nice 2.26. Èasová øada X, která je lineární transformací øady U jako ve vìtì

2.22 se také nìkdy nazývá èasovou øadou (lineárnì) generovanou øadou U . Jestli¾e

je �k = 0 pro ka¾dé k < 0, pak X se nazývá kauzální (kauzálnì generovanou),
nebo» její hodnoty Xt nezávisí na budoucích hodnotách U� ; � > t generující øady (jsou

podmínìny jen hodnotami U� ; � � t). V takovém pøípadì èásteèné souèty pøi sumaci

dle kvadratického støedu nabudou tvaru
PN

k=0 �kUt�k a samotnou øadu tak mù¾eme

psát ve tvaru Xt

2
=
P1

k=0
�kUt�k.

Poznámka 2.27 (Operátor zpìtného posuvu).
Znaèíme pro k 2 N:
BUt := Ut�1, atd. rekurentnì B

k
Ut = B(Bk�1

Ut) := Ut�k

B
�1
Ut := Ut+1, atd. rekurentnì B

�k
Ut := B

�1(B�(k�1)
Ut) := Ut+k

B
0
Ut := Ut. Pak formálnì místo Xt

2
=
P1

k=0
�kUt�k pí¹eme struènì Xt = �(B)Ut, kde

�(B) :=
P1

k=0
�kB

k, nebo»P1

k=0
�kUt�k =

P1

k=0�kB
k
Ut = (

P1

k=0 �kB
k)Ut je operátor získaný formálním dosa-

zením operátoru B za promìnnou v øadì (polynomu) �(z) =
P1

k=0�kz
k, která(ý) hraje

roli pøenosové charakteristiky lineární transformace (ta je toti¾ konvoluèního typu).

2.6. ODHADY MOMENTOVÝCH FUNKCÍ.

De�nice 2.28. Nech» x = [x1; : : : ; xn] je n pozorování (xt = Xt(!) pro t = 1; : : : ; n)

stacionární èasové øady se støední hodnotou �, rozptylem �
2, autokovarianèní funkcí

(�) a autokorelaèní funkcí �(�). Pak jejich odhady spoèteme takto:b� := 1
n

Pn

j=1 xj . . . odhad �;b(h) := 1
n

Pn�h

j=1
(xj+h � b�)(xj � b�), 0 � h � n� 1,b(h) := b(�h), �(n� 1) � h < 0 . . . odhad (h);b�2 := b(0) . . . odhad rozptylu;b�(h) := b(h)

b(0)
, �(n� 1) � h � n � 1 (viz rovnici (2.1))

. . . odhad autokorelaèní funkce v pøípadì b(0) 6= 0, jinak b�(h) := 0.



Vìta 2.29. Nech» X := [X1; : : : ;Xn] je marginální vektor v X korespondující s vekto-
rem pozorování x. Potom jak matice

b�n := [b(i� j)]i;j =

2664
b(0) b(1) : : : b(n� 1)b(1) b(0) : : : b(n� 2)

: : : : : : : : : : : : : : : : : : : : : : : :b(n � 1) b(n� 2) : : : b(0)
3775 ;

která je odhadem varianèní matice varX, tak i matice bRn :=
b�n
b(0)

, která je odhadem

korelaèní matice �(X), jsou symetrické a pozitivnì semide�nitní.
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Poznámka 2.30.

(1) Odhad je spolehlivý pouze pro n > 50 a h < n

4
.

(2) Odhad b(h) je vychýlený (Eb(h) 6= (h)), proto¾e souèet pozorování je dìlen n

a nikoliv poètem stupòù volnosti n�1�h. Poznamenejme, ¾e vìta 2.29 neplatí

pro nevychýlený odhad (matice b�n ztratí oèekávanou vlastnost pozitivní semide-

�nitnosti). V ka¾dém pøípadì je ale odhad b(h) asymptoticky nevychýlený
v tom smyslu, ¾e Eb(h)! (h) pro n!1. Navíc je také konzistentní podle
kvadratického støedu v tom smyslu, ¾e Ejb(h)� (h)j2 ! 0 pro n!1, kde

konvergence je dokonce rychlej¹í ne¾ v pøípadì nevychýleného odhadu.

(3) Z algebraického hlediska b(h) lze psát ve tvaru skalárního souèinu b(h) =
1
n
hx0;xhi, kde xh := [0; : : : ; 0| {z }

h

; x1� b�; : : : ; xn� b�; 0; : : : ; 0| {z }
n�1�h

]. Vektor x0 tak repre-

zentuje pùvodní vektor pozorování (doplnìný na konci n � 1 nulami), zatímco

xh je jeho kopie posunutá (zpo¾dìná) o h.



Zøejmì kx0k2 = kxhk2 =
P

n

j=1jxj � b�j2. Ze Schwarzovy nerovnosti dostáváme

jhx0;xhij � kx0k2, co¾ vede na jb(h)j � 1
n
kx0k2 = 1

n
hx0;x0i = b(0). Od-

tud vidíme, ¾e odhad autokorelaèní funkce zachovává její pøirozenou vlastnost

jb�(h)j � 1.

(4) Vzhledem ke (3) je mo¾no odhad b�(h) interpretovat geometricky jako kosinus

úhlu mezi pùvodním a posunutým vektorem pozorování x0 a xh, co¾ lze inter-

pretovat jako míru jejich lineární závislosti (podobnosti): nula znamená orto-

gonalitu (úplnou lineární nezávislost=¾ádná korelace mezi obìma vektory), �1
odpovídá lineární závislosti (úplná korelace: jeden z nich je skalárním násobkem

druhého).

(5) Trend je charakterizován korelacemi na velkou vzdálenost, co¾ se projevuje

pomalým poklesem b(h) pøi h!1. Periodická slo¾ka se projeví oscilatorickým

chováním b(h) s dominantní periodou této slo¾ky, pøípadnì smìsí takových

slo¾ek.

3. Predikce v èasových øadách

3.1. PRINCIP ORTOGONÁLNÍ PROJEKCE.

De�nice 3.1 (Prostor L2(
;A; P )).
L2 := L2(
;A; P ) de�nujeme jako mno¾inu v¹ech (reálných nebo komplexních) náhod-

ných velièin nad tým¾ pravdìpodobnostním prostorem (
;A; P ), které mají koneèné

druhé momenty (resp. rozptyly - viz dále 3.5), tj.

L2(
;A; P ) := fX jX náhodná velièina nad (
;A; P ); EjXj2 <1g.
Poznamenejme, ¾e do tohoto prostoru zahrnujeme také v¹echny konstanty z C , které

pova¾ujeme za náhodné velièiny s nulovým rozptylem.

Vìta 3.2 ([BD93, s.46-48, x2.10�]).
L2(
;A; P ) je Hilbertùv prostor2 se skalárním souèinem hX;Y i = EXY a normou

kXk2 =
phX;Xi =

p
EjXj2. Tedy konvergence indukovaná touto normou je právì

konvergence podle kvadratického støedu.

Dùsledek 3.3 (Schwarzova nerovnost).

jEXY j � kXk2kY k2 =
p
EjXj2

p
EjY j2; X; Y 2 L2(
;A; P ):

Dùsledek 3.4. X 2 L2(
;A; P ) ) EX existuje.

Dùkaz.

jEXj = jE(1:X)j �
p
Ej1j2| {z }
1

p
EjXj2 =

p
EjXj2 <1:

�

Dùsledek 3.5.

X;Y 2 L2(
;A; P ) ) X � EX; Y � EY 2 L2(
;A; P )

a

hX � EX; Y � EY i = E(X � EX)(Y � EY ) = cov(X;Y )

existuje a splòuje Schwarzovu nerovnost

jcov(X;Y )j �
p
EjX � EXj2

p
EjY � EY j2 = �X�Y :

2Hilbertùv prostor pøedstavuje zobecnìní euklidovského prostoru pøipou¹tìjící i nekoneènou dimenzi

v pøípadì, ¾e prvky prostoru jsou funkce, náhodné velièiny apod.



Dùsledek 3.6.

�(X;Y ) =

�
cov(X;Y )

�X�Y
pro �X�Y 6= 0

0 pro �X�Y = 0

je tzv. korelaèní koe�cient náhodných velièin X a Y , pro nìj¾ platí j�(X;Y )j � 1

a speciálnì �1 � �(X;Y ) � 1 v pøípadì reálných náhodných velièin X a Y .

Vìta 3.7 (Vìta o ortogonální projekci: [BD93, x2.3]).
Je-li L uzavøený lineární podprostor Hilbertova prostoru H (napøíklad H = L2) a
x 2 H, pak následující tvrzení jsou ekvivalentní:

(i) existuje jediný prvek bx 2 L takový, ¾e

kx� bxk = inf
y2L
kx� yk (*)

a
(ii) nìjaký prvek má minimální vlastnost (*) právì kdy¾ x � bx ? L, tj. x � bx ? y

(neboli hx � bx; yi = 0) pro ka¾dé y 2 L. Pí¹eme bx = PLx, kde PL je tzv.

operátor ortogonální projekce na podprostor L.

De�nice 3.8.
Nech» X0 := 1;X1; : : : ;Xn 2 L2 a L := L(X0;X1; : : : ;Xn) je lineární podprostor v L2

generovaný náhodnými velièinami X0;X1; : : : ;Xn. Je-li X 2 L2 nìjaká dal¹í náhodná

velièina, pak bX = PLX se nazývá nejlep¹í3 lineární predikce náhodné velièiny X

pomocí náhodných velièin X0;X1; : : : ;Xn.

Poznámka 3.9. Operátor PL je korektnì de�nován, nebo» L má koneènou dimenzi

(dimL � n + 1) a je tak automaticky uzavøený. Proto¾e bX 2 L(X0;X1; : : : ;Xn),

existuje vektor �0 := [�0; �1; : : : ; �n]
T 2 Rn+1 takový, ¾ebX = �0 X0|{z}
1

+�1X1 + � � �+ �nXn: (3.1a)

I kdy¾ bX je jediný, nemusí být �0 obecnì jednoznaènì urèen. Je tomu tak jen kdy¾

X0;X1; : : : ;Xn jsou lineárnì nezávislé, tj. tvoøí bázi prostoru L.

Vìta 3.10. Vektor �0 ze vztahu (3.1a) se spoète jako øe¹ení následujícího systému
n + 1 lineárních rovnic (tzv. normální systém rovnic), kde i = 0; 1; : : : ; n:

hX0;Xii�0 + hX1;Xii�1 + � � � + hXn;Xii�n = hX;Xii (3.1b)

neboli dle vìty 3.2

E(X0Xi)�0 + E(X1Xi)�1 + � � �+ E(Xn;Xi)�n = E(XXi): (3.1c)

Dùkaz. Dle 3.7:bX = PLX , X � bX ? Y pro ka¾dé Y 2 L , X � bX ? Xi pro ka¾dé i =

0; 1; : : : ; n , hX � bX;Xii = 0 pro ka¾dé i = 0; 1; : : : ; n , h bX;Xii = hX;Xii pro
ka¾dé i = 0; 1; : : : ; n , hPn

j=0 �jXj ;Xii = hX;Xii pro ka¾dé i = 0; 1; : : : ; n ,Pn

j=0 �jhXj ;Xii = hX;Xii pro ka¾dé i = 0; 1; : : : ; n, co¾ je právì (3.1b). �

Pøíklad 3.11 (n = 0).
L = L(X0) = L(1) = R je lineární podprostor v¹ech (reálných) konstant v L2. Pak

(3.1b) se redukuje jen na jednu rovnici:

E(X0X0| {z }
1

)�0 = E(X X0|{z}
1

):

3rozumí se ve smyslu minimální støední kvadratické chyby.



Odtud máme �0 = EX a tedy bX = �0X0 = EX.

Tedy EX je nejlep¹í lineární predikce náhodné velièinyX pomocí konstanty. Dosa¾ená

minimální støední kvadratická chyba je E(X � EX)2 = varX.

Dùsledek 3.12. Jestli¾e EX = EX1 = : : :EXn = 0, pak bX = PLX = PL(X1 ;:::;Xn)X,
�0 = 0 a (3.1c) pøejde v systém n rovnic, kde i = 1; : : : ; n:

E(X1Xi)�1 + � � � + E(Xn;Xi)�n = E(XXi): (3.1d)

Polo¾íme-li X := [X1; : : : ;Xn]
T , mù¾eme jej pøepsat do maticového tvaru

(varX)� = cov(X;X)T; (3.1e)

kde � := [�1; : : : ; �n]
T 2 Rn

:

Dùkaz. První rovnice (i = 0) v (3.1c) bude tvaru:

E(1:1)| {z }
1

�0 + E(X1:1)| {z }
0

�1 + � � � + E(Xn:1)| {z }
0

�n = E(X:1)| {z }
0

.

Odtud dostáváme �0 = 0, tak¾e ve zbývajících rovnicích pro i = 1; : : : ; n bude

E(X0X1)�0 = 0, co¾ je právì systém normálních rovnic pro PL(X1;:::;Xn)X. �

Dùsledek 3.13 (Nejlep¹í lineární predikce pro stacionární èasové øady).
Nech» X := fXtg je stacionární èasová øada s nulovou støední hodnotou �X = 0 a auto-

kovarianèní funkcí X . Pro dané k 2 N nech» bX(k)

t+k znaèí nejlep¹í (k-krokovou) lineární
predikci náhodné velièiny Xt+k pomocí n pøedchozích velièin Xt;Xt�1; : : : ;Xt+1�n ve

tvaru bX(k)

t+k =
Pn

j=1 �
(k)

n;jXt+1�j . Pak vektor �
(k)
n := [�

(k)

n1 ; : : : ;�
(k)
nn ]

T nalezneme øe¹ením

tzv. Yule-Walkerova systému lineárních rovnic:2664
(0) (1) � � � (n� 1)

(1) (0) � � � (n� 2)
...

... � � � ...
(n� 1) (n� 2) � � � (0)

3775
| {z }

�n

26664
�
(k)

n1

�
(k)

n2
...

�
(k)
nn

37775
| {z }
�
(k)
n

=

2664
(k)

(k + 1)
...

(k + n � 1)

3775
| {z }


(k)
n

(3.2)

Dùkaz. Plyne z 3.12 po zámìnách: X ; Xt+k, Xj ; Xt+1�j , �j ; �
(k)

nj a tedy pak

varX= [cov(XiXj)]; [cov(Xt+1�i;Xt+1�j)] = [(t+1�i�(t+1�j))] = [(j�i)] = �n
a podobnì

cov(X;X)T ; [E(Xt+k;Xt+1�j)] = � � � = [(t+k�(t+1�j))] = [(k+j�1)] = (k)
n

. �

Vìta 3.14 (Støední kvadratická chyba).
Støední kvadratická chyba v

(k)
n := EjXt+k �X

(k)

t+kj2 nejlep¹í k-krokové lineární predikce
se spoète dle vztahu:

v
(k)
n = (0) �

nX
j=1

�
(k)

nj (k + j � 1) = (0)��T

n
(k)
n : (3.3)

Dùkaz. v
(k)
n = EjXt+k � X

(k)

t+kj2 = kXt+k � X
(k)

t+kk2 = hXt+k � X
(k)

t+k;Xt+k � X
(k)

t+ki =
hXt+k �X

(k)

t+k;Xt+ki � hXt+k �X
(k)

t+k;X
(k)

t+ki| {z }
0

= hXt+k;Xt+ki � hX(k)

t+k ;Xt+ki =

kXt+kk2 � h
Pn

j=1�
(k)

nj Xt+1�j ;Xt+ki = kXt+kk2 �
Pn

j=1 �
(k)

nj hXt+1�j ;Xt+ki =
E(X2

t+k)�
Pn

j=1
�
(k)

nj E(Xt+1�jXt+k) = (0) �Pn

j=1 �
(k)

nj (t+ 1 � j � (t+ k)) =

(0) �Pn

j=1 �
(k)

nj (1� j � k) = (0)�Pn

j=1 �
(k)

nj (k + j � 1): �



De�nice 3.15.
Nech» X;Y;X1; : : : ;Xn 2 L2 a bX a bY jsou nejlep¹í lineární predikce náhodných velièin

X a Y pomocí X1; : : : ;Xn. Pak �(X;Y jX1; : : : ;Xn) := �(X � bX;Y � bY ) se nazývá
parciální korelaèní koe�cient náhodných velièin X a Y pøi daných X1; : : : ;Xn.

Interpretace: parciální korelace mezi X a Y pøi daných X1; : : : ;Xn je korelace mezi X
a Y oèi¹tìná o tu svoji èást, která je zprostøedkována náhodnými velièinami X1; : : : ;Xn.

De�nice 3.16. Nech» X = fXt j t 2 Zg je stacionární èasová øada s autokorelaèní

funkcí �X(�). Pak parciální autokorelaèní funkci (pacf) �X(�) èasové øady X

de�nujeme následovnì:

�X(0) = �X(0) = 1;

�X(1) = �X(1) = �(Xt+1;Xt)

�X(h) = �(Xt+h;Xt jXt+1; : : : ;Xt+h�1) pro h � 2:

Vìta 3.17 ([BD93, x5.2]).
Jestli¾e X = fXt j t 2Zg je stacionární èasová øada se støední hodnotou �X = 0 a par-
ciální autokorelaèní funkcí �X(�), pak �X(n) = �n;n pro n � 1, kde �n = [�n;1; : : : ;�n;n]

T

je øe¹ením problému nejlep¹í lineární predikce.

�X(h) lze poèítat rekurzivnì u¾itímmezivýsledných vztahù (3.4b) dále uvedeného Dur-

bin-Levinsonova algoritmu 3.19.

Jiný postup poèítá �
(k)
n;n z (3.2) pomocí Cramerova pravidla podle následujícího dù-

sledku. Bohu¾el tato metoda není výpoèetnì pøíli¹ efektivní pro velká n.

Dùsledek 3.18. Je-li matice �n := [X(i� j)]ni;j=1 regulární, pak

�X(n) = �n;n =
det��n
det�n

;

kde ��n := [�(:; 1); : : : ;�(:; n� 1);n] a n = [X(1); : : : ; X(n)]
T .

3.2. DURBIN-LEVINSONÙV A INOVAÈNÍ ALGORITMUS.

Vìta 3.19 (Durbin-Levinsonùv algoritmus pro rekur. výpoèet�n [BD93, Prop.5.2.1]).
Nech» X = fXt j t 2Zg je stacionární èasová øada s nulovou støední hodnotou �X = 0

a autokovarianèní funkcí X(h)! 0 pro h!1. Jestli¾e bXn+1 = �n;1Xn+� � �+�n;nX1

je nejlep¹í lineární predikce, pak pro koe�cienty �n;j a støední kvadratickou chybu vn =

EjXn+1 � bXn+1j2 platí následující rekurentní vztahy.

Poèáteèní krok pro n = 0:

v0 = X(0): (3.4a)



Rekurentní krok pro n > 0:

�n;n =
�
X(n)�

=0 pro n=1z }| {
n�1X
j=1

�n�1;j X(n � j)
�
v
�1
n�1; (3.4b)

vn = vn�1(1� j�n;nj2); (3.4c)2664
�n;1

�n;2

...
�n;n�1

3775 =

2664
�n�1;1

�n�1;2

...
�n�1;n�1

3775 ��n;n

2664
�n�1;n�1

�n�1;n�2

...
�n�1;1

3775 pro n > 1: (3.4d)

Pøedstavme je¹tì jiný algoritmus pro výpoèet jednokrokové nejlep¹í lineární predikce.

Jedná se o tzv inovaèní algoritmus (IA), který mù¾e být na rozdíl od Durbin-

Levinsonova algoritmu (DLA) aplikován na libovolnou i nestacionární èasovou øadu

s nulovou støední hodnotou �X = 0. Tento algoritmus není nic jiného ne¾ souøadnicový

pøepis Gram-Schmidtova ortogonalizaèního procesu.

Vìta 3.20 (Inovaèní algoritmus pro rekurentní výpoèet �n [BD93, Prop.5.2.2]).
Nech» X = fXt j t 2 Zg je èasová øada s nulovou støední hodnotou �X = 0 s maticí
smí¹ených momentù [�i;j]

n
i;j=1, �i;j := E(XiXj), která je regulární pro ka¾dé n. Pak jed-

nokrokové nejlep¹í lineární predikce bXn+1 := bX(1)

n+1, n � 0, a jejich støední kvadratické

chyby vn := v
(1)
n spoèteme rekurentnì pomocí následujících vztahù:

bXn+1 =

(
0 pro n = 0Pn

j=1�n;j(Xn+1�j � bXn+1�j ) pro n � 1;
(3.5a)

u¾itím

v0 = �(1; 1) (3.5b)

�n;n�k = v
�1
k
(�(n+ 1; k + 1)�

k�1X
j=0

�k;k�j�n;n�jvj) (3.5c)

vn = �(n+ 1; n+ 1) �
n�1X
j=0

�2
n;n�jvj: (3.5d)

postupnì v poøadí: v0; �1;1; v1; �2;2;�2;1; v2; : : :

4. Modelování a odhad parametrù

4.1. PØEDZPRACOVÁNÍ.

4.1.1. O¹etøení speci�ckých efektù.

a) Volba okam¾ikù pozorování:
� jsou pøímo diskrétní svou povahou, napø. úroda obilí za jednotlivé roky.
� vznikají diskretizací spojité èasové øady, napø. teplota v danou denní

dobu na daném místì.



� vznikají akumulací (agregací) hodnot za urèité období, napø. denní

mno¾ství srá¾ek, roèní výroba závodu. Místo akumulace se nìkdy provádí

prùmìrování.

Je-li dána mo¾nost volby, je tøeba jí vìnovat pozornost:

� málo bodù ) unikne charakteristický rys øady.

� mnoho bodù ) zvý¹í se výpoèetní nároènost.

� ekvidistantní diskretizace zpravidla usnadní numerické zpracování, ale

neumo¾òuje adaptivnì mìnit hustotu diskretizace v závislosti na lokálním

charakteru øady.

� pøi agregaci se mohou poru¹it vlastnosti pùvodní øady.

b) Problémy s kalendáøem:
� rùzná délka kalendáøních mìsícù.

� 4 nebo 5 víkendù v mìsíci.

� rùzný poèet pracovních dnù v mìsíci.

� pohyblivé svátky: napø. svátek na zaèátku mìsíce sní¾í prodej potravin za

tento mìsíc, ale zvý¹í jej za pøedchozí v dùsledku efektu pøedzásobení.

Pøíklad `oèi¹tìní' èasové øady napø. od promìnlivé délky mìsíce:

zavedeme `standardní' mìsíc o délce 30 dnù a pak údaj tøebas o produkci

za leden pøenásobíme korekèním faktorem 30
31
.

c) Problémy s nekompatibilitou jednotlivých mìøení: Pøíklad: hodnota nì-

jakého ukazatele se jeden rok týká napø. 85 podnikù, dal¹í rok jen 82 apod.

d) Problémy s délkou èasových øad:
� zvìt¹ení poètu mìøení (napø. pùlením èasových intervalù mezi body) ne-

musí v¾dy znamenat zvìt¹ení mno¾ství informace.

� nìkdy se mohou objevit protichùdné tendence:metoda zpracování vy¾aduje

del¹í øadu, ale na druhé stranì øada vzniklá dlouhodobým sledovánímmù¾e

mìnit charakteristiky svého modelu v èase ) obtí¾e s konstrukcí modelu.

4.1.2. Stabilizace rozptylu.
Vìt¹ina bì¾nì u¾ívaných modelù pøedpokládá alespoò kovarianènì stacionární chocání

analyzované øady X := fXtg, tj. zejména konstantní rozptyl �2X (tzv. homoskedasti-
cita). Pokud je tato podmínka poru¹ena (tzv. heteroskedasticita), je tøeba buï u¾ít

vhodný model a nebo øadu transformovat na øadu s konstantním rozptylem. Takové

transformaci øíkáme stabilizace rozptylu.
Obvykle pøedpokládáme exponenciální model závislosti smìrodatné odchylky na

støední hodnotì: �X(t) = �0�X(t)
�. V praxi se nejèastìji vyskytují 2 pøípady:

� � = 0: øada je ji¾ homoskedastická a není tøeba ji transformovat;

� � = 1: smìrodatná odchylka øady závisí lineárnì na støední hodnotì.

Existují postupy, které umo¾òují odhadnout parametr � z pozorované øady. He-

teroskedasticitu pak odstraníme jednou z ní¾e uvedených transformací, kde zvolíme

parametr � = 1��.

Box-Coxova transformace pro øadu Xt > 0:

Yt :=

(
X�
t �1

�
pro � 6= 0

ln(Xt) pro � = 0 (lineární nárùst pøi � = 1)
:

Mocninná transformace pro øadu Xt > 0:

Yt :=

(
X

�
t
pro � 6= 0

ln(Xt) pro � = 0 (lineární nárùst pøi � = 1)
:



Poznámka 4.1.

(1) Jestli¾e není splnìna podmínka Xt > 0 nebo pozorované hodnoty jsou blízké

nule, nelze uvedené transformace pøímo pou¾ít. V takovém pøípadì je mo¾no

øadu vhodnì posunout do kladných hodnot. Tento posuv v¹ak pøedstavuje nato-

lik umìlý zásah do stochastického chování originální øady, ¾e mù¾e vést k jejímu

znehodnocení a nevìrohodnosti výsledného modelování.

(2) Mocninná transformace není spojitá pro � ! 0, tak¾e je nutno se vyhýbat

malým nenulovým hodnotám parametru �.

(3) Postup odphadování parametru �, resp � lze nalézt napø. v [Cip86, s.144-145].

4.1.3. Identi�kace periodických komponent.

Identi�kace je zalo¾ena na rozkladu T -periodické funkce x(t) do její Fourierovy øady:

x(t) =

1X
k=�1

cke
i2�kt
T =

a0

2
+

1X
k=1

Ak cos
�2�kt
T

� 'k

�
; Ak = 2jckj;

kde se pak sna¾íme identi�kovat energeticky nejsilnìj¹í harmonické komponenty, tj.

takové, které mají velkou hodnotu kvadrátu své amplitudy A2
k, co¾ je velièina úmìrná

energii (nebo støednímu výkonu) této slo¾ky na intervalu délky T .

K tomu slou¾í tzv. periodogram:

Periodogram = odhad energetické spektrální hustoty reálné T -periodické funkce x(t),

kde za ck; k = 1; : : : ;m (m :=
�
N�1
2

�
znaèí celou èást zlomku N�1

2
), dosadíme odhadbck spoètený pomocí DFT�

N (operátor Diskrétní Fourierovy transformace | viz dále)

po ekvidistantní diskretizaci jedné periody x(t):

T = N�t; xn = x(n�t); n = 0; 1; : : : ; N , x := [x0; : : : ; xN�1].

Periodogram je tedy posloupnost hodnot fIkgmk=1, kde

Ik = I(!k) = 2T jbckj2 = 2N�t

���� 1
N
Xk

����2 = 2

N
�tjXkj2; k = 1; : : : ;m (4.1)

a X := [X1; : : : ;XN ] je transformací vektoru x pomocí DFT�N :

Xk =

N�1X
t=0

xte
�i 2�kt

N =

NX
t=1

xte
�i 2�kt

N :

Druhá rovnost je zde dùsledkem N -periodicity x0 = xN .

Z hlediska kvalitativních závìrù nezále¾í na multiplikativní konstantì, proto bez

újmy na obecnosti mù¾eme pøedpokládat �t = 1 a dostáváme tak výsledný vztah
pro hodnoty Ik periodogramu ve tvaru

Ik = I(!k) =
2

N
jXkj2 = (4.2)

=
2

N

8<:
 

NX
t=1

xt cos
2�kt

N

!2

+

 
NX
t=1

xt sin
2�kt

N

!2
9=; ; k = 1; : : : ;m: (4.3)

Velká hodnota Ik indikuje velkou energii k-té harmonické komponenty, tj. silné za-

stoupení slo¾ky xk(t) = cke
i!kt+ c�ke

�i!kt = Ak cos(!kt�'k) v rozvoji x(t) do Fourie-

rovy øady (!k :=
2�k
T
).



Vìta 4.2 ([BD93, Prop.10.1.2]).

Ik = 2
X
jhj<N

b(h)e�i 2�hkN pro k = 1; 2; : : : ;

�
N � 1

2

�
;

kde b(h) je odhad autokovarianèní funkce vektoru x = (x1; : : : ; xN )
T spoètený dle 1.46.

4.1.4. Fisherùv test periodicity.

Polo¾me m =
�
N�1
2

�
a de�nujme statistiku

W = max
k=1;:::;m

Yk; kde Yk =
IkP
m

j=1
Ij
:

Proto¾e Ij � 0 pro j = 1; 2; : : : ;m, je 0 � W � 1.

Nech» Xt = Pt + Et; Et sWN (0; �2) gaussovský.

Platí-li nulová hypotéza H0 : Xt = Et, pak testová statistika W má na intervalu [0; 1]

rozdìlení, pro nìj¾ platí

P (W > x) =

mX
j=1

1�jx>0

(�1)j�1
�
m

j

�
(1� jx)m�1; 0 < x < 1;

pøièem¾ P (W > x) � m(1� x)m�1 je dobrá aproximace pro m � 50.

Nech» gF (1 � �) znaèí (1� �)-kvantil rozdìlení statistiky W (tabelováno), tj.

P (W � gF (1 � �)) = 1 � �. Pak H0 zamítáme s rizikem �, pokud W > gF (1 � �).

Je-li v takovém pøípadì Ik0 = maxk=1;:::;m Ik, pak k0-tou harmonickou komponentu

pova¾ujeme za významnou. Dal¹í významnou harmonickou komponentu zjistíme z pe-

riodogramu délky m � 1, kde vynecháme Ik0 , a tak pokraèujeme dále, dokud není

hypotéza H0 pøijata.

4.1.5. Siegelùv test periodicity.
Tento test je vhodnìj¹í ne¾ Fisherùv v pøípadì vìt¹ího mno¾ství harmonických kom-

ponent. Siegelova statistika je tvaru

T� =

mX
k=1

(Yk � � gF (1� �))+; 0 < � < 1 (doporuèená hodnota je � = 0; 6):

H0 zamítáme s rizikem �, jestli¾e T� > t�(1 � �), kde t�(1 � �) je (1 � �)-kvantil

rozdìlení T� (tabelováno).

Poznámka 4.3 (Praktická doporuèení).

(1) Vzhledem k povaze nulové hypotézy ve vý¹e uvedených testech by v testovaných

datech nemìl být obsa¾en trend. Doporuèuje se proto alespoò hrubé pøedbì¾né

odstranìní dlouhodobého trendu. Jeho pøítomnost toti¾ sni¾uje citlivost testù.

(2) Vzhledem k povaze rozvoje do Fourierovy øady musí být N dìlitelné délkami

period v¹ech harmonických slo¾ek, které se sna¾íme detekovat (obvykle staèí,

aby N bylo dìlitelné délkou dominantní periody). V pøípadì potøeby je proto

tøeba od zaèátku øady ubrat co nejmen¹í poèet pozorování a sní¾it tak celkovou

délku n na N = n�r, které vyhovuje. Èiníme tak ov¹em jen pro úèel identi�kace

periodických komponent.



(3) Po¾adavek (2) je obtí¾né splnit, jestli¾e délka dominantní periody není pøe-

dem známa. V takovém pøípadì postupnì zkou¹íme r = 0; 1; : : : a vybereme

N = n � r, pro nìj¾ jsou v periodogramu nejvy¹¹í a nejostøej¹í ¹pièky (lokální

maxima), z nich¾ je co nejvíce vùèi sobì navzájem harmonických (perioda jedné

komponenty dìlí periodu jiné komponenty).

4.2. DEKOMPOZIÈNÍ MODEL.

Aditivní model (AM): Xt = Trt +

Ptz }| {
Szt + Ct| {z }
Dt

+Et;

Multiplikativní model (MM): Xt = Trt:

Ptz }| {
Szt:Ct| {z }
Dt

:Et;

kde znaèí

Trt . . . dlouhodobý trend

Szt . . . sezónní komponenta (perioda je pøedem známa)

Ct . . . cyklická komponenta (perioda není pøedem známa)

Pt . . . celková periodická komponenta

Dt = �X(t) . . . deterministická komponenta (støední hodnota

Et . . . stacionární náhodná komponenta (obvykle bílý ¹um nebo IID): �E = 0 pro AM,

resp. �E = 1 pro MM.

AM lze pou¾ít jen pro homoskedastická data, nebo» �X(t) = �(Dt+Et) = �(Et) = �E

je konstantní vzhledem ke stacionaritì Et.

Naopak MM lze pou¾ít jen pro lineárnì heteroskedastická data, nebo» �X(t) = �(Dt:Et) =

Dt�(Et) = �X(t)�E závisí lineárnì na støední hodnotì �X(t). V takovém pøípadì lze

MM pøevést na AM logaritmickou transformací (srov. s 4.1.2).

4.2.1. Parametrizované modely.

Oznaèení .

t = (t1; : : : ; tn)
T
; ti 6= tj pro i 6= j : : : vektor \èasu";

X :=Xt = (Xt1; : : : ;Xtn)
T

: : : náhodný vektor populace vybrané

z èasové øady;

x := xt = (x1; : : : ; xn)
T
; xi = Xti(!) : : : pozorování vektoru populace X:

Parametrizované metody pou¾íváme v pøípadì, ¾e je znám analytický tvar

Dt = D(t;�1; : : : ; �p) v aditivním modelu Xt = Dt + Et (multiplikativní model pøe-

vedeme na aditivní logaritmováním) s neznámými parametry � = (�1; : : : ; �p)
T , které

odhadneme minimalizací výrazu N(�1; : : : ; �p) = kD(t;�1; : : : ; �p) � xk2 ve vhodné

normì k � k. Zpravidla se pou¾ívá euklidovská norma a klasická metoda nejmen¹ích

ètvercù:

N(�1; : : : ; �p) =

nX
i=1

jD(ti; �1; : : : ; �p)� xij2:

Lokální extrém hledáme øe¹ením systému rovnic

@N(�1; : : : ; �p)

@�j

= 0 pro j = 1; : : : ; p



s ovìøením podmínky pro lokální minimum (jakobián je pozitivnì de�nitní matice):

J =

�
@
2
N(�1; : : : ; �p)

@�i @�j

�
i;j

> 0:

Pokud D závisí lineárnì na �1; : : : ; �p, pak tento systém je systémem p lineárních

rovnic pro p neznámých �1; : : : ; �p a dostáváme klasický lineární regresní model.
V pøípadì nelineární regrese pou¾ijeme pro minimalizaciN(�1; : : : ; �p) vhodnou op-

timalizaèní metodu, napøíklad Optimization Toolbox v prostøedí systémuMATLAB.

Lineární regresní model: D(t;�1; : : : ; �p) = '1(t)�1 + � � �+ 'p(t)�p, kde 'i jsou dané.

X= D� + E ; E = (Et1; : : : ; Etn)
T
s IID(0; �2);

kde

D = ['1(t); : : : ; 'p(t)]; 'j(t) = ('j(t1); : : : ; 'j(tn))
T

je matice s plnou sloupcovou hodností p.

Pro vektor pozorování pøejde vý¹e uvedený model v

x = D� + e; e = (e1; : : : ; en)
T
; kde ei = Eti(!):

Klasické dekompozièní metody

� Metoda malého trendu pøedpokládá v ka¾dé sezónní periodì pøibli¾nì kon-

stantní trend, který se odhadne jako prùmìr. Po jeho odeètení odhadneme se-

zónní slo¾ku sezónním prùmìrováním (viz [BD93, x1.4]).
� Metoda sezónních klouzavých prùmìrù vyu¾ívá pro odhad trendu obyèej-

ných klouzavých prùmìrù s délkou rovnou sezónní periodì. Dále postupujeme

jako v pøedchozím pøípadì (viz [BD93, x1.4]).
� Lineární regresní model (ozn. polfs), v nìm¾ trend je modelován polyno-

mem (pol) a periodická slo¾ka zkrácenou Fourierovou øadou (fs=Fourier Se-

ries) v goniometrickém tvaru nazývaný té¾ metoda skrytých period, do ní¾

zaøadíme pouze významné harmonické slo¾ky s periodou Tj dle periodogramu:

Trt = �1t
p + �2t

p�1 + � � �+ �p+1; 0 � p (4.4a)

Pt =

qX
j=1

aj cos
�2�t
Tj

�
+ bj sin

�2�t
Tj

�
: (4.4b)

Vmodelu tedy odhadujeme (p+1)+2q neznámýchparametrù �i, i = 1; 2; : : : ; p + 1

a aj; bj, j = 1; 2; : : : ; q.

� Lineární regresní model (ozn. polper), v nìm¾ trend je opìt modelován

polynomem (4.4a) a u periodické slo¾ky Pt (per) jsou její hodnoty v jedné

její základní (sezónní) periodì pøímo odhadovanými parametry: sk := Pk pro

k = 2; : : : ; s a s1 := P1 urèíme z dodateèné podmínky 1
s

Ps

k=1
sk = 0: Celkem

tedy v modelu odhadujeme p + 1 + s � 1 = p + s parametrù a pak klademe

Pt = sk; t = (j � 1)s+ k (tj., je-li Pt k-tou hodnotou v j-té základní periodì).



4.2.2. Filtraèní techniky.

Za vhodných pøedpokladù konstruujeme lineární nebo nelineární operátor S (smoo-

ther = vyhlazovaè) takový, ¾e

S(fXtg) =: f bDtg � fDtg
je dobrý odhad Dt v tom smyslu, ¾e f bDtg ! fDtg ve vhodné konvergenci pøi n!1,

tj. odhad je asymptoticky pøesný.

Bì¾né vyhlazovací techniky:

� Metoda klouzavých prùmìrù (lineární konvoluèní �ltr):

Yt =

qX
�=�q

w�Xt+� =

qX
�=�q

w�Dt+�| {z }
bDt:=S(fDtg)

+

qX
�=�q

w�Et+�| {z }
bEt:=S(fEtg)

;

kde po¾adujeme:

(1) Co nejmen¹í zkreslení Dt, tj. Dt �
Pq

�=�q w�Dt+� .

Standardní po¾adavek je, aby bez zkreslení byly �ltrem zachovány po-

lynomy dostateènì vysokého stupnì. Je-li Dt po èástech polynomického

tvaru, bude pak aproximace bDt velmi dobrá. Odpovìï dává následující

vìta:

Vìta 4.4.
Pro ka¾dý polynom Pt = c0 + c1t + � � � + ckt

k nejvý¹e k-ho stupnì platí
Pt =

Pq

�=�q w�Pt+� právì kdy¾ váhy splòují následující 2 podmínky

qX
�=�q

w� = 1;

qX
�=�q

�
r
w� = 0 pro r = 1; : : : ; k:

(4.5)

(2) Co nejvìt¹í redukci rozptylu náhodné slo¾ky Et, tj. 0 �
Pq

�=�q w�Et+� .

Mírou pro tento úèel je tzv. redukèní intenzita klouzavých prùmìrù
de�novaná jako podíl rozptylù �2Y =�

2
X za pøedpokladu, ¾e Et sWN (0; �2).

Spoètìme nejprve rozptyl �2Y : �
2
Y = var bEt = var(

Pq

�=�q w�Et+� ) =Pq

�=�q w
2
�var(Et+� ) = �

2
Pq

�=�q
w
2
� = �

2kwk2.
Odtud �2

Y =�
2
X = var bEt=varEt = �

2kwk2=�2 = kwk2.
Po¾adujeme tedy kwk2 < 1 co nejmen¹í. Dá se ukázat, ¾e z tohoto pohledu

vyhovují nejlépe obyèejné klouzavé prùmìry w� =
1

2q+1
, kde

kwk2 =
Pq

�=�q
1

(2q+1)2
= 2q+1

(2q+1)2
= 1

2q+1
. Ty v¹ak zase nejsou pøíli¹ opti-

mální z hlediska po¾adavku (1). Zachovávají toti¾ pouze polynomy nejvý¹e

stupnì 1, tj. (po èástech) lineární prùbìhDt a nehodí se tedy na øady s vy¹¹í

dynamikou ve støední hodnotì.

Klasickou technikou hledání vah je postupná polynomiální regrese, kdy po-
stupnì zleva prokládáme segmenty dat délky 2q+1 regresní polynom zvoleného

stupnì. Jsou-li data ekvidistantní, pak takto získané váhy nezávisí na poloze

segmentu a jsou tedy korektnì de�novány.



Hledání optimálních vah zachovávajících polynomy do zadaného stupnì pøi

co nejlep¹í redukèní intenzitì vedou na úlohu kvadratického programování:

minimalizujeme kwk2 =
Pq

�=�q w
2
� pøi lineárních omezeních daných rovni-

cemi (4.5).

Pøíkladem kvalitnì navr¾ených vah jsou tzv. Spencerovy 15-ti bodové váhy:
[w0; : : : ; w7] =

1
320

[74; 67; 46; 21; 3;�5;�6;�3], kde w�� = w� pro j� j � 7. Tyto

váhy zachovávají polynomy a¾ do stupnì 3 pøi redukèní intenzitì 0:1926, co¾ je

velmi dobrý výsledek ve srovnání s dolní mezí 1
15

= 0:0667 danou obyèejnými

klouzavými prùmìry délky 15.

� Exponenciální vyrovnávání: viz [Cip86, kap.7].
� Jádrové vyhlazování: viz [Ves94], [Ves96a].
� Waveletové vyhlazování: viz [Ves96b], [Ves97b], [Ves97a] a pøípadnì zobec-

nìní tìchto technik pro neortogonální a pøeurèené bázové systémy [CDS98],

[Ves02], [ZVH04].

4.3. BOX-JENKINSOVY MODELY.

4.3.1. ARMA modely pro stacionární èasové øady.

De�nice 4.5 (ARMA proces).
Stochastický proces X = fXt j t 2 Zg se nazývá ARMA procesem øádu p; q (0 �
p; q <1), pí¹eme X s ARMA(p; q), jestli¾e

Xt = �1Xt�1 + �2Xt�2 + � � �+ �pXt�p| {z }
Autoregresní èást (AR)

+Zt +�1Zt�1 +�2Zt�2 + � � �+�qZt�q| {z }
Èást klouzavých souètù (MA=Moving Average)

;

(4.6a)

kde Z := fZt j t 2 Zg s WN (0; �2) a �p 6= 0; �q 6= 0; � 6= 0. Pøepí¹eme-li (4.6a) do

ekvivalentního tvaru

Xt � �1Xt�1 � �2Xt�2 � � � � � �pXt�p = Zt +�1Zt�1 +�2Zt�2 + � � �+�qZt�q;

(4.6b)

lze pou¾ít té¾ zkrácený zápis dle poznámky 2.27:

�(B)Xt = �(B)Zt (4.6c)

kde pøi �0 = �0 = 1 je

�(z) = 1� �1z � � � � � �pz
p
; �(z) = 1 + �1z + � � �+�qz

q
; z 2 C :

Poznámka 4.6. V pøedchozí de�nici bez újmy na obecnosti pøedpokládáme �0 = 1,

nebo» v opaèném pøípadì staèí nahradit bílý ¹um fZtg sWN (0; �2) ¹umem f�0Ztg s
WN (0; (�0�)

2).



Poznámka 4.7 (Speciální pøípady).

a) Autoregresní proces (AR proces):
X s AR(p) = ARMA(p; 0) :
�(B)Xt = Zt, nebo» �(z) � 1.

Tedy

Xt = �1Xt�1 + �2Xt�2 + � � �+ �pXt�p + Zt: (4.6d)

V tomto pøípadì pøipou¹tíme i p =1 za pøedpokladu, ¾e � := f�jg1j=1 2 `1.
b) Proces klouzavých souètù (MA proces):
X s MA(q) = ARMA(0; q) :

Xt = �(B)Zt, nebo» �(z) � 1.

Tedy

Xt = Zt +�1Zt�1 +�2Zt�2 + � � �+�qZt�q: (4.6e)

V tomto pøípadì pøipou¹tíme i q =1 za pøedpokladu, ¾e � := f�jg1j=1 2 `1.
c) Bílý ¹um (jediný proces, který je souèasnì AR i MA):
X s ARMA(0; 0) = AR(0) = MA(0) = WN (0; �2) : Xt = Zt.

d) Smí¹ený ARMA proces:
X s ARMA(p; q); 0 < p; q < 1: Netriviální smìs autoregrese a klouzavých

souètù.

De�nice 4.8.
Buï X = fXt j t 2 Zg; X s ARMA(p; q). X se nazývá kauzální ARMA proces,
jestli¾e existuje  = f jg1j=0;

P1

j=0j jj <1 (tj.  2 `1) tak, ¾e

Xt =

1X
j=0

 jZt�j (zkrácenì Xt =  (B)Zt); t 2Z: (4.7a)

X se nazývá invertibilní ARMA proces, jestli¾e existuje
� = f�jg1j=0;

P1

j=0j jj <1 (tj. � 2 `1) tak, ¾e
1X
j=0

�jXt�j = Zt (zkrácenì �(B)Xt = Zt); t 2Z: (4.7b)

Poznámka 4.9.
Tedy kauzalita znamená, ¾e ARMA proces X je kauzálním lineárním procesem, který

lze generovat bílým ¹umem fZtg, neboli X sMA(1).

Podobnì invertibilita znamená, ¾e bílý ¹um fZtg je kauzálním lineárním procesem,

který je generován ARMA procesem X, co¾ je ekvivalentní s X s AR(1).

Vìta 4.10. Nech» fXtg s ARMA(p; q) : �(B)Xt = �(B)Zt takový, ¾e polynomy �(z)
a �(z) nemají spoleèné koøeny. Pak platí

(i) fXtg je kauzální právì kdy¾ �(z) 6= 0 pro v¹echna z 2 C , jzj � 1 (v¹echny
koøeny �(z) musí být vnì uzavøeného jednotkového kruhu). V takovém pøípadì

 j jsou urèeny Taylorovým rozvojem racionální funkce lomené  (z) :=
�(z)

�(z)
=P1

j=0  jz
j, pøièem¾ posloupnost  := f jg 2 `1 a je urèena jednoznaènì.



(ii) fXtg je invertibilní právì kdy¾ �(z) 6= 0 pro v¹echna z 2 C , jzj � 1 (v¹echny
koøeny �(z) musí být vnì uzavøeného jednotkového kruhu). V takovém pøípadì

�j jsou urèeny Taylorovým rozvojem racionální funkce lomené �(z) :=
�(z)

�(z)
=P

1

j=0 �jz
j, pøièem¾ posloupnost � := f�jg 2 `1 a je urèena jednoznaènì.

Vìta 4.11 (Autokovarianèní funkce MA procesu).
fXtg s MA(q); q � 1 je stacionární náhodný proces s nulovou støední hodnotou
�X = 0 a autokovarianèní funkcí

X(h) = �
2

qX
k=0

�h+k�k pro h � 0: (4.8a)

Speciálnì pro q <1 je

X(h) =

(
�
2
Pq�h

k=0�h+k�k pro 0 � h � q

0 pro h > q
(4.8b)

a zejména X(q) = �
2�q 6= 0, nebo» �0 = 1.

Dùkaz. Vztahy jsou dùsledkem 2.24. �

Dùsledek 4.12.

�
2
X = X(0) = �

2

qX
k=0

j�kj2:

�
2
X = �

2(1 + j�1j2 + j�2j2 + � � �++j�qj2) pro q <1:

(4.9)

�X(h) =

Pq�h

k=0
�h+k�kPq

k=0j�kj2 pro h � 0: (4.10)

Vìta 4.13 (Parciální autokorelaèní funkce kauzálního AR procesu).
Nech» fXtg s AR(p); p <1 je kauzální AR proces. Pak fXtg je stacionární s nulovou
støední hodnotou �X = 0 a parciální autokorelaèní funkcí �X , pro ni¾ �X(p) = �p 6= 0

a �X(h) = 0 pro h > p.

Na obrázcích 2, 3 a 4 jsou typické prùbìhy odhadnuté autokorelaèní a parciální auto-

korelaèní funkce simulovaných procesù po øadì AR(2); MA(2) a ARMA(2; 2). Èárko-

vaný pás udává interval spolehlivosti 95% pro nulovou hodnotu. Vidíme, ¾e v pøípadì

procesu AR(2) na obr. 2, resp. MA(2) na obr. 3 skuteènì �X(h) � 0, resp. �X(h) � 0

pro h > 2 v souladu s vìtami 4.13, resp. 4.11. V ostatních pøípadech obálka �X(h),

resp. �X(h) (v pøípadì ARMA(2; 2) na obr. 4 dokonce obou) vykazuje exponenciálnì

klesající, pøípadnì navíc i oscilatorický, prùbìh. Dá se toti¾ ukázat, ¾e �X i �X jsou

v tìchto pøípadech lineární kombinací klesajících geometrických posloupností a kosinu-

sovek s geometricky klesající amplitudou.

4.3.2. (S)ARIMA modely pro kovarianènì stacionární èasové øady.

Do popisu tìchto modelù vstupuje operátor diferencování, který lze také ekvivalentnì

vyjádøit pomocí operátoru zpìtného posuvu B popsaném v poznámce 2.27:

Diferencování èasové øady na vzdálenost s 2 N:
Yt := �sXt := Xt �Xt�s = Xt � B

s
Xt = (1 � B

s)Xt, atd. rekurentnì pro libovolný

øád diferencování d 2 N: Yt := �d
sXt := �s(�

d�1
s Xt) = (1 �B

s)dXt.



Pozorování procesu, n = 500

0 50 100 150 200 250 300 350 400 450 500
−8

−6

−4

−2

0

2

4

6

8

10

12
Data with the mean estimate

Autokorelaèní funkce

0 5 10 15 20 25 30 35 40 45 50
−0.2

0

0.2

0.4

0.6

0.8

1

1.2
Autocorrelation function

Parciální autokorelaèní funkce

0 5 10 15 20 25 30 35 40 45 50
−0.2

0

0.2

0.4

0.6

0.8

1

1.2
Partial autocorrelation function

Obrázek 2. AR(2) : � = [0:5; 0:2]; �2 = 2:25.

Pro s > 1 se �d
s = (1�Bs)d také nazývá operátorem sezónního diferencování øádu

d, nebo» s hraje roli délky sezónní periody.

Pro s = 1 znaèíme�d := �d
1 = (1�B)d a operátor nazýváme operátorem nesezónního

diferencování øádu d.

Konstrukce modelù:
fXtg s SARIMA(p; d; q; P;D;Q; s), jestli¾e pro Vt := �D

s Xt platí:

Vt = e�1Vt�s + e�2Vt�2s + � � �+ e�PVt�Ps| {z }
Sezónní autoregresní èást

+Et + e�1Et�s + e�2Et�2s + � � � + e�QEt�Qs| {z }
Sezónní èást klouzavých souètù

;

(4.11a)

kde f�d
Etg s ARMA(p; q) s parametry jako v (4.11b), pøièem¾

P;Q; d;D � 0 a s > 1 jsou opìt celá èísla a e�p 6= 0, e�q 6= 0.

fXtg s ARIMA(p; d; q) = SARIMA(p; d; q; 0; 0; 0; 1) neboli
Xt = Vt = Et, tj. pro Wt := �d

Xt s ARMA(p; q) platí:

Wt = �1Wt�1 + �2Wt�2 + � � � + �pWt�p + Zt +�1Zt�1 +�2Zt�2 + � � �+�qZt�q:

(4.11b)

Ve v¹ech vý¹e uvedenýchmodelech navíc pøedpokládáme, ¾e popisují kauzální èasovou
øadu, neboli souèasnì platí fXtg s MA(1), pøièem¾ posloupnost MA-koe�cientù je

absolutnì sumovatelná a pøíslu¹ná øada konverguje dle kvadratického støedu.
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Obrázek 3. MA(2) : � = [�0:5;�0:2]; �2 = 2:25.

Pou¾ití a interpretace modelu ARIMA:
Jestli¾e aplikujeme operátor � na (alespoò lokálnì) polynomiální prùbìh, dojde ke

sní¾ení stupnì polynomu (nejménì) o 1 (snadno se ovìøí). Tedy �d sní¾í stupeò nejménì

o d. Model ARIMA(p; d; q) se tedy hodí na stacionárnì kovarianèní èasovou øadu X :=

fXtg, kde stacionarita je poru¹ena jen ve støední hodnotì �X(t), která není konstantní

a má po èástech polynomiální charakter stupnì nejvý¹e d. Nesezónním diferencováním

øádu d dosáhneme buï konstantní nebo dokonce nulové støední hodnoty u diferencované

øady. Je-li takto získaná øada stacionární (v co¾ obvykle doufáme), pak lze pou¾ít model

ARIMA.

Pou¾ití a interpretace modelu SARIMA:
Zde pøedpokládáme, ¾e v¹echny èásteèné mezisezónní øady fXk+�sg� pro k = 0; 1; : : : ; s� 1

se chovají jako ARIMA(P;D;Q) s tými¾ parametry e�i a e�j (tj. nezávisí na k).

Reziduální øada fEtg získaná z tohoto modelu je ov¹em dekorelována jen mezisezónnì

a zatí¾ena zbytkovým kolísáním ve støední hodnotì �E(t) a tudí¾ pøedpokládáme pro

ni opìt model ARIMA, av¹ak s jinými øády p; d; q a jinými parametry �i a �j.

Obvykle staèí volitD = 1 (odstraní mezisezónnì konstantní sezónní slo¾ku). Výjimeènì

volíme D = 2, jestli¾e je tendence k mezisezónnímu lineárnímu nárùstu nebo poklesu.

Pozorované mezisezónní øady bývají toti¾ vìt¹inou velmi krátké a tudí¾ takové chování

je z nich obtí¾nì ovìøitelné.
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Obrázek 4. ARMA(2; 2) : � = [0:5; 0:2]; � = [�0:6; 0:3]; �2 = 2:25.

5. Demonstraèní ukázky pomocí knihovny TSA-M

V práci [Ves00] lze nalézt podrobný popis knihovny funkcí TSA-M vytvoøené au-

torem tohoto pøíspìvku jako toolbox pro numerické výpoèetní prostøedí MATLAB.

Nìkteré mo¾nosti knihovny jsou zde ilustrovány na reálném datovém souboru zachy-

cujícím mìsíèní poèty úmrtí pøi automobilových nehodách v USA v letech 1973{1978

pøevzatém z [BD93, Example 1.1.6] (viz Obr. 1.6 z odst. 1.1).

V ukázkách je modelována predikce o jednu sezónu (12 mìsícù) jednak pomocí klasic-

kého lineárního regresního modelu a jednak u¾itím modelu SARIMA(0; 1; 1; 0; 1; 1; 12),

který se po podrobnìj¹í analýze ukázal pro zvolená data jako optimální.

Ukázky souèasnì názornì demonstrují posloupnost systematických krokù nutných

pøi analýze èasové øady:

Pøedzpracování ! Volba modelu ! Identi�kace modelu ! Pøedbì¾ný odhad jeho

parametrù ! Finální odhad parametrù ! Veri�kace modelu.

Pro odhad parametrù se standardnì pou¾ívají techniky zalo¾ené na minimalizaci

støední kvadratické chyby u¾itím ortogonální projekce. V pøípadì (S)AR(I)MA modelù

se v¹ak obvykle u¾ívají pouze v roli pøedbì¾ného odhadu, z nìho¾ startujeme iterace pro

nalezení �nálních, zpravidla tzv. maximálnì vìrohodných odhadù, které maximalizují

pøíslu¹nou vìrohodnostní funkci.

Pøi veri�kaci modelu hrají dùle¾itou roli rezidua (rozdíl mezi daty a modelem). Je-li

model adekvátní pro data, pak reziduální øada by nemìla vykazovat významné korelace.

V pøípadì (S)AR(I)MA modelù by dokonce mìla být pozorováním bílého ¹umu fZtg.



Pro tento úèel se pou¾ívají nejrùznìj¹í testy, z nich¾ nejznámìj¹í je tzv. Portmanteau

test: podrobnìji viz napø. [Cip86, kap.10, odst.12.3] a [BD93, x9.4].
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