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Algoritmy pro ¢asové rady v MATLABu:

d = vesely(’casrady’) ... pfipojeni a vypis obsahu knihovny
d ... vystup=tplné cesta do adresare knihovny.
1. Uvop

1.1. Ukazky ¢Easovych rad.

Casova Fada = soubor pozorovani néjaké veliciny {z;,t € T'}, kde t je zpravidla cas a T'C IR.
Obr. 1.1:

Méfeni proudu prochazejictho odporem r v obvodu se stiidavym napétim,
v(t) = acos(vt + ©), tj. r, = L cos(vt 4 O).

Obr. 1.2 (MATLAB: getdata(’brockwell.dat/uspop.dat?’)):
Rust populace v USA v 1étech 1790-1980 sledovany v desetiletych intervalech.

Obr. 1.3 (MATLARB: getdata(’brockwell.dat/strikes.dat’)):
Pocet stavek v USA v létech 1951-1980.

Obr. 1.4: Vysledky Narodni a Americké ligy v baseballu v létech 1933-1980.

Obr. 1.5 (MATLAB: getdata(’brockwell.dat/sunspots.dat’)):
Pocty slunecnich skvrn v 1étech 1770-1869.

Obr. 1.6 (MATLAB: getdata(’brockwell.dat/deaths.dat’)):
Pocet tmrti pi1 nehodach v USA v 1étech 1973-1978.

1.2. Oblasti uplatnéni metod analyzy casovych rad.

fyzika, technika:
e seismicky zaznam v geofyzice.
e tada nejvyssich dennich teplot v meteorologii.
e prubéh vystupniho signalu urcitého elektrického piistroje.
e tenzometrické méfeni povrchového napéti v provozu naméahané strojni soucéstky.
biologie, ekologie: sledovani raznych parametri znecisténi ovzdusi.
medicina: zidznam EKG nebo EEG.
spoleéenské védy: zmény v poctu a sloZeni obyvatelstva.
sociologie: vyvoj rozvodovosti.
EKONOMIE: Teorie casovych fad = jedna z nejdilezitéjsich kvantitativnich metod pro analyzu
ekonomickych dat, napf.:
e analyza poptavky po urcitém vyrobku
e analyza objemu zemédélské produkce
e analyza poctu cestujicich v letecké dopravé
e analyza vyvoje kurzu akcii na burze
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1.3. Cil analyzy.

Porozuméni mechanismu, jimz se generuji sledované tidaje.
Zmnalost modelu tohoto mechanismu = znalost algoritmu, jimz muazeme chovani tohoto mechanismu
simulovat na poc¢itaci = schopnost popsat s jistou presnosti jeho chovani:

e mezi casovymi okamziky méfeni (interpolace)

e v budoucnosti (extrapolace, prognéza)

e s cilem tidit a optimalizovat ¢innost urcitého systému vhodnou volbou vstupnich a poc¢atecnich
podminek (regulace), napft. regulace slozitych technologickych procest.

1.4. Nékteré specifické problémy analyzy ¢asovych rad.

a) Volba okamziku pozorovani:

jsou pfimo diskrétni svou povahou, napt. roda obili za jednotlivé roky.

vznikaji diskretizaci spojité casové rady, napt. teplota v danou denni dobu na daném
misté.

vznikaji akumulaci (agregaci) hodnot za urcité obdobi, napf. dennf mnozstvi srazek, roénf
vyroba zavodu. Misto akumulace se nékdy provadi primérovani.

Je-1i dana moznost volby, je tieba ji vénovat pozornost:

malo bodua = unikne charakteristicky rys fady.

mnoho boda = zvysi se vypocetni naroc¢nost.

ekvidistantni diskretizace zpravidla usnadni numerické zpracovani, ale neumoznuje adap-
tivné ménit hustotu diskretizace v zavislosti na lokélnim charakteru fady.

pri agregaci se mohou porusit vlastnosti pivodni fady.

b) Problémy s kalendarem:

¢) Problémy s nekompatibilitou jednotlivych méfeni:

ruzna délka kalendarnich mésica.

4 nebo b vikendl v mésici.

rizny pocet pracovnich dni v mésici.

pohyblivé svatky: napf. sviatek na zacatku mésice snizi prodej potravin za tento mésic, ale
zvysi jej za predchozi v dusledku efektu predzasobeni.

Piiklad ‘ocisténi’ casové fady napt. od proménlivé délky meésice:

zavedeme ‘standardni’ mésic o délce 30 dnt a pak daj tfebas o produkci za leden prenaso-
bime korekénim faktorem %.

»

Priklad: hodnota néjakého ukazatele se jeden rok tyka napt. 85 podniki, dalsi rok jen 82 apod.

d) Problémy s délkou éasovych fad:

zvétseni poctu méfeni (napf. pilenim ¢asovych intervali mezi body) nemusi vzdy znamenat
zvétSseni mnozstvi informace.

nékdy se mohou objevit protichiidné tendence: metoda zpracovani vyzaduje delsi fadu, ale
na druhé strané fada vznikla dlouhodobym sledovanim muze ménit charakteristiky svého
modelu v ¢ase = obtize s konstrukei modelu.

1.5. Oznadeni a zdklady matematické statistiky.

$:=w, resp. v =: § ... oznaceni vyrazu v symbolem s.

Ciselné obory:

N ... mnozina vsech pfirozenych cisel

Ny =NU{0} ... mnozina vsech nezdpornych celych ¢fsel
Z ... mnozina vsech celych ¢isel

R ... mnozina vSech realnych ¢isel

Rt ... mno#ina véech nezapornych reilnych &isel

C mnozina v8ech komplexnich ¢isel

— —

b) ...

)t :R — Rt ... zobrazeni definované predpisem (z)* = max(0, z)
a

otevieny interval



[a,b] ... uzavieny interval

J(a,b) = {x|min(a,b) <z < max(a,b)}
Ja,b] = {x|min(a,b) <z < max(a,b)}.
Vektory:

®=(z1,...,2,)7 €C" ... zpravidla sloupcové

x+h=(z1+h,...,z,+h)T, heC
t=(t,.. )T eNr t,e{l,....n} proi=1,... .k, k<n = @:=(2¢q,...,2,) €Ck
. T

1<i<n = @) =(T1, .  Bic1, Tig1, .- &n)
f®) = fler,. ... 2n), de=dxy ... dz,

0,0, ... nulovy sloupcovy vektor délky n.
Matice:

A, Aposn = [ai;] = [A(®4, §)] ... matice rozméru m X n

R(A) ={y|y = Ax} ... obor hodnot operdtoru A
N(A) ={x| Az =0} ... jadro operatoru A

AT =[aj;] ... transponovana matice

A* =ay;] ... hermitovsky sdruzend matice

I I, = Inxn =[] ... jednotkova matice Ffadu n

|A] ... determinant ¢tvercové matice A

0,0mxn = [0] ... nulovd matice rozméru m x n
0 9 e 0

diag(x) = . ... diagonalni matice
0o 0 ... =z,

A(Z,:) = (a1, . . @) =: 74 ... i-ty Fadek matice A ve stylu MATLAB

(:,5) = (arj, ..., ams)T =:s; ... j-ty sloupec matice A ve stylu MATLAB
=1[ri;...;"m) = [51,...,8n] ... blokovy zdpis matice A ve stylu MATLAB
A >0 (resp. A>0) ... pozitivné (semi)definitni matice.

o

Norma a skalarni souéin vektoru:

(®,y) = > i, x; yi = Yy~ @, specidlné:

y=A'x <y = (e, A(;i)) proi=1,2,...,n

||| = (=, 2) = /> i, |22 ... Euklidovska norma.

Schwarzova nerovnost:

[{(x, 4} < ||=|||ly]|, kde rovnost nastane pravé kdyz vektory @ a y jsou linedrné zavislé.

Pravdépodobnostni prostor (2, A, P):

Q ... zékladni prostor elementarnich jeviu
A C 2% .. g-algebra ndhodnych jevi
P ... pravdépodobnostni mira na A

Vsechny nahodné veliciny budeme vzdy uvazovat nad tymz pravdépodobnostnim prostorem. Kom-
plexni ndhodnou veli¢inou budeme rozumét velicinu X = X, 4+ ¢X;, kde X, a X; jsou redlné nahodné
veliciny predstavujici po fadé redlnou a imaginarni ¢ast X

X = (Xy,...,Xn)" ... (komplexni) ndhodny vektor tvofeny (komplexnimi) nahod. veli¢inami X;.

Stiedni hodnota:
p=px = EX ... stfedni hodnota nahodné veliciny X
p=py=EX=(EX,...,EX,)T ... stfedni hodnota ndhodného vektoru X.

Rozptyl a kovariance nahodnych veli¢in:

0? =o% =varX = E|X — EX|? = E[X|* = [EX|* > 0 ... rozptyl X

oxy =cov(X,Y)=E(X —EX)(Y —EY) = EXY — (EX)(EY) ... kovariance X a V¥

cov(X, X) = varX, cov(Y, X) = cov(X,Y)

cov(D o, Xy, DoY) =2, > cov(X,,Y) aodtud specialné:

var(X +Y) = varX 4+ cov(X,Y) + cov(Y, X) + varY = varX + 2Re cov(X,Y) + varY.
Varian¢éni a kovarianéni matice nahodnych vektoru:

Tx = varX = [cov(X;, X;)] = E(X - EX)(X - EX)* = EXX* — (EX)(EX)* ... varianc¢ni matice X
Sy = cov(¥, V) = [cov(X, ;)] = B(X — EX)(Y — EY)* = EXY* — (EX)(EY)* ...

... kovarian¢ni matice X a Y



cov(X,X) = varX, cov(¥,X) = cov(X,¥)* = varX = (varX)* ...
. varian¢éni matice X je hermitovska.

Pro konstantni komplexni vektory a a ¢ a matice B a D odpovidajicich rozméru plati:
cov(a + BX,c+ DY) = cov(BX, DY) = Bcov(X,Y) D*.

UX=Y
var(a + BX) = cov(a + BX,a+ BX) = cov(BX, BX) = Bvar(X) B*.
Ub* =B
0 < var(b*X) = b"varX b= varX > 0 ... varian¢ni matice je pozitivné semidefinitni.

Yx je tedy celkem hermitovské a pozitivné semidefinitni a ma proto realnd nezaporna vlastni cisla A;.

1 1 11
Ziejmé existuje matice X3, jejiz vlastni ¢isla jsou A? a pfitom plati: Yx = X3 X2,

Dale plati
cov(D o, Ky, >0, V) =57, > cov(¥X,, Y) a odtud specialné:
var(X 4+ V) = varX + cov(X,Y) 4+ cov(Y,X) + var¥ = varX + 2Re cov(X, Y) + var¥.

1.6. Normadlni rozdéleni a rozdéleni z néj odvozena.

1. Normalni rozdéleni:

X ~ N(u,0%), p=EX, 0 =varX ...

. realnd ndhodn4 velicina s normalnim (gaussovskym) rozdélenim;

2

flx) = ( 271'0')_16_£%L ... hustota ndhodné veliciny X;
O(t) := Be''X = eith=39"1"  charakteristicka funkce nahodné veli¢iny X;
U~ N(0,1) ... standardizované normélni rozdéleni ndhodné veli¢iny U;
oy = F71(a) ... a-kvantil pro U, kde F(z) = f_xoo f(t) dt znaci distribuéni funkci U;
X~ No(p, V), p=EX, V =varX ...

. redlny ndhodny vektor s n-rozmérnym normalnim rozdélenim,;
fl®) =( (271')"|V|)_1e_%("3_“)TV_1(‘”_“) ... n-rozmérna hustota ndhodného vektoru X;

D, (1) := Eeit'X = ¢it"u-3t"Vt  charakteristickd funkce nahodného vektoru X
U~ Np(0,1) ... standardizované normalni rozdé&leni ndhodného vektoru U.
Plati

X ~N(u,0?) = a+bX ~ N(a+bp,b*?) pro a,b e R;
X~ Np(,V) = a+ BX~ Npy(a+ Bp, BVBT) pro a € R™ a matici B = By, x, nad R.

2. Rozdéleni x*(n):
Necht U; ~ N(0,1) pro ¢ = 1,...,n jsou stochasticky nezavislé, pak nadhodn4 veli¢ina
C =57 U?~x*(n) mé Pearsonovo “chi kvadrat” rozdéleni o n stupnich volnosti;

Xa(n) ... a-kvantil pro C.
Plati
Ci ~ x*(n;) proi = 1,..., mstochasticky nezévislé = C=3""" C; ~ x*(ni+na+- - +ny).

3. Studentovo t rozdéleni:
Necht U ~ N(0,1) a C' ~ x?(k) jsou stochasticky nezavislé, pak ndhodn4 veli¢ina

T = -2 ~ t(k) m4 Studentovo t rozdéleni o k stupnich volnosti;

\/Clk

to(k) ... a-kvantil pro T

4. Fisher-Snedecorovo I rozdéleni:
Necht C7 ~ x?(n1) a Cs ~ x%(ns) jsou stochasticky nezdvislé, pak ndhodn4 veli¢ina

_ Cifm
F= Co/na

~ F'(n1,n2) ma Fisher-Snedecorovo I rozdéleni s n; a ny stupni volnosti;

Fa(ni,n2) ... a-kvantil pro F.



1.7. Prostor L2(2, A, P).

L2(Q2, A, P) definujeme jako mnozinu vSech (komplexnich) ndhodnych veli¢in nad tymz pravdépo-
dobnostnim prostorem (€2, A, P), které maji konecné druhé momenty (resp. rozptyly - viz déle 1.11),
tj. L2(Q, A, P) := {X | X ndhodn4 veli¢ina nad (2, A, P), E|X|? < co}.

Poznamenejme, ze do tohoto prostoru zahrnujeme také vsechny konstanty z C, které povazujeme
za nahodné veli¢iny s nulovym rozptylem.

Véta 1.8. L2(Q, A, P) je Hilbertuv prostor se skaldrnim soucinem (X,Y) = EXY a normou
1X]l2 = (X, X) = VEIX].

Diikaz. Lo(§2, A, P) je obdobou funkcionalniho prostoru Ls(J) tvofeného funkcemi absolutné integro-
vatelnymi v kvadratu na intervalu J C R. Totiz E|X|* = [, |X(w)|* dP(w), takze namisto s Lebes-

gueovym integralem pracujeme s obecnéjsim pojetim integralu, kde Lebesgueova mira je nahrazena
pravdépodobnostni mirou P:

e Skaldrni souéin (X,Y) existuje a je koneény pro kazdé X,V € L2(Q, A, P), jak snadno
nahlédneme z nerovnosti

AXY ] = (X + YD) = (1IX] = [Y])? < (1IX]+ [Y])* + (1X] = [Y]))? = 2(1X] + [Y])?,

odkud uzitim |Y| = |Y| dostavame
— 1
XY < S(IXP+ VP,
takze
_ _ 1
EXV < [ X@TEIaP@ < 5 | [ KPP+ [ Vel are)] <.
Q Q Q
e 15(Q, A, P) je vektorovym prostorem. Je uzavieny na nsobeni skalary ¢ € C, nebot E|eX|? =

|e]?E|X|? < co. Uzavienost vzhledem ke séitani plyne z:

IX+YPE<(X|+ Y] = [ XP+2XY [+ Y= EX + Y] <E[X|*+ 2BE|XY]| + E[Y]? < cc.

vvvvvv

zcela analogicky jako v pfipadé funkciondlnfho prostoru Lo (J). Podrobnosti lze nalézt napiiklad
v monografii [1, §2.10].

O

Dusledek 1.9 (Schwarzova nerovnost).

[EXY |, [EXY| < [[X]l2][Y]l: = VEIXPVENYT, X,V € L2(Q, A, P).
Dusledek 1.10. X € L3(Q2,A, P) = EX existuje.
Drikaz.
[BX| = |B(LX)| < /I VEIXE = V/IXE < o0.
—

O

Dusledek 1.11.
X, Ye€Li(QAP) = X—EX, Y —EY € L({2, A, P)

(X —-EX, Y —-EY)=E(X —EX)(Y —EY) = cov(X,Y)
existuje a splnuje Schwarzovu nerovnost

lcov(X,Y)| < /E|X —EX|2\/E[Y — EY|? = oxoy.

Dusledek 1.12.

Xy

Axy)={ Shet o 0woy #0

0 pro o,0,=0

Jje tzv. korelaéni koeficient ndhodnych veli¢in X a Y, pro néjZ plati [p(X,Y)| < 1 a specidlné
—1 < p(X,Y) <1 v pfipad€ redlnych ndhodnych velicin X a Y.



Pozndmka . Nahodné veliciny X, Y € Lo(Q, A, P) se nazyvaji nekorelované, jestlize p(X,Y) = 0.
Vzhledem k 1.11 je nekorelovanost ekvivalentni s cov(X,Y) = 0, tj. s ortogonalitou centrovanych
velicin X — EX aY —EY v Ly(Q2, A, P).

p(X,Y) = [p(X;,Y;))i; je tzv. vzajemna korelaéni matice ndhodnych vektora X a 1.

p(X,X) = [p(Xi, X;)]s ; je tzv. korelaéni matice ndhodného vektoru X.

POZOR! Nekorelovanost indikuje neexistenci stochastické zavislosti pouze lineirniho typu.
Tedy plati

X, Y stochasticky nezavislé = XY nekorelované, avsak nikoliv naopak:

X, Y nekorelované % X,Y stochasticky nezavislé.



2.4. IDENTIFIKACE PERIODICKYCH KOMPONENT. PERIODOGRAM.
2.4.1. Fourierova fada (FR).

Komplexni harmonické kmaty:

E=Aex(t)}rez, ex(t)=—=¢'"T =— (cos wit + isin wt),

kde pro k # 0 znaci

fr = |§—| frekvenci |k|-ho harmonického kmitu s periodou |£—|,
wi = 27fr ... jeho thlovou rychlost.

E je ortonormdlni systém v Lo ([0,T]):

T T i
B ' _ 1 ;2ml=k)t s _ 1 pro 3= k
(€5, ex) —/0 ej(t)ex(t) dt = T/o T dl =05 = { 0 pro j#k

E je dokonce dplny (bdze) v La([0,T)) (bez dikazu):

z(t) € L2([0,77) libovolna a T-periodickd = z(t) = Z zpep(t),
k=—o0

kde fada konverguje (bez ohledu na pofadi) dle normy || .||z v prostoru L2([0, T]) a soufadnice xj jsou
jednoznacné urceny vztahem

T, er) = Ti€i, ep) = zilej, ey = xp.
< > <_Z: Jjci k> _Z: ]<] k> Lk
J=—00 J=—00 6j)k
Komplexnit tvar rozvoje do Fourierovy fady:
i 1 . i .
z(t = z,ep)—= e'Vrl = cr(z)etw e,
ek (x)
kde (2.4.1)
1 I 1, 1 (7 .
ey =cp(x) = —=(x,e5) = —/ r(t)—=e " dt = —/ z(t)e st dt.
- \/T \/T 0 \/T T Jo
Ck ... k-ty komplexni Fourieruv koeficient funkce z,
co ... stifedni hodnota (stejnosmérna slozka) funkce z,
{¢t}kez ... komplexni fourierovské spektrum funkce z,
2 (1) = cpelWrt fe_peTiwrl k>

k-t4 harmonicki komponenta funkce ¢ o frekvenci f.

Tvrzeni 2.4.1.1 (Dirichletova véta). Jestlize T-periodickd funkce x(t) md koneénou variaci na [0, 7],
pak jeji FR konverguje bodové k x(t) v kaidém bodé t, kde je x(t) spojitd a k %(x(t +0)+z(t—0))
v kaZdém bodé€ nespojitosti (u funkce s koneénou variaci je to vidy pouze konecny skok).

Je-li 2(t) redlna funkce, lze (2.4.1) upravit na dalsi dva ekvivalentni tvary:
Ziejmé c¢_j = ¢;. Oznacime-li
1 .
oy = 5(% —ibg); ax, by € R,

pak co = @ € R, by = 0 a dostavame



Goniometricky tvar Fourierovy fady:

z(t) = o+ Z(ckeiwkt + g “‘)kt) 0 Z 2Re cke“"kt) =
k=1 - k=1
cretvkl
= 70 + Z(ak coswit + by sinwyt),
k=1
kde (2.4.2)
a = 2Re(cy) = %foT z(t) cos wyt dt,
by = —2Im(c;) = %foT z(t) sinwyt dt.

Polozime-li ay = Ay cos i a by = Ay sin ¢, dostaneme

Amplitudové-fazovy tvar Fourierovy fady:

(o] (o]
z(t) = a2—0 + Z A (cos g coswyt + sin gy, sinwgt) = a2—0 + Z Ay, cos(wit — pp).
k=1 k=1 ™
Tk (t)
kde (2.4.3)
A = 2len| =/af + b7,
k
¢r = arctan —.
ax
Ag ... amplituda k-té harmonické slozky funkce z,
Ok ... fazovy posuv k-té harmonické slozky funkce ¢ (—7 < ¢ < 7),
co="% ... stifedni hodnota (stejnosmérna slozka) funkce z,
{Ar}ken ... amplitudové spektrum funkce z,
{oktken ... fhzové spektrum funkce z.

2.4.2. Parsevalova identita (PI).

Necht # € L([0,71]) (tj. s konecnou energii na intervalu [0, 77]) je T-periodicka, potom

T o Wt zwkt
2 2 e
x = |z ()]° dt = (&, ) = eNT , ck\/_
ot = [ BOPd=(n = (Y o ﬁz T )
= N = N——
e;(t) ex(t)
= T Z i e],ek =T Z lew|?.
Jk=—o00 6 k=—o0
Odtud pak dostavame:
Komplexni tvar Parsevalovy identity:
S Jel? = _/ O2dt <00 = {exbren € bo. (2.4.4)
k=00

stredni Vykon na [0,7]

Specialné:

|co)? ... stredni vykon stejnosmérné slozky,

+ fOT |zg (1)) dt = |e_g]® + |ex|* ... stiedni vykon k-té harmonické slozky.



Amplitudovy tvar Parsevalovy identity (z redlnd):

s © 2 oo T
2 _ 2 2 oy _ap 1 s 1 2
S lenl” = leo” + 3 (Jeokl” +lel’) = S+ 5 DAL = f/0 e (t)[? dt. (2.4.5)
k=00 k=1 k=1 —_vsv
2 |2=A2 /2 — k=
Specialné:
a2
ZO ... stfedni vykon stejnosmérné slozky,
2
7’“ . stfedni vykon k-té harmonické slozky,
A2
{2|Ck|2}kEN = {Tk}kZI (246)

. vykonova spektralni hustota,

TA?

(2T |ex*nen = {52 10L
. energeticka spektralni hustota.

2.4.3. Diskretizace Fourierovy rady.

Vypoéteme hodnoty rozvoje x(t) do jeji komplexni FR (2.4.1) pouze na rovnomérné diskrétni siti
N subintervalt: T'= NAt, z, = 2(nAt),n € Z.

Obdrzime
Tk
(2.4.1) s - ank [%] °° c2m(k+mN)n [%] Conk
Zn = Z CkelﬁnAt = Z ( Z Ck+mN) e N = Ekel T;\’n (247)
k=—o0 _ N-1 m=—o0 _ N-1
k=—[451] k=—[451]

kde [-] znaéi celou ¢4st hodnoty.

Plati
Cp A ¢, nebot |ex| — 0 pro k — Foo,
Cp = c¢g, pokud cg =0 pro |k| > % (FR je konecna: frae < %% udéava koneény
frekvenén{ obsah z(¢)),
{¢k }rez Jje N-periodickd posloupnost (¢ = Ckymn, m € Z).

Po daprave:

-1 (%] N-1
o s2mkn o s2mkn o i27kn
Ty = g cpe' N+ rel N = re' N (2.4.8)
:_[Ngl] k=0 k=0

-1 N-1 N-1
~ j2mkn . j2r(r—N)n ~ j2mrn
Z cgke Noo= Z Cr—NE€ N = Z cre N
h=—[H5] r=—[¥FL]4N r=[¥]+1

s vyuzitim vztahu
- [%] + N = [%] +lac, =¢c,_y pror = [%] +1,..., N —1 (N-periodicita).
Oznacime-li @ = (xo,z1,...,2n—1)F vzorky =z(t) na jeji jedné periodé a
¢=(o,c1,...,cn—1)T odhady Fourierovych koeficientii, pak (2.4.8) uréuje tzv. operator diskrétni
Fourierovy transformace (xz = DFT}(€)) dle nésledujici definice.



Definice 2.4.3.1 (Diskrétni Fourierova transformace (DFT)).

DFTJiV :CN — CV je linearni operator X = Wji\,az urceny matici N x N:
+ n

Wy = [Wﬁf ]osk,ngN_p

W& =1,ale Wi #1prok=1,...,N — 1. Tedy

o .. . , L. , . .
kde Wy = e*'F = cos ZW” + ¢sin ZW” Jje N-ta primitivni odmocnina z 1, tj.

2rkn

N-1
X = (Xo,X1,.., Xn-1)", kde X = e % g, prok=0,1,...,N - L
n=0

Z¥Fejmé Wji\, je symetrickd matice a (Wji\,)* = W§.

Véta 2.4.3.2 (Véta o inverzi).
Plati Wji\,WJ:'\:, = Wji\,(WJi\,)* = Nliy a tedy (Y\W’Ji\,)_1 = %WJ:'\:, a \/LNWTV je unitdrni matice.

Diikaz. Oznaéme A := [a, ] = WEWTE | pak

N-1 N-1 N-1
o = S WEWE = W = Y =W
n=0 n=0 n=0
Odtud
N pro r=s
Ar,s = q;\f_—ll =0 pro r ;é s
nebot qN:WJJ\\,T(T_s) =lagqg#1lpror#svdisledku 0 <|r—s/ <N -—1. O

Pozndmka 2.4.3.3. V systému MATLAB jsou operatory DFTJiV realizovany pomoci algoritmu tzv.
rychlé Fourierovy transformace implementovanych v procedurach £ft a ifft takto:

X =Wyx =DFTy(x) = £ft(=x)

1 1
= (Wy)'X = ijvx = NDFTJ"\',(:B) = ifft(X).

Dusledek 2.4.3.4. Podle (2.4.8), véty 2.4.3.2 a pozndmky 2.4.3.3 plati
& = Wie=DFT} () = Nifft(c),
1 1

~ 1
c= (W}'{,)_lw = NWJ_V:B = NDFTJ_V(:B) = fot(az).

2.4.4. Periodogram.

Periodogram = odhad energetické spektralni hustoty (2.4.6) redlné T-periodické funkce (), kde
zacg, k=1,...,m, m:= [%], dosadime odhad ¢ z (2.4.7) spoc¢teny pomoci DFT R, dle 2.4.3.4 po

ekvidistantn{ diskretizaci jedné periody z(t):
T=NAt x, =z(nAt), n=0,1,..., N.
Periodogram je tedy posloupnost hodnot {I}7* ;, kde

_ 1
Iy = I(wi) = 27'[e|* = 2N At ‘ka

2
= NAt|Xk|2, k=1,...,m (2.4.9)

N-1 N
_j2mkt _j2nkt
X, = E rie U N = E re” N,
t=0 t=1

Druhéa rovnost je zde dasledkem N-periodicity xg = z .



7 hlediska kvalitativnich zavéra nezalezi na multiplikativni konstanté, proto bez Gjmy na obecnosti
miuzeme predpokladat At = 1 a dostivame tak vysledny vztah pro hodnoty [; periodogramu
ve tvaru

N N

2 2 kt 2wkt
Ik:l(wk):N|Xk|2:N (thcos T ) (thsm T ) ,k=1,...,m. (2.4.10)

Velka hodnota I, indikuje velkou energi k-té harmonické komponenty, tj. silné zastoupeni slozky
rg(t) = e’k 4 c_pe Rt = Ay cos(wyt — @) v Trozvoji z(t) do Fourierovy Fady.

Véta 2.4.4.1.

N _;2mnk N -1
Ik:22~y(h J?kprok_IQ [T],
|R|<N

kde 5(h) je odhad autokovariancni funkce vektoru ® = (zy,...,zn)T spocteny dle 1.46.
Drikaz.
N N
- 2mwsk
s=1 t=1

=0prok # 0(modN),

2 2
In = = |XilP = =X  Xg =

=]

Protoze dle dukazu véty 2.4.3.2 plati

i\f:e

s=1

lze psat

9 N N
~\ g 27sk = 27tk o
I, = ¥ (E (s —Z)e™ "N ) (tg_l(xt —I)e' N ) =

s=1
N N
2 jan0k hes ¢
= E E ( T —T)e” =
s=1t=1
N—h
2 1 ) 2mhk
= - l‘t h — l‘ l‘t — I)e
N +

2.4.5. Fisheruv test periodicity.

N-1

3 ] a definujme statistiku

Polozme m = [

W = max Y, kde Yi=—=—.
k=1,. 2 el

Protoze IjZOproj:1,2,...,m,je0§W§1.

Necht X; = P, + E;, Ey ~ WN(0, ¢?) gaussovsky.
Plati-li nulovd hypotéza Hy: X; = Ey, pak testovd statistika W m4 na intervalu [0, 1] rozdéleni, pro
néjz plati

PW>z)= > (~1)! (Zn) (1—ja)™ ' 0<ae<,
l—Jj:xl>0

piicemz P(W > z) & m(1 — z)™~! je dobra aproximace pro m < 50.

Necht gp(1 — &) znaci (1 — a)-kvantil rozdéleni statistiky W (tabelovano), tj.
P(W < gp(l — «)) = 1 — a. Pak Hy zamitame s rizikem «, pokud W > gp(l — «). Je-li v takovém
piipadé I, = maxg=1, . m Ik, pak ko-tou harmonickou komponentu povazujeme za vyznamnou. Dalsi
vyznamnou harmonickou komponentu zjistime z periodogramu délky m — 1, kde vynechame I, a tak
pokracujeme déle, dokud neni hypotéza H, pfijata.



2.4.6. Siegeluv test periodicity.

Tento test je vhodnéjsi nez Fisheruv v pfipadé vétsiho mnozstvi harmonickych komponent. Siegelova
statistika je tvaru

T = Z(Yk —Agr(1—a))t, 0 < X< 1 (doporuéend hodnota je A = 0, 6).
k=1
Hy zamitame s rizikem o, jestlize Ty > 1 (1 — a), kde ¢5(1 — @) je (1 — «)-kvantil rozdéleni Ty
(tabelovano).



2.5. SEPARACE JEDNOTLIVYCH SLOZEK.

Oznacent.
t=(t1,..to), ti£tyjproi#j ... vektor “Casu”,
X=X = (Xeyy oo, X )T ... ndhodny vektor populace vybrané
z Casové fady,
®:=x = (21,...,2,)7, ¥, = X, (w) ... pozorovani vektoru populace X.
A. Parametrické metody (P).
Tyto metody pouzivame v piipadé, ze je znam analyticky tvar D, = D(t; 51, ...,5,) v aditivifm

modelu X; = D;+ E; (multiplikativni model pfevedeme na aditivni logaritmovanim) s nezndmymi pa-
rametry 8 = (81, ..., 8,)7, které odhadneme minimalizaci vyrazu N (81, ..., 5,) = [|D(#; 81, ..., Bp) —
®||? ve vhodné normé || - ||. Zpravidla se pouziva euklidovskd norma a klasickd metoda nejmensich
ctvercu:

N(ﬁla"'ﬁﬁp) :Z|D(tiaﬁla"w6p) _Ii|2~
i=1

Lokéalni extrém hledame fesenim systému rovnic

ON (B, ..., 0)
08;

s ovéFenim podminky pro lokdln{ minimum (jakobidn je pozitivné definitni matice):

I*N(Br,...,05)
862 86] ij

Pokud D zéavisi linedrné na (1, ..., 3y, pak tento systém je systémem p linedrnich rovnic pro p
nezndmych 3i,..., 0, a dostavame klasicky linearni regresni model.

V pfipadé nelinedrni regrese pouzijeme pro minimalizaci N (51, ..., 3,) vhodnou optimalizaéni
metodu, napiiklad Optimization Toolboxr v prostfedi systému MATLAB.

=0proj=1,...,p

J = > 0.

Linedrni regresnt model: D(t; 81, ...,08,) = o1(8)f1 + - -+ ¢p (1) Fp, kde @; jsou dané.

X=DB+TE, FE=(F,,... F, )T ~1ID(0,s?%,
kde
D=[pi(t),-.op (@] 2i(8) = (9i(t1), - 05(t))"
je matice s plnou sloupcovou hodnosti p.
Pro vektor pozorovani prejde vyse uvedeny model v

ZB:D6+6, 62(61,...,6n)T, kde 62':Et,(w)~

B. Neparametrické metody (NP).

Za vhodnych predpokladi konstruujeme linedrni nebo nelinedrni operator S (smoother = vyhlazo-
vac) takovy, ze

SHXe}) = {Di} ~ {Di}

je dobry odhad D; v tom smyslu, Ze {ﬁt} — {D;} ve vhodné konvergenci pfi n — oo, tj. odhad je
asymptoticky presny.

Znaceni metod:

AM-P ... parametricka e

AMNP ... neparametrické } metoda v aditivnim modelu.

MM-P ... parametricka T

MM-NP ... neparametrické } metoda v multiplikativnim modelu



2.5.2. Metody pro odhad sezénni slozky.
T
y

ekvidistantn{ pozorovini ndhodného procesu X = {X;|t € Z}
pozorované chyby

x=(r1,...,2p
e=(e1,...,en)
te{l,2,...,n}

Piedpokladame model:

- aditivni: X = Tre+Sa+Ci+ Ey (AM)
nebo
- multiplikativni: X = Tr; Sz Cy B, (MM).

Necht d je perioda Sz; a n = md, pak zavedeme matici m x d

sl Tl Xd
— X i i —
X = d+1 d+k 2d — [@7’,!@];

kde x; = ®(j_1)4pr (napt. j =rok, k=mésic).
Oznacime-li vec operator, ktery sklada sloupce matice pod sebe do jednoho sloupcového vektoru,
pak miizeme psat & = vec(X7T).

V MATLABu: X = reshape(®,d,m).’

Rédek X(j,:) predstavuje pozorovani hodnot j-té periody Sz spolu s Try, C; a Ey.
Sloupec X(:, k) predstavuje pozorovani k-té hodnoty v kazdé periodé Sz spolu s T, Cy a Ey.

Necht E = [e; ] je analogicky zavedend matice chyb.
Hledan4 slozka Sz je urcena hodnotami s := (s1,...,84) := (Sz1,...,Szq) jedné své periody, pFicemz

1 g .— S1F++sa.
plati pro s := T

(2.5.4)

o
Il

{0 v AM

Budeme hledat odhady s spliujici (2.5.4).

2.5.2.1. Metoda malého trendu pro odhad Sz (AM-NP, MM-NP).

Predpoklad:
Try 4+ Cy, resp. TrCy je priblizné konstantn{ v kazdé periodé Sz;:

VAM: zjp—sp—ejn = Tri4+C ~ my ., e

v MM: a0/ (sk e5) — e, N m v j-té periodé, t = (j — 1)d + k.
Algoritmus:

(1) m; = %Z;iﬂxjk ... odhad m; pro j=1,...,m.
(2) pro k =1,...,d spocteme:

VAM: 5 = 23T (g — )
—————’
R Skte;k

VMM: 5 = 3T /iy
——
A Sk ejk

Odhady zfejmé spliuji (2.5.4):



v AM:

)l

[l
Ul =
[~]=
3|~
4:
&
ES

|

>
s,

[l
3=
(]
Ul =
u&

ES

|
Q| —

>

-y

[l
o

B
1
—
Y
1
—
.
1
—
B
|
—
B
|
—

v MM:

Wy
I
Ul =
Mg
3=
NE
B
I
3=
NE
§>|H
Ul
Mg
})&

I
3|~
3
I

B
1
—
Y
1
—
.
1
—
s
B
1
—

Déle pokracujeme kroky v 2.5.2.3.

2.5.2.2. Metoda klouzavého priméru pro odhad Sz, (AM-NP, MM-NP).

Zavedeme vektor vah w = (wy, ..., w2q+1)T pro vypocet obycejného pruméru takto:
w = %(1,1,...,1 T pro periodu liché délky d = 2q + 1,
(2¢+1)x
w = %(1/2, 1,...,1,1/2)T  pro periodu sudé délky d = 2q.
N— ————
(2¢9+1)x

Spoctéme klouzavy prameér

mt — { ?—:_q WrTtyr Pro Q+1 StS n—4q,
Lt

pro 1<t<gnebon—qg+1<t<n.

Jelikoz délka klouzavého priméru je rovna délce periody v sezénni slozce, potlacime timto pramé-
rovanim nejen chybovou komponentu e;, ale eliminujeme souc¢asné i vlastni sezénni slozku Sz, nebot
tato ma v AM nulovou, resp. v MM jednotkovou, priimérnou hodnotu na kazdé své periodé.

V dalsim tedy muzeme vychazet z platnosti nasledujicitho predpokladu:

Predpoklad:
v AM: l‘t—SZt — ¢ = Trt—l—C't [ mt
v MM: l‘t/(SZt 6t) = T?”t Ct [ mt pro q+1 StS n-a
Algoritmus:
(1) Spocteme vektor klouzavych primért a prerovname jej do matice m x d po periodich stejné
jako @:
m = (My,...,m,)T = vec(MT), kde M =: [ x].

Pak X — M v AM, resp. X./]\/i\: [z;,1/M; k] v MM, m4 nésledujici strukturu s ¢ nulami, resp.
jednickami na zacatku prvni periody a na konci posledni periody.

Pro d liché:

0 ... 0 o o ... o 1 1 o o .
X-M= ,resp.X./]\/Z:
K e o 0 0 o o o 1 1
Pro d sudé:
0 ... 0 e ... e 1 1 e .
X-M= : : ,resp.X./]\/Z:
| * e 0 0 . o 1 1
(2) Pro k=1,...,d spocteme:
v AM: 5, = m+6k Z;»n:l (zj 0 — My k),

. R Sktejk

N m *

vMM: 5 = (0050 xk/ M) — Okl
———

o~

N Sk €5k



41 (mize nastat jen pro d liché, kdy k = g + 1)

| 0 prok=
kde 6, = { 1 jinak
(3) 5= 530 5.
(4) Provedeme vycentrovéni, aby platil vztah (2.5.4):
Sk =5, —5vAM, resp. 5, =5, /SvMMprok=1,...,d.

Déle pokracujeme opét kroky v 2.5.2.3.

2.5.2.3. Separace T'r; a Sz: (AM, MM).

(5) Zperiodiénéni: @kﬂ'd =5s,prok=1,...,daj=01...,m—1.

(6) Separace sezénni slozky Sz;:

Yt = Xy —@t ~Tri+ Cy +e; v AM, resp. y 1= xt/ézt ~TriCiee v MM prot =1,...,n.

(7) V y; odhadujeme Tr: 4+ C; (resp. Tr: Cy v MM po zlogaritmovani) vhodnou metodou (napf.
z odst. 2.5.1). Muzeme také odhadnout jen trend napifklad polozenim ¢ = 0 v metodé 2.5.1.1
nebo uzitim metod dale popsanych v odst. 2.5.3 a pak separovat cyklickou slozku Cj:

(8) Separace cyklické slozky Ci:

Citeny —ﬂt v AM, resp. Cie; & yt/ﬂt vMMprot=1,...,n.

(9) Analyzujeme periodické komponenty v Ct + e; (resp. zlogaritmované Cy e, v MM) pomoci peri-
odogramu a testu periodicity z odst. 2.4. Ty budou nyni citlivéji detekovat harmonické kompo-
nenty cyklické slozky, kterd jiz neni rusena pritomnosti dalsich deterministickych slozek.

2.5.2.4. Eliminace Sz; diferencovanim na vzdalenost d (AM).

Predpoklad:

x¢ = Sze + my + e¢, kde my = T'ry + Cy a perioda C; je podstatné delsi nez perioda Sz;.
Algoritmus:

(1) yp =2 — g =Sz — Szp_g+my —my_g+er —erg, t=d+1,... n.
———

a0 my €y
(2) Odhadujeme m; jako v 2.5.2.3(7)—(9), kde ovSem m; = m; — m;_q4 interpretujeme jako zmény
oproti minulé sezéné.



Rostouci exponencialni trend Klesajici exponencialni trend
T T T T

a) Rostouci: « =1, 8 =1,02 b) Klesajici: « =5, 8 =10,95

OBRAZEK 2.5.1. Exponencidlni trend

2.5.3. Metody pro odhad trendu.

ekvidistantn{ pozorovini ndhodného procesu X = {X;|t € Z}
pozorované chyby

®=(z1,...,2,)7
e=(e1,...,en)T

te{l,2,...,n}
Nasleduj{ metody pro odhad ristového trendu v ekonomickych ¢asovych fadich [2, str. 34—41].

2.5.3.7. Exponencialni trend (MM-P).
Model:
Tri=af, o BER, F>0,t=12,... n.
Tento model je vhodny pro popis trendu s konstantnim koeficientem riustu
Trigo—Tripr  afit? —apitl
Trigr =Ty afttt —apt

kde pfi & > 0 dostavame pro 3 > 1 rist a pro 0 < 5 < 1 pokles (obr. 2.5.1). V piipadé a < 0 je tomu
naopak.

=7,

Algoritmus:
Zlogaritmovanim provedeme transformaci na aditivni model s linedrnim trendem:

InTr,=Ina+tng, B=(Ingna)’.

Odhad B spocteme metodou linearni regrese dle odst. 2.5.1.1. Odlogaritmovanim hodnot ziskanych
podle vztahti (2.5.1)-(2.5.3) pak dostaneme vysledky pro pivodni model.

Kontrolni kritérium adekvéatnosti tohoto modelu:

Tr41
Tt

O3, resp. Alnagy =Inzey; —Inay & In .

Kontrolujeme tedy, zda tato veli¢ina osciluje ndhodné kolem konstantni Grovné.

2.5.3.8. Modifikovany exponencialni trend (AM-P).
Model:
Tri=v+af, a,fvER, >0, t=12...,n

Jedna se o tfiparametrické zobecnéni predchoziho modelu. Pouziva se predevsim v pripadé, kdy trend
mé konstantni koeficient rustu, resp. poklesu a pfitom je shora, resp. zdola asymptoticky omezen.
Tehdy volime 0 < 5 < 1, pficemz v pak odpovida asymptotické trovni, ke které trend roste (a < 0),
resp. klesd (o > 0). Viz obr. 2.5.2.



Rostouci modifikovany exponencialni trend Klesajici modifikovany exponencialni trend
T T T T T T T T

T T - e - T S - - e
a) Rostouci: o« = —4, #=0,95, vy =5 b) Klesajici: « =4, §=10,95, y=1

OBRAZEK 2.5.2. Modifikovany exponencidlni trend

Algoritmus:

e Soubor pozorovani @ rozdélime na stejné velké tfetiny délky m (pokud n # 3m, vynechdme ze
zacatku fady nmod3 pozorovanych hodnot).

e Pozorovani v jednotlivych tietinach secteme. Uzitim vzorce pro soucet m ¢lent geometrické rady
Sa=5", Bt =pB(8™ — 1)/(B — 1) pak obdrzime tFi rovnice o tfech nezndmych o, 3,7:

=5 NS T = my+aS
So= N N Dl T = my+apms
Y= Z?szﬂ Ly A~ ?:LZm-I—l Tre = my+af™Ss.

e Systém rovnic vyfesime postupnou eliminaci jednotlivych neznamgych:

Y3—-X2 = afmS(E™ -1) = gm— Y3 — 2o
22 —21 = OéS(ﬁm — 1) a 22 —21.
Pak
Yoo — X2 ¥ —as
Ez—ElzaS(ﬁm—l) ja:ﬁ aElzm'y—I—Osz’y:%

e Obdrzeli jsme tak pfiblizné vztahy pro vypocet neznamych parametra a, 3, v:

5 (Y3 —Xy =
v= (Ez—El)

§ = p !

G—1

~ Yo — 2
(8% = P ————
S - 1)

A Y, —as
T T

Kontrolni kritérium adekvéatnosti tohoto modelu:

ATripr v+ afit? — (v + OfﬁH—l) _ O‘ﬁH—l(ﬁ —-1)
ATry — y+afFt—(y+af) — aft(f-1)

Kontrolujeme tedy, zda veli¢ina Axip1/Awy = (wp42 — 2eq1)/ (i1 — #¢) osciluje ndhodné kolem
konstantni Grovné.

= B.




2.5.3.9. Logisticky trend (AM-P).

Model:
_ 7 _
Trt—ma aaﬁaPyERaﬁ>0a7>0at_1a2a"'an
Tento model déale rozsifuje moznosti modifikovaného exponencidlniho trendu, nebot méa inflexni bod
vit=—lIna/Ing, ktery zachycuje zménu akcelerace rustu (obr. 2.5.3).
Toto tvrzeni nyni ovéiime:
, ya(lnp)pt aft Inp
Try = TU4ad) —(lﬂﬁ)TrtW = ——Trt(’Y Tre),
kde jsme pouzili vy —Try = v — lﬁTﬁt = 1+o<ﬁt . Oba ¢leny T'ry a vy — T'ry plisobi proti sobé a prislusny
lokéln{ extrém odpovidajici inflexnimu bodu nalezneme fesenim rovnice Try = 0:
0 = Tv)=—28[Tr{(y—Tr)—TrTr]] = —2LTr{(y - 2T,
& y=2In = © l+af =2 & aff =1 & natihf=0 t=—pe
Algoritmus:

Az = LTiy1 — Lt.

Oznacime-li y, := T'ry, pak Ay, & Tr} = —%yt(fy — ) a tedy Ayt A~ —Ing+ lnﬁ

Protoze oy =y + & = — = yl—t + egl) a Axy = Ay + Aey, dostavame

Tt

e Transformace casové fady: z; =

1
Zt = ACL‘lt‘t = % =+ Aytegl) + A@ty— + Aetegl)
t
e{®
= —lnﬁ—l— %(rt—et)—i—egz)
= —Ing+ %xt + eES), kde eEB) = egz) — %et.
e Odhad parametra 5 a 7v:
Parametry odhadneme v linedrnim modelu
-1 sl 1
n
=1 @ [ﬁl ]—I—et kde 8 := Inp, ﬁzz—ﬁzﬂ
: : Bs ~ ~
-1 =z,
Paké:eal ay= g—l
e Odhad parametru a:
Odhad @ nalezneme z z; ~ v/(1 + o), odkud
aftne L -1 o Ina+tngaln (l— 1) :
Tt Tt

Chybu této aproximace potlacime zprﬁmérovénim prot=1,2,...,n:

1 (n + 1) .

— 1 tl 1 In In( .

n;(na—l— nf)=Ilnaoa+— ( ﬁ) Z -1

Odtud po dosazeni odhada Bl = lnB ay= By dostavame vysledny odhad pro lna:

N5 1 3
Ing = _M + = Zln (Bﬁl — 1) ... tzv. Rhodesuv vztah.
_ 2Lt

Tedy pak a@ = e @

Kontrolni kritérium adekvatnosti tohoto modelu:
Kiivka 1. diferenci @;41 — @ & T, osciluje kolem kfivky podobné normélni hustoté (obr. 2.5.3b)).
Navic 1/Try se zfejmé chovd jako modifikovany exponencidln{ trend, takze kontrolujeme, zda

( 1 1 )/< 1 1)
Ttz Tetl Tiy1 Ty

osciluje kolem konstantni hodnoty.




Logisticky trend Derivace logistickeho trendu
T T T T

a) Logisticka kiivka b) Derivace logistické kiivky

OBRAZEK 2.5.3. Logisticky trend: « =4, §=0,95, v =5

Gompertzova krivka Derivace Gompertzovy krivky
T T T T T

a) Gompertzova kiivka b) Derivace Gompertzovy kiivky

OBRAZEK 2.5.4. Logisticky trend: o = —In160, 8= 0,95, v =1n 160

2.5.3.10. Gompertzova kfivka (MM-P).
Model:
Try :e”"'o‘ﬁt, a,B,yeER, 3>0,t=1,2,...,n.

M4 podobné vlastnosti jako logisticky trend, tj. opét je mozno modelovat inflexi — tentokrat pro
a < —1vbodét=—In(—a)/Inp. V tomto pfipadé vsak 1. derivace T}, neni symetrickd kolem bodu
inflexe, ale je zesikmena doleva (obr. 2.5.4).

Algoritmus:
Zlogaritmovanim prevedeme tlohu na modifikovany exponencialni trend.

Kontrolni kritérium adekvéatnosti tohoto modelu:
InT'r; se chova jako modifikovany exponencialni trend, takze staci kontrolovat, zda

(Inwipo —Inaepr)/(Inaegr — Inay)

osciluje kolem konstantni hodnoty.



Véta 4.18 (Durbin-Levinsoniv algoritmus pro rekurentni vypocet @,).
Necht X = {X; |t € Z} je staciondrni ndhodny proces s nulovou stiedni hodnotou ux = 0 a autoko-

varianént funkci yx (h) — 0 pro h — oo. Jestlize Xpp1 = 1 Xp + -+ @ n X1 je nejlepsi linedrni
predikce jako ve .10, pak pro koeficienty ®,, ; a stiedni kvadratickou chybu v, = E|X,41 — Xpq1|?
plati ndsleduyici rekurentni vztahy.

Podateéni krok pro n = 0:
vo = yx (0). (4.4a)

Rekurentni krok pro n > 0:

=0 pro n=1
n—1
Cn =[x (n) = D Paorjyx(n—j)]vly, (4.4b)
j=1
vy = V1 (1 — | @ %), (4.4c)
@, D11 ?n—l,n—l
@, 0 D1 D152
. =1 . - &, 5 pron > 1. (4.4d)
q)n,n—l q)n—l,n—l 6n—l,l
Diikaz. Viz [1, str. 162]. O

Definice 4.19 (ARMA proces).
Stochasticky proces X = {X; |t € Z} se nazgvd ARMA procesem ¥adu p, ¢ (0 < p, ¢ < 00), piseme
X ~ ARMA(p, q), jestlize

Xe =P X4 1 +PoXs o4+ QX4+ 7+ O 1+ 000+ + 0O 7, (4.5a)

Autoregresni ¢ast (AR) Cast klouzavych souttd (MA=Moving Average)

kde Z :={Z, |t € Z} ~ WN(0,0%) a ®, £ 0, ©, # 0, ¢ # 0. Piepiseme-li (4.5a) do ekvivalentnfho

tvaru
Xe =1 Xeo1 —PoXe o — =0 Xy, =2+ O 21+ 0020+ -+ 0,7,  (4.5b)

lze pouzit téz zkraceny zapis

®(B)X; =0O(B)7Z: nebo ®(2)X(z) =0(2)7(z), (4.5¢)
kde pfl q)o = @0 =1

D(z)=1—P1z —---—B,2", O(2) =140z +---+0,29, z€C.

Pozndmka 4.20. V predchozi definici bez Gjmy na obecnosti predpokladame ©g = 1, nebot v opaéném
pifpadé stac¢i nahradit bily sum {Z;} ~ WN(0,0?) sumem {©7;} ~ WN (0, (0g0)?).
Pozndmka 4.21 (Specidlni pFipady).

a) Autoregresni proces (AR proces):
X ~ AR(p) = ARMA(p,0) :  ®(B)X; = Z;, nebot O(z) = 1.
Tedy

Xi =01 X 1 +P Xy o4+ 0, X, + Z;. (4.5d)
V tomto pripadé pripoustime i p = co za predpokladu, ze ® := {®;}72, € {;.
b) Proces klouzavych souéta (MA proces):

X ~ MA(q) = ARMA(0,q) :  X: = ©O(B)Z;, nebot &(z) = 1.
Tedy

Xe =i +O01 721+ 0O2Zi o+ -+ 0,7, (4.5€)
V tomto pifpadé pfipoustime i ¢ = oo za predpokladu, ze © 1= {0;}32, € {;.



¢) Bily Sum (jediny proces, ktery je soufasné AR i MA procesem):
X ~ ARMA(0,0) = AR(0) = MA(0) = WN(0,0%) : X = Z.

d) Smiseny ARMA proces:
X ~ ARMA(p,q), 0 < p,q < oo: Netrividlni smés autoregrese a klouzavych soucta.

Definice 4.22. Bud X = {X; |t € Z}, X ~ ARMA(p, ¢q). X se nazyvi kauzdlni ARMA proces,
jestlize existuje ¥ = {1 }52,, Z;OZ(JWH < oo (tj. o € 4y) tak, ze

Xo =Y W;Zi; (zkvécené X; =1(B)Z;), t € Z. (4.6a)
=0

X se nazyvé invertibilni ARMA proces, jestlize existuje 7 = {m;}72,, Z;OZ(JWH < oo (tj. mEety)
tak, ze

> miXe_j =2 (zkvécené m(B)X, = Z,), t € L. (4.6b)
5=0

Pozndmka 4.23.

Tedy kauzalita znamend, ze ARMA proces X je kauzalnim linedrnim procesem, ktery lze generovat
bilym $umem {Z;}, neboli X ~ MA(c0).

Podobné invertibilita znamend, ze bily sum {Z;} je kauzdlnim linedrn{m procesem, ktery je generovan
ARMA procesem X, coz je ekvivalentni s X ~ AR(00).

Vyse jsme pouzili také skutecnost, ze 1o = mg = 1 (viz dale odst. 4.32, ktery se tyka vypoctu kauzélni,
resp. invertibiln{ reprezentace).

Véta 4.24 (Autokovarianén{ funkce MA procesu).
{X:} ~ MA(q), ¢ < oo je staciondrni ndhodny proces s nulovou stiedni hodnotou px = 0 a autoko-
varianéni funkei

q
yx (h) = o’ Z®h+k@k pro h > 0. (4.7a)
k=0

Specidlne pro q¢ < oo je

2\g—h ray
'YX(h) _ {U Zk:o OnkOr  pro0<h<ygq (4.7b)

0 pro h > q
a zeyména vx (¢) = 0?04 # 0, nebot Oy = 1.

Dikaz. Podle 4.4 je {X;} stacionarn{ a plati

4
Ux = uZZG)j =0, nebot uz = 0.

7=0

q
yx(h) = Y ©;0yz(h—j+k), kde yz(h) =

{0'2 pro h=0
7,k=0

0 proh#0’

V sumé zistanou nenulové ¢leny jen pro A —j+k =0, tj. pro j = h+ k, kdy tedy dostdvame (4.7a)

’YX(h) = Z ®h+k@k ’YZ(O) :

k=0 02

Pokud je ¢ < oo, pak ©pyr = 0 pro h+ &k > ¢, tj. pro k > ¢ — h, takze (4.7a) lze psat ve tvaru
(4.7b). O



Dusledek 4.25.
q
ok =7x(0) =0 Y |Ok[".
k=0
Ug( = 02(1 + 101 +10:)7 4+ -+ —|—|®q|2) pro q < o0.
DY ST
rx(h) == g7
Zk:0| k|

Véta 4.26 (Parcidlni autokorela¢ni funkce kauzélniho AR procesu).

Necht {X:} ~ AR(p), p < oo je kauzdlni AR proces. Pak {X;} je staciondrni s nulovou stiedni
hodnotou pux = 0 a parcidlni autokorelacni funkei ax, pro niZ ax(p) = ®, # 0 a ax(h) = 0 pro
h>p.

(4.8a)

pro h > 0. (4.8b)

Diikaz. S uvazenim 4.23 je v disledku kauzality {X;} ~ MA(oo) a tedy stacionarni s nulovou stiedni
hodnotou podle 4.24. Podle (4.6a) je X; = Z;O:O U;Z_; atedy Xy € L(Zy, Zi_q,...) = Ly (uzévér
linedrniho podprostoru v L2(£2, A, P) generovaného nahodnymi veli¢inami 7, u < t). Polozime-li
®; =0 pro j > p, muzeme dle (4.5d) pro kazdé n > p psat

n
X=X +7.
j=1
N—_——
€L
Veli¢iny Z; jsou nekorelované, takze 7, L Z, pro t # wu. Zejména 7, L Z, pro u < t a tedy
Zy L Ly_y s vyuzitim spojitosti skaldrnfho soucinu v Lo (2, A, P). Podle véty o ortogonalni projekci je

)A(t = Z?:l ¢, X;_; jednoznacné urcena nejlepsi linedrni predikce X; pomoci veli¢in X;_1,..., X;_p
pro kazdé n > p. Podle véty 4.13 pak a(p) = &, a a(n) = ®, =0 pro n > p. O

Na obrazcich 4.1, 4.2 a 4.3 jsou typické prubéhy odhadnuté autokorelacni a parcialni autokorela¢ni
funkce simulovanych procesti po fadé AR(2), MA(2) a ARMA(2,2). Carkovany pas udava interval
spolehlivosti 95% pro nulovou hodnotu. Vidime, ze v pfipadé procesu AR(2) na obr. 4.1, resp. MA(2)
na obr. 4.2 skuteéné ax(h) ~ 0, resp. px(h) =~ 0 pro h > 2 v souladu s vétami 4.26, resp. 4.24.
V ostatnich pfipadech obélka px (k), resp. ax (h) (v piipadé ARMA(2,2) na obr. 4.3 dokonce obou)
vykazuje exponencialné klesajici, pfipadné navic 1 oscilatoricky, prubéh. D4 se totiz ukazat, ze px 1
ax jsou v téchto piipadech linearni kombinaci klesajicich geometrickych posloupnosti a kosinusovek
s geometricky klesajici amplitudou.
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Pozorovani procesu, n = 500

50 100 150 200 250 300 350 400 450 500

Autokorela¢ni funkce
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Parcialni autokorelacni funkce

OBRAZEK 4.1. Proces AR(2): @ =[0.5,0.2], 0% = 2.25.
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Pozorovani procesu, n = 500

1q

50 100 150 200 250 300 350 400 450 500

Autokorela¢ni funkce
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Parcialni autokorelacni funkce
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OBRAZEK 4.2. Proces MA(2): © = [-0.5,—0.2], 0? = 2.25.



Pozorovani procesu, n = 500

i nh M rL‘. ll \,, - u lw
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Autokorela¢ni funkce
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Parcialni autokorelacni funkce
1q
0.8 - _
0.6 | -
o.a | -

(] 5 10 15 20 25 30 35 40 45 50

OBRAZEK 4.3. Proces ARMA(2,2): ® =[0.5,0.2], ® = [~0.6,0.3], 02 = 2.25.



5.2.3. Postup hledani SARIMA modelu pro pozorovanou ¢asovou fadu.

1. Odstranéni pripadné heteroskedasticity
Viz 5.1.3/1.

2. Urceni sezénni periody s

Za s zvolime spolecnou periodu nejvice dominantnich periodickych slozek, neboli nejmensi spolec¢ny
nasobek jejich period. Dominantni periodické slozky nejsnéze identifikujeme z periodogramu. Pokud
spolecna perioda vychéazi pfilis dlouha, volime za s periodu dominantni slozky s nejvétsim poctem
jejich harmonickych komponent indikovanych v periodogramu jako vyznamnych, tj. jejich frekvence
jsou (alespon priblizné€) celoéiselnymi nasobky frekvence této dominantnislozky. Je pfitom tieba davat
pozor, aby byl periodogram spocten z vhodné zkracené casové fady, tak aby v ni byl obsazen cely
pocet period délky s.

Periodu s vyrazné dominantni periodické slozky lze zpravidla dosti presné odecist 1 jako periodu
oscilaci v odhadnuté autokorelac¢n{ funkei px (-).

3. Urceni fada diferencovani d a D

(a) Analogicky jako v 5.1.3/2(a) se snazime zvolit nejmensi d a D tak, aby diferencovand fada
AYADP X, se jevila jako stacionarni. V praxi je zpravidla 0 < d, D < 1. Zejména piipad D >
1 je velmi malo pravdépodobny, nebot odpovidd proménlivému kolisdni sezénnich amplitud,
které vsak byva vétsinou spojeno s obdobné proménnym rozptylem. Jeho odstranéni vhodnou
transformaci ad 1 pak obvykle odstrani i kolisani v amplitudéch (viz soubor airpass.m).

(b) Zkoumame chovani odhadnuté autokorelacni funkce pw () diferencované fady. Pokud jesté vy-
kazuje oscilace s periodou s (lze samoziejmé citlivéji ovéfit opét z periodogramu diferencované
fady), pak je tfeba Fad D jesté zvysit (oscilace s jinou periodou svédéi pro pouziti zobecnéného
SARIMA modelu popsaného v 5.2.5). Pokud pyw (h) klesd pro h =1,2,..., 5 pomalu (linedrné)
a nikoliv exponencialné, pak je tfeba jesté zvétsit tad d.

(c) Analogicky jako v 5.1.3(c) hledame diferencovanou fadu s nejmensim rozptylem.

4. Ur€eni fada P, Q, p, ¢
(a) rozborem autokorela¢ni a parcidlni autokorelaéni funkce pw () a aw (+)
Dle4.34 musiproh = 1,2,3, ... priubéh pw (hs) a aw (hs) korespondovat s modelem ARMA(P, Q)
aproh=12...,s—1s modelem ARMA(p,q).

Zpravidla se pouzivaji modely typu SARIMA(0,d, q,0, D, @, s) nebo SARIMA(p,d,0, P, D,0,s).
Naopak modely SARIMA(0,d, q, P, D, 0, s) nebo SARIMA(p,d,0,0, D, Q, s) se nedoporucuji, ne-
bot obvykle vedou k vysokym fadim a tedy k velkému poc¢tu parametri. Identifikace obecnych
modelt SARIMA(p,d, q, P, D, @, s) byva vétsinou dosti obtizna.
(b) uzitim ztratové funkce (viz 4.36/4)
1° Negprve uréime P, Q) :
(5.2b) = W ~ SARIMA(p, 0, ¢, P,0,Q, ) "2 w® ~ aARMA(P,Q), 8(B)YW) = &(B)E®
1

pro k =1,2,...,s. Pak P, Q nalezneme dle minima ztratové funkce pro + Y orey Wt(k , Pri-

)

padné miizeme spocist optimalni P, Qx pro kazdy parcialni proces W) a za P, Q vybrat
dvojici, ktera se nejcastéji vyskytuje mezi viemi dvojicemi Py, Q.

2° Pak urcime p,q :
Minimalizujeme ztratovou funkci pro W ~ SARIMA(p,0,q, P,0,Q,s), kde P, @ jsou jiz

pevné a p, ¢ vybirame z dvojic ve vhodném rozmezi p = 0,1,... pmax @2 ¢ = 0,1,. .., ¢max-
Pokud je P = 0 (resp. @ = 0), volime vétsinou nejprve 0 = p = pmax (resp. 0 = ¢ = ¢max)
pevne.

5. Odhad parametri modelu a jeho verifikace
V zésadé postupujeme jako ve 4.36/5-7.



5.2.4. Konstrukce predikei v SARIMA modelu.

Pfimy postup zpétného integrovani analogicky k 5.1.4 je algoritmicky komplikovany vzhledem k se-
zonnimu diferencovani A;.
UZijeme proto jiny pristup:
V zéasadé lze totiz postupovat jako ve 4.36/7(4), nebot z hlediska predikci se { X } ¥idi ARMA modelem
®*(B)X: = ©*(B)Z; (viz 5.2.2(1)), pficemz koeficienty ®7 a ©F uréime ze soucinti polynomi

~ ~
~ o~ ~

i *(2) = B(2)B(*) (1 — 2)%(1 — 2°)” a O (2) = B(2)O(2*),

kde <T>(z), %(2), @(z) a é(z) jsou znamé polynomy, jejichz koeficienty jsou ddny odhadnutymi para-
metry v SARIMA modelu: i), <f>, ©a0.

V praxi diferencovana fada {W;} nemusi mit nulovou stfedni hodnotu uw (viz 5.1.2(2)). Pak
v (5.2b) je nutno dosadit Wy — pw misto Wr:

& (B) (Wi — pw) = 0" (B)Ze & S (B)W,— (18— =&y p)pw = O (B)Z &

& O(B)W,=c+0*(B)Z < & (B)X,=c+0"(B)%.
Pak
XV =X 4 A P Xy + O T+ O g e
je piislusny vztah pro 1-krokovou predikei analogicky k 4.36/7(4), avSak navic s aditivnim korekénim

~ %

. . =01 . . v A fLoEmE
clenem ¢. Pro predikce Wt( ) v diferencované ¢asové fadé staci pouze misto ® uzit @ .

Zévérem poznamenejme, e pro vypocet ®* i*, ®" a c lze vyuiit procedury ARMApar:
e ~ ~
[(D*a G*a C, ® ] = ARMApar([pa da q, Pa Da Q’ 5]’ {(Da (Da ®a G}’ /’LW)
o~ o~k
Vlastni predikce Xt(l) pak spocteme jako c+armasim(x, ® , @ , 20, 20).
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