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Uvod

Koop (2003) — kapitola 3
Normalni linearni regresni model s vice vysvétlujicimi proménnymi.

Pouziti maticové algebry.

e 6 o6 o

PFirozené konjugovany prior = analytické vysledky (podobné jako u
modelu s jedinou vysvétlujici proménnou).
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Linearni regresni model

Obsah tématu

@ Linearni regresni model
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Linearni regresni model

LRM v maticovém vyjadreni |

@ k vysvétlujicich proménnych xj1,...,xj proi=1,..., N a model:
yi=B1+ Baxia + ... + Brxik + €

o Uroviiova konstanta: xj; = 1.
o Vektory N x1akx1:

Y1 €1 B1

Y2 €2 B2
y g . € = . B pry .

YN N Bk
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Linearni regresni model

LRM v maticovém vyjadreni Il

@ Matice vysvétlujicich proménnych rozméru N x k

1 x2 - - Xk
1 xo - - Xk
X =
1 xnv2 - Xk
@ Regresni model:
y=XB+e.
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Linearni regresni model

Predpoklady

@ Predpoklady o € a X determinuji formu vérohodnostni funkce.
o Kilasické predpoklady (pozdéji uvolnény):

O c~ N(Oy, h~lly), kde h = o~2;

@ vsechny prvky X jsou nendhodné veliciny.
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Vérohodnostni funkce a apriorni hustota

Obsah tématu

© Vérohodnostni funkce a apriorni hustota
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Vérohodnostni funkce a apriorni hustota

Vérohodnostni funkce |

@ Vérohodnostni funkce s vyuzitim OLS odhadi:
v=N-—k,
B — (X/X)_]'X,y,

2 _ by =XB)(y - XB)

14
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Vérohodnostni funkce a apriorni hustota

Vérohodnostni funkce Il

@ Vérohodnostni funkce:

p(y|B, h) = T
(2m)=
X {h2 exp {—2?62} }
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Vérohodnostni funkce a apriorni hustota

Apriorni hustota

e Normaélni-gama rozdéleni, kdy (3|h z vicerozmérného normalniho
rozdéleni, h je stale z gama rozdéleni:

Blh~ N(B, h~V),
h~G(s % v)

@ Ptirozené konjugovany prior pro 3 a h:
B,h~ NG(B,V,s 2 v).

@ [3: k-rozmérny vektor apriornich stfednich hodnot pro k regresnich
koeficientl, 51, ..., Ok.

@ V' je pozitivné definitni apriorni ¢ast kovarianCni matice rozméru
k X k.
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Posteriorni hustota

Posterior |

@ Posteriorni hustota — proporcionalni souéinu vérohodnostni funkce a
apriorni hustoty

@ Obdobné NLRM s jedinou vysvétlujici proménnou (pouZiti matic).
@ Posteriorni hustota parametrii:

B, hly ~ NG(B,V,572,7).

o Pricemz plati:

V=V1rxx)
B=V( 1B+X’X6)
v=v-+N

@ 572 je implicitné definovano nasledovné:
vs® = vs’ +vs® + (B — B[V + (X'X)'](5 — B).
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Posteriorni hustota

Vlastnosti posteriorni hustoty |

@ Marginalni posteriorni hustota pro 5 méa vicerozmérné t-rozdéleni:
- 2772 _—
Bly ~ t(8,5°V",7).
@ Z definice t-rozdéleni:
E(Bly) = B,

var(Bly) = -~

2

V.

Bayesianska analyza (BAAN) 11I. NLRM s NCP (vice) Podzim 2015 14 / 41



Posteriorni hustota

Vlastnosti posteriorni hustoty Il

Plati intuice z NLRM s jednou vysvétlujici proménnou (jen vektory
resp. matice).

~

B je vektor.

Matice (X’X)~!: podobna role jako skalar ﬁ v jednoduchém LRM.

V: matice rozméru k x k.

@ Posteriorni stredni hodnota parametru 3, B: maticové vazeny primér
apriorni a datové informace.
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Posteriorni hustota

Neinformativni prior |

Vo s

@ Nastaveniv =0 a Mfl ,blizici

se hodnotou k nule.
e Obvykle V™1 = cly, kde c je skalér blizici se nule.

@ Neprava apriorni hustota:

p(B, h) o %
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Posteriorni hustota

Neinformativni prior I

@ Ziskdme OLS odhady:

/37 h|y ~ NG(B7V’ §_2’§)?
kde
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Porovnani modelii

Omezeni ve tvaru nerovnosti

Predpokladdme omezeni ve tvaru nerovnosti:

RB >r.

R je znama matice rozméru J x k a r je zndmy J-rozmérny vektor.

Porovnavame dva modely:
Ml : RB > r,

My :RB Z#r.

Znaceni v definici My znamend, Ze jedno nebo vice z J omezeni v My
neni splnéno.
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Porovnani modelii

Posteriorni podil Sanci |

@ Snadny vypocet posteriorniho podilu $anci, pouziti neinformativnich

priori neni problém:

POy, — PIMilY) _ P(RB > rly)

p(Maly) — p(RB # rly)

@ Posteriorni hustota pravdépodobnosti pro 3 je z vicerozmérného
t-rozdéleni = p(Rp|y) je z vicerozmérného t-rozdéleni.
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Porovnani modelii

Omezeni ve tvaru rovnosti

e P¥ipad 1: My obsahujici omezeni R3 = r a M», u kterého toto
omezeni neplati (vnofené modely — nested models).

e Pfipad 2: My : y = X13(1) + €1 vzhledem k My : y = Xa8(2) + €2, kde
X1 a X5 jsou matice obsahujici i riizné vysvétlujici proménné
(nevnofené modely — non-nested).

@ Oba pfipady v definici modeli pro j = 1,2:
M yj = XiBy) + €.

@ Porovnani nevnofenych modell zahrnuje y; = y»

@ Porovnani vnofenych modell definuje M, jako neomezenou regresi a
M obsahuje omezeni Rj3 = r (vyzaduje predefinovani vysvétlované a
vysvétlujicich proménnych).

Bayesianska analyza (BAAN) 11I. NLRM s NCP (vice) Podzim 2015 21 /41



Porovnani modelii

Posteriorni podil Sanci |l

@ Posteriorni podil Sanci — vyuZziti marginalnich vérohodnosti.

@ Marginalni vérohodnost:

p(yIM) = ¢ (:Vq)ﬂujsf) ,

pro j =1,2, kde
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Porovnani modelii

Posteriorni podil Sanci |l

@ Posteriorni podil Sanci porovnavajici My s Ms:

1
V2 2 v
o ([71) s % plam)

1 ,
Vol \? (5 c2)- 2
o (1) @52 (i)
@ Posteriorni podil Sanci zavisi na apriornim podilu Sanci, zvyhodnuje

soulad modelu s daty, koherenci mezi apriorni a datovou informaci a
Setrnost pokud jde o pocet vysvétlujicich proménnych.
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Porovnani modelii

Porovnani modell — neinformativni priory

o Neformalni pravidlo: pouZiti neinformativnich priori pro spolecné
parametry a Cisté informativni priory pro vSechny ostatni parametry.

@ Nastavenim v; = v, = 0: posteriorni podil Sanci ma rozumnou
interpretaci (soulad modelu s daty, koherenci mezi apriorni a datovou
informaci, atd.)

@ Rozumné uziti neinformativniho prioru pro presnost chyby.

e Uziti neinformativniho prioru pro ;) — vazné problémy v pfipadé
ki # ko.

@ Neinformativni prior pro 3(;) zalozeny na Mj_l =clgjac—0.

1 s v v/

V| = <% se vzajemné nevyrusi.

@ Jeslize k1 < kp, PO15 je nekonecno, v prfipadé ky > ki, PO1o se blizi k
nule bez ohledu na data.
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Intervaly nejvyssi posteriorni hustoty

Obsah tématu

© Intervaly nejvyssi posteriorni hustoty
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Intervaly nejvyssi posteriorni hustoty

Pripustné intervaly

Volna analogie ke konfidenénim intervalim (testovani hypotéz).

Definice pro jediny regresni koeficient (3;.

95% pripustny interval pro f3; je interval [a, b] takovy Ze:

p(a < B; < bly) = 0.95.

Existuje nekonecné mnoho pfipustnych intervali.

Napt. Bjly ~ N(0,1) = 95% pfipustné intervaly [—1.96, 1.96],
[~1.75,2.33], [~1.64, o0] atd.
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Intervaly nejvyssi posteriorni hustoty

Highest Posterior Density Intervals

@ 95% HPDI je 95% pFipustny interval, ktery ma nejmensi rozsah oproti
jekémukoliv jinému 95% pFipustnému intervalu.

o Napf. [—1.96,1.96] je nejkratsi pfipustny interval.

@ HPDI existuje vzdy, kdyz existuje posteriorni hustota
pravdépodobnosti.

o Lze jej vyuzit i pfi neinformativnim prioru.
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Predikce

Predi¢ni hustota

@ Chceme predpovédét:

@ PYedpovéd je zaloZena na:

P ) = [[ p"1y. 5. )p(5. Hy)dadh.

o Lze ukazat:
vy ~ t(X*B,3%{IT + X*VX*'}, D).
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Monte Carlo integrace

Obsah tématu

@ Monte Carlo integrace
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Monte Carlo integrace

Monte Carlo integrace pro NLRM

@ Porovnani modeld, predikci a posteriorni analyzu tykajici se 3 Ize
provést analyticky (netfeba posteriornich simulatord).

Theorem (Monte Carlo integrace)

Necht ) pros =1,...,S je ndhodny vybér (vzorek) z p(Bly) a g(-) je
funkce a definujme

I
s=1

potom gs konverguje k E[g(3)|y] pro S jdouci k nekonecnu.
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Monte Carlo integrace

Algoritmus

© Vygenerujeme nahodny vybér 5(5) z posteriorni hustoty pro 3
pouzitim generatoru nahodnych Cisel pro vicerozmérné t-rozdélen.

@ Spotitame g((%)) a zachovame tento vysledek.
© Opakujeme predchozi kroky S-krat.
@ Spoctitame primér S nahodnych vybéri g(BM), ..., g(3(9).

Témito kroky ziskame odhad E[g(/)|y] pro jakoukoliv funkci parametrd,
ktera nas zajima.
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Monte Carlo integrace

Numericka standardni chyba

@ Monte Carlo integrace: aproximace E[g(/3)|y] (volbou S Fidime
velikost chyby aproximace).

o Ciselné méfitko chyby aproximace — vyuzitim centralni limitni véty:

VS{gs — Elg(B)ly]} = N(0,02),

pro S jdouci k nekonecnu, pri¢emz 02 = var[g(B)|y].

e Aproximativni 95% konfidenéni interval pro E[g(5)|y]

g o
gs —1.96—% g5 +1.96—% .
&s NG &s NG
o Alternativné Ize vyuzit i numerickou standardni chybu (NSE) %

(obsahuje stejnou informaci v kompaktnéjsi podobé).
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Empiricka ilustrace

Realna data

@ Redlna data o prodejich domii ve Windsdoru, Kanada v roce 1987,
N = 546.
@ Proménné:
o y; = prodejni cena i-tého domu (v Kanadskych dolarech),
e xjp = rozloha i-tého domu (ve ¢tvere¢nich stopach),
e xj3 = pocet loznic v i-tém domé,
e Xxjz = pocet koupelen v i-tém domu,
e Xx;5 = pocet pater v i-tém domu.
@ Hlavni soubory chapter03.m + skript chapter03_neinf.m + fada
dalsich podpdrnych funkci.
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Empiricka ilustrace

Realna data

@ Ptedpokladdmé vliv rozlohy mezi 0 a 20 dolary za stopu Ctvereéni =
var(32) = 25; pro ostatni koeficienty volime var(33) = 25002 a
var(B4) = var(fs) = 50002

2
Vs
=—V.
var(p) LY
@ , Témér" neinformativni prior a informativni prior s s2=40x10"8,
vr=>5a
0.0 2.40 0 0 0 0
10 0 60x1077 0 0 0
B = | 5000 V=10 0 015 O 0
10000 0 0 0 060 O
10000 0 0 0 0 0.60
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Empiricka ilustrace

Apriorni a posteriorni stfedni hodnoty pro 5 (smérodatné
odchylky v zavorkach)

Prior Posterior
Informativni (Inf. prior)  (Neinf. prior)
0 —4035.05  —4009.55
b (10000) (3530.16)  (3590.11)
10 5.43 5.43
& (5) (0.37) (0.37)
5000 2886.81 2824.61
fs (2500) (1184.93)  (1210.43)
10000 16965.24  17105.18
Fa (5000) (1708.02)  (1728.18)
10000 7641.23 7634.90
fs (5000) (997.02)  (1004.34)
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Empiricka ilustrace

Apriorni a posteriorni stfedni hodnoty pro h (smérodatné
odchylky v zavorkach)

Prior Posterior
Informativni (Inf. prior)  (Neinf. prior)
Stf. hodnota 4x10°8 3.06 x107°  3.03x 107°
Sm. odchylka 2.53 x 1078 1.84 x 10710 1.83 x 10710
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Empiricka ilustrace

Porovnani modell zahrnujici parametr (3

Post. podil Sanci

p(B; > 0ly) 95% HPDI 99% HPDI pro B; =0
Informativni apriorni hustota
b1 0.13 [-10969.27,2899.17] [-13159.75,5089.64] 4.14
B2 1.00 [4.71,6.15] [4.49,6.38] 0.00
B3 0.99 [559.29,5214.34] [-175.96,5949.58] 0.39
Ba 1.00 [13610.20,20320.27] [12550.37,21380.10] 0.00
Bs 1.00 [5682.82,9599.65] [5064.16,10218.30] 0.00
Neinformativni apriorni hustota™
b1 0.13 [-11061.65,3042.54] [-13289.45,5270.34] —
B2 1.00 [4.71,6.15] [4.48,6.38] —
B3 0.99 [446.96,5202.27] [-304.15,5953.38] —
Ba 1.00 [13710.50,20499.85] [12638.10,21572.25] —
Bs 1.00 [5662.07,9607.73] [5038.84,10230.96] —

* Jako neinformativni apriorni hustota byla pouZita apriorni hustota blizici se &isté
neinformativni hustoté. Podil Sanci tak bylo mozno spoditat, ale neni zde uvadén.
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Empiricka ilustrace

Predikéni hustota pro diim o rozloze 5000 Ctverecnich stop.

25

1.5 B

Hustota pravdepodobnosti

0.5~ 4

0 T L L L L L
0 2 4 6 8 10 12 14

Predikovana cena domu, y‘ x 10
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Empiricka ilustrace

Posteriorni vysledky pro parametr 3, spocitané
alternativnim zplisobem

Smérodatna
Stf. hodnota odchylka NSE
Analyticky 5.43 0.37 —
Pocet replikaci
5=10 5.44 0.27 0.085
5 =100 5.43 0.38 0.038
S =1000 5.44 0.36 0.011
S =10000 5.44 0.36 0.004
S = 100000 5.43 0.37 0.001
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