Omezeny Boltzmanntv stroj (OBS)

Organizac¢ni dynamika:
» Cyklicka sit' se symetrickymi spoji, neurony jsou rozdéleny
do dvou skupin:
» V - viditelné
» S - skryté

Mnozina spoju je V x S (ij. Uplny bipartitni graf)
» Mnozinu v§ech neuront zna¢ime N
» ozna¢me &; vnitfni potenciél a y; vystup (stav) neuronu j
» stav stroje: y € {—1,1}IM.
» ozna¢me wj; vahu spoje od neuronu i k neuronu j.
» obvykle se uvazuje bias, pro zjednoduseni jej vynechame.



Omezeny Botzmannliv stroj

Aktivni dynamika: Stavy viditelnych neuron( jsou inicialné
nastaveny na hodnoty z mnoziny {-1, 1}.

V t-tém kroku aktualizujeme neurony takto:

» t liché: nahodné zvolime nové hodnoty skrytych neurond,
proje S

P[yj(t) =1]=1/ [1 + exp (—Z W/'iYi)]]

eV

» t sudé: nahodné zvolime nové hodnoty viditelnych
neuronu, pro j € V

P[yj“) =1]=1/ [1 + exp (—Z Wjiyi)]]

i€S



Rovnovazny stav

Omezeny Boltzmann(v stroj se po jisté dobé dostane do
termalni rovnovahy. Tj. existuje Cas t* takovy, ze pro libovolny
stav stroje y* € {—1,1}/M plati

P[7®) =]~ pn()
Zde pn(y*) = e E0/T kde
Z = Z e_E(V)/T
yel-T1)IN

tj. Boltzmannovo rozloZeni
Teorie Markovovych fetézcl fika, ze P [}7(“) = y*] je také
dlouhodobad frekvence navstév stavu y*.

Toto plati bez ohledu na inicialni nastaveni neurond! Sit tedy
reprezentuje rozlozeni py.



Omezeny Boltzmannuyv stroj - uéeni

Pro dany stav viditelnych neurond a € {—1,1}!Vl oznaéme

pv(a) = Z pn(a, B)

Be{—1,1}18!

pravdépodobnost stavu viditelnych neuronl «a v termalni
rovnovaze bez ohledu na stav skrytych neuronda.

Adaptivni dynamika:

Necht pq je pravdépodobnostni rozlozeni na mnoziné stavu
viditelnych neurond, tj. na {—1, 1}IV..

Cilem je nalézt konfiguraci sité¢ W takovou, ze py odpovida py.

Vhodnou mirou rozdilu mezi rozdélenimi py a pq je relativni
entropie zvazena pravdépodobnostmi vzoru (tzv. Kullback
Leibler distance)

Pa(a)

fn= L ol



Omezeny Boltzmannuyv stroj - uéeni

&(W) budeme minimalizovat pomoci gradientniho sestupu, tj.
budeme poditat poslounost vektort vah w(©®, w(1), . .

» vahy v w9 jsou inicializovany nahodné blizko 0
» v t-tém kroku (zde t = 1,2,...) je w(D) vypo&teno takto:

(ty _ ., (t=1) ()
Wit =wy AW,
kde
|98

) _ _.
ijl. = —¢(t) w;

(1)

je zména vahy w; v t-tém kroku a 0 < £(t) < 1 je rychlost
uceni v t-tém kroku.

Zbyva spoditat (odhadnout) j—v‘z(ﬁ/).



Omezeny Boltzmannuyv stroj - uéeni

Lze ukazat, Ze

&
awﬂ <y/y’>f/xed <y(t )yl( )>free

> (y,-y;)rixed je primérna hodnota y;y; po jednom kroku
vypoctu za predpokladu, ze hodnoty viditelnych neuront
jsou fixovany dle rozlozeni pq.
<y(t )y(t )>f je primérna hodnota yj(t*)y,(t*) v termalni
rovnovazerg%z fixace viditelnych neurond.

Problém: vypocet <y(t )y( )>free trva dlouho (musime
opakovaneé privést stroj do termalni rovnovahy).

() (1) S ArMErA
(y y; >re se proto nahrazuje <y,y,> recon COZ i€ primeérna
hodnota yj( )y,.( ) za predpokladu, ze inicialni hodnoty
viditelnych neuront jsou voleny dle pg.



Omezeny Boltzmannuyv stroj - uéeni
Tedy

AW = =e(t) - ((v5) pres = (V90 o)

> ( y,-y,-) ixed S€ vypocte takto: Poloz Y := 0 a opakuj q krat:

» fixuj nahodné hodnoty viditelnych neurond dle py
» simuluj jeden krok vypocCtu a pficti aktualni hodnotu y;y; k Y

Pro vhodné q bude Y/q dobrym odhadem <y,-y,->

fixed
> ( y,-y,-)recon se vypocte takto: Poloz Y := 0 a opakuj g krat:

» nastav nahodné hodnoty viditelnych neuront dle py

» simuluj tfi kroky vypoctu a pficti aktualni hodnotu y;y; k Y
(tj. vypocti hodnoty skrytych neurond, potom hodnoty
viditelnych (tzv. rekonstrukci vstupu) a potom hodnoty
skrytych)

Pro vhodné q bude V//q dobrym odhadem <y,-y,->

recon



Hluboké site

Problém: Omezenim BS jsme (potencialné) omezili vyjadfovaci silu.
Reseni: OBS se skladaji nad sebe do tzv. hlubokych siti

1. OBS se natrénuje na vstupnich datech

2. prida se dalsi vrstva, skryté neurony starého OBS budou nyni
uvazovany jako viditelné neurony pro nejvy$si OBS. Natrénuje
se nejvyssi OBS

3. iterovanim bodu 1. a 2. se pfidava vice a vice vrstev

Na konci dostaneme jednu mnohovrstvou sit', ktera reprezentuje
rozlozeni na datech. Z tohoto rozlozeni se da samplovat takto:

> prived nejvy$Si OBS do termalni rovnovahy (to da hodnoty
neuronu v nejvyssich dvou vrstvach)

» propaguj hodnoty do nizSich vrstev (ij. proved jeden krok
aktualizace stavd mezilehlych OBS)

» stav neuront v nejspodnéjsi vrstvé potom bude predstavovat
vzorek dat; pravdépodobnost s jakou se tam objevi konkrétni
stav je pravdépodnosti onoho stavu v rozloZeni
reprezentovaném siti



Hluboké sité - klasifikace

Predpokladejme, Ze kazdy vstup patfi do jedné ze dvou tfid.
Chceme vstupy klasifikovat pomoci vicevrstvé sité.

Vicevrstvou sit Ize trénovat pomoci zpétné propagace. Ta je
silné zavisla na vhodné inicializaci, ¢asto hrozi dosazeni
mélkého lokalniho minima apod. Dobfe fungujici sit’ si vyvine
systém extraktor( vlastnosti (tj. kazdy neuron reaguje na
néjakou vlastnost vstupu). Jak toho dosahnout?

» Natrénuj hlubokou sit' na datech (v této fazi ignoruj
prislusnost do trid)

» Uvazuj vyslednou sit’ jako obyCejnou vicevrstvou sit, tj.
zamén dynamiku Boltzmannova stroje za sigmoidalni
aktivacni funkce a obvyklé vyhodnoceni zdola nahoru

» pridej vystupni vrstvu s jednim neuronem

» dolad’ sit pomoci zpétné propagace (mala rychlost uceni
pro skryté vrstvy, velka pro vystupni vrstvu): Pro vstupy z
jedné tfidy uvazujeme oCekavany vystup 1 pro ostatni —1.



Spojita Hopfieldova sit’

Organizac¢ni dynamika:
» Uplna topologie, tj. kazdy neuron je spojen s kazdym
» v8echny neurony jsou soucasneé vstupni i vystupni

» ozname &4, ..., & vnitfni potencialy a yy, ..., yn vystupy
(stavy) jednotlivych neuront

» ozna¢me wj; realnou vahu spoje od neuronu i € {1,...,n} k
neuronu je{1,...,n}.

» kazdy neuron j ma bias wjp odpovidajici formalnimu
jednotkovému vstupu yp = 1

» prepokladame wj; = 0 pro kazdé j=1,...,n.



Spojita Hopfieldova sit’

Aktivni dynamika: Inicialné jsou neurony nastaveny na vstup
sité X, tedy ¥(0) = X.

Vyvoj stavu sité y(t) je spojitou funkci ¢asu t > 0, ktera je dana
nasledujici soustavou diferencialnich rovnic:

ay; s
T,-F);j =-yj+ a(éj) =-yj+ G[Z Wtii)

i=0

Zde 7; > 0 jsou vhodné konstanty, o je spojita aktivacni funkce,
napr.

1

= Tre

Plati, Ze stavy neuronu jsou z intervalu (0, 1).



Spojita Hopfieldova sit’
Tvrzeni: Sit konverguje k stavu v némz plati %}Z =0.

Definujeme energii pomoci Ljapunovy funkce:

ZZWM waoyﬁny’

]1/

Da se ukazat, ze

n

o Lala) -

Energie E(t) béhem aktivniho rezimu klesa az do chvile, kdy se
sit dostane do lokalniho minima fce E, kde plati % =0, coz

odpowda dg’ =0.

Diky poslednlmu &lenu v definici E jsou stavy spliujici & = 0
(téemé¥) binarni, tj. y; ~ 1 nebo y; = 0.



Analyza hlavnhich komponent (PCA)

Méjme mnoZzinu vstupnich dat {Xi, ..., Xp} kde kazdé X; € R".
j-tou slozku vektoru X; budu znadit x;.

Oznacme X prumeérnou hodnotu vstupt:

-
X:E;X;

Jednotlive slozky vektoru X budu znacit ;.

Ptedpokladejme, Ze x; = 0 pro kazdé j=1,...,n.

Nasim cilem je linedrné transformovat mnozinu {Xi, ..., Xp} na
mnozinu {Zy,..., 2} kde Z; € R pro ¢ < n.

Tato transformace by méla zachovat ,informacni obsah*.



Analyza hlavnhich komponent (PCA)

Idea: Pokusme se nalézt sméry maximalniho rozptylu vstupt
(tyto sméry by se mély stat osami baze do niz budeme transformovat
vstupy, sméry s malym rozptylem budou ignorovany)

Uvazme projekce X g vstup X; na fixni vektor G délky 1.

ProtoZe X = 0, primér hodnot X7 g je roven 0.

Oznatme V; rozptyl vstupt X; ve sméru g:

Z

Q¢
‘OI—L

Nalezneme vektory Gy, ..., G, € R" takové, Ze
> |G| = 1 prokazdé i=1,...,n
- . . . . v . - o 7
> ¢ maximalizuje Vz mezi vSemi vektory g, které jsou kolmé
naé,..., G4 amaji normu 1.

Zejména & maximalizuje rozptyl V5 mezi véemi vektory g s normou 1.



Analyza hlavnhich komponent (PCA)
Definujeme kovarian¢ni matici C kde Cj; = ;—)Z‘;:1 XiXkj-

Vektor g je vlastnim vektorem matice C pokud existuje A > 0
takova, 2e C4 = Ag
(4 je potom vlastni vektor pFislugny viastni hodnoté A).
Matice C je realna a symetricka, ma tedy n realnych vlastnich
hodnot A1 > As > --- > A, a ortonormalni bazi vlastnich
vektord: &, ..., Cn, ti.
- 2 1 i=j
> Ci-C = { , j
0 i#j
» vektor G; je vlastnim vektorem matice C, ktery pfislusi
vlastni hodnoté A;

Véta
Kazdé & maximalizuje Va mezi véemi vektory g, které jsou
kolmé na &,...,G_1 a maji normu 1.



Reprezentace dat

Oznaéme C = {&4, ..., Gy} ortonormalni bazi prostoru IR"
slozenou z vlastnich vektortd kovarianéni matice C.

Oznaéme Q matici n x n jejiz sloupce jsou tvofeny vektory &, tj.
Q= (&---6,) kde vektory & jsou sloupcové

Mnozina vektort {&s, ..., 8}, kde X; = Qd;, je vyjadrenim
mnoziny vstuptl v bazi C. Potom j-t4 slozka vektoru &; se
nazyva j-t4 hlavni komponenta vstupu X;.
Navic plati:
» QTQ=QQ" = latedy 3§ = Q"X
QT je matici pfechodu ze standardni baze prostoru IR" do baze
C; vSimnéte si, Ze Q je matici otoéeni
> aj = EjT - Xi, . projekce vektoru X; na osu ¢;

» C = QAQT kde A je diagonalni matice takova, ze Aj = A;



Redukce dimenze dat

Kovarian¢ni matici mnoziny transformovanych vstup(
{di,...,8p) je diagonalni matice A kde Aj = A;.
Zejména jsou jednotlivé slozky vektort &; vzajemné
nekorelované a rozptyl i-té slozky je A;.

Vektor X; € R" zakddujeme pomoci vektoru
5
Zji = (a,-1,...,a,-g) e R

Vektor Z; = (ajy, . .., air) € R dekédujeme do vektoru

=)
S

(0 je priimé&rna hodnota slozek vektorll & = Q'X)).
(pokud jsou hodnoty As.1,..., A, hodné malé, pak 0 dava
dobrou aproximaci skute¢nych souradnic v bazi C)



Redukce dimenze dat

Definujeme chybu rekonstrukce vstupt

1 & S a2
e 3, -5
=

D4 se ukazat, ze baze C = (G4, ..., &y} minimalizuje chybu E
mezi v§emi ortonormalnimi bazemi prostoru R".

Navic plati

n

E:Z/\,-

i=C+1



Redukce dimenze dat - kddovani

Kddovani z R” do R¢:
Vstup: Mnozina dat {X;, ..., Xp} kde X; € R"
Algoritmus:
1. (Normalizace vstupl odecétenim priiméru)
2. Vypocet kovarian¢ni matice C

3. Vypocet (aproximace) ortonormalni baze C = (¢4, ..., Gy}
vlastnich vektord a transformaéni matice Q = (G; -+ &)
4. Vypocet vektoru hlavnich komponent kazdého vstupu
g=Q"Xkdei=1,...,p
Vystup: Mnozina {(&j,...,d¢) |i=1,...,p} a vektory &,..., &



Redukce dimenze dat - dekodovani

Dekédovani z R¢ do R":

Vstup: MnoZina {7y, ..., Z,} kde Z; € R’ a vektory ¢, ..., ¢
Algoritmus:
1. Vypocet

I .
Xi= ) ZjC proi=1,...,p

Vystup: {Xi, ..., Xp}



Redukce dimenze dat a neuronové site

Uvazme vicevrstvou sit n — € — n s linearnimi aktivacnimi
funkcemi.

Predpokladejme, Ze je trénovana na mnoziné vzoru
T ={(X%,X) X eR",i=1,...,p}
pomoci algoritmu, ktery minimalizuje chybu
1% ¢ 5 2
E= E;;(W(Xﬂ - %)

Existuje globalni minimum chybové funkce. Da se ukazat, ze po
natrénovani sit realizuje projekci na podprostor generovany
vektory G4, ..., & (ne nutné ortogonalini).

To stejné plati i pro sigmoidalni aktivacni funkce ve skrytych
neuronech.

21



Redukce dimenze dat a Hebbovské uceni

Uvazme jednovrstvou sit' s jednim linearnim vystupnim neuronem:

y= Y WiX;

O
N
S99

Méjme vstupy 7~ = {Xi, ..., Xp}.

Hebbovské ugeni: wt")

i

= w4 y(%) - x
Normalizované Hebbovské uceni:
n
=2 =2 2
Wi(H-1) _ (W,‘(t) +1n- Y(Xk) . in) / [Z (W,(t) +17- Y(Xk) . in)

i=1
kde k je voleno uniformné nahodné z {1, ..., p}.

1
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Redukce dimenze dat a Hebbovské uceni
Pro malé 7 plati

1
- = 2 2 -2
YW+ y&)xa) | =141 Y% +O(P)
i=1

coz pro malé n da

W = w4y () - (6 - () - w) +00P)
tedy ignorovanim O(n?) dostaneme
Ojovo pravidio: w(™" = w1 - y (%) - (x—y (%) - w") kde k

je nahodné vybrané z mnoziny {1, ..., p}.

Tvrzeni: Pokud A1 > A, a A, > 0 pak w(!) konverguije (s pravd.
1) k vlastnimu vektoru & kovaria¢ni matice C
(tj. k vlastnimu vektoru s maximalnim vlastnim cislem).

23



Redukce dimenze dat a Sangerovo pravidlo

Vi Yj Ym

X4 Xi Xn

Sangerovo pravidlo:
J
1 =2 -
W = w () - (%) - (xk; =) ve(Re) - wé?)
=1
kde k je nahodné vybrané z mnoziny {1,..., p}.

Tvrzeni: Pro Ay > --- > A, > 0 an(t) = } konverguje w (s

J
pravd. 1) k vlastnimu vektoru ¢; kovariaéni matice C.

24



Nelinearni redukce dimenze dat

» Vicevrstvé sité
» sitn—-¢—k—-{¢—-n,kde n> ¢ > k, se sigmoidalnimi
aktivagnimi funkcemi provadi nelinearni redukci z R” do R¥
» dolni polovina sit& zobrazi vstupy z R" do R¥
» horni polovina dekdduje z R do R”
» UuCi se jako autoasociativni sit
» |ze pouzit i vice vrstev - klasicka aplikace hlubokych siti a
omezenych Boltzmannovych stroju
» Kohonenova mapa

» k-rozmérna mapa na datech dimenze n provadi nelinearni
redukci dimenze dat z R” do IR

» PF. Kohonenova mapa jako mfizka k x k. Necht' pro vstup X
je aktivni neuron se soufadnicemi (i, j). Vektor X je potom
transformovéan do bodu (i, j).
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