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0. Motivacni

Descriptive Statistics Using PROC UNIVARIATE

SATScore

Probability Plot for SATScore
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Statistika - motivacni problem

Vedeni SS v Horni dolni chce potvrdit/vyvratit
hypotézu (predpoklad), Ze pramérné skoére
studentli z testu matematickych a verbalnich
schopnosti (SAT) je rovno 1200. Mimo to chce
porozumét tomu, jakych vysledk@t v tomto testu
studenti dosahuji.




Variable Type and Level of Measurement

VARIABLE

@ AGREE
@ NO OPINION
@ DISAGREE

Before analyzing, identify the variable type (continuous
or categorical) and level of measurement (nominal
or ordinal).




Continuous versus Categorical Variables

Variable: Temperature of Beverage (teplota napoje)

r 00004 )

Variable: Gender (pohlavi) 6



Levels of Measurement: Nominal

Variable: Type of Beverage




Levels of Measurement: Ordinal

Variable: Size of Beverage




Overview of Statistical Models

Type of
Predictors : : Continuous and
Categorical Continuous .
Type of Categorical
Response
Continuous Analysis of Ordinary Least | Analysis of
Variance Squares (OLS) Covariance
(ANOVA) Regression (ANCOVA)
Categorical Contingency Logistic Logistic
Table Analysis | Regression Regression
or Logistic
Regression

Pro rizné typy proménnych je treba pouzit rlizné statistické metody.




Populations and Samples

Sample - a subset of
a population drawn
to enable inferences
to the population.

Population - the entire
collection of individual
members of a group of

# Assumption- The sample that is drawn is representative
of the population.
10



Parameters and Statistics

Statistics are used to approximate population

parameters.
Population Sample
Parameters Statistics
Mean 0 X
Variance o2 s
Standard o S
Deviation

11



Distributions

When you examine the distribution of values for the
variable SATScore, you can determine the following:

 the range of possible data values
e the frequency of data values

e whether the data values accumulate in the middle
of the distribution or at one end

12
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Central Tendency — Mean, Median,
and Mode

F

= :
A\ X
Mean=3 the sum of all the values in the data =
e set divided by the number of values  n

Median=1.5 the middle value (also known as the 50t percentile)

Mode=1 the most common or frequent data value

13



Percentiles

98
95
92

75t Percentile=91

90
85
81

50th Percentile=80

79
/0
63

25t Percentile=59

55
47
42

third quartile

Quartiles divide your data into
quarters.

first quartile
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The Spread of a Distribution: Dispersion

Range the difference between the maximum and
minimum data values

Interquartile Range the difference between the 25th and 75th
percentiles

Variance a measure of dispersion of the data around
the mean

Standard Deviation a measure of dispersion expressed in the
same units of measurement
as your data (the square root of the
variance)

15



SATscore descriptive statistics

Basic Statistical Measures Quantiles (Definition 5)

Quantile Estimate
Location Variability

100% Max 1600

Mean | 1190625 5td Deviation 147.05845 999, 1600
Median 1170.000 Wariance 21626 95% 1505
Mode  1050.000 Range 710.00000 90% 1375
9% Q3 1280

Interquartile Range | 195.00000 :

50% Median 1170

25% Q1 1085

10% 1020

5% 995

Selected Descriptive Statistics for SAT Scores 15 290

0% Min 890

Analysis Variable : SAT Score
N| Mean Median 5td Dev Minimum | Maximum Lower Quartile Upper Quartile | Quartile Range

gl 1193063  1170.00 147.06 830.00 1600.00 1085.00 1250.00 195.00



Graphical Displays of Distributions

You can produce three types of plots for examining
the distribution of your data values:

e histograms
e normal probability plots
e box plots

17



Picturing Distributions: Histogram

PERCENT

. %\\\

4

Bins

e Each barint
histogram re;

ne
presents

a group of va

(a bin).

aes

e The height of the
bar represents the

frequency or

percent

of values in the bin.

e SAS determines the
width and number of
bins automatically, or
you can specify them.



Data Distributions

Normal Left Skewed

a9

High Kurtosis  Low Kurtosis

4w

Skewness ... Sikmost
Kurtosis ... SpiCatost

Skewness=-2.6317

Right Skewed Kurtosis= 8.6080

Skewness= 2.6404
Kurtosis= 9.0451

A Left Skewed Distribution A Right Skewed Distribution

Skewness= 0.0333
Kurtosis= -1.9289

A Platykurtotic Distribution

Skewness= 0.3428
Kurtosis= 6.5557

A Leptokurtotic Distribution
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Normal Probability Plots

1.

igh Kurtosis  Low Kurtosis

2.
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Box Plots

1600 - 8

1400

1200

1000

800 —

-

outliers > 1.5 IQR from the box

largest point <= 1.5 IQR from the box

the 75t percentile

the 50t percentile (median)

the 25t percentile

smallest point <= 1.5 IQR from the box

The mean is denoted by a ¢.
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SATscore distribution

Moments
N 80  Sum Weights 80
Mean 1190.625  Sum Observations 895250
5td Deviation 147.058447  Variance 216261867
Skewness 0.64202018 | Kurtosis 0.42409987
Uncorrected S5 | 1151158500 | Corrected SS 1708468.75
Coeff Variation | 12.3513656 | Std Error Mean 16.4416342

Percent

Descriptive Statistics Using PROC UNIVARIATE

Distribution of SATScore

40 4
Skewness 0.64202
kurtosis 04241
a0 -
N
20+ ™, \
10 - \
4 ‘
0 T T T T T T T T T EIK T
700 go0 900 1000 1100 1200 1300 1400 1500 1600 1700 1800
SATScare
Curves Mormal{Mu=1180.6 Sigma=147_.06) Kernel{c=0.74)

22




Descriptive Statistics Using PROC UNIVARIATE

SATscore distribution

1600 | skewness 0.64202 o
] ] ] ] ] Kurtosis 0.4241
Descriptive Statistics Using PROC UNIVARIATE
Fitted Normal Distribution for SAT Score 1400 1
Parameters for Normal Distribution 2
w1200 4
Parameter | Symbol Estimate <
Mean Mu 1190.625
. 1000 +
Std Dev Sigma 147.0584 [ Probability Plot for SATScore |
Goodness-of-Fit Tests for Normal Distribution
800 -
Test Statistic p Value o1 1I 5 10 2 50 75 50 95 9 999

MNormal Percentiles
Mu=1180.6, Sigma=147.06

MNormal Line

Kolmogorov-5mirnov | D 008382224 Pr=D

Cramer-von Mises W-5q  0.09964577  Pr=W-5q
Box-and-Whisker Plots of SAT Scores

Anderson-Darling A-5q | 0.70124822 Pr = A-S5q
1600 30188697 Q sacrasar
1400 |
g 1200 o 1200
1000 -
23




Testovani hypotéz - Judicial Analogy

Hypothesis

Collect Evidence

ignificance Level

Decision Rule

24
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Coin Example

[f you have
a fair coin
and flip it
100 times,
1S it
possible for
it to land
on heads
100 times?

O Yes
O No

25



Poll — Correct Answer

If you have a fair coin and flip it 100 times, is it possible
for it to land on heads 100 times?

@Y@S Je tieba pripustit, Ze

s néjakou, byt
malou,
pravdépodobnosti se
muZe stat néco
necekaného - co
povede k zamitnuti
hypotézy (férova
mince) prestoze
hypotéza plati.

e
Collect Evidence Decision Rule 26




Types of Errors

* You used a decision rule to make a decision, but was
the decision correct?

Fail to Reject Null Correct Type Il Error

Reject Null Type | Error Correct

IWM Hy IS False

27



Coin Experiment — Effect Size
Influence

Flip a coin 100 times and decide whether it is fair.

55 Heads 7 40 Heads 7
45 Tails Q& 60 Tails Q@k
p-value=.3682 p-value=.0569

37 Heads (7 15 Heads (7
63 Tails @ 85 Tails
p-value=.0120 p-value<.0001

Cim vys8i p-hodnota, tim vice mame diivod se domnivat, Ze je nase hypotéza spravna. g



Coin Experiment — Sample Size

Influence
Flip a coin and get 40% heads and decide whether

it is fair.

4 Heads (7 16 Heads 7

6 Tails @@& 24 Tails Q&
pvalue=.7539 p-value=.2682

40 Heads |7 160 Headsﬁ2
60 Tails %& 240 Tails %&
p-value=.0569 p-value<.0001




Statistical Hypothesis Test

H.: equality

H:: difference| set (

Set Hypothesq/Signiﬁcance Level

,._'?.,
"?

Collect Data Decision Rule

"f—'”n__

= p-value > O

ﬂ‘: *'s
Y

p-value < O

,f

In general, you do one of the following:

 reject the null hypothesis if p-value<a
e fail to reject the null hypothesis if p-value>a.



Proc Univariate for SATscore

Testing Whether the Mean of SAT Scores =1200

Variable: SAT Score

Moments
N 80 | Sum Weights 80
Mean 1190.625  Sum Observations 95250
5td Deviation 147058447 Wariance 216261867
Skewness 0642020158  Kurtosis 0.42409987
Uncorrected 55 | 115115500 Corrected 55 1708468.75

Coeff Variation | 12.3513656 ' Std Error Mean 16.4416342

Basic Statistical Measures

Location Variability
Mean | 1130625  Std Deviation 147.05845
Median | 1170.000  WVariance 21626
Mode | 1050.000 Range 710.00000

Interquartile Range | 195.00000

p-hodnota je vetsi nez
Tests for Location: Mul=1200 0.05, tudii bYCh
Test Statistic p Value , ,
hypotézu nezamital.

Student's t t | -056702 Pr=|t
Sign M 5| Pr==|M|
Signed Rank | 5 207 Pr==]5|

31



TTEST for SATscore

Testing Whether the Mean of SAT Scores =1200 Using PROC TTEST

Variable: SATScore

N Mean 5td Dev | Std Err | Minimum | Maximum

g0 11906 1471 16.4415 830.0 1600.0

Mean | 95% CL Mean | 5td Dev | 95% CL Std Dev

11906 11579 | 12234 1471

1273 1742

DF |t Value | Pr = |t

79 -0.57 | 0.5702

p-hodnota je vetsi nez
0.05, tudiz bych
hypotézu nezamital.

Percent

Distribution of SATScore
With 95% Confidence Interval for Mean

30

AN

~
20

\

aoo 1000 1200

SATScore

1400

O

1600

Maormal
Kernel

-

95% Confidence

Mull ' alue

32

1800



Confidence Intervals

95% Confidence

4
\

H X

* A 95% confidence interval represents a range of values
within which you are 95% certain that the true
population mean exists.

« One interpretation is that if 100 different samples were
drawn from the same population and 100 intervals were

calculated, approximately 95 of them would contain the
population mean.

33



Confidence Interval Plots

Mean of SATScore
With 85% Confidence Interval
<» Mean Mull Value
| . |
| - |
1160 1180 1200 1220
SATScore

Mean 95% CL Mean
1190.6 1157.9 12234
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Multiple Choice Poll

A 95% confidence interval for SAT scores is (1157.90,
1223.35). From this, what can you conclude, at
alpha=0.057

a.The true average SAT score is significantly different from

1200.

b.The true average SAT score is not significantly different
from 1200.

c. The true average SAT score is less than 1200.

d.None of the above - You cannot determine statistical
significance from confidence intervals.

35



Multiple Choice Poll — Correct Answer

A 95% confidence interval for SAT scores is (1157.90,
1223.35). From this, what can you conclude, at
alpha=0.057

a.The true average SAT score is significantly different from

1200.

@F he true average SAT score is not significantly different
from 1200.

c. The true average SAT score is less than 1200.

d.None of the above - You cannot determine statistical
significance from confidence intervals.

36



1. Tabulkové a graficke
zpracovani datovych souboru.

XTi] n; P; N; F;
X1 n, P N, F,
X11] n, Py Nr Fr

Skewness= -2.6317
Kurtosis= 8.6080

A Left Skewed Distribution

Jihomorawvsky
Karlovarsky kraj 1143
496

Jihocesky kraj
1122

Liberecky kraj
411

Morayskoslezsky kraj

1232 Hlavni mesto Praha

745

Clomoucky kraj
595 Other

1317
Plzensky kraj

Ustecky kraj

Stredocesky kraj T

1245
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Popisna statistika

Popisna statistika je disciplina, kterd popisuje a sumarizuje informace
obsazen¢ ve velkém mnozstvi dat pomoci tabulek, grafu,
funkcionalnich a ¢iselnych charakteristik. Cini tak pomoci zakladnich
matematickych operaci. Cilem popisné statistiky je zpiehlednit
informace ,,ukryté¢”’ v datovych souborech.

Popisna statistika je velmi diillezitd minimalné ze dvou divodi:

- Vpraxi se ¢asto pouziva (vSichni znaji takové pojmy jako je
pramér, smeérodatna odchylka, tabulka rozlozeni CcCetnosti,
vysecovy graf apod.)

- motivuje pojmy, se kterymi pak pracuje pocet pravdépodobnosti
(napf. relativni cCetnost motivuje pravdépodobnost, hustota
cetnosti motivuje hustotu pravdépodobnosti, primér motivuje
sttedni hodnotu apod.)

Dobré pochopeni pojmil popisné statistiky tedy velmi usnadni studium
poctu pravdépodobnosti.

38



Z.akladni, vybérovy a datovy soubor

Zakladnim souborem  rozumime libovolnou neprazdnou mnoZinu E.
Prvky mnoziny E zna¢ime € a nazyvame je objekty . Libovolnou ne-
prazdnou podmnozinu &, .. .,En} zakladniho souboru E nazyvame
vybérovy soubor rozsahun. Je-li mnozina G < E, pak symbolem N(G)
rozumime absolutni cetnost mnoZiny G ve vybérovem souboru, tj. po-

cet téch objektd mnoziny G, které patii do vybérového souboru.  Rela-

tivni cetnost  mnoZiny G ve vybérovém souboru zavedeme vztahem

p(6) = 1
n

llustrace T .

] ) * E - zakladni soubor

* &
E - ohjekt
* .
wyberowy soubor
A i
» & L ™ L & - -
—_— ]
_‘_‘_—‘—‘—n_
mnoZina &

39



Priklad

Priklad: Zakladnim souborem E je mnoZina vSech ekonomicky zamé¢-
fenych studenti 1. ro¢niku ¢eskych vysokych skol. Mnozina G4 je tvo-
fena témi studenty, ktefi uspéli v prvnim zkuSebnim terminu
Z matematiky a mnozina G, obsahuje ty studenty, ktefi uspéli
V prvnim zkusebnim terminu z anglictiny. Ze zakladniho souboru bylo
nahodné vybrano 20 studentt, ktefi tvoii vybérovy soubor {&q, ..., €5}
Z téchto 20 studentt 12 uspélo v matematice, 15 v angli¢tiné a 11
Vv obou predmétech. ZapiSte absolutni a relativni Cetnosti aspéSnych
matematiki, anglictinaii a oboustranné uspésnych studentu.

Reseni:
12 15

11
G,nG,)==—==0,55
P(G, 2) 20

Vidime, Ze UspéSnych matematikli je 60%, anglictinait 75% a obou-
strann¢ uspésSnych studentti jen 55%.

40



Relativni ¢etnost

Vlastnosti relativni Cetnosti: Relativni Cetnost ma nasledujicich 12
vlastnosti, které jsou obdobné vlastnostem procent.

p(2)=0

p(G) > 0 (nezapornost)

p(G) <1

P(G1uGy) + p(G1nGy) = p(Ga) + p(Gy)
1+p(G1nGy) = p(Gy) + p(Gy)

P(GLuGy) + 0 <p(Gy) + p(G,) (subaditivita)

GinG, =g = p(GluGg) = p(Gl) + p(Gz) (&dlthlta)
P(G2\ Gy) = p(G2) — p(G1nGy)

G1 c Gy = p(Gy\ Gy) = p(Gy) — p(G;) (subtraktivita)
G; ¢ G, = p(Gy) < p(Gy) (monotonie)

p(E) = 1 (normovanost)

pP(G) + p(G) =1 (komplementarita)

41



Podminéna relativni Cetnost

Pokud se v daném zakladnim souboru zajimdme 0 dvé podmnoziny,
muizeme zavést pojem podminéné relativni Cetnosti jedné podmnoziny v
daném vybérovém souboru za piedpokladu, ze objekt pochazi z druhé
mnoziny.
Necht' E je zéakladni soubor, G; , G, jeho podmnoZiny, {81,...,6‘”} Vy-
bérovy soubor. Definujeme
podminénou relativni ¢etnost mnoziny G; ve vybérovém souboru za
ptedpokladu G, :
0(G,/G,) = NG, nG,)_pG,nG,) 4
N(Gz) p(Gz)
Podminénou relativni c¢etnost G, ve vybérovém souboru za predpokladu
G, :
NG, nG,)_pG,nG,)
G,/IGy) = L=l 2o
PG2IC) = ")) p(G,)

42



Priklad

Priklad: Pro udaje z ptikladu o studentech vypoctéte podminénou re-
lativni Cetnost uspéSnych matematikt mezi uspéSnymi angli¢tinafi a
podminénou relativni Cetnost uspéSnych angli¢tinaih mezi aspeSnymi
matematiky.
(Pfipominame, ze z 20 studentd 12 uspélo v matematice, 15
v angli¢ting a 11 v obou pfedmétech.)
ReSeni:
N(G,) =12,N(G,) =15,N(G, N G,) =11,n = 20,
_ N(G,nG,)_ 11 _ . 0/ X o o
P(G/Gy) = NG B 0,73 (tzn., ze 73% téch studentd, ktefi by-
2
li Gspésni v anglicting, uspelo 1 v matematice)
0(G,/G,) = % =11 0,02 (tzn., 7e 92% téch studentii, ktefi byl
1
uspesni v matematice, uspélo i v anglicting)

43



Cetnostni nezavislost

Pojem cetnostni nezavislosti dvou mnozin: O Cetnostni nezavislosti
dvou mnozin v daném vybérovém souboru hovofime tehdy, kdyz in-
formace o puvodu objektu zjedné mnoziny nijak neméni Sance,
s nimiZ soudime na jeho ptivod 1 z druhé mnoZiny.

V prikladé se studenty by mnoziny uspéSnych matematikii a Gspé&s-
nych anglictinaia byly Cetnostné nezavislé, pokud podil tspésnych
matematikli mezi UspéSnymi anglictinaii by byl stejny jako podil
uspésnych matematikii mezi vSemi zkouSenymi studenty a stejné tak
podil uspesnych anglictinaii mezi uspéSnymi matematiky by byl stej-
ny jako podil uspéSnych angliCtinait mezi vSemi zkouSenymi studen-

ty, tj.
N(GlmGZ)_ N(G1) N(GlmGz)_ N(Gz)
NG,)  n NG,)  n °

Po snadné¢ upravé dostaneme multiplikativni vztah
N©.AC,)_NG).NC.) . o6, 6,)-p(G,p(G,)

n n n
Rekneme tedy, Ze mnoziny Gy, G, jsou cetnostné nezavislé v daném
vybérovém souboru, jestlize p(G, nG,)=p(G,)p(G,).
(V praxi jen ziidka dojde k tomu, Ze uvedeny vztah plati presné. VEt-
Sinou je jen naznacena urcita tendence Cetnostni nezavislosti.)

44



Priklad

Priklad: Pro udaje zptikladu o studentech zjistéte, zda uspéchy
V matematice a anglictiné jsou v daném vybeérovém souboru ¢etnostné
nezavisle.

(Pfipominame, Ze oboustranné uspésnych studenti bylo 55%, tspés-
nych matematiki 60% a uspésnych anglictinait 75%.)

ReSeni:

P(G; n Gy) = 0,55, p(G)p(G,) = 0,6x0,75 = 0,45, tedy skutecna rela-
tivni Cetnost oboustranné uspésSnych studentli je vétsi nez by odpovi-
dalo Cetnostni nezavislosti mnozin G4, G, vV daném vybérovém soubo-
ru. Znamend to, Ze uUspéch v matematice se zpravidla sdruzuje
s uspéchem v anglictin¢ a naopak.

45



Skalarni a vektorovy znak

Pojem skalarniho a vektorového znaku: Vlastnosti objekti vyjadiu-
jeme Ciseln€ pomoci znakii.

Necht E je zékladni soubor. Funkce

X:E-R, Y:E—R,..,Z: E—>R,

které kazdému objektu ptifazuji Cislo, se nazyvaji (skalarni) znaky.
Usporadana p-tice (X, Y, ..., Z) se nazyva vektorovy znak.

Oznaceni: Necht’ je dan vybérovy soubor {e, ..., .} < E. Hodnoty
znaki X, Y, ..., Z pro i-ty objekt oznac¢ime x; = X(&i), ¥i = Y(&), ..., Zi
= Z(Si), | = 1, ..., n.

46



Datovy soubor

Pojem datového souboru:
X2 Y1 = 4

Matice |2 72 " %2 | typun x p se nazyva datovy soubor. Jeji Fadky

X yn cee ya

n n

odpovidaji jednotlivym objektiim, sloupce znakim.

Libovolny sloupec této matice nazyvame jednorozmérnym datovym sou-
borem. Jestlize usporadame hodnoty n¢kterého znaku (napf. znaku X)
V jednorozmérném datovém souboru vzestupné podle velikosti, dosta-
neme usporadany datovy soubor

X
, kde X)) =X = ... < Xn)
X(n)
X
Vektor | : |, kde Xy < ... < X[ jsou navzdjem rizné hodnoty znaku X,

X
[r]
se nazyva vektor variant.

47



Priklad

Priklad: Pro studenty z vybérového souboru uvedeného vyse byly zjistovany
hodnoty znaki X — znamka z matematiky v prvnim zkusebnim terminu,Y -
znamka z anglictiny v prvnim zkuSebnim terminu, Z  — pohlavi studenta (O ...
Zena, 1 ... muz). Byl ziskan datovy soubor

O HFPOORRFOOHFOOORRFRFRORRFRO

S NS N NS WWRS SN
W W WWNERN RS W N WWN

Utvofte jednorozmérny uspotfadany 1 neuspotfddany datovy soubor pro znamky
z matematiky a vektor variant pro znamky z matematiky.

(4%
<
(2}
=
.i-l.\

R
N—

S W

PRSP ARNNBRNNERERWWES R F S EN w(
I N N N N N N N P N T O Nl e e e



Jev

Pojem jevu: Necht' {g, ..., €,} je vybérovy soubor, X, Y, ..., Z jsou
znaky, B, By, ..., By jsou ¢iselné mnoziny.

Zapis {X € B} znamena jev ,,znak X nabyl hodnoty z mnoZiny B* .
Zapis {X € By A Y € By o ... A Z € By} znamend jev ,,znak X nabyl
hodnoty z mnoziny B, a soucasn¢ znak Y nabyl hodnoty z mnoziny B,
atd. aZ znak Z nabyl hodnoty z mnoziny B,*.

Symbol N(X e B) znaci jevu {X € B} ve vybérovém
souboru, tj. pocet téch objektii ve vybérovém souboru, pro néz x; € B.
Symbol p(X  B) znamena jevu {X ¢ B} ve vybéro-

vém souboruy, tj. p(X < B) = NX<B)

n
Aﬂ&'OgiCky N(X e By A Y € B, A ... A~ Z € Bp) resp.
P(X e Bi A Y € By & ... A Z e Bp)znamend absolutni resp. relativni
cetnost jevu {X € By A Y e By & ... A Z € By} ve vybérovem soubo-
ru.
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Priklad

Priklad : Pro datovy soubor s tudaji o znamkach najdéte relativni
Cetnost

a) matematickych jednic¢kait
b) aspéSnych matematiktl
C) oboustranné neuspésnych studenti.
Datovy soubor ma tvar:

7 v O

2 2 0

1 31

4 3 1

1 10

1 21

4 4 1

331 v o,

347 Reseni:

1 10 _ _ 7 .
%%é ada) p(X=1) = 0 =0,35;
4 3 1 12 .
%%é ad b) p(X <3) = 0" =0,60;
211 adc)p(X=4 ~Y=4)= *=0,0.
1 30 20

Zjistili jsme, Ze jednicku z matematiky mélo 35% studentt, zkousku
Z matematiky uspésné slozilo 60% studentii a oboustranné
Neuspésnych bylo 20% studenttl.
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Jednorozmeérné bodové rozlozeni cetnosti

Jestlize pocet variant znaku X v jednorozmérném datovém souboru
neni ptilis velky, pak pfifazujeme cCetnosti jednotlivym variantdm a
hovofime o bodovém rozloZeni cetnosti .

Xq

Necht’ je dan jednorozmérny datovy soubor . |, Vv némz znak X
nabyvar variant .

Proj=1, ..., rdefinujeme:

nj = N(X =X ) — absolutni Cetnost varianty xj ve vybérovém souboru

n 1 . r v . /4 W 4
pj = —L - relativni Cetnost varianty xj; ve vybérovem souboru
n
N; =N(X<Xp ) =ni+..+n j— absolutni kumulativni ¢etnost prvnich
j variant ve vybérovém souboru
N ., o,y , - .
j= —! =pi+..+p ;- relativni kumulativni Cetnost prvnich j variant
n

ve vybérovém souboru

Tabulka typu

Xj] n; P; N; Fj
X111 Ny Pq N, Fi

X11] n, Pr Nr Fr

4 /4 . W r v |4 W 14 W 14 51
se nazyva variacni fada (nebo téz tabulka rozloZeni Cetnosti ).



Priklad

Priklad: Mame jednorozmérny datovy soubor, ktery obsahuje udaje o

znamkach z matematiky (znak X) u 20 studenti.

[ S N T N N JY SN NG YT SN N T O B Gy Y Y N e G B S QY

Sestavte tabulku rozlozeni ¢etnosti.

Reseni:

| X<

Pj

F.

" 17/20=0,35

j
7/20=0,35

3/20=0,15

10

10/20=0,50

2/20=0,10

12

12/20=0,60

8/20=0,40

20

20/20=1,00

MW (N[

n;
7
3
2
8
20

1,00
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Grafické znazornéni jednorozmérného bodového
rozdéleni Cetnosti

Teckovy diagram : na iselné€ ose vyznacime jednotlivé varianty znaku
X anad kazdou variantu nakreslime tolik tecek, jaka je jeji absolutni

cetnost.
-
- &
£l =
. )
L .
rl ™ ®
- e L3 - . .. L
& s . . Polygon cetnosti :je lomend ¢ara spojujici body, jejichz x -ova
— = I ; - soufadnice je varianta znaku X ay -ova soufadnice je absolutni ¢i

relativni Cetnost této varianty.

Polygon &etnosti pro zn4
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Grafické znazornéni jednorozmérného bodového
rozdéleni Cetnosti
Sloupkovy diagram :je soustava na sebe nenavazujicich obdélniki,

kde stied zakladny je varianta znaku X a vyska je absolutni ¢i relativni
cetnost této varianty. ... ,

Vysecovy graf : je kruh rozdéleny na vysece, jejichz vnéjsi obvod
odpovida absolutnim (relativnim) ¢etnostem variant znaku X.
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Dvourozmeérné bodové rozlozeni cetnosti

Necht je dan dvourozmérny datovy soubor oo N , kde znak X ma r variant a
Xy Vi

znak Y ma s variant. Pak definujeme:

Njk = N(X =X A Y = YK ) — simultanni absolutni ¢etnost dvojice (x [i] Y [k]) ve

vybérovém souboru

Pjk = % — simultanni relativni cetnost dvojice (x ; , Yiq) ve vybérovém souboru
Nj =N(X=Xp)=nj+..+nj— marginalni absolutni cetnost varianty x j;

Pj. = EnL =Pj + ... + P jy— marginalni relativni Cetnost varianty X

Nk=N(Y=Y ) =N+ .. + N  — marginalni absolutni cetnost variantyn Vg

n L L .
Px= —* =P+ ..+ P k— marginilni relativni Cetnost varianty y g

N, = N(X SxAY S J/[k]): Z an Absolutni kumulativni ¢etnost dvojice

usj v<k

Simultanni Cetnosti zapisujeme do kontingencni tabulky.

Kontingencni tabulka simultannich Y 1Y - Y [N
absolutnich Cetnosti ma tvar: X N
X[1] N1 ... Ngg |Ng
X[ N .. N [Ny
ny n{ .. Ns |N

X ip Y )
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Priklad

Priklad: Mame datovy soubor, ktery obsahuje udaje o znamkach z

(znak X), z anglictiny (znak Y) a pohlavi studenta (znak Z, 0

u 20 studentu:

matematiky
—Zena, 1 — muz)

[EEN
N
(63}
©

10 11

12

13

14

15

16

17

18

19

20

P wh| W
o r
NP
AN O
P ww| Y
o N w| ®

X
Y
Z

o NN
B W
o r
ok Ik
=N D

[@JF-NEFN

o NN

oW D

= WwN

[@RESNEF-N

o R

=W b

el

o Wk

Vytvorte kontingencni tabulku simultannich absolutnich a relativnich Cetnosti

pro znamky z matematiky a anglictiny.

ReSeni:

Kontingen¢ni tabulka simultdnnich absolutnich ¢etnosti

Kontingen¢ni tabulka simultannich relativnich Cetnosti

i | w i1 2 3 4| ny l.
I EREE G‘ T
2 o2 1 & d
3 oo L1 2
4 0 1 3 f R
Lpe T4 a7 5[n=20]
| o |1 2 3 4 | i
|z _|pae | |
1 020 005 0,10 0,00 | 0,35
2 000 00 005 000 | 0,15
3 0,00 D00 (L0505 ,m
4 0,00 005 @15 0,20 | 0,40
[P | ﬁ‘ﬁu' 020 035 025 | 1,00

56



Radkové a sloupcové podminéné
relativni Cetnosti

Sloupcove podminéna relativni Cetnost varianty x;
za piedpokladu y
n

Py = P
&

Radkové podminéna relativni ¢etnost varianty Yk
za predpokladu x
_
Py =
n;
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Priklad

Priklad: Pro datovy soubor znamek z matematiky a angli¢tiny sestavte
kontingen¢ni tabulku sloupcové a pote fadkové podminénych
relativnich Cetnosti.

ReSeni:

Nejprve se budeme =zabyvat sloupcové podminénymi relativnimi
n

¢etnostmi. PouZijeme vzorec py, SeLE
n.k

Vyjdeme z kontingenc¢ni tabulky simultannich absolutnich ¢etnosti.

e ——

! | y (1 2 3 4 Tty I y |1 2 3 4
[ & Tnal HErm i:
I R 4: T 1 1,00 0,25 0,29 0,00 |
2 02 o r 3 ‘ ‘ 2 10,00 0,50 0,14 0,00 |
; oo o1 o1/ 2 | 3 | 0,00 0,00 0,14 020 |
R -’- I 10,00 025 043 0380 |
e A AT s [a=20 [ [1,00 1,00 1,00 1,00 |

Interpretujeme napi. tieti sloupec: z téch studentii, kteti méli trojku
Z anglictiny, mélo 2/7 = 29% jednic¢ku z matematiky, 1/7 = 14% dvojku
z matematiky, 1/7 = 14% trojku z matematiky a 3/7 = 43% ctyrku
Z matematiky.
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Priklad

Dale se budeme zabyvat fadkové podminénymi relativnimi ¢etnostmi.

Ve Iljk
Pouzijeme vzorec p,, =—*.

nj.

Opét nam poslouzi kontingencni tabulka absolutnich ¢etnosti.

w123 ‘ . | [ v ] 1 2 3 4% ]|
| = I . Pl | - I .
| 1 4 1 2 o 7 | |1 057 014 0,29 0,00 1,00
| 2 02 1 E—| 3 2 0,00 0,67 0,33 0,00 | 1,00
3 AR VR T T |3 0,00 0,00 050 0,50 | 1,00
4 01 3 4| & 4 |4 0,00 0,12 0,38 0,50 | 1,00 |
EYSS T e )

Interpretujeme napt. prvni fadek: z téch studentli, ktefi méli jednicku
Z matematiky, mélo 4/7 = 57% jednicku z anglictiny, 1/7 = 14% dvojku
Z anglictiny a 2/7 = 29% trojku z anglictiny.
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Dvourozmérny teckovy diagram

Dvourozmérné rozlozeni ¢etnosti 1ze znazornit pomoci dvourozmérného
teckovehodiagramu . Na vodorovnou osu vyneseme varianty znaku X,
na svislou varianty znaku Y a do prislusnych prasecikti nakreslime tolik ¥

tecek, jaka je absolutni Cetnost dané dvojice.

V nasem piiklad¢ se studenty dostaneme tento diagram:

Dvourozmérny teckovy diagram svédci o nepftili§ vyrazné tendenci

k podobné klasifikaci v obou pfedmétech.

Zcela odlisny vzhled ma diagram pro muze a pro Zeny:

Pro muze
Y 4
1 ®e
3 @ ) o &
5 L J [ J
|
1
1
Lo A
‘ 1 2 3 | 1

Pro zeny

1/‘

2 ( 1}

I o
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Dalsi moznosti grafického znazornéni

Label the Subgroups in a Horizontal Bar Chart

Default Graph of Sales Totals

Average Miles Driven Annually

Women Men
BED Age
16-24
GHAIR H
E 25-34
= £
5 H
2 DESK = 35-44
o T
i
SOFA 45-54
55-64
TABLE
I T T T T
0 10000 350 000 512000 3160 000 - SO il I
Actual Sales Caribbean 10,000 0 20 000
Product Category  E==1 Boot = Men's Casual C=IMen's Dress ' '
= Sandal =3 Slipper 1 Sport Shoe
Country === CANADA == GERMANY m==mUSA = 'Women's Casual 28 Women's Dress
Subgroups for Each Midpoint Total 100% Outline Bar Chart Cylinder Shape Revenue and Expenditures, 1997/98-2001-02
100
S0
80
Ta w
i
= B0 E
s 50 5
T @
= 40 E
=
30
20
10
0
1 2 3 midpnt 1997/98 1998/99 1999/00 2000701 2001/02
M Expenditure 3023 323.0 3544 381.7 426.8
c ] - e ’%\Lnﬁ 3108 3787 3635 390.2 1291
ategory [EE@cat! [ cat YEAR
Fiscal Year
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Dalsi moznosti

TEST
Cold

Gases
Heat
Hurnidity
Pressure

Xrays

Annotate standard error bars

50 75
mean SUM

| —+— PlusMinus 1 Standard Deviation & Min and Max

NIRRT L

Type EEEHybrid EEESUV [ Sedan B Sports  EEATruck  E0Wagon

rafickeho znazornéni

Types oi Vehicles Produced Worldwide (Details)

FREQUENCY of Typs

Score

Relative Average Chart

30

10

Rejected Parts
%r

MGGZ Mwar

o

Qct
37

Site Sales By Dept (Details)
SUM of Sales by Site

Tools
570%

Repairs Parts
1370% [1083%

1 2 3 4 5 3 7 8 9 10
Department

Changes in Energy Production:1985 to 1995

year=1985

yea=1995

Site [ Atlanta [ Paris EESydney
Cust. Satisfaction Uptime Availability
50 1000% 00,0
92.0%
850%
IT Dashboard 403 70.0% 00| e
Oclober, 2008 i
30 0.0
20 0.0% 700
IT Cost Risk Training Hours Ontime Projects
50,000 7.0 60 20
40,000 40,458
5.0 0o &0
30,000
35 134 43 50 63
®
10,000 £2o 0 30
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Dalsi moznosti grafického znazornéni

Market Analysis of Selected Automobiles

Changing the width of the boxes in a Box Plot

Histogram with Normal Density Curve

Economical and Sparty Expensive and CE;
Sporty Sporty
o
10.0%
B0
Inﬁ.SIJ
o
17.5% Toys sida
,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, 18.0% ____| 40
Economical Expensive
Fo S
Hu.vi:: 0%
10.0%
o Chi 10 20
10.0%
Plym: ager
200%
Economical and Expensive and o *
Practical Practical Practical ! ! ! ! )
1995 13996 1997 1998 1999 Est. Mean = 23 676470588 Est. Stddev = 8.9872656288
Spec. Mean = 30 Spec. Stddev=10
Bubble size and labels represent the market share, in percent, of autos in this survey YEAR
Dow Jones Yearly Highs and Lows
Yy Hlg SURFACECOLORGRADIENT=TEMPERATURE Individual Net Worth
G000 | As a Function of Original Worth
50004
- 40
40004
3000 )
@®
- 30 E
2000 s
a
E
@
-
1000
ICA
20 AR A Y
nd
1955 1860 1965 1970 1975 1980 1985 1890 1885 s e PP G
Source: 1997 World Almanac Year

1
Jan. 2011
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Intervalove rozlozeni ¢etnosti

Necht' je dan jednorozmérny datovy soubor. Jestlize pocet variant
znaku X je blizky rozsahu souboru, pak Cetnosti pfifazujeme nikoliv
jednotlivym variantam, ale celym intervalim hodnot. Hovofime pak o
intervalovém rozloZeni Cetnosti.

Ciselnou osu rozlozime na intervaly typu (—eo,u,), (u,u,), ooy (U u,,),
(u,.,,) tak, aby okrajové intervaly neobsahovaly Zadnou pozorovanou
hodnotu znaku X. UZivame oznaceni:

(uj, u,) — J-ty tiidici interval znaku X, j =1, ..., I.

dj = Uj+1 — Uj — délka j-tého tiidiciho intervalu znaku X

u.+u. oo, vy .
j 5 I _ stied j-tého tfidiciho intervalu znaku X

X =
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Intervaloveé rozlozeni ¢etnosti —
stanoveni poctu trid

Ttidici intervaly volime nej€astéji stejné dlouhé. Jejich pocet ur¢ime
napt. pomoci Sturgesova pravidla: r =1 + 3,3 log n, kde n je rozsah

souboru.

- pocet tiid (r):

= do 100 prvka............... 6 az 9 tiid
= do 500 prvkd............... 10 az 15 trid
= nad 500 prvkd.............. Sturgesovo pravidlo

r~1+33logn

log...dekadicky logaritmus!!!
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Sestaveni tabulky rozlozeni Cetnosti

Hodnoty znaku X roztfidime do r tfidicich intervald. Pro j =1, ..., r definujeme:
n; = N(uj < X < uj1) — absolutni Cetnost j-tého tfidiciho intervalu ve vybé&rovém
souboru

pj:n'

1
n
fj= d_j — Cetnostni hustota j-tého tfidiciho intervalu ve vybérovém souboru

J
N; = N(X < ujs1) = g + ... + nj — absolutni kumulativni cetnost prvnich j tridicich

intervalll ve vybérovém souboru

— relativni Cetnost j-tého ttidiciho intervalu ve vybérovém souboru

o

N. . V4 . r v 14 ° \Vi4 M 14 M [e]
Fi= -1 =p1 + ... + pj — relativni kumulativni Cetnost prvnich j tfidicich intervalu ve
n

vybérovém souboru.
Tabulka typu

(ujujer) | dj my p; fi N Fj |
(w1, u2) d nm1 m f1i M B

'::';'-"fr:”r+1} d- n. pr fr Ny F

.i Soudet n 1

se nazyva tabulka rozlozeni cetnosti. 66



Priklad

Piiklad: Do laboratofe bylo dodano 60 vzorki a byly zjistény hodnoty znaku X —
mez plasticity (v kp/cm?) a Y — mez pevnosti (v kp/cm?). Datovy soubor ma tvar:

X Y X Y X Y
154 178 83 98 73 76
133 164 106 111 77 86

58 75 92 104 47 61
145 161 85 103 68 85
94 107 112 118 137 142
113 141 98 102 44 68
86 97 103 108 92 116
121 127 99 119 141 157
119 138 104 128 155 189
112 125 107 118 136 155
85 97 98 140 82 81
41 72 97 115 136 163
96 113 105 101 72 79
45 89 71 93 66 81
99 109 39 69 42 61

51 95 122 147 113 123
101 114 33 52 42 85
160 169 78 117 133 147

87 101 114 137 153 179

88 139 125 149 85 91

a) Pro znak X stanovte optimalni pocet tfidicich intervald dle Sturgersova pravidla.
b) Sestavte tabulku rozloZeni ¢etnosti.



Priklad

ReSeni:

ad a) Rozsah souboru je 60. Podle Sturgersova pravidla je optimalni pocet tfidicich
intervald r = 7. Budeme tedy volit 7 intervali stejné délky tak, aby v nich byly
obsazeny vSechny pozorované hodnoty znaku X, z nichz nejmensi je 33, nejvétsi 160;
volba u; = 30, ..., ug = 170 splnuje pozadavky.

ad b)

(o) i [ Xg [0y |y N; | Fy fi
(30, 500 |20/40 |8 |8/60=013 |8 |8/60=013 8/(60- 20) = 0,006
4

(50, 7o> 20|60 4/60=0,06 |12 |12/60=0,2 4/(60-20) = 0,003

(70,9o> 20180 |13]13/60=0,216 | 25| 25/60=0,416 | 13/(60-20) =0,01083

(90 110 20(100|15|15/60=0,25 |40 | 40/60=0,6 15/(60-20) = 0,0125

(110 130 2011209 |9/60=015 49 | 49/60=0,816 | 9/(60-20) =0,0075

(130,150) | 20140 |7 |7/60=0116 |56 |56/60=093 | 7/(60-20)=0,00583

(150,170) |20 (160 |4 | 4/60=006 |60 | 60/60=1 4/(60- 20) = 0,003

Soucty 60 |1




Dvourozmeérné intervaloveé rozlozeni cetnosti

Dale se budeme vénovat dvourozmérnému intervalovému rozloZeni
cetnosti, tj. budeme pracovat s dvourozmérnym datovym souborem.
Zavedeme podobné poymy jako u dvourozmérného bodového

rozlozeni ¢etnosti

X, Y
Necht’ je dan  dvourozmérny datovy soubor [1 1} , kde hodnoty
Xn yn

znaku X roztfidime do r tiidicich intervalt ( U U), =1,

s délkamid 1, ...,d , ahodnoty znaku Y roztiidime do S tiidicich
intervala (v,,v,,,),k=1,..,s sdélkamih 4, ..., hs.

Obdélnik (u U )% (Vi) senazyva (j,k) - ty dvourozmérny tiidici
interval. ,

Uk+1 | L
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Simultanni a marginalni Cetnosti

Nk = NU;<X<Uju A V<Y SV ) — simultanni absolutni cetnost (j, k) -té¢ho tfidiciho intervalu.
Pjk = nn—"‘ — simultanni relativni ¢etnost  (j, k) -tého tfidiciho intervalu.

Nj, =Nj + ... + N js— marginalni absolutni Cetnost j -tého tiidiciho intervalu pro znak X..

pj. = EnL — marginalni relativni ¢etnost j - t¢ho tfidiciho intervalu pro znak X.

Nk =Ny + ...+ N g — marginalni absolutni Cetnost k -tého tfidiciho intervalu pro znak Y.

Pk= Mo _ marginalni relativni ¢etnost k -tého ttidiciho intervalu pro znak Y .
n

fix = dp:: — simultanni ¢etnostni hustota v (j, k) -tém tfidicim intervalu .
ik
fi. = %‘— — marginalni ¢etnostni hustotav ~ j-tém tfidicim intervalu pro znak X.
j
fr= B _ marginalni &etnostni hustota v k -tém téidicim intervalu pro znak Y.
h g p

=~

Kteroukoliv ze simultannich Cetnosti zapisujeme do kontingencni tabulky.

Kontingen¢ni tabulka

, (Vks Vk41) | (V1,02) ... (Vs,0541) ?
simultannich absolutnich ¢etnosti: |7, .. , l
(25, Uj41) Nk ) n;. ||
(wy,us) nn Nis ny. ||
(ur, Uprs1) N1 e Trs Np. H

LA n.a oo N.s n ” 70




Priklad

Priklad: Pro datovy soubor obsahujici Uidaje o mezi plasticity (znak X) a mezi
pevnosti (znak Y) oceli

a) stanovte dle Sturgersova pravidla optimalni pocet tfidicich intervali pro znak Y

b) sestavte kontingenc¢ni tabulku simultannich absolutnich ¢etnosti.

Reseni:

ad a) Rozsah datového souboru je 60. Podle Sturgersova pravidla je tedy optimalni
pocet tiidicich intervalii 7. Nejmens$i hodnota je 52 a nejvétsi 189. Volime v, = 50, v,
=70, ..., vg = 190.

ad b)
LBy B I [all, 71 | [0, 90y (S0, 110} [ 1 .'ZI: Lalhy  (1ad, 154y (150, 170} 170, 140

| (30,500 | 5 3 i 0 0 T 0 8 |
(50, TO 0 2] ] 0 3] 0 0 .
{ T, 10 i 4 ) 1 | i ] 1.5
AL 1L ( ] G H | (l ] 15
(110), 130} 0 0 0 | ! 0 0 0
(130, 150) [l [ [ i 2 ] { T

[| (150,170} 0 0 () 0 i 1 3 |

L7 s w4 13 9 & 3 ['n =60 |



Stereogram

Dvourozmérné intervalové rozlozeni cCetnosti graficky zndzorfiujeme pomoci
stereogramu. Je to graf skladajicise z r * s kvadri, sestrojenych nad dvourozmérnymi
tfidicimi intervaly, pficemz objem (j, k) - t¢ho kvadru je roven relativni ¢etnosti p jk
(J, k) -tého tfidiciho intervalu,

j=1,..,r, k=1, ..., s. VySka kvadru tedy vyjadiuje simultdnni ¢etnostni hustotu.

V naSem piikladé s mezi plasticity
a mezi pevnosti oceli bude mit stereogram tvar:
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SAS - strucnhe seznameni

e 2 zakladni SAS
rozhrani:

D 2 XxO&

e SAS windowing
environment

Okresy Stiednich Cech

[& SAS Enterprise Guide

File  Edit “Wiew Tasks  Program

Tools  Help I'%" ﬁ-" ‘% é ¥ B [ X

Project Tree

+ x| ProcessFlow -

3 (4 | [~ | BegProcess Flow -

=] gqg Frocess Flow
=-Efd custamer
% Club Members Huerny

e SAS Enterprise Guide | . %o
B List Data
(GUI)

B

[ Run = Export = Schedule ~ | Zoom - Project Log Properties =

cushormer Club clubmembe...
tembers 0...
3-—HF—B—&
e = E * | om
Mar Club nanziub List Data SAS Repart
tembers 0. - List Da...
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sas ¥,

Explorer
window

SAS - strucneé sezn

File Edit “iew Tools Run

Solutions  Window  Help

v FlloEsE &8l 2e o | BaliX o
Explarer Results Viewer - SAS Output
Contents of 'SAS Environment'

Okresy Strednich Cech
Libraries File: Shortcuts
B Produkt A
@ @ Produkt B
B ostatni produkty
Favorite Tento potitac
Folders

% mapy.sas

FEEE R AR AR R ARG TG E AT A A

/% jednoduchy priklad */

SEEER AR EEE ARG TG E AT A A

/7 dopocteni hustoty osidleni +/4

S data caohec:
zet czdata.czobec;

hustoca=obyvatel/ (plocha+l)
run;

/7 nastaveni grafickych parametru s volani procedury GHAP +/

goptions reset=all colors=(grayfl grayel grayd0 graycl graybh0 grayal gray20 graydSo
gray?0 gray60 gravy50 grayd0 gray30 gravi0 grayl0) ftitle='arial' ctext=black:

Sproc gmap dara=czobec map=czdata.czobec_wap:
id idobec:

choro ohyvatel;

'@ Resls @ Exp,n,e, output - [Untitled) [E] Log - (untitled) I@ mapy.sas =) GRAPHT WWORK, G
=3 C\Documnents and Settingsirezac \Documents and Settingsirezac

[&) Results Viewer - SA...

Program
editor
window

Iln 1, cal 1

e
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SAS - strucnhe seznameni

omoci klikani a pretahovani mysi je budovan procesni tok.

& SAS Enterprise G

File Edit Wiew Code Data Descibe Graph  Analyze  OLAP  Add-In Tools  ‘Window Help
B HB|E8vhlX|ooa|d. . 0|5k X d:

b m WORK. IMPWE 175 v, e g [E)

[
]

|2 | ] EcDefault - .

Process Flow B X | TaskList B X Server List a x

T Project | Tasks by Category | Tasks by Name 3 Local

=
|| Create New Items in Project ~ L s48Main

Process

@g L& 1#] Create Code
m_temp Import WORK.IMPAW. Fie Chart HTML - Fie “ | {7 Create Diata using Data Grid
OW s o] #3 Create Mote

[5f Create Query using Active Data

Ulﬂl. " Create Empty Query
€] * Task

Histograms HTML - feg Create Empty Process Flow

Historams

Add Items to Project .
L (= Open From My Computer I lst
g Process Flow | T Froject | F Open From 545 Sever/Binder

7 WORK. IMPWE1 75 [readonly] | HTML - Histograms HTML - Pie Chart \ B3 @ OpenOLAP Cube
2 Dpen Exchange

The Fower to Knov. [ Open OLEDB
5] Open ODBC
7 Import Data
Graph
B Avea Plot
ul Bar Chatt =
i Box Plot

Jinomorawsicy e e P

Karlovarsky kraj 1143 % Bubble Plot
495 [E2 Contour Plat

"

|<

|

Zastoupeni kraj

Jinacesky krej

22 Create Map Feature Table

Liberecky kra
411
3 Dot Chart
Line Plat
Map Graph
€ Pie Chart
A Radar Chart
[ Geatter Plot
L Surface Plot

SAS
Output <

Moravskoslezsky kraj Hizvni mesto Praha

T45

€ 0g

Olomoucky kraj

635 Cther Time Series

1317 | ARIME Modeling and Forecasting

JE—— L |#1 Regression &nalysis with Autoregre
|+ Basic Forecasting

Ustecky krej [ Regression Analysis of Panel Data

Stredocesky kraj b
£, Prepare Time Series Data

1245
Multivariate

#* Canonical Conelation
Task Status s Cluster Analysis
Task Status Oueue Server [ Discriminant &nalpsis
l. Factor Analysis

1 Princinal Comoonents

|~

Ready




SAS Enterprise Guide (EG) Interface

EG automaticky generuje kod, ktery mozné dale editovat

BonusReport ~

Qﬂ Program
= save v B Run ~ - Select Server | Export v Send To v Crs /] Properties

-'data work.comp’
set orion.sales;
Bonus=500;
Compensation=sum(Salary, Bonus);
BonusMonth=month(Hire Date);
drop Gender Salary Jobh Title Country Birth Date;
format Bonus Compensation dollarS. Hire Date dateS.;
label Employee ID="Employee ID"
First Namwe="First Name"
Last Name="Last Name"
BonusMonth="Month of Bonus"
Hire Date="Hire Date";
run;

-'proc print data=work.comp label;
title 'Bonus report for 2009':;
run;
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SAS Help

Use the SAS Enterprise Guide Help facility or SAS OnlineDoc for
additional direction on SAS Enterprise Guide or the SAS
programming language. Go to support.sas.com and select

Product Documentation = Base SAS.

E? SAS Enterprise Guide Help

CEI ) :

Hide Eack Frint (= Base SAS - Windows Internet Explorer provided by SAS

y - S http:/support.sas. comjdocumentationjonlinedoc fbase findex. html | ||| X 2~

LContents | Index || Search || Favortes

= 3 About SAS Enterprise Guide
\ e

SAS® Enterprise Guide
[5] Where dol start?

@ Tutarial and training for 545 Enten Hef‘P
[£] additional resources
@ Accessibility and compatibility feat,

| G Base sas (| far - B - o= - [ZrPage - G Todks -

Search support.sas.com ~ || Search

SAS Enterprise Guide is a powerful Microsoft Windows client application that pr
] Keyboard shortcuts mechanism to exploit the power of SAS and publish dynamic results throughout
[E] what are tasks' and ‘projects'? Select the topics below to get started.
@ Can | still write SAS programsz?

# [ What's New

[# (13 Using 545 Enterprise Guide

[ [C] “warking with Projects

>
support.sas.com KNOWLEDGE BASE SUPPORT LEARNING CENTER COMMUNITY

KNOWLEDGE BASE / PRODUCT DOCUMENTATION

KNOWLEDGE BASE

Print] E-mail | Bockmark

¥ where do I start?

® [ Warking with Data ¥ Tutorial and training for SAS Ente Base SAS MORE ABOUT THIS PRODUCT
® (3 Building Queries @ System Requirements i

[# (2] Filtering and Sorting Data » What are tasks and projects? o Install Center Base SAS59.2 ¢ e

® [ Working with Programs P e : = Bookstore

[# (23 Working with Stored Processes » Can I still write SAS programs? ; [Base SAS 9 2] [Base SAS 9.13] [Base SAS §.1] % US Training

& [Z] “orking with Prompts N

8 ([ Werking with Riesults ¥ What tasks are available in SAS Enterprise Guide 4.27 ¢ What's Mew in SAS 9.2 o

® (3 Exporting and Sending Files
[# (2] Publishing Data and Results X . .
[ (L] Customizing 5AS Enterprise Guide ¥ What's new in SAS Enterprise Guide 4.2
[ [Z “Working with Enterprise Guide Explare
® (2 Running 545 Tasks

PDF (1.30m83y | HTML | Purchase book

® Papers . FEEDBACK
Most Used Documentation
@ Samples & SAS Notes % Send a Comment

@ Focus Areas Base SAS 9.2 Procedures Guide

PDF (s.31me) | HTML

Base SAS 9.2 Procedures Guide: Statistical

Procedures

PDF (2848 | HTML

= SAS 9.2 Language Reference: Concepts
PDF (7.16MB) | HTML

« SAS 9.2 Language Reference: Dictionary
PDF (7.44B) | HTML

QAC 0T Macen | -

Aranns Dofacanen

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



- SAS pouzivaji napfr.:

HOME l \
CREDIT

B KB 3 GEMoney Raieisen 7 niCredit Bank CESKAS

SPORITELNA

8 ; gy diredk
Koog?ativa .!CPP i%",-i% CESKA |r

| POJISTOVNA

VIENNA INSURANCE GROUP VIENNA INSURANCE GROUP poj | 5 rcw n o

THE RSAGROUP

-« ;s - -Mobile- E SKUPINA CEZ M"\

mycroftmind

Vice na http://www.sas.com/offices/europe/czech/reference/
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http://www.sas.com/offices/europe/czech/reference/2009/tmobile.html
http://www.csas.cz/banka/appmanager/portal/banka;JSESSIONID_internet10=bswvLvvQ4fR0nph7gjW10J12tY7nkqsxzn0bs2V7bFRncNvmKmJ1!1803742236?_nfpb=true&_pageLabel=home
http://www.kb.cz/index.shtml
http://www.unicreditbank.cz/cz/uvod.html

/
SAS na webu

Michal Kulich: Maly manudl uzivatele SASu
http://www.karlin.mff.cuni.cz/~kulich/sas/SASMain.html

Phil Spector: An Introduction to the SAS System
http://www.stat.berkeley.edu/classes/s100/sas.pdf

Patric McLeod : Introduction to SAS 9
http://www.unt.edu/rss/class/sas1/

http://en.wikipedia.org/wiki/SAS_%28software%:29
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Sofware SAS

Aktualné k dispozici:
® SAS 9.3 TS1iM2, Rev. 930_12w41 for
® Microsoft® Windows® Workstation & Server 32-bit
® Microsoft® Windows® Server & Workstation for x64
® Linux® for X64
SAS EAS
Credit Scoring for SAS Enterprise Miner
SAS Enterprise Guide
SAS Enterprise Miner Personal Client
SAS Enterprise Miner Server, including the products:
SAS Enterprise Guide
SAS Forecast Server
SAS Metadata Server
SAS Text Analytics for Czech
SAS Text Miner Server
® JMP Pro (Microsoft® Windows® for x64, JMP 10.0.1 TS1iM2, Rev. 930_12w41)
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Sofware SAS

*SAS EAS:

Education Analytical Suite = Base SAS®, SAS/ACCESS®
rozhrani (pro vSechny databaze), SAS/AF®, SAS/ASSIST®,
SAS® Bridge for ESRI, SAS/CONNECT®, SAS/EIS®, SAS®
Enterprise Guide®, SAS/ETS®, SAS/FSP® SAS/GRAPH®,
SAS/IML®, SAS/INSIGHT®, SAS/Integration Technologies®,
SAS/LAB®, SAS/OR®, SAS/QC®, SAS/SECURES,
SAS/SHARE®, SAS/STAT®

81



Instalacni soubory, licencni podminky

® Instala¢ni soubory SASu (v.9.3) jsou k
dispozici vSem studentiim a ucitelim

MU na adrese

ingﬂt’.cl

Nabidka softwaru

Aplikace je uréend pro registraci softwaru a nésledné ziskani pfistupu k instalagnim klizim a dal&im informacim (popf. pfistup k samotnému softwaru). Pihlégeny uZivatel si miize nechat zobrazit dostupny software
podle zvolené kategorie a aktualnasti. Po zoleni urtité kategorie se zobrazf tabulka dostupného softwaru. Po kliknutf na ‘Medium' je v nékterych pfipadech nutné pfi prvni navétévé odsouhlasit licenéni ujednani a

° ° ° o
° nasledné zadat poZet licenci (poet poditad, na kterych bude software provozovan). Po potvrzeni jit budou nabidnuty vedkeré dostupné informace ke konkrétnimu softwaru, Zde je moZné i nadale ménit podet
° ° ° licenci. Fakud je dustupny soubor s uréitou instsladni versi, tak pro jeho stazeni na disk stagi jen Kiknout odkaz "Stahnout” = pokraovat die instrukei internetoveho prohlizete.
Software

Vybér kategorie softwaru: | _yz Fky -
. i g V3schny polozky - [+

[¥Ipouze aktualni software (platny)

Pouze volné licence

Nazev softwaru Lokalizace Popis Platnost od Platnost do
ACREA CR, spol. s r.o.

Vv 14 /4 /4
. re V astnlm Z O razenlm Stran S 1BM SPSS Data Access Pack 6.1 EN - Anglicks verze Akademicka multilicence pro MU 2012 [ ziskat
IBM SPSS Data Access Pack 6.1 with sp3 EN - Anglickd verze Akademicka multilicence pro MU 2012 - 2013 [ ziskat

IBM SPSS Modeler 14.2 EN - Anglickd verze Akademicka multilicence pro MU 2012 - 2013 05.01.2012 01.02.2014 [ ziskat
L[] . 1 4 . 1BM SPSS Modeler 15 EN - Anglicka verze Akademicka multilicence pro MU 2012 - 2013 23.11.2012 01.02.2014 Lz(skat
lnst Soub OI' e nutne O dS Ouhlaslt 1BM SPSS Statistics 18 EN - Anglickd verze Akademicka multilicence pro MU 2009 - 2013 00.12.2009  01.02.2014 [ ziskat
. y ] IBM SPSS Statistics 19 EN - Anglickd verze Akademicka multilicence pro MU 2011 - 2013 22.12.2010 01.02.2014 Lz(skat
IBM SPSS Statistics 20 EN - Anglick3 verze Akademicka multilicence pro MU 2012 - 2013 05.01.2012 01.02.2014 [y ziskat
L A4 14 14 IBM SPSS Statistics 20 Fix Pack 1 32b EN - Anglick3 verze Fix Pack 1 32b E;lzw'skat
llcencnl O dm1n1< j 7 1BM SPSS Statistics 20 Fix Pack 1 64b EN - Anglicks verze Fix Pack 1 64b [ zZiskat
L4 IBM SPSS Statistics 21 EN - Anglicka verze Akademicka multilicence pro MU 2012 - 2013 23.11.2012 01.02.2014 [ ziskat
ALTAP, Ltd.
Altap Salamander 2.5 NS - Nespecifikovano Celouniverzitni licence 11.01.2008 ([ ziskat
MathWorks
Matlab 7.13 EN - Anglick3 verze Matlab 7.13 (2011b) [ ziskat
Matlab 8.0 EN - Anglicka verze Matlab 8.0 (2012b) [ ziskat
r. e 4 4 SAS Institute
. Pln lnstalacnl de Ot 2 G B ' SAS 9.3 EN - Anglick3 verze Akademicksd multilicence pro MU 2012 - 2015 15.09.2012 31.05.2015 [y ziskat
hd SAS 9.3 SID files 2013 EN - Anglickd verze Licen&ni soubory pro SAS 9.3 pro MU 2012 - 2013 31.10.2012 31.12.2013 [y ziskat
StatSoft
SAS Institute
SA5 9.3 EN - Anglicka verze Akademicka multilicence pro MU 2012 - 2015 15.09.2012 31.05.2015 [ ziskat
SAS 9.3 SID files 2013 EN - Anglickd verze Licenéni soubory pro SAS 9.3 pro MU 2012 - 2013 31.10.2012 31.12.2013 0 Ziskat
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Instalacni soubory, licencni podminky

Software . o« o . ’ . .
¢ K dispozici i navody pro instalaci

Nazev softwaru: SAS 9.3

Vyrobce: SAS Institute

Lokalizace: EN - Anglickd verze

Popis: Akademicka multilicence pro MU 2012 - 2015

Platnost od/do: 15.09.2012/31.05.2015

PocCet registrovanych licenci: 1

Zmeéna poctu licenci: 1 & | Zménit
SAS: SAS depot.zip

Al Zpét

Napovéda:

Navody k instalaci SAS

Windows 64-bit: http://www.muni.cz/ics/services/files/sas navod win&s4.pdf

Windows: http://support.sas.com/documentation/installcenter/23/win/index.html

Linux: http://support.sas.com/documentation/installcenter/93/unx/index.html

Miner: http://support.sas.com/documentation/cdl/en/emag/64806/HTML/ default/viewer.htm#n0n57lvb0kgne1nlc3biidxaih75.htm
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Instalacni soubory, licencni podminky

Software

Nazev softwaru: SAS 9.3 SID files 2013

Vyrobce: SAS Institute

Lokalizace: EN - Anglicka verze

Popis: Licencni soubory pro SAS 9.3 pro MU 2012 - 2013
Platnost od/do: 31.10.2012/31.12.2013

PocCet registrovanych licenci: 1

Zména poctu licenci: 1 & Zménit
SID 2013: sid files2013.7ip

1 Zpét

Napovéda:

Instrukce k instalaci jsou soucasti sid_files2013.zip

® Ddle je tifeba stahnout SID
files, ve kterych je uloZena
informace o platnosti licence a
umozni  fungovani  SASu.
Instrukce, jak tyto soubory
pouzit, je soucasti stahovaného
souboru.
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3. Funkcionalni a ciselné
charakteristiky znaku.
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Cetnostni funkce, empiricka distribuéni funkce

Pomoci relativnich Cetnosti zavedeme ¢etnostni funkci .

S pro X =Xp, 1=1, ..., r ., ,
Funkce p(x) = {p‘ P LiE se nazyva &etnostni funkce.

0 jinak
Cetnostni funkce je
nezaporna ( VX € R: p(x) =0)
a normovana ( i p(x) = 1).

X=-00

Pomoci kumulativnich relativnich ¢etnosti zavedeme empirickou
distribucni funkci .
0 pro X <X, _ , c o1y
Funkce F(X) = {Fj pro X <X <Xy, j=1,..,r-1 se nazyva empiricka
1pro x =X,

distribu¢ni funkce.

Empiricka distribu¢ni funkce je
neklesajici ( VX1, Xo € R, X1 <X, F(X1) < F(X5)),
zprava spojitd (Vv Xy € R libovolné, ale pevné  dané: lim F(x) =

F(xo)) °+

anormovana ( lim ,  F(X)=0, lim_, F(x)=1).

X—>—00 X—>0

Plati vxeR:F(x)=> p).

t<x



Priklad

Priklad: Pro znamky z matematiky nakreslete graf Cetnostni funkce a
empirické distribu¢ni funkce.

ReSeni:
Variaéni rada Vzorce
Xi1 | Nj Pj Nj Fj (X)— P; prOX:X[j],j:l, .
1| 7[7/20=0,35] 7 | 7/20=0,35 | PY7 10 jinak
2 | 3]3/20=0,15/10]10/20=0,50 0prox<x
3 | 2 [2/20=0,10(12{12/20=0,60 fx)— IF ) A
4 | 8 [8/20=0,40[20(20/20=1,00| /7" POXm SX<Xpey J=L e T
Sy {20 1,00 | - - lprox=xy
Grafy
LA ¢ Foy 1
! f
1720 +- ’ o z P
2 L e ey Saivy
—t ) G 1 ¢
\\ \ \i, (( 2 Heo | ¢ A
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Vztah mezi Cetnostni funkci a empirickou distribucni funkei

Vx € R:F(x)= > p(t)

p(t)
04 -
0,2 -

-

0,0

t<x

1,0 4
0,8 -
0,6 4

0,4 -

Sasasas J
E o
N T ]

 Fle)= 2 pit)

0,0
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Simultanni a marginalni ¢etnostni funkce

Pomoci simultannich relativnich ¢etnosti zavedeme simultanni
¢etnostni funkci
Funkce
o(x.y)= {pjl.(. Pro X =Xy, Y=Yy i=L ..., k=1 .,s
0 jinak
se nazyva simultanni Cetnostni funkce.

Pomoci marginalnich relativnich Cetnosti zavedeme marginalni

cetnostni  funkce pro znaky X a'yY . OdliSime je indexem takto:

P: pPro X =Xp, J=1,...,r
()= {21 X ,
b1 0 jinak

P,pProy=vy,.. k=1 ..,s
p2<y>={ PO Y=Yy .
0 jinak

Mezi simultanni Cetnostni funkci a marginalnimi ¢etnostnimi
funkcemi plati vztahy:

p, (x)= ip(x, y), p,ly)= ﬁlp(x, y) -

y=—o0
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Priklad

Priklad: Sestrojte graf simultanni ¢etnostni funkce pro znamky

Z matematiky a angliCtiny.

Reseni: Vyjdeme z kontingenéni tabulky simultdnnich relativnich

¢etnosti.

v | 1 2 3 1
| _F.L"‘_"| ] 1
11 0,20 0,05 0,10 0,00 | 0,33

2 000 00 008 0,00 | 0,15
3 0,00 000 005 0,05 | 0,10
4 0,00 005 015 0,20 | 0,40
pe | 020 020 035 0,25 100
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Cetnosti nezavislost znaku v daném
vybérovém souboru

Rekneme, Ze znaky X, Yjsouv  daném vybérovém souboru  cetnostné
nezavislé , pravé kdyZz pro vSechnaj=1, ..,ravSechnak=1,..,s plati
multiplikativni vztah:

Dk = Pj. Pk nebolipro v (x,y) € R%p(X,y) =p 1(X) p 2(y)-

Priklad: Ov¢éite, zda v naSem datovém souboru jsou znamky z
matematiky a anglictiny Cetnostné nezavisle.

Reseni: Vyjdeme z kontingenéni tabulky relativnich &etnosti.

i_; [ 1 2 3 4 ) s |

b

1 0,20 005 0,10 000 | 0,35 |
2 000 0,0 005 0,00 | 015
3 0,00 000 008 0,05 | 0,10
i 0,00 005 0,15 020|040

S e

i 0,24 020 033 l'.l‘:"||l[2|[]

e

Znamky z matematiky a angli¢tiny nejsou ¢etnostné nezavisle, protoze
uz pro j=1, k=1 je multiplikativni vztah poruSen:
p11 =0,20,p 1. = 0,35, p 1=0,20, tudiz 0,20 = 0,35.0,20

L

o1



Histogram, hustota Cetnosti, intervalova
empiricka distribuc¢ni funkce

Intervalové rozlozeni Cetnosti graficky znazoriiujeme pomoci histogramu. Je to graf
skladajici se z r obdélnikil, sestrojenych nad tfidicimi intervaly, pfi¢emz obsah j-tého
obdélniku je roven relativni Cetnosti pj j-tého tiidiciho intervalu, j=1, ..., r.

Histogram je shora omezen schodovitou Carou, ktera je grafem funkce zvané hustota
cetnosti:
f(x):{ijrouj<x5uj+1,1=1,---,r
0 jinak
Pomoci hustoty Cetnosti zavedeme intervalovou empirickou distribucni funkei:

F(x)= If(t)dt.

Hustota cetnosti je nezaporna (vxeR:f(x)>0) a normovana ( jf(x)dx =1). Intervalova

empirickd distribuéni funkce je neklesajici, spojitd a normovana (lim __ F(X) = O,

lim, . F(X) =1).

X—>—00
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Priklad: Pro mez plasticity oceli nakreslete histogram a pod histogram graf

Priklad

intervalové empiricke distribucni funkce.

ReSeni: Wyjdeme z tabulky rozloZeni &etnosti.

(ujpupg) |9 | %m0 | i | P N | Fj f
(30,50) [20[40 |8 |8/60=013 |8 |8/60=013 8/(60 - 20) = 0,006
(50,7o> 20 (60 |4 | 4/60=0,06 |12]12/60=0,2 4/(60 - 20) = 0,003
(70,90) |20 |80 |13|13/60=0,216 |25 | 25/60=0,416 | 13/(6020) = 0,01083
(90,110) |20 | 100 |15 |15/60=0,25 |40 | 40/60=0,6 | 15/(60-20)=0,0125
(110,130> 201120 |9 | 9/60 =015 49 | 49/60=0,816 | 9/(60-20)=0,0075
(130,150) |20 | 140 | 7 | 7/60=0116 |56 | 56/60=0,93 | 7/(60-20)=0,00583
(150,170) |20 | 160 |4 | 4/60=0,06 |60 | 60/60=1 4/(60 - 20) = 0,003
Soucty 60 | 1
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Priklad

(U,upe) |G | J Nj | Fi f

(30,50) |20 40 8/60=013 |8 | 8/60=013 | 8/(60-20)=0,006
(50,70) |20 |60 4/60=006 |12]12/60=0,2 | 4/(60-20)=0,003
(70,00) | 20|80 |13]13/60=0,216 | 25| 25/60=0,416 | 13/(60-20) =0,01083
(00,110) |20|100|15]15/60=025 |40| 40/60=0,6 | 15/(60-20)=0,0125
(L10,130) | 20| 120 9/60=015 | 49| 49/60=0816 | 9/(60-20) =0,0075
(130,150 | 20 | 140 7/60=0116 |56 | 56/60=093 | 7/(60-20)=0,00583
(150,170) | 20 | 160 4/60=0,06 |60 60/60=1 4/(60-20) =0,003
Soucty 6011

C")l-‘

0,00+
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Simultanni a marginalni hustota Cetnosti

Pomoci simultannich ¢etnostnich hustot zavedeme simultanni hustotu
cetnosti:

fy prou; <x<u;,, v, <y<v,,,j=1,---,r,k=1--s

Funkce f(x,y):{ se nazyva

0 jinak
simultanni hustota ¢etnosti. Jejim grafem je schodovita plocha shora
omezujici stereogram.

Hustoty Cetnosti pro znaky X a Y odliSime indexem takto:
£ (x)= f, prou; <x<u;,, j=1,---r1
' 0 jinak ’
f, prov, <y<v, ., k=15
f — .k k k+1
) {o jinak

Mezi simultanni hustotou cetnosti a marginalnimi hustotami Cetnosti
plati vztahy:

f(x)= [0 y)dy, ()= [fx y)ox.
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Cetnostni nezavislost znaku v daném
vybérovém souboru pri intervalovém
rozlozeni ¢etnosti

Pomoci simultdnnich a marginalnich Cetnostni zavedeme pojem cetnostni nezavislosti
znakll v daném vybérovém souboru pii intervalovém rozlozeni Cetnosti:

Rekneme, Ze znaky X, Y jsou v daném vybérovém souboru &etnostné nezavislé pii
intervalovem rozloZeni ¢etnosti, jestlize pro vSechna j =1, ..., r a vSechna k =1, ...,;S
plati multiplikativni vztah: fj = f; f neboli pro v (x y)eR?: f(x, y) = fi(x) f2(y).

V naSem ptiklad¢ nejsou mez pevnosti a mez plasticity ¢etnostné nezavisle, protoze uz
pro j =1, k =1 je multiplikativni vztah porusSen:

(o, v} | (50,70} (70,90p (90,110} (110,130) (130,150) (150,170F (170, 190)
(30, 50) R R 3 i} 0 0 0 0 ' “;','
{500, 70 0 3 ] 0 0 0 i
{70, 90} 0 4 T ] I 0 0 13
fag. 110N | §] G B I il ] 15
(1100, 1300 0 §] ] | 5t il ] |
(130, 150} 0 0 i 0 2 5 0 7
| (150,170} il 0 0 0 i | 3 |
X | s 0 14 13 4 6 3 [n =60 |
5 8 5 .
f,= =0,000208, f, = ——— =0,006667, f, =——— =0,004167, tudiz
60-20-20 60-20 60-20

0,000208 # 0,006667.0,004167 = 0,000028
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Ciselné charakteristiky znaki

Doposud jsme se zabyvali funkciondlnimi charakteristikami znakd,
jako jsou:

- empiricka distribu¢ni funkce F(x),

- simultanni ¢etnostni funkce p(X,y),

- marginalni Cetnostni funkce p1(X), p2(y),

- simultanni hustota Cetnosti f(x,y),

- marginalni hustoty Cetnosti f1(X), fo(y),

ktere nesou uplnou informaci o rozloZeni Cetnosti.

Nyni zavedeme Ciselné charakteristiky, které nas informuji o nékterych
rysech tohoto rozloZeni ¢etnosti:

- 0 poloze (Grovni) hodnot znaku,

- 0 Jejich variabilité (rozptyleni),

- 0 tésnosti zavislosti dvou znakt

- a pod.

Pro rizné typy znaki se pouzivaji riizné Ciseln€ charakteristiky, proto
se nejdiiv seznamime S jednotlivymi typy znak.
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Typy znaku

Nominalni znak: pfipousti obsahovou interpretaci pouze u relace rovnosti =. O dvou
variantach nominalniho znaku lze pouze konstatovat, Ze jsou bud’ stejné nebo rtzné.
Cisla, ktera pfifadime jednotlivym variantam znaku, nereprezentuji skute¢nou hodnotu
pouzitych €isel, ale jsou pouhym ozna¢enim variant znaku.

Ptiklady nominalnich znakt: 1ékatfska diagnoza, typ profese, barva oci, rodinny stav,
narodnost, ...

Ordinalni znak: pfipousti obsahovou interpretaci nejen u relace rovnosti =, ale t€z u
relace uspofadani <. Mizeme tedy konstatovat, ze varianta xp je vEtsi (dokonalejsi,
siln€j8i, vhodng&jsi) neZ varianta xp.

Piiklad ordinalniho znaku: Skolni klasifikace vyjadiuje mensi nebo vétsi znalosti
zkouSenych zaki — jednickar je lepsi nez dvojkaf, ale intervaly mezi znamkami nemaji
obsahovou interpretaci. Nelze tvrdit, Ze rozdil ve znalostech mezi jednickafem a
dvojkarem je stejny jako mezi trojkarem a Ctyrkarem.

Dalsi ptiklady: Rlznd bodovani ve sportovnich a uméleckych soutézich, posuzovani
riznych rysi socidlniho chovani, posuzovani stavu pacientii, hodnoceni postojli
respondentl k riznym otazkam, ...
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Typy znaku

Intervalovy znak: kromé& relaci rovnosti = a uspofddani < umoziiuje obsahovou
interpretaci také u operace rozdilu -, tj. stejny interval mezi jednou dvojici hodnot a
jinou dvojici hodnot vyjadiuje i stejny rozdil v extenzité zkoumané vlastnosti.

Piiklad intervalového znaku: teplota méfena ve stupnich Celsia. Napt. namérime-li ve
Ctyfech po sobé jdoucich dnech poledni teploty 0, 2, 4, 6 °C, znamena to, Ze kazdym
dnem stouply teploty o 2 °C. Nelze vSak fici, ze z druhého na tfeti den vzrostla teplota
dvojnasobné, kdeZto ze tretiho na Ctvrty den pouze jeden a pul krat.

Dalsi ptiklady: kalendaini systemy, smér vétru, inteligencni kvocient, ...

Spole¢ny znak intervalovych znakt: nula byla stanovena uméle, pouhou konvenci.

Pomérovy znak: kromé relaci rovnosti = a uspofadani < umozZnuje obsahovou
interpretaci také u operaci rozdilu - a podilu /, tj. stejny pomér mezi jednou dvojici
hodnot a jinou dvojici hodnot vyjadiuje 1 stejny podil v extenzité zkoumané vlastnosti.
Piiklad pomérového znaku: délka predmétu méfena v cm. Ma-li jeden predmét délku 8
cm a druhy 16 cm, ma smysl prohlasit, Ze druhy predmét je dvakrat delSi nez prvni
predmét.

Dalsi ptiklady: pocet déti v rodiné, vyska kapesného v K¢, hmotnost osoby, ...

Spolecny znak pomérovych znakli: Pomérovy znak ma pfirozeny pocatek, ke kterému
jsou vztahovany vSechny dal§i hodnoty znaku.

Mimo uvedenou klasifikaci stoji alternativni znaky, které nabyvaji jen dvou hodnot,
napt. 0,1, coZ znamena absenci a prezenci né¢jakého jevu. Napiiklad O bude znamenat
neuspéch, 1 ispéch pii feseni urcite ulohy. Alternativni znaky mohou byt ztotoznény s
kterymkoliv z pfedchazejicich typt.
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Ciselné charakteristiky

nominalnich znaku

Charakteristika polohy: modus — nejcetnéjsi varianta resp. stied nejéetnéjsiho

tfidiciho intervalu.

Priklad na stanoveni modu

20 nahodné vybranych osob mélo odpoveédét na otazku, ktery z péti vyrobkii (oznacime

je A, B, C, D, E) preferuji. Vysledky mame v tabulce:

Stanovte modus.

Reseni:
Modus =D

>

Oznacenti:

Vyrobek

A

Cetnost odpovédi

3

B
S

C
3

© |0
w|m

Mode
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Crameéruv koeficient

Charakteristika tésnosti zavislosti dvou nominalnich znaka: Craméruv koeficient
kontingence.

Carl Harald Cramér (1893 — 1985): Svédsky matematik
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Craméruyv koeficient

Necht’ znak X nabyva variant X 17, ..., X7 aznak Y nabyva varianty 17, ..., yfs] . Mame
Xl yl

dvourozmérny datovy soubor ... ... |- Zjistime absolutni Cetnosti n j, dvojice variant
X n y n

XY, =1, ..., k=1, ..., sauspofadame je do kontingencni tabulky:

Y 1Yrg - Y|
X [Nk
X[1] N1 .. Ngs (Ng,
X[r] Npg o Ny [0y
Ny N{ ... Ng|N

Vypocteme tzv. teoretické Cetnosti NNk

a s jejich pomoci pak statistiku

( n.n, J
n. — i
ro.s Ik n 5 L. K
K=Y, . Craméruv koeficient: v =
i k=L NN n(m—1)
n
koeficient nabyva hodnot mezi 0 a 1. Cim bliZe je 1, tim je tésnéjsi zavislost mezi X a

Y, ¢im bliZe je 0, tim je tato zavislost volnéjsi. 102

, kde m = min{r,s}. Tento



Crameéruv koeficient

Vyznam hodnot Cramérova koeficientu:

mez1 0 az 0,
mezi 0,1 az
mezi 0,3 az
mezi 0,7 az

.. zanedbatelna zavislost,
.. slaba zavislost,

.. stfedni zavislost,

.. s1lna zavislost.
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Priklad

Priklad na vypocet Cramérova koeficientu:
686 ndhodné vybranych osob bylo dotdzano, zda vlastni auto (znak X, varianty 1 — ano,
2 —ne) a zda jsou ochotny pouzivat MHD (znak Y, varianty 1 —ano,2 —ne).

Vysledky priizkumu jsou uvedeny v kontingenc¢ni tabulce X v n
J-
ano | ne
ano | 56 312|368
Vypodtéte a interpretujte Craméruv koeficient. ne [283 | 35 |318
ny [339 (347 |686 |

ReSeni: Nejprve vypoéteme teoretické etnosti:

NuN, _ 368:339 _ g1 g5ap, Mulle - 368347 15 45g,
n 686 n 686
NoNy 318339 oo iymg NaNo _318-347 _ 00 orys

n 686 n 686
Nyni dosadime do vzorce pro vypocet statistiky K:
« - 66-1818542 F (3121861458 ¥ (2831571458 F (351608542 f
181,8542 186,1485 157,1458 160,8542
Nakonec vypocteme Cramérav koeficient:

V = 1371,456 — 07358
686 -1

Hodnota Cramérova koeficientu svédc¢i o tom, Ze mezi znaky X a Y existuje silna zavislost.

= 371,456
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Ciselné charakteristiky
ordinalnich znaku

25% | 25% | 25% [25%

[
o Q2 a3

Median

Charakteristika polohy: a-kvantil. Je-li a <(0;1), pak a-kvantil x, je cislo, které
rozdéluje usporadany datovy soubor na dolni usek, obsahujici aspon podil a vSech dat
a na horni usek obsahujici aspon podil 1 — a vSech dat. Pro vypocet a-kvantilu slouzi
algoritmus:

X (e) T X(c41)

__/celélisloc=x, =
o= a 2

n

v v

Pro specidlné zvolena a uzivame nazvi: Xq 50 — median, Xg o5 — dolni kvartil, Xq 75 —
horni kvartil, Xg 1, ..., Xo.9 — decily, Xg o1, ..., X099 — percentily.

Charakteristika variability: kvartilova odchylka: q = Xg .75 — Xg.25.
Q1 Q2 Q3

25% | 25% | 25% | 25%
~—

Interquartile Range




Priklad

Priklad na vypocet kvantilu:
U 50 zéki 7. ro¢niku jedné zakladni Skoly byly na pololetnim vysvédéeni zjiStény
znamky z matematiky:

SN
(6)]

znamka 112 |3
Cetnost znamky |9115/20 4|2

Urcete median, 1. a 9. decil a kvartilovou odchylku.

ReSeni:
Pro snadngjsi vypocet tabulku doplnime jesté o absolutni kumulativni ¢etnosti:

znamka |12 |3 |4 |5
n, 9[15/20 4 |2
N; 912444148 |50
Rozsah souboru n =50 o |ha C_|Xq
050 [50.0525 |25 xe txe) _8+3_,
2 2
0,10150.0,1=5 5 X<5)+X(e):ﬂ:1
2 2
090(50.0,9=45  [45] xee X _4+4_,
2 2
0,25 150.0,25=125 |13 |X¢13 =2
0,75 50.0,75 = 37,5 |38 | Xss = 3

Kvartilova odchylka: q=3 -2=1.

Interpretace napt. Dolniho kvartilu: V' souboru zaki je aspon ¢tvrtina takovych, ktefi
maji z matematiky jednicku nebo dvojku (neboli vsouboru 50 zaku jsou aspon tii ¢tvrtiny
takovych, ktefi maji z matematiky dvojku ¢i hors§i zndmku).
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Priklad

11234 |5|6|7|8|9(10(11|12| 13|14 | 15
1144|5688 (12|112(13|14| 14 | 14| 18 | 19
o o
Xo,25 Xo.5 Xo,75
N INg 1p 1R,
1 | 1]1]0,07]0,07 _ — X __ —X...=14—-5=09
4 |2]3]013[020, o X0,25 = S 4= %075 ™ X025
5 | 1] 4][007]/0,27 X =X=12
6 1| 5 (0,07/0,33 05— Xo,25 J€ tedy hodnota, u ktereé F;
8 |2|7]013 0,43/ poprvé prekroci 0,25.
12 | 2] 9]0,13[06 Xo75 = 14
13 | 1 [10/0,07]0,67 o _ .o vz
14 3 y 14 I Pokud ale F;=a pro néjaké
18 | 1 |14]0,07/0,93 X = il Xa=(x[j]+x[j+1])/2
19 |1 [15/0,07|1,00
Souet | 15| x |1,00] x =) X ,=(4+5)/2=4,5
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Modus a kvantily pro intervalove
tridéna data

n_.—n

G m m-—1
X=d_ - -h
2nm IR nm—l IR nm+1
dp je dolni mez modalni ttidy,
Ny N1, MMyt je Cetnost modalni, predchazejici a nasleduyici tridy,
h je Sirka tfidy

P—F,
of

dp je dolni mez tfidy obsahujici prislusny P-kvantil,
PP jerelativni Cetnost této tfidy,
F. . Je kumulativni relativni ¢etnost pfedchazejici tiidy,
h je sirka tridy

Xp =0dp 4 L. h
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Priklad

Urcéete modus a median.

méné nez 15>
(15:20>

(20:25>

(25:30>

(30:35>
vice nez 35
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Priklad

meéné nez 15>

pi

0,16

0,16

(15:20>

0,09

0,25

0,28

0,53

0,22

0,19

= 23,82

0,06

1,00

38—-12

2.38-12-30
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Spearmanuv koeficient

Charakteristika tésnosti zavislosti dvou ordinalnich znaki: Spearmanuv koeficient
poradové korelace

Charles Edward Spearman (1863 — 1945): Britsky psycholog a statistik

Nejprve je nutné vysvetlit pojem poradi ¢isla v posloupnosti Cisel.

Necht x4, ..., X, je posloupnost realnych cisel.

a) Jsou-li ¢isla navzajem rizna, pak poradim R; ¢isla x; rozumime pocet téch cisel X,

..., Xp, ktera jsou mensi nebo rovna cislu x;.

b) Vyskytuji-li se mezi danymi Cisly skupinky stejnych Cisel, pak kazdé takové

skupince piifadime primérné poradi. 111



Priklad

Priklad na stanoveni potadi
a) Jsou dana ¢isla 9, 4, 5,7, 3, 1.
b) Jsou dana ¢isla 6,7,7,9, 6, 10, 8, 6, 6, 9.
Stanovte poradi téchto Cisel.

ReSeni

ad a)

usp. ¢isla|1|3]4|5|7|9

pofadi [1|2|3]|4|5|6

ad b)

usp. Cisla 6 |6 [6 |6 |7 |7 9 |19 |10
potadi 1 12 |3 |4 |5 |6 8 (9 |10
pram. poradi|2,5|2,5(2,5|2,5/5,5(5,5|7(8,5(8,5|10
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Spearmanuv koeficient

Vzorec pro vypocet Spearmanova koeficientu:

Xl yl
Predpokladejme, Ze mdme dvourozmérny datovy soubor (
X

. Ozna¢ime R ; portadi

hodnoty x ; a Q; pofadi hodnoty y ;, 1=

Spearmanuv koeficient pofadové korelace: @ @

Vlastnosti Spearmanova koeficientu poradové korelace:

Koeficient nabyva hodnot mezi —1a 1. Cim je blizsi 1, tim je siln&jsi pfima pofadova
zavislost mezi znaky X a'Y, ¢im je bliz§i  —1, tim je silnéj$i nepiima potadova zavislost
mezi znaky X a'.

Je-lirg=1 resp.rg= -1, pak dvojice (X ;, ¥;) lezi na n¢jaké vzestupné resp. klesajici
funkci.

Hodnoty rs se nezméni, kdyZ provedeme vzestupnou transformaci pivodnich dat.
Hodnoty rs se vynasobi -1, kdyz provedeme sestupnou transformaci piivodnich dat.
Koeficient je symetricky.

Koeficient je rezistentni viici odlehlym hodnotam.
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Spearmanuv koeficient

Vyznam absolutni hodnoty Spearmanova koeficientu:

mez1 0 az 0,1
mezi 0,1a 70,3
mez1 0,3 az 0,7
mezi 0,7 az 1

... zanedbatelna poradova zavislost,
.. slaba poradova zavislost,
.. stfedni pofadova zavislost,
.. silnd poradova zavislost.
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llustrace vyznamu Spearmanova
koeficientu poradové korelace
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Priklad

Priklad na vypocet Spearmanova koeficientu poradové korelace:

Je dan dvourozmérny datovy soubor

2,5
3,4
13
58
3,6

13,4
15,2
118
131
14,5

Vypoctéte Spearmantiv koeficient pofadové korelace.
ReSeni:

Xi 25 134 (1,3 |58 (3,6
Yi 13,4/15,2111,8|13,1|145
Ri 2 3 |1 |5 |4
Qi 3 |5 |1 |2 |4
(R-Q)/1 |4 [0 |9 |0O
: 1- 81 o3
5.24

6
=1- E R 2_1-—— (1+4+0+9+0
ninz—li Q 24(+ ey )

Znamena to, ze mezi znaky X a Y existuje slaba pfima poradova zavislost.
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Ciselné charakteristiky
intervalovych znaku

Charakteristika polohy: aritmeticky primeér je soucet hodnot déleny jejich pOétem:Pomoci praméru

zavedeme I-tou centrovanou hodnotu X; — m (podle znaménka pozname, zda i-ta hodnota je podpriimérna ¢i nadprumeérna).

Znazornéni rozlozeni ¢etnosti dvou datovych soubord, které se lisi aritmetickym primérem

Rozdéleni s riznymi polohami

500

400 -

oo | Casto se aritmeticky prumér oznacuje : X

: LSy

0 5 10 15 20

cetnost

hodnota znaku
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Priklad

Priklad: Pro datovy soubor obsahujici idaje o mezi plasticity (znak X) a mezi
pevnosti oceli (znak Y) vypoctéte aritmetické priméry znaka X, Y.

X Y X Y X Y
154 178 83 08 73 76
133 164 106 111 77 86
58 75 92 104 47 61
145 161 85 103 68 85
94 107 112 118 137 142
113 141 98 102 44 68
86 97 103 108 92 116
121 127 99 119 141 157
119 138 104 128 155 189
112 125 107 118 136 155
85 97 98 140 82 81
41 72 97 115 136 163
96 113 105 101 72 79
45 89 71 93 66 81
99 109 39 69 42 61
51 95 122 147 113 123
101 114 33 52 42 85
160 169 78 117 133 147
87 101 114 137 153 179
88 139 125 149 85 91
ReSeni:
m, = 154 +133+...+85 _959, m, = 178 +164 +...+91 _1144
60 60
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Aritmeticky prumér

Vlastnosti aritmetického priméru

VW v

nadprimérnych hodnot — oba soucty jsou v rovnovaze.

- Primér centrovanych hodnot je nulovy, protoze %Z(xi —-m)= %in —%Zm =m —%- n-m=0 =0.
i=1 i=1 i=1
- Vyraz (x;—a)* (tzv. kvadratickd odchylka) nabyva svého minima pro a = m. Uvedeny vyraz charakterizuje
i=1
celkovou chybu, které se dopustime, kdyz datovy soubor nahradime jedinou hodnotou a. Tato chyba je tedy nejmensi,
kdyz datovy soubor nahradime aritmetickym priimérem, pfi¢emz za miru chyby povazujeme kvadratickou odchylku.

- Aritmeticky pramér je siln€ ovlivnén extrémnimi hodnotami.

- Aritmeticky pramér je vhodné pouzit, pokud je rozloZeni dat ptiblizn€ symetrické.
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Rozptyl, smérodatna odchylka

Charakteristika variability: rozptyl je primérna kvadratickd odchylka hodnot od jejich aritmetického pruméru
% = % Zn:(xi ~m)?. Kladna odmocnina z rozptylu se nazyva smérodatnd odchylka s = +/s* . Pomoci smérodatné odchylky
i=1

X; —m
S

zavedeme I-tou standardizovanou hodnotu

(vyjadiuje, o kolik smérodatnych odchylek se i-td4 hodnota odchylila
od priméru).

Vypocetni tvar vzorce pro rozptyl: s° = [1 > xf} —-m’
n g

Znazornéni rozlozeni Cetnosti dvou datovych soubort, které se 1i$i rozptylem:

Rozdéleni s rGznymi variabilitami

500

400 -

300 -

cetnost

200 -

100 ~

O I T T T
0 5 10 15 20 25

hodnota znaku
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Priklad

Priklad: Pro datovy soubor obsahujici idaje o mezi plasticity (znak X) a mezi pevnosti oceli (znak Y) vypoctéte rozptyly
a smérodatné odchylky znakt X, Y. Pfitom jiz vime, Ze m; = 95,5am, =114 4.

X Y X Y X Y
154 178 83 98 73 76
133 164 106 111 77 86
58 75 92 104 47 61
145 161 85 103 68 85
94 107 112 118 137 142
113 141 98 102 44 68
86 97 103 108 92 116
121 127 99 119 141 157
119 138 104 128 155 189
112 125 107 118 136 155
85 97 98 140 82 81
41 72 97 115 136 163
96 113 105 101 72 79
45 89 71 93 66 81
99 109 39 69 42 61
51 95 122 147 113 123
101 114 33 52 42 85
160 169 78 117 133 147

o 87 101 114 137 153 179

ResSeni: 88 139 125 149 85 91

s, :% x.2—m,? = 6—10(1542 +1332 +...+85%)—95,5% =1052,40,s, = ,/1052,40 = 32,4

i=1
2 1 - 2 2 1 2 2 2 2
s, == >y -m," = &(178 +164° +...+91%)-114,4° =1057,21, s, = 1/1057,21 =32,5
i=1
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Rozptyl, smérodatna odchylka - vlastnosti

Vlastnosti rozptylu a smérodatné odchylky:
- Smérodatnd odchylka je nulova pouze tehdy, kdyz jsou vSechny hodnoty stejné, jinak je kladna.

- Rozptyl centrovanych hodnot je roven pivodnimu rozptylu, nebot’ % Zn:[(xi -m)-0J = 1Zn:(x —-m)* =s?

I
i1 N

1o (x-m ) 1 1¢ s’
- Rozptyl standardizovanych hodnot je 1, protoze —Z( ! —Oj =5 (x,-m)* ===1

2
i1 S

o
N
wn

- Rozptyl ¢i smérodatna odchylka jsou stejné jako pramér silné ovlivnény extrémnimi hodnotami.

- Rozptyl ¢i smérodatna odchylka se nehodi jako charakteristiky variability, je-li rozlozeni dat nesymetrické.
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Sikmost

1 3

=2 (x;—m)
Charakteristika nesymetrie dat:  Sikmost o, = L =
Je-li rozlozeni dat symetrické kolem aritmetického priméru, pak a3 =0.

Ma-li rozloZeni dat prodlouZeny pravy konec, jde o
Ma-li rozloZeni dat prodlouzeny levy konec, jde o

kladné zeSikmené rozloZeni ag> 0.
zaporn¢ zeSikmene rozlozeni a; < 0.

Znazornéni rozlozeni ¢etnosti dvou datovych souborti, které se 1isi aritmetickym priimérem a Sikmosti

c¢etnost

500

400 -

300 -

200 A

100 A

Rozdéleni s riiznymi polohami

a Sikmostmi

0 5

10 15

hodnota znaku

20

25

a, < 0: Pravostranna asymetrie

a, = 0: Symetrie =

i

b

o, > 0: Levostranna asymetrie




Spicatost

Charakteristika koncentrace dat kolem priméru . Spicatost @, = LA -3

Je-li rozlozeni dat normalni (Gaussovo), pak o , = 0.
Je-li rozloZeni dat strmé, pak o , > 0.

Je-li rozlozeni dat ploché, pak a

4

<0.

Znazornéni rozlozeni Cetnosti dvou datovych soubort, které se 1isi Spicatosti

c¢etnost

250

200

150 -

100 A

50 1

Rozdéleni s riznymi $pi¢atostmi

7 12
hodnota znaku

17

22

o, <0: Podnormalni §picatost

a,=0: Normalni Spicatost ===ip

o, >0: Nadnormailni Spicatost
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Kovariance

Charakteristika spole¢né variability dvou intervalovych znaku: kovariance

X; Y1
Ptedpokladejme, Ze mame dvourozmérny datovy soubor | --- ---|. Ozna¢me my, M, priméry znakl X, Y a s;, S
Xo  Ya
smérodatné odchylky znakt X, Y. Zavedeme kovarianci jako charakteristiku spole¢né variability znakd X, Y kolem
jejich praméri
1 n
S12 :HZ(Xi _ml)(yi _mz)'
i=1

Kovariance je primérem soucintl centrovanych hodnot.

Pokud se nadprimérné (podpriimérné) hodnoty znaku X sdruzuji s nadprimérnymi (podprimérnymi) hodnotami znaku
Y, budou souciny centrovanych hodnot x; — m; a y; — m, vesmés kladné a jejich pramér (tj. kovariance) rovnéz.
Znamena to, 7e mezi znaky X, Y existuje uréity stupefi pfimé linearni zavislosti. Rikdme, Ze znaky X, Y jsou kladné
korelovane.

Pokud se nadprimérné (podprimérné) hodnoty znaku X sdruzuji s podprimérnymi (nadprimérnymi) hodnotami znaku
Y, budou souciny centrovanych hodnot vesmés zaporné a jejich priimér rovnéz. Znamend to, Zze mezi znaky X a Y
existuje urcity stupent neptimé linearni zavislosti. Rikdme, Ze znaky X, Y jsou zaporné korelované.

Je-li kovariance nulova, pak fekneme, Ze znaky X, Y jsou nekorelované a znamena to, Ze mezi nimi neexistuje zadna
linearni zavislost.

4 W . Nl 14 1 n
Pro vypocet kovariance pouzivame vzorec:s;, = (— > xiyij—mlmz :
|
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Kovariance

Znéazornéni vyznamu kovariance

=55

e @9 o
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Priklad

Piiklad: Pro datovy soubor obsahujici udaje o mezi plasticity (znak X) a mezi
pevnosti oceli (znak Y) vypoctéte kovarianci znakt X, Y. Pfitom jiZ vime, Ze m;

=055 m,=114,4,s,=32,4,s,=32,5

ReSeni:
1

S, ==Y Xy, —mm, = 6—10(154-178 +133-164 +...+85-91)-95,5-114,4 = 985,76
i=1

n=+

X Y X Y X Y
154 178 83 98 73 76
133 164 106 111 77 86

58 75 92 104 47 61
145 161 85 103 68 85
94 107 112 118 137 142
113 141 98 102 44 68
86 97 103 108 92 116
121 127 99 119 141 157
119 138 104 128 155 189
112 125 107 118 136 155
85 97 98 140 82 81
41 72 97 115 136 163
96 113 105 101 72 79
45 89 71 93 66 81
99 109 39 69 42 61

51 95 122 147 113 123
101 114 33 52 42 85
160 169 78 117 133 147

87 101 114 137 153 179

88 139 125 149 85 91
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Pearsonuv koeficient korelace

Charakteristika tésnosti zavislosti dvou intervalovych znaki: Pearsontiv koeficient korelace
Jsou-li smérodatné odchylky si, S; nenulové, pak definujeme Pearsoniv koeficient korelace znaku X, Y vzorcem:

1GX,—mpy; —m o« wi o . , i S
r,=—=> —— Yi~M2 e to pramér soucint standardizovanych hodnot. Pocita se podle vzorce| r,, = =%
nag s, s, S:S,

Priklad: Pro datovy soubor obsahujici tdaje o mezi plasticity (znak X) a mezi pevnosti oceli (znak Y) vypoctéte

koeficient korelace znakl X, Y. Pfitom jiz vime, ze m; = 95,5, m, = 114,4, s, =32,4, s, = 32,5, S1, = 985,76.

Reseni:

- _ S, _ 98576
55, 324325

Koeficient korelace svéd¢i o tom, Ze mezi obéma znaky existuje velmi silnd pfima linearni zavislost — ¢im je vySsi mez

plasticity, tim je vy$§i mez pevnosti a ¢im je niz§i mez plasticity, tim je niz$i mez pevnosti.

=0,936

Vlastnosti Pearsonova koeficientu korelace:
Pro koeficient korelace plati -1 <r3, <1 a rovnosti je dosazeno pravé kdyz mezi hodnotami xy, ..., X a Ya, ..., Yn €Xistuje
uplna linearni zavislost, tj. existuji konstanty a, b tak, ze yj = a + bx;, i =1, ..., n, pfi¢emz znaménko + plati pro b > 0,
znaménko — pro b < 0. (Uvedena nerovnost se nazyva Cauchyova — Schwarzova — Bunakovského nerovnost.)

Tedy ¢im je ryp blizsi 1, tim je silngj$i pfima linearni zavislost mezi znaky X a Y, ¢im je bliz§i —1, tim je siln&jsi
nepiima linearni zavislost mezi X a'Y.

Je-lir, = 1 resp. ryp = -1, pak dvojice (X;, Yi) lezi na n¢jaké rostouci resp. klesajici ptimce.

Hodnoty ry; se nezméni, kdyz u X-ovych a y-ovych hodnot souc¢asné provedeme vzestupnou resp. sestupnou linearni
transformaci.

Hodnoty ry; se vynasobi -1, kdyZ u X-ovych hodnot provedeme vzestupnou (resp. sestupnou) a u y-ovych hodnot
sestupnou (resp. vzestupnou) linearni transformaci.
Koeficient je symetricky, tj. r12 = 2.
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Pocetni pravidla pro Ciselné
charakteristiky

Pocetni pravidla pro ¢iselné charakteristiky

Necht m; je aritmeticky priméras;>  rozptyl znaku X. Pak znak Y = a + bX ma:

aritmeticky primér m2 =a-+ bml , rozptyl 822 — bZSl2

Necht’ m; , M, jsou aritmetické praiméry, s;° ,S,° rozptyly as 1, kovariance znakii X, Y. Pak znak U = X + Y ma

2 2 2
aritmeticky pramér m3 — ml + m2 , rozptyl SS = Sl + 52 + 2512

Necht’ s 1, je kovariance znakii X, Yam, ,m, jsou aritmetické priméry znakd X, Y. Pak znaky U =a + bX,V =c +dY
maji kovarianci

Sy, = bds;,
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Priklad

Priklad:
a) Znak X ma aritmeticky prumér 2 a rozptyl 3. Najdéte aritmeticky primér a rozptyl znaku Y = -1 + 3X,

b) Znaky X a Y maji aritmetické priméry 3 a 2, rozptyly 2 a 3, kovarianci 1,5. Vypoctéte aritmeticky priumér a rozptyl
znaku Z =5X —4Y.

c) Soucet rozptyli dvou znakt je 120, soucin 1000 a rozptyl jejich souctt je 100. Vypoctéte koeficient korelace téchto
znaka.

Reseni:
ada) my=-1+3m;=-1+3x%x2=5,5°=3x5°=9x3=27.

ad D) Mg =5m; —4my=5x3—-4x2="7,8"=5"x 5"+ (-4)* x5, +2 x 5 x (-4) x 81, =25 x 2+ 16 x 3 —40 x 1,5 = 38.

ad C) 312 + 322 =120, 512 X 822 = 1000, 51+22 =100 = 512 + 322 + 251, = S1p = %(Sl+22 — 512 - 522 ):%(100—120):—10

s, _ -10

1o = = ~_0,3162.
7 5 xs, <1000
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Vazené Ciselné charakteristiky

Pokud nemame k dispozici ptivodni datovy soubor, ale jenom tabulku rozloZeni Cetnosti (resp.
kontingenéni tabulku), miizeme vypocitat tzv. vazené ¢iselné charakteristiky:.

r o~ r . . I o N - 1 r
Vazeny aritmeticky primér: m= - > n X
j=1
Vazeny rozptylis? =2 3n ( p-Ls 2 _m?
y ptyl:s —Hzl:njxm—m _Hzllnjxm -m
= I=

r o~ r . . 1 r S 1 r S
VaZena kovariance: s, = ﬁ;;n“‘ (g =M Y — mZ):HZ;kZ;‘nij“]y[k] —m,m,
)=l K= J=1 K=
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Priklad

Priklad na vypocet vazenych Ciselnych charakteristik

Z dvourozmérné ho datového souboru rozsahu 27, Vv némz znak X ma varianty 1, 2, 3 a znak Y ma rovnéz varianty 1, 2, 3, byly uréeny
simultanni absolutni ¢etnosti: n 11=5,N12=1,Nn13=3,N21=4, N =3, N3=4,N31=2,N3,=3,N33=2.

a) Vypoctéte priméry a smeérodatné odchylky znak X a Y.

b) Vypoctéte a interpretujte koeficient korelace znaki X a Y. X y n;.
Reseni: 1 [2 |3
Kontingen¢ni tabulka simultannich absolutnich ¢etnosti: 1 |5 |1 (319
2 14 [3]4 |11
3 12 [3[2]7
ada) m, = =~ @-9+211+37)= 221926, m, = = (@-11+2-7+3-9)= 2% =1926 ne 111 17 19 27
27 27 27 27
2

812 :iﬁz 9+2211+32 7)_(2) — 116 . 2704 _ 428 ’81201766

27 27 27 729 729

2

s, = L@ 114227437 _9)_(gj _120 2704 536 _oc

27 27 27 729 729
ad b)
Si, :i(1.1.5+1.2.1+1.3.3+2.1.4+2.2.3+2.3.4+3.1.2+3.2.3+3.3.2)_2.2

27 27 27
_ 102 2704 _ 2754 —2704 _ 50 _ 0,0685871

27 729 729 729
50
=129  _010439 . Mezi znaky X a Y existuje velmi slaba piima linearni zavislost.

r12
428 536 -
729 729



Koeficient variace, geometricky prumér

Pro pomérové znaKky pouZivame jako charakteristiku variability koeficient variace . Je to bezrozmérné
m

Cislo, které se Casto vyjadiuje v procentech. Umoziiuje porovnat variabilitu nékolika znak.

Jsou-1i vSechny hodnoty poméroveého znaku kladné, pak jako charakteristiku polohy lze uzit geometricky

Prumer gx, -...-x,, .

Priklad: Pro datovy soubor obsahujici udaje o mezi plasticity (znak X) a mezi pevnosti oceli (znak Y)
vypoctéte koeficienty variace znakil X, Y. Ptitom jiz vime, Ze m; = 95,5, m, = 1144, s, =32,4, s, = 32,5
Reseni:

s, 324 325

ov, =t = 25% _ 0339 v, =22 = 222 _ (o4
m, 955 m, 1144
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Vypocty zavedenim pomocné promenné

_ X —a

» pomocna promeénna = V. =

| h

» konstanty:
- a —» stied tridy s nejvyssi ¢etnosti
- h — sitka tfidy
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Vypocty zavedenim pomocné promenné

X —a
V = " —> X =Vh+a

2
=X = sf=h"s
n

S
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Priklad

X; n;
| <60-70)] 19

_Celkem [ 100 _

Vypocitejte:

- aritmeticky pramér, rozptyl, smérodatnou odchylku a
variaCni koeficient zavedenim pomocné promeénné
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Priklad
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Priklad

V=094=X=vVh+a=
~0,94-10+45=54,4
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Priklad

Xi
35

65
75 _ 13
Soucet
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Priklad

S, =+/S2 =4/141,64 =11,9
o S, =h -s2=10-,/1,4164 =11,9

v, =319 o168
X 554
nebo CV,6 = h- Sy = 10 .1’19 — 0,2188

* V-h+a 094.10+45
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Spolecny rozptyl

2 —2 2
ST =8"+s:

S ... vnitroskupinova variabilita (S;,qu)1
2 . . SUNIT 2
S< ... meziskupinova variabilita (s.)

1) Znaceni ze skript ,,Popisna statistika“ 141



Spolecny rozptyl
» vnitroskupinova variabilita
k
—2 1 2
ST = —ZSZ. ‘N,
n -

~  meziskupinova variabilita

, 1 2
Sx :_E :(xi_x) H,
noio
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Priklad

D1: 104 108 79
D2: 93 65 76
Vypocitejte:

 dil¢i prumeéry,
 spoleCny prumeér,
 dil¢i rozptyly,
- spolecny rozptyl.

155
111
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Priklad

Xlziix}:

nl =1

= % (104 +108+79+155) =1115

X, :l-(93+65+76+111):86,25
4

;—c=%-(111,5-4+86,25-4)=98,875
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Priklad

551 — 1i(xul _)_(1)2 —

n <

2 2 2 2
:7,5 +3,5 +jZ,5 +43,5 _ 754,95

2 6,75° +21,25% +10,25% +24,75°
x2
4

= 303,69
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Priklad

5?2 :Ezk:siZ n :%(331.44_332 .4):

~ (111,5-98,875)* -4) +(86,25—98,875)" - 4

=159,39
8
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Priklad

S°=8°+58’ =
=528,97 +159,39 = 688,36

Pro kontrolu jesté spocteme rozptyl ptimo:

Zx —Xi=g L 83717 98,8757

=10464,63 — 9776,27 = 688,36
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3. Statisticky software
zaklady prace v SAS
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Software

AcaStat
ADaMSoft
Analyse-it

ASReml

Auquri
BioStat

BrightStat

Dataplot

EasyRed

Epi Info
EViews

Excel

GAUSS
GAUSS
GenStat

Golden Helix

MRDCL
NCSS
OpenEpi

Origin

gretl
JMP

MacAnova

Mathematica

Ox programming

lanquage

OxMetrics
Origin
Partek

Matlab
MedCalc
modelQED
Minitab

Primer
PSPP
R

R Commander[4]

RATS StatsDirect
RKWard[4] Statistix
SalStat SYSTAT
The
SAS Unscrambler
SOCR UNISTAT
Stata VisualStat
Statgraphics  Winpepi
STATISTICA  WinSPC
Statlt XL Stat
StatPlus XploRe
SPlus
SPSS
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Some Available Statistical Packages

Proprietary Free Software
Excel LibreOffice Calc
SPSS PSPP
MINITAB Epilnfo
Matlab R
Statistica

SAS
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~ What is Used? (Academia)

120000 —

100000 -

g0000 -

60000 —

40000 —

20000 -

Number of Google Scholar Hits For Each Software

| | | |
1995 2000 2005 2010
Year

Use of data analysis software in academic publications as measured by hits on Google Scholar.

Software
Minitakb
SP55
S5A5
Stata
Systat
R

R N
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What is Used? (Survey)

R- ®
SAS - &
S |BM SPSS Statistics — &
[
&
= IBM SPSS Maodeler— &
1))
= Weka - ®
-
=4
- MATLAB ~ ®
=
- STATISTICA, &
2
D SAS Enterprise Miner — &
=
™
% Microsoft SQL Server — &
——
o)
L=
= Rapid Miner— &
E
m e f
o KMIME — &
(I
g Mathematica - &
Oracle Data Mining — &

KXEN- ———&
| | | | |
0 10 20 30 A0
Percent of Respondents Using Software
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What is Used? (Job Market)

Minitab — —»

D
o R- —%
=

=

s}

o

w Stata — —
7]

=

E

o JMP - —ip
o

()

Statistica —~ @

Systat — ¥

BMDP - @

| | | | | | |
0 2000 AQ00 BOO0 |000 10000 12000

Mumber of Jobs on Indeed._com 153



icrosoft Excel

Sales Data - N

Page Layout Formulas View

e @ By L
Column Lme Pre Bar Area Other Picture  IGX Text Header WordArt Signature Object Symbol
i % (Scatter]' Charts' 7 W(":rraph Box & Footer - ‘T;Line'
¥

4 A B C D E F G H | J K L M
] 4

2

NI Total Sales by Store Total Sales by Region

4 | Store v Sales [_J Region  Sales TOTAI- SAI-ES BY CATEGORY

5 | Store 1 313,765 West OS 1,718,258

6|  Store?2 s 107,160 South @S 534,389

7 | Store 3 $ 351,751 Midwest @s 1,009,268

8 Store 4 $ 131,047 East s 900,431

91 Store 5 $ 252,136 Total $ 4,162,346 ,

10| Store 6 S 167,462

11| Store 7 § 210,073 )
12 Store 8 $ 308,092 Total Sales by Category 7
13 Store 9 3 97,492 Category Sales

14|  Store 10 $ 393,484 Automotive [N 86,285

15 | Store 11 $ 396,891 Gardening ' 52,048

16 Store 12 $ 151,168 Electronics [N 83,026

17| Store 13 § 251,390 Jewelry [EIN93,035

18 | Store 14 ) 392,776 Sporting l 50,016

19 Store 15 $ 259,654 Housewore!S 19,149 . - .

~ & z I Automotive ® Gardening 3 Electronics

20|  [Store 16 S 225184 Books B0 42,247 9

21| Store 17 § 335785, Games 8 18,420, T Jewelry @ Sporting M Housewares

22 | 2 Books 4 Games
23

3 |

100 @09 o
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Microsoft Excel
COST PRO

Individual License for
Microsoft Office Professional
$350

Microsoft Office University
Student License: $99

Volume Discounts available
for large organizations and
universities

Free Starter Version available
on some new PCs

Nearly ubiquitous and is
often pre-installed on new
computers

User friendly

Very good for basic
descriptive statistics, charts
and plots

CON

Costs money

Not sufficient for anything
beyound the most basic
statistical analysis
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Minitab

2> MINITAB - WITNESS ANALYSIS.MP.J
Ele Edt Dgta Calc Stat Graph Edkor Jools Window Help

(=1

FHd & L@ v - T LASQd | CRBOIIT CHEB B -S<dhdd @ < &

e

' Probabibty Plot of SeryicelevePercant

Probability Plot of Servicel_evelPercent
Nermal - 95% CI 4.0

50 100
ServiceLevelPercent

8 Worksheet 1 ***

+ 1 Cc2 C8 9 | Cc11 c12 c13 c14 C15
‘Evaluation Profitability  No. Staff B " No. Engineers .Checking .Quantity Testing .Qunmily: Engineer_Utilization Sewice_Sigma__Ratillg"SelviceLevelPercen
1 0 6540 7 4 3 3 77.394 0.232 10.25¢
2 1 6533 7 4 3] 3 77.157 0163 9.09
3 2 5770 7 4 3 3 76.887 0.132 8.57
| 3 6540 7 4 3 3 77.283 0.232 10.25¢
5 4 6540 7 4 3 3 77.394 0.232 10.25¢
3 5 6480 74 4 3 3 77.394 0.232 10.25¢
7 6 6600 6 4 3 3 77.394 0.232 10.25¢
8 7 6620 7 3 3 3 96 484 0.232 10.25¢
9 8 6420 7 4 3 3 77 676 0.232 10.25¢
10 9 6540 7 4 4 3 77 699 0232 10.25+
< >

6.0
No. Staff B

Contour Plot of Profitability vs No. Engineers, No. Staff B

Profitabilty

- =
W 5000 -
B 7000 -

8006 -
p 900¢ -
B 10009 -
B 11000 -
o =

6000
7000
8000
3000
10000
11000
12000
12000

- BX

Welcome to Minitab, press F1 for help.

1213
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Minitab

COST PRO
$1,395.00 per single user Easy to learn and use
license Often taught in schools in
introductory statistics courses
CON . . o
Widely used in engineering

« Costs Money for process improvement

« Not suitable for very
complicated statistical
computation and analysis

« Not often used in academic
research
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Matlab

J Matlab 4\ www.mathworks.com,

www.humusoft.cz

A% Lww ferygmessy
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Matlab

MATLAB 7.7.0 (R2008b)
File Edit Text Go Cell Tools Debug Parallel Desktop Window Help

NG |smR9 o R B|@|bs

ip e|Matlab

4= | http://www.humusoft.cz/produkty/matlab/matlab/

© Shortcuts ) Howto Add  a] What's New

variable Editor - 2 w02 x|

ﬁ|¥%-'|5m =1 ”ID ~| 2 x

M Gd|sMB9 e S |b-x *Oclex

FH 2 <41x41 double>

2 3
2) 1.9025 1.8100.
2 1.9025 1.8050 17125
3 1.8100; 17125 1.6200
4 1.7225 1.6250 1.5325
5 1.6400 1.5425 1.4500
6 1.5625 1.4650 1.3725
7
8
9

1.49001 1.3925 1.3000
1.4225 1.32501 1.2325
1.3600! 1.2625 1.1700
10 1.3025 1.2050 1.1125
11 1 280N 11575 1 NARNN:

§|-|T+‘+|1.1 x | % | O,
1

%% Graf funkce Z=X"2+¥"2 =

2 % skript vypocita hodnoty funkce Z

3 % a vykresli grafy

4

5 -  x=-1:0.05:1;

6 [¥, Y] =meshgrid =
= Z=X.t24Y.02; neshgrid(x,y)

&~  SWwf(X,Y,2); |ueshgrid(x)

9 -  colorbar: neshgrid(x,y,z)

10 -  hold on: More Help...

T contour (X, ¥,Z);

% 8 | [ - sk ]

Name £ |value M fmex |
<41x41 double> -1 1
Y <41x41 double> -1 1
z <41x41 double> O 2
X <1x41 double> -1 1
Current Directory w02 x|

() <« Priprava » Prezentace » Matlab v # % i~

[} |wame. |Date Modfied |

-Fjgures By

NEES|hARAUDE LB >EOEED

4
“ Figure 1 xjﬁgumz xl

Command Window R N |

>> x=-1:0.05:1;
>> [X,Y]=weshgrid(x,x):
>> Z=X."2+4Y."2:

Sz >>

#] Graffig 20.10.08 9:37

Obrazek.jpy 20.10.08 9:55

#) Skript.m 20.10.08 9:37

EH Data.mat 20.10.06 10:35

%) Model.mdl 20.10.08 9:36
min More Help...

Smallest elements in array =
€ = min(4) retumns the smallest elements along
different dimensions of an array.

If & is avector, min(A) returns the smallest element in
A

If & is a matrix, min (&) treats the columns of A as
wvectors, returning a row vector containing the minimum
element from each column.

If & is a multidimensional array, nin operates along the
first nonsingleton dimension.

[
£ Mathematics
5 Data Analysis
(£ Basic Operations
£ Descriptive Statistics

il

J* corrcoef Carrelation coefficients
J* cov Covariance matrix
f* max Largest el in array ORIV
f* mean Average or mean value o
= median Median value of array

min Smallest elements in array
J* mode Most frequent values in .
Jrostd Standard deviation I |

All products

vystupy

Reporting and
Documentation

Deployment
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SPSS

@ *stroke_survival.sav [DataSet2] - IBM SPS5 Statistics Data Editor

=]

File Edit Miew Data Transform  Analyze  Direct Marketing Graphs  Ufilities Add-ons  Window  Help
=T = [ % Eori o ®
UN— H E;J - = Descriptive Statistics 3 ﬁ? ﬁ % == [ M%
| | Tables > |Visible: 42 of 42 Variables
| patid || HE_TTTE LETIE > || gender || active || obesity || diabetes || bp ||
1 9735702127 29 Lesn s s b ols4 Female Yes No Mo  Hypotension ﬂ
4852351830 79 Generalized Linear Models b |74 Male Yes Yes No Hypertension
3434994256 79 Mixed Models P olra Female Yes Yes Yes Hypertension
6053971728 gy  Comelte Pl Male Yas No No Normal
9370757269 29 = " | [E Automatic Linear Modeling. . No No Hypertension
| 6 3537185320 29 Loglnear " | Il Linear... Yes No Normal
Meural Networks r
0275365329 82 Cinssity » | [ curve Estimatiof. . No Yes Normal
3906583332 79 Dimension Reduction . Partial Least Squares... No No Mormal
| 9 | 4785366661 82 oeae » | [ Binary Logstic... No No Normal
9589919145 Z . Muinomial Logistic.. No No Hypertension
4598012219 79 — v | K oninar. Yes No Normal | |
3629441662 79 curival . - No No Normal
5307816588 79 Muliple Response ~ (] probit.. No Ne Hypotension
5357069859 82 Missing Value Analysis... Noniinear... Yes No Normal
5132742071 29 Multiple Imputation » | [ weight Estimation.. Yes Yes Normal
2660586207 29 e » | [El 2-Stage Least Squares... Yes No Hypertension
5408312498 79 Quality Control > Optimal Scaling (CATREG).. No No Hypertension
9069087682 29 ROC Curve... B WTare TES Mo Mo Hypertension
8173197592 799995 55 5564 Female No No No Normal
8808732689 822229 83 75+ Male Yes No No  Hypotension
5666440246 §22229 67 65-74 Female Yes Yes No Normal [
EN ——————— _— [Pl
Data View Wariable Wiew
[Linear.. IBM SPSS Statistics Processorisready | | | | |
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Software -SPSS

. WWW.SPSS.CZ

[t ] m o] | [ | AT el el @]

[1: proni_predpis | 01-JAAN-1900 00:00:00
\d_:ra i:is_np"a date_atif prvni_predpis gnm_an| podvad | vek |Hnbi15m‘(|thaZileTdnh:ZamY‘] r | v | v | r | ar | r v A
1 = 16JUNZO00| 01-JANS00 0 0 24208 78
T IB-DEC-1999 O71-JAN-1900 o o 26263 oog
] e {GJUN-2000| 03-AUG-2000 1 1 5961 478
el Bl 16-JUN-2000 16-JUL-2000 1 1 50.2168 2,140 781 197
o] w6 JUN-2000 1 1
sl Baed 16-JUN-2000 1 1
7| e e q6-un 2000 iy
8| | 17-JUN-2000 | I% Output1 - SPSS Viewer
G| e e o5appoon0 (] e EOR Vew Data Transfom nsert Fomnat Analyze Graphe Ueities Window el
T e sserow o (| el ) | Eeel ] @ &
1 e 26-8EP-2000 o
12| AR e e R [ [ "A'Wm”
13| e e assEpa000 AS @ o —
Ta| =+ = ieDEc-1gaa ] (Bl Lot Regression Varlables n the Equation
e R e
ool eDECS) ) Nolos [ SE, Vald df
S W N = Ly case Processing Sumnary S dubaZam T 00 | #a09 567 7
I6DEC 1999 iy Dopander vt Encoing i 03 000 |18832387 1
e ABDEC1999 ) ¢~ gee Dsamng ouek Constant 67 008 | 1748283 4
o 1B-DEC-1999 il le P Voriablo(e) ontored on alon 1- dobaZam v
IR EERI0 5 Clagsification Table @ Variable(s) entered on step 1: dobaZam?, vek.
- Variablss n he Equelion
= ;:E;;Egg ; Varibies natin the Eqution
-SEP- =1 (8] Block 1: Method = Erer
o e O5SEP2000 T = Graph
e w| O5.SEP2000| 2 Omribus Tests of Model Coeflicients
| w25 GEP2000| 2 gg‘mw‘s?m.%
o 2eovaon ) () Vriabes in the Equation
e 2eNov-2000 2l L g e
e 27-NOY-2000 o *[[3) Title:
|| 37NOY-2000] e
o e o7 ov2000| ) (i Mistogram of vek >
o] w6 JUN-2000 2 L |
- 16-JUN-2000 ) g
L ABJUNZ000 H
w2000 w
k|- T6-JUN-2000 L
e AGUN2000|
- 16-JUN-2000 o
e e {GJUN2000| 1 Mean =4070017
e | OREP-2000| 2 Totote
oo e 2E.GEP-2000] 20000 30000 40000 50000 0000 70000 80000 LN
e 25.8EP-2000 » vek
s assEP000 o) ]
e B SEP.2000 = J —
== 16.DEC-1999 1915955 Processar s rady [ I
16-DEC-1999|  01-JAN-1900 0 26.674| ooo | i i i i i -l

s A
< | ¥ [\Data View £ Variable View /

o]

5055 Processor Is readh [ [ [ [

4 5U062005* - Clementine 9.0.1

File Edit Inset View Tools SuperNode Window Help

inning

4 dobaZam¥_TILE10

& Field; dobaZamy_TILE1 0

Fiot: (@ Selacted fields

VAN N

amlmg
akontace_TILES  pocel_obw_psc_TILE(D A A

Incomen _TILET0 vek_TILE10

(D] [ ] [0 @[ 5] (] ][] (9] [ [ 9] [m] \*H\@ B

Frumitrsam

Binrin Binning

W Good

Lo x|
@]

[@l] |matre ey

Tile: 0
Bin Thresholds

Field| & dobazamy_TILED

I Upper.

| Lowsr
=

Color:| 0w good4_60

[¥/ Normalize by color

Sort @ Alphabetic By count

66630137
== 8,0301 3688
== 1471780822

<0

= 0,00547345
< 044667634
=1,10684032
< 2,183661 64
= 361643836
< 56630137
< 8,03013699

<14,71780022
<= 49,1368063

N

Databaza Var Fle | 5

ot Sample Aggreaate | Derive

Flot  Distibutia | jr——

[

[ semwer: spsssawav@pmusnms|

@ 5k LC, K8, gini

CRISP-DM
@ _\ (unsaved project)
_{ Business Undarstanding
. Data Understancing
4 Data Praparation
i Modeling
4 Evaluation
3 Deployment

| ELCTETT |
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SPSS

» IBM SPSS/ PASW Modeler 13 (diive Clementine)

http://www.spss.cz/ibmspss_modeler.htm

* |fraud* - PASW® Modeler 13

File

DOH & %®0 o0 A% r& 8 E %A FA= T

A
select Eshn{ume * (gen;ated)
/Annmalv
A L &-— . .
4
region X maincrop ¥ diff
l \ Anaormaty Tahle
table narne Q/ @
:\alrwa\ua clairmvalue
@ =@ — A

claimi (generater) name

Edit Insert Wiew Tools Supethode Window Help

Models

Outputs

Stream?

bayes_churn_retrain

fraud

arantfrgudMdh

CRISP-DM  Classes -

-5 (unsaved project)
(= Business Understanding
(5 Data Understanding
(= Data Preparation

Preview from Anomaly Node (21 fields, 10 records)

= = = L5 Modeling
D Be Ooeneras | [Hirerey ) CEat O generate [l 2% a4 (= Evaluation
.’ (& Deployment
i | name [ region |fammsize] ramfau\ landquality farmincome)|
& Collapse Al ][ S Expand Al ] 1 idB02 name602 north 1780 9 734118.000
- 2 1685 nameBas southwest 600 4s 4 108645000
-7 Peer group-1: 20 records 3 0691 namesgl southwest 520 109 9 925874.000
Anomalies: found 2 records fram an estimated tatal of 20 records 4 id717 name717 southwest 1960 85 5 786081.000 1
~Feer group prafile 5 id773 name773 midlands 500 15 7 $6220.900
Peer group-2: 31 records 6 id779 name??9 norh 1700 &8 3 337891.000 1
Peer group-3: 23 recards T id787 name787 norh 1820 a7 3 179227.000
2, Peer group-4: 17 records 8 883 nameBa3 north 1820 102 9 12967600
2, Peer group-5: 30 records 8 1897 nameBs? midlands 580 27 4 BOB11.200 1
10 10899 nameBa8 north 480 35 5 61608.4007
< - I D
wodel | Summay | Setuings | Annotations | Tavte | Amotatons |
Apply Reset H

| € Favores | ® Sources | @ RecoriOps | @ FieldOps | A Graphs | @ Modeling | M/ Output | M Export | B PASUV Statistics

T
@@@0@@ & @O B @ @O D D

Auto Classifier Auto Numeric Aulo Cluster Time Series CZR Tree QUEST CHAID Decision List Regression FCAfFactor NeurslNet 50  Festure Selechion Disciminant Logistic Genlin  Cox  SVM  BayesNet SLRM

[ D

® Fraudt -

X
Com
Fu—T o
CR¥oid
Totl
AHC——1 TS 588 (—AES-
w9 189
Tes wam -
= "
3 o
Camoy &0 o —oMoRT—
e vmome——Eaon s @ o
T Toal__mser 3

TR

Credit_scd

Bayesian Network

e

s 12000 00

+ 1200000

T 1
i
15184 165

a1
Totl

mo—{¥ om0
Vo1 1000
B 100 %

Meian_state

L none——|

Type

@ FPredictors
@ Target

Im

portance
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SPSS

* Vice o IBM SPSS Modeler 13 (diive Clementine):
http://www.spss.cz/ibmspss_modeler.htm

* (neuplny) seznam zakazniki:
http://www.spss.cz/zakaznici.htm

* Akademicky program: http://www.spss.com/academic/
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SPSS

COST

From $1000 to $12000 per
license depending on license

type.

CON

Very expensive

Not adequate for modeling
and cutting edge statistical
analysis

PRO

Easy to learn and use
More powerful then Minitab

One of the most widely used
statistical packages in
academia and industry

Has a command line
interface in addition to menu
driven user intefrace

One of the most powerful
statistical package that is also
easy to use.
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Software -Statistica

° /\ statSoftt WWW.statistica.cz

B E TN R e ey




/
Statistica

* Vice o Statistica Data Miner: http://www.statistica.cz/produkty/s-
dataminingove-nastroje/21-statistica-data-miner/detail/

* (neuplny) seznam zakaznik: http://www.statsoft.com/customers/
* Akademicky program: http://www.statsoft.com/academic/

* Petra Beranova - stru¢ny manudl k ovladani programu STATISTICA:
http://www.statsoft.cz/download/soubory/STATISTICA_manual.pdf

mi vt
i vida
oo grad 2 viha sesapend ket

i
BEE
$551°
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File Edit Yiew Go Took Soldtions Window Help
[~ i@ &6 e | GPaler BOMS
(Uintitled) e

Ci Results Viewer -

23& goptions reset=all;
2309 goptions heize=% in wvsize=41 in ; I—

gg:& ?:Is htnl file="Figd_short.htnl" nogtitle nogfootnote opl 2008 Year to Date Weekly Report

5312 Treta V2008 Teor te Date Heskly Report'; Weekly High|Weekly Low | Weekly Close Volume (100.000)
2313 roc tabulate data=ww 2008 noseps |

g0e " \or volnew high Tew olose: L L iy e T B e e
2A151 uuln:w"unlunclfu‘lﬂ,l]l:lﬂg'] !

2316 * pean="'"' ¥ fecommalS. / rie=15; 18JANDE 12,795 12022 12059 20 082
O e 25JAN0S 12,487 11635 12,207 18 246

2319 title;
2320 proc gohort dato-work.sectors;
2321 pie Sector / sumvar=Percentage dezcending detail=lssuar

2322 value=none other=5 otherlabel="Comb imved’
2323 noheading legend html=htnlvar name="figure_
2324  run;

23241 quiit

2325 ods htal cloze;

Editor - Untitled1 *

goptions ceset=all:
goprions haize=5 in vaize=4 in §
ods html file="figd_short.html” nogtitle nogfootnote optio
goprions noimageprine:
citle "Z008 Year to Date Weskly Report™:
Hproe tabulate data=ye2008 no=eps ;
var volnew high low close:

-
table dace ='", [high='VWeeskly High' low='Weskly Low' &l
T pean=""' ® fscopmalS. J roa=15;

class date:
AT
citle: Sectar _Eunsumarlﬁlitreuuniw =C_nnsu_mar$liplﬂ

Eproo gehart data=work.sectors: == Energy c—Financials
el 34 o 2 EmHeallh Care = Indusirials
pie Sector sumvar=Fercentage deacending detai ssuer = information Technology = Materials —_
valus=none other=%5 gtherlabels' Combinsd' == Combinad

4] =

(2 Output - (Lh'titlel ElLog - (Untitled) | 18 Editor - Untitled... Iﬁ.lE:-q:ntDrE' "Iﬂ Results Viewe... 167




Software - SAS

SAS. :www.sas.com

Fle Edt View Toos Run Sokions Window Hep
| [ DR SRl 0 Ba s XO0S

Resulis Viewer - SAS Output

Edt Wew Code Dats Descrbe Graph Andyzs OLAP AddIn Took Window Help

FGlEarma X|pa|a . |2 e 1y (2 oy [(B) = 12 | ] EDefout

</

b . WORKIMPWELZS Gl EBEER .
Pracess Flow | [TaskLst B x| [Server Lit 2 x
2% Praiect | Tasks by Category | Tasks by Name @ B Local
~ - S4SMain

]

— ——

e ot WORKMPWN,  PeChst  HTNL-Fe
Data Chart
i ——&)
Histograms HTML

it

" BegProcess Flow | B Project |

[

ontents of 545 Enviionmen!”
=1 - B A
Okresy Stfednich Cech
Libraries  File Shortzuts
B Produkt A
ﬁ 3 Produkt B
B ostati produkty
Favorte  Tento potal
Faders
e
Jersrmrarsssrnsaraarans,
/% jecnoduchy priklaa +/
Jerrrmraraasrnsasaarang
/% dopoctent hustoty osidleni /
Fldata czobec:
set czdata.czobec;
hustata=obyvatel/ (plochatl) :
/* nastaveni Grafickych parawetri a volani procedury GHAP */
goptions reset-all colors= (grayfD graye0 graydd grayeO grayhd grayad grays0 grayso
Gray70 graysd graySo gray4n gray3d gray20 grayl] fritle='arial' ctext=black:
Eiproc gmap datasczobec mapczdata.czobes_map;
1d idobec;
chore obyvatels
&P Results 14 Explorer Output - [Untitled) ] Log - {Untitled) | mapy.sas '8 GRAPHT WORK.GS... | [@) Results wiewer - SA.

d Settingshrezac Int,colt

HTML-PieChart |

HTHL - Histograms

WORKIMPVWET 75 [read-orly] |

The Power toKnow.

Zastoupeni kraji

Shomeravsiy
143

Karlovarsky ki

Linerecky krai dhoceski ki
a1 1122

[r— i mestaProha
= it

Olomaucky krai
Other
1317

Przensky kraj
a7

Ustecky kraj

Stredocesky kral
1205

Task Status

Task | Status | Qusue | Semer

Create New Items in Project
) Ceate Cods

{3 Creste Data using Data Gid

13 Creale Mote

(5 Creste Query using Active Data

57 Create Emply Query

dog Create Empty Process Flow
Add ltems to Project

) Open From My Computer

7 Open From 545 Server/Binder

@ Open OLAP Cube

& Open Exchange

3 Open OLEDE

2] Open ODBC

o Impot Data

h
B AreaPlot
il Bar Chat 4
8 Box Plot.
2 Bubble Piot
3 Cortou Plot
¥E Create Map Featue Table
€ Donut Chat
|~ Line Plat
® Map Graph
@ P Chart
A Radar Chatt
i Scatter Plot
fay Suface Plot
Time Series

| ARIMA Modeing and Forec asting
et Regression Analysis with Autorearc
ok Basic Forecasting
2 Fregression Analysis of Panel Data
1¢& Prepare Tine Seies Data

Multi
|2 Canorical Cenelation
£ Cluster Analysis
[ Disciminant Analysis
Lea. Factor Analysis
f24. Pincioal Comoorerts

< in ]
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SAS

Spolec¢nost SAS Institute

e Vznik 1976 v univerzitnim prostredi

 Dnes:nejvétsi soukroma softwarova spole¢nost na svété (vice
nez 11.000 zameéstnanci)

 pres 45.000 instalaci
 cca 9 miliont uzivatelt ve 118 zemich

» v USA okolo 1.000 akademickych zakaznika (SAS pouziva
vétsina vyssich a vysokych skol a vyzkumnych pracovist)
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/

SAS Soutéz o nejlepsi studentskou prdci
* Ize prihlasit bakalatskou, diplomovou,
dizerta¢ni, semestralni nebo ro¢nikovou Ro¢nik 2010:
*1. misto - Ucast na SAS Global

praci vyuzivajici SAS.
* 1. misto - letenky dle vlastniho vybéru v
hodnoté 15.000 K¢.

Forum \ Las Vegas.
Vyherce mél hrazenou letenku,
ubytovani a ucastnicky poplatek.

SAS Prize 2011

20120rlandoFlorida
April 22-25,2012

http://www.sas.com/offices/europe/czech/academic/soutez.ht
H&p: //www.sas.com/offices/europe/czech/academic/poster.ht

ml
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SAS

Podpora studentu

= Moznost rozSireni licence na
domaci instalace pro studenty

= SAS Fellowship Program —
software zdarma pro diplomku
Ci dizertaci

= Zadavani a vedeni
diplomovych praci

= Sdileni informaci, zkusenosti
¢i prikladu v uzivatelskych
skupinach

= |nteraktivni moduly nebo
programovaci prostredi

Statisticka analyza
Matice

Casové rady
Operacni vyzkum
Kontrola kvality
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SAS

e Statistickd analyza:
e Popisna statistika

e Analyza kontingen¢nich (frekvenc¢nich) tabulek
 Regresni, korela¢ni, kovarian¢ni analyza

» Logisticka regrese
 Analyza rozptylu

e Testovani hypotéz

e Diskriminac¢ni analyza
e Shlukova analyza
 Analyza preziti

e taE AR OGN e TETEEE SRS YW AEE AN e feEes e

s i2*% v - > » L S b T g Dt v T - \
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SAS

 Analyza ¢asovych fad:
e Regresni modely
e Modely se sezonnimi faktory
 Autoregresni modely

° ARIMA Seasenal DecomositionMaiusamam for ELECTRIC
» Metody exponencialniho AP | ] |
vyrovnani URIRTR A \ |

LT I R TR T R Y
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/
SAS

* Vice o SASu: http://www.sas.com/offices/europe/czech/

* (neuplny) seznam komercnich spole¢nosti vyuZivajici SAS:
http://www.sas.com/offices/europe/czech/reference/list.html

* 0 akademickém programu:
http://www.sas.com/offices/europe/czech/academic/index.html

* 0 konferenci SAS forum:
http://www.sas.com/reg/offer/cz/2010_sas_forum_2010

http://www.sas.com/reg/offer/cz/2011_sasforum
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SAS

COST

Complicated pricing model
$8,500 first year license fee

CON

Very very expensive
Not user friendly
Steap learning curve

Relatively poor graphics
capabilities

PRO

Widely accepted as the leader
in statistical analysis and
modeling

Widely used in the industry
and academia

Very flexible and very
powerful.
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LibreOffice Calc

File Edit View Insert Format Tools Data Window Help
rsdo@drica @029 - gil.i &l 2o E@ |
:
E:ﬁ | Liberation Sans m |10 ¥ £ & ;% ] - E] - .
Action
[ a1 lr f 2 = IFroceeds of Year 2009 |
| A B | C | D : | ! A
1 Proceeds of Year 2009 Hr TR
2 Shop C To document
3 JApril 4.124812| 4,814,943 sample (current document) =)
4 May 5,122,091 6,912 487 Insert before
5 |June 4,581,838 5,681,201 401,843 [rm—
6 |[July 5,838,183 5,812,048 506.858  va010
7 JAugust 3,840,183 6,083,091 702,849 Y2011
g8 |September 4,081,328 4,058,103 900,248 - move to end position -
9 |October 3,586,028 5,018,301 604,831
10 |NDVEF“"“’ 2 N0 99N ATEM1QA A0 121
11 |Dece
12 Panue 8,000,000 Name
13 |Febru 7,000,000 New name
14 |March 6,000,000 [vz009
15 [Total 5,000,000
16 4,000,000
17 3,000,000 — =r— | —— —&—Shop A
18 2,000,000 - —e— Shop B
19 1,000,000 Shop C
20 0
= 2 % < © T % 9% & % © 3 %
22 S S U S Y
Z - T S 2
24 B,
25 ]
W 46814 Y2009 JVIOTOIVZOII A7 || - - |
Sheet 1/ 3 | Default |smo |& | | Sum=0 I=] @ @ |120% 176




LibreOffice Calc

LibreOffice is a free and open source office suite, developed
by The Document Foundation. It is descended from
OpenOftice.org, from which it was forked in 2010

OpenOftice vs LibreOffice

Star — Sun — Oracle — Apache, Document Foundation

OpenOffice
http://www.openoftice.org/download

LibreOffice
http://www.libreoftice.org/download/
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http://www.openoffice.org/download
http://www.libreoffice.org/download/

LibreOffice Calc

PRO COST

Very similar to Microsoft Free
Excel in functionality and
look and feel (earlier

versions) CON

User friendly Not sufficient for anything
Very good for basic beyound the most basic
descriptive statistics, charts statistical analysis

and plots

Inter-operable with
Microsoft Office
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Epilnfo

-

B Epilnfo 7 - Analysis

(= =]

22|

==
=B

File View

Tools Help

Data

=] Fead

=] Relate

=] Write (Export)
=] Merge

=) Delete File/Table
=] Delete Records
=] Undelete Records
ariables

=] Define

=] DefineGroup
=] Undefine

=] Assign

=] Recode

=) Display
Select/

=) Select

=] Cancel Select
= F

= Sor

=) Cancel Sort
Statistics

=) st

=] Fregquencies

m

Qlutput: EpiHome htmi ]

4 Previous [ Mext e Last @b History | J W Open . Bookmark | e Print |

Cptions

Epi Infc

File Edit Form

1 Mew Pgm {JC |

=] Tables

=] Means

=] Summarize

=] Graph

Advanced Statistics

=] Linear Regression

|=] Logistic Regression

=] Kaplan-Meier Survival

|=] Cox Proportional Hazards

|=] Complex Sample Frequencies
=] Complex Sample Tables

=] Complex Sample Means 1B

General | Language | Analysis | Plug-ins |

Background Image
Background Image displayed in Epi Info 7
Menu

Default Farmats
Default Database Format for new projects:

Microsoft Access 2002-2003 (mdb)
Default Data Format for Anslysis READ Command:

Mapping and Geocoding
Service Key:

Auabs 8k Fo EZ Mk Blsd 8Vikcerz 3rbo U1 CwevOhyzX_wg SnzsnbgVAdG4AWTRUINAS G

MNote: The default Map Service Key should only be used for demo purposes.
For optimal performance with mapping and geocoding, please replace the
default Key with ane retrieved from Microsoft's Bing service:

http:/wrenw bingmaps portal . comy

‘warking Directory:

CATemp™.

-]

Restore Defaults

Lok [

Cancel ||

A

SRR

y || Help
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Epilnfo

Epi Info is public domain statistical software for epidemiology
developed by Centers for Disease Control and Prevention (CDC)

Epi Info has been in existence for over 20 years and is currently
available for Microsoft Windows. The program allows for
electronic survey creation, data entry, and analysis. Within the
analysis module, analytic routines include t-tests, ANOVA,
nonparametric statistics, cross tabulations and stratification with
estimates of odds ratios, risk ratios, and risk differences, logistic
regression (conditional and unconditional), survival analysis
(Kaplan Meier and Cox proportional hazard), and analysis of
complex survey data. The software is in the public domain, free,
and can be downloaded from http://www.cdc.gov/epiinfo. Limited
support is available
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Epilnfo

PRO

Consists of multiple modules to

accomplish various tasks beyond just
statistical analysis.

ability to rapidly develop a
questionnaire

customize the data entry process

quickly enter data into that
questionnaire

analyze the data

COST

Free

CON

Not a dedicated
statistical package

Not as powerful as
commercial
alternative for
performing advanced
analysis and modeling
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PSPP

File Edit %“iew Data Transform Utilities wWindows Help
= ; = EEEl
Open Save Goto Case  “ariables Find Insert Case Insert Variable Split Weights Select Cases Labels
MName | Type | Width | Decimals | Label | Values | Missing | Columns | Align |E|
51 protestr Mureric 2 0 In the last half-year: Did you tak {0,"Mo"}_ g9 8 Right
572 prgtrcat Stﬂng 255 Can Yol mlacscas stata tha aira Al Mans A FaYaT=" 25 Left
, | X| :
53 protestv Mumeric 2 0 In the Iz S Right
. value Labels
54 protwcat String 255 Can yol cQQK Left
55 disscont Mumeric 2 0 How off value: 0 Right
_ & Cancel
56 formsoo String 7 walue Label: |-——:: 15 years P Left
57 resident Mumeric 3 0 In which @Help Right
58 area Murmeric 2 0 What pl & Add Right
- - | = "15-20 years" -
59 age Mumeric 2 ] How oldg of Apply Right
- 2="21-25 years" -
&0 gender Mureric 2 0 Please -R Right
- - GEMOVE || 3 = v25-30 years" -
61 edu Murmeric 2 0 what is Right
62 perESS Murmeric 2 ] What is FOUT proie T [o SCOCre=T L LT == L=} nght
53 workstat Mureric 2 0 Are you currently {0."not in paid v 99 8 Right
54 formaoo String 7 Mone Mone 7 Left
65 opendata | Mumeric 1 0 Would you agree with that the in {0,"MNo"}_ Mone 8 Right
565 comments | String 255 Please feel free to comment on Mone Mone 34 Left
67 inetgow Mumeric 8 z Gowvernments or Governmental MNone Mone 8 Right
68 inetecon Mumeric g 2 Economic Actors Mone Mone g Right
(1] inetciv Mumeric 2] 2 Civil Society (ie. non-governmer Mone MNone 2] Right
70 inetexp Mureric 8 2 Expert Groups (ie. the World Wic Mone MNone 8 Right
71l inetpriv Mumeric g 2 Private Users Mone Mone g Right
i2 =]
[ | 0|
Data Wiew wariable View |
| | | Filter off | Weights off Mo Split
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PSPP

COST

Free

PRO

Aims as a free SPSS alternative

with an interface that closely
resembles SPSS

User friendly

Good enough for basic
statistical analysis

CON

Lacks many advanced
statistical tests and features
that are present in SPSS

[.ast version released in 2010

Not very well known nor
widely used

183



R>n<-5

R> g <= glin, 100, n¥1003

R> x <= rnorm{n¥100} + sqrt{codes{g}}

R> boxplot{split{x,g}, col="lavender", notch=TRUE}

R> title{main="Notched Boxplots", xlab="Group", font.main=4, font,lab=1}

R>

R> ctl <- c{(4,17,5,58,5,18,6,11,4,50,4,61,5,17,4,53,5,33,5,14>

R> trt <- c(4,81,4,17,4,41,3,59,5,87,3,83,6,03,4,89,4,32,4,63}

R> group <- gl{2,10,20,labels=c{"Ct1", "Trt"}}
R> weight <- cictl,trt}
R> anova{lm,D3 <- lm{weight“groupl’

Analysis of Variance Table
Response: weight

If Sum Sq Mean Sq F Pri>F)

group 1 0,6882 0,6882 1,418 0,249
Residual 18 8,7293 0,4850
R>
R>
Noitched Boxplots
B = o
o e} B
s BT o
o i
A
(== 1 ! 1
! 1 ' iy -
i L — o
N : —_
R -
T T T T T
1 2 3 4 5
Group

lang
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R

R provides a wide variety of statistical and graphical techniques, including linear and
nonlinear modeling, classical statistical tests, time-series analysis, classification,
clustering, and others. R is easily extensible through functions and extensions, and the
R community is noted for its active contributions in terms of packages. There are some
important differences, but much code written for S runs unaltered. Many of R's
standard functions are written in R itself, which makes it easy for users to follow the
algorithmic choices made.

R is highly extensible through the use of user-submitted packages for specific functions or
specific areas of study. Due to its S heritage, R has stronger object-oriented
programming facilities than most statistical computing languages. Extending R is also
eased by its permissive lexical scoping rules.[10]

According to Rexer's Annual Data Miner Survey in 2010, R has become the data mining
tool used by more data miners (43%) than any other.[11]

Another strength of R is static graphics, which can produce publication-quality graphs,
including mathematical symbols. Dynamic and interactive graphics are available
through additional packages.[12]
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PRO COST
Widely used and accepted in Free / Open Source
industry and academia CON

Very powerful and flexible

Not user friendly
Very large user base

Requires steep learning curve
Lots of books and manuals q P 5

Several User Interface Shells
available
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SAS Programs

* A SAS program is a sequence of steps that the user submits
for execution.

- DATA steps are typically used to create

SAS data sets.

PROC steps are typically used to process SAS
data sets (that is, generate reports
and graphs, edit data, and sort data).
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SAS Programs

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID = 3010
then output work.nonclub;
else output work.clubmembers;
run;

proc print data=work.nonclub;

title "Non Club Members";

var Country Gender Customer Name;
run;

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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> Step

PROC
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Step Boundaries

SAS steps begin with either of the following:
m DATA statement
m PROC statement

SAS detects the end of a step when it encounters
one of the following:

= a RUN statement (for most steps)
s a QUIT statement (for some procedures)

= the beginning of another step (DATA statement
or PROC statement)
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Step Boundaries

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID = 3010
then output work.nonclub;
else output work.clubmembers;
run;

]

proc print data=work.clubmembers;

proc print data=work.nonclub;

title "Non Club Members";

var Country Gender Customer Name;
run;

1 113
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Submitting a SAS Program

* When you execute a SAS program, the results generated by SAS are
divided into two major parts:

SAS log contains information about the processing
of the SAS program, including any warning
and error messages.

SAS output contains reports generated by SAS
procedures and DATA steps.

» The Workspace includes tabs containing both the log and output, while
the Process Flow, by default, displays icons only for the output.
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AS Lo

PROC PRINT Output

1=
15
z0o
21
2z
23

MOTE :
IOTE :
IOTE :
MOTE :

Z4
25
26
27
Z5

MOTE :
MOTE :

data work.clubmembers work.nonclulb;
Set orion.customer;
if Customer Type ID = 3010
then output work.nonclub:;
else output work.clubmembers:
rimn;

There were 77 ohservations read frow the data set CRICH.CUITOMER.
The data set WORE.CLUEMEMEERS has 69 obhservations and 12 wariabhles.
The data set WORE.NONCLUE has § obhserwvations and 12 wariables.

DATL statement used [(Total process time) :

real time 0.06 seconds

cpu Cime 0.00 =zeconds

proc print data=work.nonclubh nookhs;
title "Non Club HMembers®:
war Country Gender Customer MName:
runmn;

There were § observations read from the data set WORK.NONCLUE.
PROCEDTERE PRINT used ([(Total process Time) :

real time 0.09 =zeconds

cpu Cime 0.00 seconds

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Non Club Members

The Power fo Know.

Obs | Country Gender Customer_Name
1 | DE M Ulrich Heyde
2 | Us M Tulic Devereaux
3 |Us F Robyn Klem
4 | Us F Cynthia Mccluney
5 |aAU F Candy Kinsey
6 | US M Phenix Hill
T |IL M Avinoam Zwelg
8 | ca F Lauren Marx
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/
SAS Terminology

* SAS documentation and text in the SAS windowing environment use the following
terms interchangeably:

_ _
_ _
_ _

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.

193



SAS Syntax Rules

SAS statements have these characteristics:
m usually begin with an identifying keyword
m always end with a semicolon

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID = 3010
then output work.nonclub;

else output work.clubmembers;
run;

proc print data=work.nonclub;
title "Non Club Members'";

var Country Gender Customer Name;
run;
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SAS Syntax Rules

SAS statements are free-format.
®  One or more blanks or special characters can be used to separate words.
m Statements can begin and end in any column.
m A single statement can span multiple lines.
m Several statements can be on the same line.

Unconventional Spacing

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID = 3010
then output work.nonclub;
else output work.clubmembers;run;
proc print data=work.nonclub; run;
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SAS Syntax Rules

m  One or more blanks or special characters can be used to separate words.

Unconventional Spacing

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID 3010
then output work.nonclub;
else output work.clubmembers;run;
proc print data=work.nonclub; run;
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SAS Syntax Rules

|
m Statements can begin and end in any column.
|

Unconventional Spacing

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID 3010
then output work.nonclub;
else output work.clubmembers;run;
proc print data=work.nonclub; run;
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SAS Syntax Rules

= A single statement can span multiple lines.

Unconventional Spacing

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID = 3010
then output work.nonclub;
else output work.clubmembers;run;
proc print data=work.nonclub; run;
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SAS Syntax Rules

m Several statements can be on the same line.
Unconventional Spacing

data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID 3010
then output work.nonclub;
else output work.clubmembers;run;
proc print data=work.nonclub; run;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA. 199



SAS Comments

SAS comments consist of text that SAS ignores during
processing. You can use comments anywhere in a SAS program
to

m document the purpose of the program
m explain segments of the program
m mark SAS code as non-executing text.
Two methods of commenting are shown below:

[* comment */

* comment ;
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SAS Comments: Examples

/* Split data based on membership */
data work.clubmembers work.nonclub;
set orion.customer;
if Customer Type ID 3010
then output work.nonclub;
else output work.clubmembers;
run;

proc print data=work.nonclub;

title "Non Club Members";

*var Country Gender Customer Name;
run;
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Syntax Errors

Syntax errors occur when program statements do not conform
to the rules of the SAS language.

Examples of syntax errors:
e misspelled keywords
e unmatched quotation marks
e missing semicolons
e invalid options

When SAS encounters a syntax error, SAS prints a warning or
an error message to the log.

ERROR 22-322: Syntax error, expecting one of the following:
a name, a quoted string, (, /, ;, _DATA , LAST ,
_NULL .
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How Do You Include Data in a Project?

& SAS Enterprise Guide Selecting |:|_|e =
File | Edit  view Tasks Program Tools Help | 2~ 5~ 8 | S Open = Data
B New b | Process Flaw - adds a shortcut
=  Open b [l @ Project |40 11to a SAS data
Close Project ] Data.. - Sou_l‘ce in the
# Save Project Chrl+5 &]  Program... gy project.
Save Project As... =
|E_u|1 &2 SAS Enterprise Guide
File Edit ‘iew Tasks Program  Tools  Help [ | S~ 5~ @ | & 5
Project Tree + x Frocessflow -
= Beg Process Flow
Erq order_item
ordleritem
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How Do You Include Data in a Program?

One possibility is to include the full path and filename each
time that a SAS data set is referenced.

data "s:\workshop\cust age.sas7bdat";
set "s:\workshop\customer.sas7bdat";
/*Calculate each customer's age¥*/
Age=int (yrdif (Birth Date, today() ,h "actual"));
run;

proc print data="s:\workshop\cust age.sas7bdat";
var Customer Name Gender Country Age;
title "Customer Listing";

run;

ep02d03.sas
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SAS Libraries

You can think of a SAS
library as a drawer in a /
filing cabinet and a SAS

data set as one of the file
folders in the drawer.

Libraries
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Assigning a Libref

*Regardless of which
host operating system
you use, you identify
SAS  libraries by
assigning a librar
reference name ( librej))/
to each library. libref

*This libref can serve
as a shortcut in
SAS programs in place
of the full path

or filename.
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SAS Libraries

When a SAS session starts, SAS automatically creates one
temporary and at least one permanent SAS library that you can
access.

* work - temporary library
(contents are deleted when SAS
closes)

*sasuser - permanent library
(contents are permanently saved)
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SAS Libraries

® You can also create and access your own permanent
libraries.

[ 1)l
a work

[ |\
sasuser

=

orion — permanent library »| | orion
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Assigning a Libref

You can use the LIBNAME statement to assign a libref
to a SAS library. The LIBNAME statement is a global statement.

General form of the LIBNAME statement:

LIBNAME libref 'SAS-data-library' <options>;

The rules for naming a libref are as follows:
e must be 8 or fewer characters
e must begin with a letter or underscore

e remaining  characters are letters, numbers,
or underscores
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Two-Level SAS Filenames

libref.filename

*Every SAS file has a two-level name:

*The data set orion.sales is a SAS file
in the orion library.

 The first name (libref)

refers to the library. @_

e The second name (filename)
refers to the file in the library.

I

]

(]
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How Do You Include Data in a Program?

vyuzijeme knihovny (libraries)

libname orion "s:\workshop";
data work.cust age;

set orion.customer;

/*Calculate each customer's age*/

Age=int (yrdif (Birth Date, today() ,h "actual"));
run;

proc print data=work.cust age;
var Customer Name Gender Country Age;
title "Customer Listing";

run;
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Temporary SAS Filename

The default libref is work if the libref is omitted.
I cust age I ﬁ Iwork . cust_agel

libname orion "s:\workshop";
data work.cust age;

set orion.customer;

/*Calculate each customer's age*/

Age=int (yrdif (Birth Date, today() ,h "actual"));
run;

proc print data=cust age;
var Customer Name Gender Country Age;
title "Customer Listing";

run;
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Import dat
------ “ *.sas7bdat

l;:-:a_maIEDE

SA5 Dats St

-

= .'. |{E

ORACLE M.cmm“% , , v v y e
o Zakladnich pét moznosti importu dat:
= L 1. Importv SAS EG
- 2. Import wizard
3. Procimport
4. Datastep
5. Proc SQL
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Import Wizard

The Import Wizard is a point-and-click graphical
interface that enables you to create a SAS data set
from several types of external files including the
following:

e dBASE files (*.DBF)

e Excel spreadsheets (*.XLS)

e Microsoft Access tables (.MDB)

e delimited files (*.*)

e comma-separated values (*.CSV)
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Import Wizard

I |mport Wizard - Select import type

Edit Miew Tools Run Solokions  Window  Help Wwhat twpe of data do wou wish to impart?
 §
D Mew Program iy B v Standard data source
L'}
lag= Cpen Program. .. G Select a data source from the list below,
iZlose [
fppend. .. N [ User-defined formats
 §
ﬁ Dpen CObject. .. cAc Cefine a special file format using the External File
Impart \Wizard Interface [EF1] facility.
& save Chrl+5
i  ;
Save As.. Impart
. DLk dat
ﬁ Save As Object... 4
Eﬂﬂ' mpart Data. ..
W% Expott Data...

Page Setup... M Help Cancel | et > | |

Print Setup...
|ﬁ Prink Presview
& print... Chrl4+P
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Import Wizar

™ Import Wizard - Select library and member

Choosze the 545 destingtion;
_— Import Wizard - Create SAS Statements
Librany:
"WORK
_ The Import “Wizard can create a file containing PROC IMPORT statements

tember:

- that can be uzed in SAS programs to import this data again,
|m|:||e_tal:|ulkd

[f you want theze statementz to be generated, enter the filename where
SA5 they should be zaved:
Impnrta’E_:-cpn:lrt
Faciliy import_dat Browse...
545 Dezstination E4C [ Replace filz if it exists.
[rmport Yfizard
Select file
Help Cancel < Back
Help Cancel < Back Finizh |
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PROC IMPORT

PROC IMPORT OUT= WORK.sales
DATAFILE= "S:\Workshop\sales.xIs"
DBMS=EXCEL REPLACE;

RANGE="Australia$";
GETNAMES=YES;
MIXED=NO;
SCANTEXT=YES;
USEDATE=YES;
SCANTIME=YES;

RUN:;
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PROC IMPORT

GETNAMES=YES | NO

determines whether SAS will use the first row
of data in a Microsoft Excel worksheet or range
as column names.

YES specifies to use the first row of data in
an Excel worksheet or range as column
names.

NO  specifies not to use the first row of data
in an Excel worksheet or range as column
names. SAS generates and uses the variable
names F1, F2, F3, and so on.

The default is YES.

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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PROC IMPORT

MIXED=YES | NO

specifies whether to import data with both
character and numeric values and convert
all data to character.

YES specifies that all data values will
be converted to character.

NO  specifies that numeric data will be
missing when a character type is assigned.
Character data will be missing when
a numeric data type is assigned.

The default is NO.
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PROC IMPORT

SCANTEXT=YES | NO
specifies whether to read the entire data
column and use the length of the longest string
found as the SAS column width.

YES scans the entire data column and uses
the longest string value to determine the
SAS column width.

NO does not scan the column and defaults
to a width of 255.

The default is YES.
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PROC IMPORT

SCANTIME=YES | NO

specifies whether to scan all row values in
a date/time column and automatically
determine the TIME data type if only time

values exist.

YES specifies that a col

umn with only time

values be assigned the TIMES. format.

NO specifies that a column with only time

values be assignec

The default is NO.
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PROC IMPORT

USEDATE=YES | NO

specifies whether to use the DATEqg. format for
date/time values in Excel workbooks.

YES specifies that date/time values be assigned
the DATEqg. format.

NO specifies that date/time values be assigned
the DATETIME16. format.

The default is YES.
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Proc import vs. Data step

PROC IMPORT OUT= WORK.MDATA1
DATAFILE=
"G:\dukumenty\diplomka-data.txt"
DBMS=CSV REPLACE;
GETNAMES=YES;
DATAROW=2;
RUN:

data work.mdata2;
length
BIRTHPLACE $ 25
AGE $ 25

EDUCATION $ 25

infile 'G:\dukumenty\diplomka-data.csv' delimiter ="}’
DSD Irecl=3276 firstobs=2 ;

input

BIRTHPLACE

AGE

EDUCATION

4

run,
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Import z SQL databaze

libname my data 'C:\Scoring\SASdata\';

proc sql;
connect to odbc as mssgl (complete="DRIVER=SQL Server;
SERVER=sglserv;Trusted connection=Yes ");

create view my data.wset of segments as select * from connection to mssqgl
(select * from dbl.rezac.segmenty);
disconnect from mssqgl;

quit;

proc sql;
create table my data.set segments as

select
*

from my data.wset of segments

quit;
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Formats (Informats)

An informat is an instruction that SAS uses to read data values.

A format is an instruction that SAS uses to write data values.

SAS (in)formats have the following form:

<$> (in) format-namew. <d>

f

Indicates a
character
informat

(In)format
name

Number of

decimal places

Total width
of the field
to read

Reqmred
delimiter
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Formats (Informats)

InFormats by Category:
Category Description
Character instructs SAS to read character data values into character variables.

Column Binary instructs SAS to read data stored in column-binary or multipunched
form into character and numeric variables.

Date and Time instructs SAS to read date values into variables that represent dates,
times, and datetimes.

ISO 8601 instructs SAS to read date, time, and datetime values that are written in
the ISO 8601 standard into either numeric or character variables.

Numeric instructs SAS to read numeric data values into numeric variables.

http://support.sas.com/documentation/cdl/en/lrdict/64316/HTML/defaul
t/viewer.htm#a001239776.htm
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Formats (Informats)

Formats by Category:
Category Description
Character instructs SAS to write character data values from character variables.

Date and Time instructs SAS to write data values from variables that represent dates,
times, and datetimes.

ISO 8601 instructs SAS to write date, time, and datetime values using the ISO 8601
standard.
Numeric instructs SAS to write numeric data values from numeric variables.

http://support.sas.com/documentation/cdl/en/lrdict/64316/HTML/defaul
t/viewer.htm#a001263753.htm
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Selected Informats

8. or 8.0 reads eight columns of numeric data.
Raw Data Value Informat SAS Data Value
112[3]al5]6]7] = |[80] —»[ [1[2[3]a]5]6
1|2(3]4 5|67 = |[80] =—[1]|2][3]4 5|6
8.2 reads eight columns of numeric data
and may insert a decimal point in the value.
Raw Data Value Informat SAS Data Value
1|2(3[4a]|5]6|[7]|=—> [82] =—=[12[34a]5 6
1[2[3]4 5167 — [82] —[11213]z 5(6
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Selected Informats

$8. reads eight columns of character data and removes
leading blanks.
Raw Data Value Informat SAS Data Value
JaA[M[E[s]> %8| —=[J[a[M]E]s
$CHARS. reads eight columns of character data and preserves
leading blanks.
Raw Data Value Informat  SAS Data Value
J|A[M[E[sS |{5CHARS.  |—p J|A([M
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Selected Informats

COMMAY. reads seven columns of numeric data and removes
selected nonnumeric characters
such as dollar signs and commas.

Raw Data Value Informat SAS Data Value
s{1]2]|, |5|6]|7 |=—»|COMMA7.0 e 1215 [6 |7
MMDDYYS8. reads dates of the form 10/29/01.

Raw Data Value Informat SAS Data Value

1|10/ 129/ 0|1 [=»|MMDDYY8. |=—p 1512177
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Datumové formaty

Date values that are stored as SAS dates are special
numeric values.

A SAS date value is interpreted as the number of days
between January 1, 1960, and a specific date.

<+— 01JAN1959 —— 01JAN1960 — 01JAN1961 —
informat
-— -365 0 366 —

l format 1 l

<+— 01/01/1959 — 01/01/1960 ——01/01/1961—

231

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



Datumové formaty

SAS uses date informats to read and convert dates

to SAS date values.

Examples:
Raw Data Converted

Value Informat Value

10/29/2001 MMDDYY10. 15277
10/29/01 MMDDYYS . 15277
290CT2001 DATEO. 15277
29/10/2001 DDMMYY10. 15277

N

Number of days between
01JAN1960 and 290CT2001
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Optimalizace prace s daty v SAS

* Pro (velmi) velké datové soubory je vhodné pouziti
komprese a indexovani SASovskych tabulek. Vice na:

http://www2.sas.com/proceedings/sugi27/po23-27.pdf

http://www2.sas.com/proceedings/sugi28/003-28.pdf

http://support.sas.com/documentation/cdl/en/lrdict/64316/HTML/defau
It/viewer.htm#a001288760.htm

http://support.sas.com/documentation/cdl/en/lrdict/64316/HTML/defau
It/viewer.htm#a000131138.htm

Priklad: data libi.tab2 (compress=binary index=(vari1 varz2));
set lib1.taba;

run; 233



ODS — The Output Delivery System

The Output Delivery System (ODS) enables you to produce
output in a variety of formats, including HTML, RTF, PDF, and the
default SAS listing.

Py PROGZReview.sas *

libname orion 's:\workshop';
Hdata work.dgtrlsalesrep:!
Hproc sort data=work.gtrlsalesrep;
Hproc format;

options nodate pageno=1l;

ods html file='salesrep.html' styvle=saswelk;
Hproc print data=work.gtrlsalesrep lakel nooks;
ods html close;

The ODS statements above create an HTML file, salesrep.html,
using the output produced by the PROC PRINT step.

234
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The PRINT Procedure

The PRINT procedure prints the observations in a SAS data set
and uses all or some of the variables.

Py PROGZReview.sas *

ods html file='salesrep.html' styvle=saswelk;
Hproc print data=work.gtrlsalesrep lakel nooks=;
var Last Name First Name BonusMonth Bonus;
- titlel "Quarter 1 Orion Sales Reps';
titleZ "Males Only';
footnote '"Cor idential’;
format Bonus |dollar8.;
where Gender="M';
v Country;
run;
ods html close;

The PRINT procedure above includes TITLE and FOOTNOTE
statements, which are global statements and do not need to be
enclosed in a DATA or PROC step.
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Program Output

Partial PROC PRINT Output
(SAS Output window)

Last Name

Wills
Surawski
Shannan
Scordia
Pretorius
Nowd
Magrath

Quarter 1 Orion Sales Reps
Males Only

----- Country=AU -----------------
First Month of
Name Bonus Bonus
Matsuoka 1 $300
Marinus 1 $300
Sian 1 $300
Randal 2 $300
Tadashi 3 $300
Fadi 1 $300
Brett 1 $300

Partial PROC PRINT Output
(HTML format)
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Quarter 1 Orion Sales Reps

Last Name

Wills
Surawski
=hannan
Scordia
Fretorius
Moawed

Magrath

Males Only
Country=AU
First Name Month
of Bonus
Matsuoka 1
Marinus 1
=ian 1
Handal 2
Tadashi 3
Fadi 1
Brett 1

300
300
300
300
300
300

300
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4. Popisna statistika
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The FREQ Procedure

The FREQ procedure can do the following:

e produce one-way to n-way frequency and crosstabulation (contingency)
tables

e compute chi-square tests for one-way to n-way tables and measures of
association and agreement for contingency tables

e automatically display the output in a report and save the output in a SAS
data set

General form of the FREQ procedure:

PROC FREQ DATA=SAS-data-set <option(s)>;
TABLES variable(s) </ option(s)>;
RUN;

A FREQ procedure with no TABLES statement generates one-way frequency
tables for all data set variables.
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The TABLES Statement

A one-way frequency table produces frequencies, cumulative
frequencies, percentages, and cumulative percentages.

proc freq data=orion.sales; one-wa
tables Gender Country,; - frequenc thIes
run; q y
The FREQ Procedure
Cumulative Cumulative
Gender Frequency Percent Frequency Percent
F 68 41.21 68 41.21
M 97 58.79 165 100.00
Cumulative Cumulative
Country Frequency Percent Frequency Percent
AU 63 38.18 63 38.18
US 102 61.82 165 100.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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The TABLES Statement

An n-way frequency table produces cell frequencies, cell
percentages, cell percentages of row frequencies, and cell
percentages of column frequencies, plus total frequency

The FREQ Procedure

and percent.

proc freq data=orion.sales;
tables Gender*Country;
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. \ ),
run; k__ﬂf__J v
rows columns
two-way
frequency table

Table of Gender by Country

Gender Country

Frequency

Percent

Row Pct

Col Pct |AU us Total

F 27 41 68
16.36 24.85 41.21
39.71 60.29
42.86 40.20

M 36 61 97
21.82 36.97 58.79
37.11 62.89
57.14 59.80

Total 63 102 165
38.18 61.82 100.00
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Additional SAS Statements

Additional statements can be added to enhance the report.

proc format;
value S$ctryfmt 'AU'='Australia'
'US'="'United
States';
run;

options nodate pageno=1;

ods html file='pll2d0l.html';
proc freq data=orion.sales;
tables Gender*Country;
where Job Title contains 'Rep';
format Country Sctryfmt.;
title 'Sales Rep Frequency Report'
run;
ods html close;

Sales Rep Frequency Report
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The FREQ Procedure
Frequency Table of Gender by Country
Percent
Row Pct Country
Col Pct Gender | Australia United States Total
F 27 40 67
1698 2516 4214
40.30 5970
44 26 40 82
M 34 58 a2
21.38 3648 5786
36 96 63 04
5574 5918
Total 61 =t 159
3836 6164 10000
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Options to Suppress Display of Statistics

Options can be placed in the TABLES statement
after a forward slash to suppress the display of the default statistics.

NOCUM suppresses the display of cumulative frequency and cumulative percentage.
NOPERCENT suppresses the display of percentage, cumulative percentage, and total percentage.
NOFREQ suppresses the display of the cell frequency and total frequency.
NOROW suppresses the display of the row percentage.
NOCOL suppresses the display of the column percentage.
LIST displays n-way tables in list format.
CROSSLIST displays n-way tables in column format.
FORMAT= formats the frequencies in n-way tables.
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LIST and CROSSLIST Options

Cumulative Cumulative

tables Gender*Country / 1ist;|

Gender Country Frequency Percent Frequency Percent
F Australia 27 16.36 27 16.36
F United States 41 24.85 68 41.21
M Australia 36 21.82 104 63.03
M United States 61 36.97 165 100.00
Table of Gender by Country
Row Column
Gender Country Frequency Percent Percent Percent
F Australia 27 16.36 39.71 42.86
United States 41 24.85 60.29 40.20
Total 68 41 .21 100.00
M Australia 36 21.82 37.11 57.14
United States 61 36.97 62.89 59.80
Total 97 58.79 100.00
Total Australia 63 38.18 100.00
United States 102 61.82 100.00
Total 165 100.00
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PROC FREQ Statement Options

Options can also be placed in the PROC FREQ statement.

NLEVELS displays a table that provides the number of levels for each variable
named in the TABLES statement.

PAGE displays only one table per page.
begins the display of the next one-way frequency table on the same page
COMPRESS : . : .
as the preceding one-way table if there is enough space to begin the table.
proc freq data=orion.sales nlevels; The FREQ Procedure

tables Gender Country Employee ID;

run; Number of Variable Levels

Variable Levels
Gender 2
Country 2
Employee ID 165
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Output Data Sets

PROC FREQ produces output data sets using two different
methods.

e The TABLES statement with an OUT= option is used to
create a data set with frequencies and percentages.

TABLES variables / OUT=SAS-data-set <options>;

e The OUTPUT statement with an OUT= option is used
to create a data set with specified statistics such as the
chi-square statistic.

OUTPUT OUT=SAS-data-set <options>;

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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The MEANS Procedure

The MEANS procedure provides data summarization tools to compute
descriptive statistics for variables across all observations and within groups of
observations.

General form of the MEANS procedure:

PROC MEANS DATA=SAS-data-set <statistic(s)> <option(s)>;
VAR analysis-variable(s);
CLASS classification-variable(s);

RUN;

By default, the MEANS procedure reports the number of nonmissing
observations, the mean, the standard deviation, the minimum value, and the

: . . The MEANS Procedure
maximum value of all numeric variables.
Variable N Mean Std Dev Minimum
Maximum
Employee ID 165 120713.90 450.0866939 120102.00
121145.00
r m n Salary 165 31160.12 20082.67 22710.00
proc e? S 243190.00
data=orion.sales; Birth_Date 165 3622.58 5456.29 -5842.00
1049000
run; Hire Date 165 12054.28 4619.94 5114.00
17167.00
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The VAR Statement

The VAR statement identifies the analysis variables
and their order in the results.

proc means data=orion.sales;
var Salary;

run,
The MEANS Procedure
Analysis Variable : Salary
N Mean Std Dev Minimum Maximum
165 31160.12 20082.67 22710.00 243190.00
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The CLASS Statement

The CLASS statement identifies variables whose values

define subgroups for the analysis.

var Salary;

class Gender Country;

proc means data=orion.sales;

run,
The MEANS Procedure
Analysis Variable : Salary
N
Gender Country Obs N Mean Std Dev Minimum Maximum
F AU 27 27 27702.41 1728.23 25185.00 30890.00
us 41 41 29460.98 8847.03 25390.00 83505.00
M AU 36 36 32001.39 16592.45 25745.00 108255.00
us 61 61 33336.15 29592.69 22710.00 243190.00
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The CLASS Statement

proc means data=orion.sales;

var Salary;
class Gender Country;

classification run;
variables The MEANS Procedure -
l Analysis Variable : Salary g ana_IyS|s
l variable
Gender Country Ob';I N Mean Std Dev Minimum Maximum

us 41 41 29460.98 8847 mw 00 ususto

32001 3J statistics for analysis variable |

M AU 36 36
us 61 61 33336.15 29592.69 22710.00 243190.00
i

1
F AU 27 2\\ 27702.41 1728.23 25185.00 30890.00 /

The CLASS statement adds the N Obs column, which is the number
of observations for each unique combination of the class variables.
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PROC MEANS Statistics

The statistics to compute and the order to display them can be specified in

the PROC MEANS statement.

proc means data=orion.sales sum mean range;
var Salary;
class Country;

run;

dalsi dostupné statistiky:

Descriptive Statistic Keywords

CLM CSS CV LCLM MAX
MEAN MIN MODE N NMISS
KURTOSIS RANGE SKEWNESS  STDDEV STDERR
SUM SUMWGT UCLM USS VAR

Quantile Statistic Keywords

MEDIAN |
ot P1 P5 P10 Q1| P25
Q3| P75 P90 P95 P99 QRANGE

Hypothesis Testing Keywords
PROBT T

Country
Range

Obs

The MEANS Procedure

Analysis Variable :

Sum

Salary

Mean

AU
83070.00

us
220480.00

63

102

1900015.00

3241405.00

30158.97

31778.48
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PROC MEANS Statement Options

Options can also be placed in the PROC MEANS

MAXDEC=

FW=

NONOBS

specifies the number of decimal places to use in printing the statistics.
specifies the field width to use in displaying the statistics.

suppresses reporting the total number of observations for each unique
combination of the class variables.

proc means data=orion.sales maxdec=0;

N

Analysis Variable : Salary

Country Obs N Mean Std Dev Minimum Maximum
AU 63 63 30159 12699 25185 108255
us 102 102 31778 23556 22710 243190

proc means data=orion.sales maxdec=1l;

Analysis Variable : Salary

Country Obs N Mean Std Dev Minimum Maximum
AU 63 63 30159.0 12699.1 25185.0 108255.0
us 102 102 31778.5 23555.8 22710.0 243190.0
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Output Data Sets

PROC MEANS produces output data sets using the
following method:

OUTPUT OUT=SAS-data-set <options>;

The output data set contains the following variables:
e BY variables
e classvariables
e the automatic variables  TYPE and FREQ

* the variables requested in the OUTPUT statement
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OUTPUT Statement OUT= Option

I

var Salary;

class Gender Country;

output out=work.meansl;
run;

proc print data=work.meansl;
run;

A

proc means data=orion.sales 'sum mean range;
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The statistics in the PROC
statement impact only

the MEANS report, not
the data set.

Obs

OCOoONODGADRWN =

|1 Y G G i G G G G G G |
QOowoo~NOOCGAR~WON-—=0O

Gender Country _TYPE_ _FREQ_ _STAT_ Salary
0 165 N 165.00

0 165 MIN 22710.00

0 165 MAX 243190.00

0 165 MEAN 31160.12

0 165 STD 20082.67

AU 1 63 N 63.00

— MIN 25185.00

default statistics MAX 108255.00

AU T 53 MEAN 30158.97

AU 1 63 STD 12699.14

Us 1 102 N 102.00

uUs 1 102 MIN 22710.00

Us 1 102 MAX 243190.00

uUs 1 102 MEAN 31778.48

Us 1 102 STD 23555.84

F 2 68 N 68.00
F 2 68 MIN 25185.00
F 2 68 MAX 83505.00
F 2 68 MEAN 28762.72
F 2 68 STD 6974.15
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OUTPUT Statement OUT=

The OUTPUT statement can also do the following:

e specify the statistics for the output data set

e select and name variables

Option

proc means data=orion.sales noprint;
var Salary;
class Gender Country;
output out=work.means2

run;
proc print data=work.means2;run;

min=minSalary max=maxSalary
sum=sumSalary mean=aveSalary;

The NOPRINT option suppresses the display of all output.

Obs Gender Country

AU
us

AU
us
AU
us

OCONOOTD WN=

=EETTM=E=T

_TYPE_

WWWWMNN =20

_FREQ_

165
63
102
68
97
27
41
36
61

min
Salary

22710
25185
22710
25185
22710
25185
25390
25745
22710

max
Salary

243190
108255
243190
83505
243190
30890
83505
108255
243190

sum
Salary

5141420
1900015
3241405
1955865
3185555

747965
1207900
1152050
2033505

ave
Salary

31160.12
30158.97
31778.48
28762.72
32840.77
27702.41
29460.98
32001.39
33336.15
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OUTPUT Statement OUT= Option

_TYPE is a numeric variable that shows which
combination of class variables produced the summary
statistics in that observation.

min max sSuUm ave

Obs Gender Country _TYPE_'/F overall summary
1 0 400 oo=z4.0 o.andon -
2 AU 1T summary by Country only
3 us 1 02 22710 243190 3241405  31//7/8.48
: f > summary by Gender only
6 F AU 3 27 25185 30890 747965  27702.41
; “FA Xﬁ g summary by Country and Gender
9 M US 3 61 22710 243190 2033505 33336.15

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.

255



OUTPUT Statement OUT= Option

Obs Gender Country  TYPE_ _FREQ_
1 0 165
2 AU 1 63
3 US 1 102
4 F 2 68
5 M 2 97
6 F AU 3 27
7 F US 3 41
8 M AU 3 36
9 M US 3 61

min
Salary

22710
25185
22710
25185
22710
25185
25390
25745
22710

max
Salary

243190
108255
243190
83505
243190
30890
83505
108255
243190

sum
Salary

5141420
1900015
3241405
1955865
3185555

747965
1207900
1152050
2033505

ave
Salary

31160

30158.
31778.
28762.
32840.
27702.
29460.

32001
33336

.12
97
48
72
77
41
98
-39
.15

_TYPE_ Type of Summary _FREQ_

0 overall summary

1 summary by Country only
2 summary by Gender only
3 summary by Country

and Gender
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63 AU + 102 AU = 165

68 F +97 M = 165

27 FAU +41 FUS +
AU + 61 M US =165

36 M
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OUTPUT Statement OUT= Option
Options can be added to the PROC MEANS statement to control the output data set.

NWAY with the highest _TYPE_ value.
DESCENDTYPES orders the output data set by descending _TYPE _
CHARTYPE

value.

specifies that the _TYPE _ variable in the output data set is a character
representation of the blnary value of TYPE .

specifies that the output data set contain only statistics for the observations

Obs Gender Country

AU
us

AU
uS
AU
us

©CoNOOGOPNWON—

=E=ETT=ET

_TYPE_

EOOJODODI\)I\)—‘—*O

_FREQ_

165
63
102
68
97
27
41
36
61

min

Salary

22710
25185
22710
25185
22710
25185
25390
25745
22710

max
Salary

243190
108255
243190
83505
243190
30890
83505
108255
243190

sum

Salary

5141420
1900015
3241405
1955865
3185555

747965
1207900
1152050
2033505

ave
Salary

31160.
30158.
31778.
28762.
32840.
27702.
29460.

32001

12
97
48
72
77
41
98

.39
33336.

15
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OUTPUT Statement OUT= Option

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.

min max sum ave
Obs Gender Country ( _TYPE_ ) _FREQ_ Salary Salary Salary Salary
1 F AU 3 27 25185 30890 747965  27702.41
2 F Us 3 41 25390 83505 1207900 29460.98
3 M AU 3 36 25745 108255 1152050 32001.39
4 M Us 3 61 22710 243190 2033505 33336.15
Obs Gender Country ( _TYPE_ | FREQ_ Salary Salary Salary Salary
1 F AU 3 27 25185 30890 747965 27702.41
2 F us 3 41 25390 83505 1207900 29460.98
3 M AU 3 36 25745 108255 1152050 32001.39
4 M us 3 61 22710 243190 2033505 33336.15
5 F 2 68 25185 83505 1955865 28762.72
6 M 2 97 22710 243190 3185555 32840.77
7 AU 1 63 25185 108255 1900015 30158.97
8 us 1 102 22710 243190 3241405 31778.48
— 9 . O J 165 22710 243190 5141420 31160.12
min max sum ave
Obs Gender Country ' _TYPE_ ) _FREQ_  Salary Salary Salary Salary
1 00 165 22710 243190 5141420 31160.12
2 AU 01 63 25185 108255 1900015 30158.97
3 us 01 102 22710 243190 3241405 31778.48
4 F 10 68 25185 83505 1955865 28762.72
5 M 10 97 22710 243190 3185555 32840.77
6 F AU 11 27 25185 30890 747965 27702.41
7 F us 11 41 25390 83505 1207900 29460.98
8 M AU 11 36 25745 108255 1152050 32001.39
9 M us 11 ) 61 22710 243190 2033505 33336.15
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The SUMMARY Procedure

The SUMMARY procedure provides data summarization
tools to compute descriptive statistics for variables across
all observations and within groups of observations.

General form of the SUMMARY procedure:

PROC SUMMARY DATA=SAS-data-set <statistic(s)>
<option(s)>;

VAR analysis-variable(s);
CLASS classification-variable(s);
RUN:

259
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The SUMMARY Procedure

The SUMMARY procedure uses the same syntax
as the MEANS procedure.

The only differences to the two procedures are
the following:

PROC MEANS PROC SUMMARY

The PRINT option is set by default, The NOPRINT option is set by default,
which displays output. which displays no output.

Omitting the VAR statement Omitting the VAR statement produces a
analyzes all the numeric variables. simple count of observations.
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The TABULATE Procedure

The TABULATE procedure displays descriptive
statistics in tabular format.

General form of the TABULATE procedure:

PROC TABULATE DATA=SAS-data-set <options>;
CLASS classification-variable(s);
VAR analysis-variable(s);
TABLE page-expression,
row-expression,
column-expression </ option(s)>;

RUN;

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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Dimensional Tables

The TABULATE procedure produces one-, two-, or
three-dimensional tables.

: . . : column
page dimension | row dimension : .
dimension

one- J

dimensional

two- ‘/ ‘/

dimensional

three- v v v

dimensional

262
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The TABLE Statement

The TABLE statement describes the structure of the table.

row column
expression / expression ’

page
table expression ’/

A ]

dimension expressions
e Commas separate the dimension expressions.

e Everyvariable that is part of a dimension expression must be
specified as a classification variable (CLASS statement) or an analysis
variable (VAR statement).

page row column
table expression , expression ’ expression 4

Priklady: |table Country; |

Itable Gender , Country;

|table Job Title , Gender , Country;
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The CLASS Statement

The CLASS statement identifies variables to be used
as classification, or grouping, variables.

General form of the CLASS statement:

CLASS classification-variable(s);

e N, the number of nonmissing values, is the default
statistic for classification variables.

e Examples of classification variables:
Job Title, Gender, and Country

264
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The VAR Statement

The VAR statement identifies the numeric variables
for which statistics are calculated.

General form of the VAR statement:

VAR analysis-variable(s),

e SUM is the default statistic for analysis variables.
e Examples of analysis variables:
Salary and Bonus
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One/two-Dimensional Table

proc tabulate data=orion.sales;
class Country;
table Country;

run;

Country

AU

us

63.00

102.00

proc tabulate data=orion.sales;
class Gender Country;
table Gender, Country;

run;
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Country

AU

US

Gender

27.00

41.00

36.00

61.00
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Three-Dimensional Table

run,

proc tabulate data=orion.sales;
class Job Title Gender Country;
table Job Title, Gender, Country;

Job _Title Sales Rep. I

Country

AU

us

Gender

Job Title Sales Rep. II

Country
AU V)
N N
Gender
F 10.00 14.00
M 8.00 14.00
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Dimension Expression

Elements that can be used in a dimension expression:
e classification variables
e analysis variables
e the universal class variable ALL
e keywords for statistics

Operators that can be used in a dimension
expression:

e blank, which concatenates table information
e asterisk *, which crosses table information
e parentheses (), which group elements

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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Dimension Expression

var Salary;

proc tabulate data=orion.sales;
class Gender Country;

table Gender all, Country*Salary;

run,
Country
AU V)

Salary Salary

Sum Sum
Gender
F 747965.00 1207900.00
M 1152050.00( 2033505.00
All 1900015.00 3241405.00
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PROC TABULATE Statistics

Descriptive Statistic Keywords

CSS CV LCLM MAX
MEAN MIN MODE N NMISS
KURTOSIS RANGE SKEWNESS STDDEV STDERR
SUM SUMWGT UCLM USS VAR
PCTN REPPCTN PAGEPCTN ROWPCTN COLPCTN
PCTSUM REPPCTSUM  PAGEPCTSUM ROWPCTSUM COLPCTSUM

Quantile Statistic Keywords

MEDIAN | P50 P1 P5 P10 Q1| P25
Q3| P75 P90 P95 P99 QRANGE

Hypothesis Testing Keywords

PROBT T
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PROC TABULATE Statistics

proc tabulate data=orion.sales;
class Gender Country;
var Salary;

table Gender all, Country*Salary* (min max) ;

run,
Country
AU us
Salary Salary
Min Max Min Max

Gender

F 25185.00 30890.00 25390.00 83505.00
M 25745.00 108255.00 22710.00 243190.00
All 25185.00 108255.00 22710.00 243190.00

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Additional SAS Statements

Additional statements can be added to enhance the

proc format;
value S$ctryfmt 'AU'='Australia'
'US'='United States';
run;

options nodate pageno=1;

ods html file='pl12d08.html"';
proc tabulate data=orion.sales;
class Gender Country;
var Salary;
table Gender all, Country*Salary* (min
max) ;
where Job Title contains 'Rep';
label Salary='Annual Salary';
format Country S$ctryfmt.;
title 'Sales Rep Tabular Report';
run;
ods html close;

Sales Rep Tabular Report

Country
Australia United States
Annual Salary Annual Salary
Min Max Min Max

Gender
F

M

All

2518500 30820.00 25350.00 32585.00
2574500 3660500 2271000 355950.00

2518500 3660500 22710.00 355950.00

= REPTOUKOVAITO Se SVOICTITIT SPOTeCIOSt SAS TSHTHte I11C,; Cary, NG, USAT
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Output Data Sets

PROC TABULATE produces output data sets using
the following method:

PROC TABULATE DATA=SAS-data-set
OUT=SAS-data-set <options>;

The output data set contains the following variables:
e BY variables
e class variables

e the automaticvariables  TYPE , PAGE ,and
_ TABLE

e calculated statistics

273
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PROC Statement OUT= Option

proc tabulate data=orion.sales
out=work. tabulate;

table Country;
table Gender, Country;

where Job Title contains 'Rep';
class Job Title Gender Country;

table Job Title, Gender, Country;

run,

proc print data=work. tabulate;
run;

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.

Obs Job_Title Gender Country _TYPE_ PAGE_ _TABLE_ N
1 AU 001 1 1 61
2 us 001 1 1 98
3 F AU 011 1 2 27
4 F us 011 1 2 40
5 M AU 011 1 2 34
6 M us 011 1 2 58
7 Sales Rep. I F AU 111 1 3 8
8 Sales Rep. I F us 111 1 3 13
9 Sales Rep. I M AU 111 1 3 13
10 Sales Rep. I M us 111 1 3 29
11 Sales Rep. II F AU 111 2 3 10
12 Sales Rep. II F us 111 2 3 14
13 Sales Rep. II M AU 111 2 3 8
14 Sales Rep. II M us 111 2 3 14
15 Sales Rep. III F AU 111 3 3 7

16 Sales Rep. III F us 111 3 3 8
17 Sales Rep. III M AU 111 3 3 10
18 Sales Rep. III M us 111 3 3 9
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PROC Statement OUT= Option

_TYPE_ is a character variable that shows which
combination of class variables produced the summary

statistics in that observation.

ePartial PROC PRINT Output

AU
us
AU
us
AU
us

OOk OON =
=S=T T

001
001
011
011
011
011

Obs Job Title  Gender Country TYPE_ PAGE_ TABLE_ N

1
1
1

1 61
1 98
2 27

10 for Job Title,
{1 for Gender, and

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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PROC Statement OUT= Option

__PAGE_ is a numeric variable that shows the logical page

number that contains that observation.

Partial PROC PRINT Output

Obs

7

8

9
10
11
12
13
14
15
16
17
18

Job _Title

Sales Rep.
Sales Rep.
Sales Rep.
Sales Rep. I

Sales Rep. II
Sales Rep. II
Sales Rep. II
Sales Rep. II
Sales Rep. III
Sales Rep. III
Sales Rep. III
Sales Rep. III

o T o B |

Gender Country _TYPE_ _PAGE_ _TABLE_ N

S =ESETT=E==STTT===TT

AU
us
AU
us
AU
us
AU
us
AU
us
AU
us

111
111
111
111
111
111
111
111
111
111
111
111

WWWWMNDMNMNMNDNN—=-= =

—f

Page 1 for
Sales Rep. I

p24S

Page 2 for

Sales Rep. II

—7

Page 3 for

Sales Rep. III

W w WwWww ODODODEOD

)

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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PROC Statement OUT= Option

_TABLE is a numeric variable that shows the

number of the TABLE statement that contains that

observation.
Partial PROC PRINT Output

Obs Job Title Gender Country _TYPE_ _PAGE_ _TABLE_

| 1 for first TABLE statement | |
F AU 011 1
| 2 for second TABLE statement|
M us 011 1
7 Sales Rep. I F AU 111 1
8 Sales Rep. I :
o Sales hep: 7|3 for third TABLE statement |{
10 Sales Rep. I M us 111 1

OO~ OON =

WwwwwmMndmdDdDd DD

N

61
98
27
40
34
58

8
13
13
29

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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Vice o PROC TABULATE:

In the SUGI 28 proceedings:

e “The Simplicity and Power of the TABULATE Procedure’,
by Dan Bruns

http://www2.sas.com/proceedings/sugi28/197-28.pdf
Online (from the SUGI 27 proceedings):

e “‘Anyone Can Learn PROC TABULATE’,
by Lauren Haworth,
http://www2.sas.com/proceedings/sugi27/po60o-27.pdf
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The UNIVARIATE Procedure

The UNIVARIATE procedure produces summary
reports that display descriptive statistics.

General form of the UNIVARIATE procedure:

PROC UNIVARIATE DATA=SAS-data-set;
VAR variable(s);
RUN;

The VAR statement specifies the analysis variables and
their order in the results.
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The UNIVARIATE Procedure

The following PROC UNIVARIATE step shows
default descriptive statistics for Salary.

proc univariate data=orion.nonsales;
var Salary;
run;

Without the VAR statement, SAS will analyze all
numeric variables.
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The UNIVARIATE Procedure

The UNIVARIATE procedure can produce the
following sections of output:

e Moments

e Basic Statistical Measures
o Tests for Locations

e Quantiles

o Extreme Observations

e Missing Values
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What Is SAS/GRAPH Software?

SAS/GRAPH software is a component of SAS software
that enables you to create the following types of
graphs:

* bar, block, and pie charts

e two-dimensional scatter plots and line plots
 three-dimensional scatter and surface plots
e contour plots

* maps

e text slides

e custom graphs
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/
Zakladni typy grafu

*Bar Charts (GCHART Procedure) *Pie Charts (GCHART Procedure)

Frequency of Job Title, Broken Down by Gender Frequency Distribution of Job Titles
3-D Pie Chart

EEEEEEEEE
70

oScatter and Line Plots (GPLOT Procedure) ®Bar Charts with Line Plot Overlay
Plot of Budget by Month for 2006 and 2007 (GBARLINE Procedure)

Costs and Personnel for Western Regions

ssssss

Total Cost # of Employees
3,000,000 1,500,000

1,260,000

1,000,000

750,000

500,000

250,000

MMMMM
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http://support.sas.com/ctx/samples/index.jsp?sid=1066&tab=code
http://support.sas.com/ctx/samples/index.jsp?sid=1075&tab=code

/

Three-Dimensional Surface and Scatter
P I Ot S’ IVI a p S Surface Plot using Interpolated Data Set UTZOOANTEMPERATURE )

* Procedury G3D, G3GRID, 14 f“&‘\\
SGRENDER ...vice na | AN |

i g
support.sas.com Sl A ITT SN\ e VO )

5.00

*Maps (GMAP Procedure) *Multiple graphs on a page

Population in Europe Number of ZIP Codes per State (GREPLAY Procedure)
[ Male [ Male
[ Female [ Female
i ¥ 112 13 14 15 18
. . - L
-, i \ ‘ d Age
g W Height
N “a 2 75
o . e ; 70
e £ Age Awg Height &5
C_128,117-1,328,687 1 1,966,814- 4,147,901 The 5-digit ZIP Code (Frequency) [ 1-273 [ 2758- 484 11 54.40 503
[ 4,205,747 - 7,262,331 I 7,725,965 10,219,603 I 458 - 731 N 732- 1031 12 5944 55 ]
I 10,419,045 - 43,064,189 I 45,480,703 - 82,689,210 I 1060 - 2650 1 ’ 50
61.43 T T T T T T T 1
GMPCHORO GMPSTAT] 14 54.90 50 75 100 125 150
15 55.63 )
16 72.00 \Weight
Male Female 284
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Producing Bar and Pie Charts with
the GCHART Procedure

General form of the PROC GCHART statement:
PROC GCHART DATA=SAS-data-set;

Use one of these statements to specify the chart type:

HBAR chart-variable . . . </ options>;
HBARS3D chart-variable . . . </ options>;

VBAR chart-variable . . . </ options>;
VBARS3D chart-variable . . . </ options>;

PIE chart-variable . . . </ options>;
PIE3D chart-variable . . . </ options>;
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Vertical/horizontal Bar Chart

* Produce a vertical/horizontal bar chart that displays the
number of employees in each department.

proc gchart proc gchart
data=univ.employees; data=univ.employees;
vbar dept; hbar dept;
run;, run,

e Dept FREQ. FREQ. PCT.  PCT.
507 Administration g g 10.96 10.96
40 Engineering 3 11 4.11  15.07
30_2 Sales 56 67 F6.T1 91.78
% Sales Management 5 73 822 100.00
|

FREQUENCY

10
Administration Engineer ing Sales Sales Management
Dept
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/
Pie Chart

* Produce a pie chart that displays the number of employees in

each department.
proc gchart data=univ.employees;

pie dept;
run;

FREQUENCY of Dept

gdmi nistration

gales Management

287
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Character/Numeric Chart Variable

If the chart variable is character, then a bar or slice is
created for each unique variable value.

For numeric chart variables, the variables are assumed
to be continuous unless otherwise specified.

The GCHART procedure creates the equivalent
of a histogram from the data.
e Intervals are automatically calculated and identified
by midpoints.
e One bar or slice is constructed for each midpoint.
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Numeric Chart Variable

* Produce a vertical bar chart on the numeric variable YearsOnJob.

proc gchart data=univ.employees;
vbar YearsOnJob;
run;

FRERUENCY
20 7

0 5 10 15 20 25 30
Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA. tearsOnJob MIDPOINT
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The DISCRETE Option

* To override the default behavior for numeric chart variables, use
the DISCRETE option in the HBAR, VBAR, or PIE statement.

* The DISCRETE option produces a bar or slice for each unique
numeric variable value; the values are no longer treated as
intervals.

FREQUENCY

- -
o= -
P R

proc gchart data=univ.employees;
vbar YearsOnJob / discrete;
run;

o - M 54 E-3 [l ,m = --] 5-]
s b b b b by by

01 2 3 456 7 8 91011121314151618 2021222425 26 27 2829 30 31

TearsOnJob
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Summary Statistic

* By default, the statistic that determines the length or height
of each bar or size of pie slice is a frequency count (N).

proc gchart data=univ.employees;
vbar dept / sumvar=salary type=mean;
run;

Salary HEAN
110000 7

FREQUENCY
60 7]

100000 7
90000
80000 ]

40_5 70000

60000

3o-§

50000 7

40000 7

20 ]
1 30000 7

20000 7

10000 7]

0_- 0 -
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Analysis Variable

To override the default frequency count, you can use
the following HBAR, VBAR, or PIE statement

options:

SUMVAR= [identifies the analysis variable to use for the
sum or mean calculation.

TYPE= specifies that the height or length of the bar or

size of the slice represents a mean or sum of
the analysis-variable values.

If an analysis variable is
e specified, the default value of TYPE is SUM
 not specified, the default value of TYPE is FREQ.

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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/
Bar Chart Using Formats

® Produce a bar % _ il
. proc gchar ata=univ.employees;
chart that dlsplays vbar dept / sumvar=Salary type=mean;

the dverage Salary format Salary dollar8.;
of employees in |run;

each department.

Relationship of Salary and Bonus

Salary MEAN
$110,000

§100,000

$90,000

$80,000

570,000

$60,000

$50,000

540,000

$30,000

520,000

§10,000

50

Administration Engineering Sales Sales Management

Dept 293
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Dalsi moznosti proc gchart

* Na adrese
http://support.sas.com/sassamples/graphgallery/PROC_GCHART.html lze
nalézt galerii moznych typa grafa (véetné koda!).

Label the Subgroups in a Horizontal Bar Chart Default Graph of Sales Totals Average Miles Driven Annually
Age Women Men
BED
16-24
CHAIR ;E
E 25-34
= =
% DESK i
2 o 35-44
o ™
K
SOFA 45-54
TABLE el
I T T T T ] ] ) _
0 840,000 560 000 5120000 460,000 p el - - O - B
Carlbbean
Actual Sales 10,000 0 20,000
Product Category =7 Boot [ Men's Casual CIMen's Dress
= Sandal =3 Slipper 1 Sport Shoe
‘ Country === CANADA == GERMANY m===USA | = 'Women's Casual B8 Women's Dress
Subgroups for Each Midpoint Total 100% Outline Bar Chart Cylinder Shape Revenue and Expenditures, 1997/98-2001-02
100 450
20 400
80
70 w 350
o
g &0 S 300
T =
2 50 5
o 0 E 250
s
30 200
20
150
10
0 100
1 2 3 midpnt 1997/98 1998/99 1999/00 2000101 2001/02
I Expenditure 302.3 323.0 3544 381.7 426.8
197 1998 1999 x0n 200t I Revenue 3108 3287 3635 390.2 4291
Category Ecat! Ecat2 YEAR
Fiscal Year 294



Dalsi moznosti proc gchart

* Ajesté nékolik typt...

Types of Vehicles Produced Worldwide (Details)
FREGQUENCY of Type

e

NIRRT L

Type EEEHybrid EEESUV [ Sedan B Sports  EEATruck  E0Wagon
Rejected Parts
Apr
7
MaZ Mar
[ 1

Se|
i 59
Qct
kn

Site Sales By Dept (Details)

SUM of Sales by Site

Tools
570%

Repairs

1
Tools
14.25%
I Repairs
13.70%

Parts
16 56%

Annotate standard error bars
TEST
Cold A
Gases Fy
Heat Y
Hurnidity 'y
Pressure A
Xrays
T T
50 75
mean SUM
| —+— FlusMinus 1 Standard Deviation & Min and Max
Relative Average Chart
30
20
10
® 0
a
]
-10
-20
-30
-40
1 2 3 4 5 3 7 8 9 10
Department

Changes in Energy Production:1985 to 1995

year=1985

yea=1995

Parts
1381%
Repairs
501
Site [ Atlanta [ Paris EESydney
Cust. Satisfaction Uptime Availability
50 1000% 00,0
92.0%
850%
IT Dashboard 403 70.0% 00| e
Oclober, 2006 i
30 0.0
20 0.0% 700
IT Cost Risk Training Hours Ontime Projects
50,000 7.0 60 20
40,000 40,458
5.0 0o &0
30,000
35 134 43 50 63
®
10,000 £2o 0 30
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Producing Plots with the GPLOT
Procedure

You can use the GPLOT procedure to plot one variable
against another within a set of coordinate axes.

General form of a PROC GPLOT step:

PROC GPLOT DATA=SAS-data-set;

PLOT vertical-variable*horizontal-variable </ options>;
RUN;
QUIT,;
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The GPLOT Procedure

Produce a plot of salary versus bonus for each employee.

proc gplot data=univ.employees;

plot Salary*Bonus;

title ‘Relationship of Salary and Bonus';
run;

Relationship of Salary and Bonus

Salary
200000
190000 ]
180000 ]
170000 7]
160000 ] +
150000 ]
140000 7]
130000 7]
120000 7]
110000 7]
100000 7]
90000
80000
70000
60000
50000 + +
40000 7] +
300001 e gy T 4

20000

0 1000 2000 3000 4000 5000 6000 7000 80900 9000
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SYMBOL Statement

You can use the SYMBOL statement to do the following:
e define plotting symbols

e draw lines through the data points
e specify the color of the plotting symbols and lines

General form of the SYMBOL statement:
SYMBOL 7 options;

The value of n can range from 1 to 255.
If n is omitted, the default is 1.

Symbol statement is global and additive:

global After being defined, the statements remain in effect until changed or
until the end of the SAS session.

additive Specifying the value of one option does not affect the values of other
options.

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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SYMBOL Statement Options

You can specify the plotting symbol you want with the VALUE=
option in the SYMBOL statement:

VALUE=symbol | V=symbol

Selected symbol values are shown below:

PLUS (default)

DIAMOND

STAR

TRIANGLE

SQUARE

NONE (no plotting symbol)

You can use the I= option in the SYMBOL statement

to draw lines between the data points.

Selected interpolation values:

I=/nterpolation

JOIN

joins the points with straight lines.

SPLINE

joins the points with a smooth line.

NEEDLE

draws vertical lines from the points to the horizontal axes.

R

overlays a simple linear regression line on the plot.

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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SYMBOL Statement Options

Use a star as the plotting symbol and superimpose
a regression line on the plot.

plot Salary*Bonus;
symbol value=star i=r;
run;

Relationship of Salary and Bonus

Salary
200000 7
190000
180000 7
170000 ]
160000 7 sk
150000 ]
140000 7
130000 ]
120000 ]
110000 7
100000 ]
90000
80000 7
70000
60000 7
L0000 7]
40000
30000 7
20000

0 1000 2000 3000 4000 5000 6000 fooo go00 9000

i i . A . Bonus 300
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Additional SYMBOL Statement Options

You can enhance the appearance of the plots with

the following selected options:
WIDTH=width W=width specifies the thickness of the line.

COLOR=color C=color specifies the color of the line and plot symbols.

plot Salary*Bonus; Relationship of Salary and Bonus

symbol c=green w=3; | |see; '

190000
. 180000
run ’ 170000 ]
160000 7 +
150000 ]
140000 7
130000 ]
120000 ]
110000 ]
100000 ]
90000 -
80000 1
70000 -
60000 -
50000 -
40000
30000 1
20000 -

0 1000 2000 3000 4000 50090 6009 000 8000 9000

Bonus

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA. 301



Canceling SYMBOL Statements

You can cancel a SYMBOL statement by submitting
a null SYMBOL statement.

‘symboll; ‘

To cancel all SYMBOL statements, submit the following statement:

‘goptions reset=symbol; ‘

Zruseni vSech predchozich voleb (navrat k defaultnimu nastavani)

‘goptions reset=global; ‘
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Controlling the Axis Appearance

You can modify the appearance of the axes that
PROC GPLOT produces with the following:

e PLOT statement options
e the LABEL statement
e the FORMAT statement

You can use PLOT statement options to control the scaling and color
of the axes, and the color of the axis text.

Selected PLOT statement options for axis control:

HAXIS=values scales the horizontal axis.

VAXIS=values scales the vertical axis.

CAXIS=color specifies the color of both axes.
CTEXT=color specifies the color of the text on both axes.
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PLOT Statement Options, Label statement

plot Salary*Bonus
/ vaxis=0 to 200000 by 50000
haxis=0 to 10000 by 2000
ctext=blue;
run;

(

Relationship of Salary and Bonus

ﬁnnual Salary \
N 200000 2/ "

150000 7

Relationship of Salary and Bonus

Salary

200000 1
150000 1
100000 1

50000

100000 7

50000

( 2002 Bunus) run;

SN—

plot Salary*Bonus /
vaxis=0 to 200000 by 50000
haxis=0 to 10000 by 2000
ctext=blue;
label Salary='Annual Salary'

Bonus=' 2002 Bonus';

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.
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Gplot options — dalsi moznosti

Plot <Y Variable>*<X Variable> / <options>;

* Options for plotting
* Plot options
*Legend= or nolegend: specifies figure legend options
*Overlay: allows overlay of more than one Y variable
Skipmiss: breaks the plotting line where Y values are missing

*Appearance option
*Axis: Specifies axis label and value options
*Symbol: Specified symbol options
*href, vref: Draws vertical or horizontal reference lines on plot
frame/fr or noframe/nofr: specifies whether or not to frame the plot
ecaxis/ca, cframe/cfr, chref/ch, cvref/cv, ctext/c: specifies colors used for
axis, frame, text or reference lines.
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Gplot options — dalsi moznosti

o

proc gplot data=twovar;
% | ot ifl_j'};F
run;

Very basic plot, below we get all of the
default options. Not very exciting. Definitely
not publication quality.

o

Cannot read axis

=+ + -+
+ + Tr
* +
+ +
4+ + +
+ + .
+
a4 Crowded Axis

Axis labels don't describe |/
the data j

ol 0.2 0.3 o4 0= L=1.] our

oB 1 E-]

306



Gplot options — dalsi moznosti

*AXIS<1..99> <options>;
Label Option;
*Angle/a=degrees (0-359)
*Color/c=text color
*Font/f=font
*Height/h=text height (default=1)
«Justify=(left/center/right)
Label="text string”
*Order Option;
*Order=(a to b by ¢): major tick marks will show up at intervals based on c.
*Example order=(0 to 3 by 1);
Value Option;
*value=_ ): applies text label to each major tick.
*Example Value=( “Start” “"Middle” “End")

\/J7 \\/7 \\II

e axisl label=(a=90 c=black f="arial” h=1.2 “time"” a=90 c=black f="arial” h=1.0 “hours”);
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Gplot options — dalsSi moznosti

Resels previous ___, gontions reset=global ;
options
Horizontal axis — 3%181 labsl=(f="arial/bo' h=1.9 "Dose" justify=c
='ari1al/hn! h= Wever [2d Hrae™ Y

(X Variable) f="arial/bo' h=1.3 "mg/24 Hrs" ),
Vertical axis ————ax1s? label=(a=80 f='arial/bo' h=1.9 "Plazma Level");
(Y Variable)

proc gplot data=twovar;

plot yl*xz / hauis=axisl vaxiz=axis?;

run; 1
Call Axis \
statements '

NOTE: you can also place the AXIS statements within the gplot proc

axisl label=(f='arial/bo' h=1.9 )
f="arial/bo' h=1.3 "mg/24 Brs")
order=(0 to 2 by 0.5)

—— value=(f="arial' h=1.3 "0.0" "0.5" "1.0" "1.5" "2.0");
Added VALUE
option to Axis axis? label=(a=90 f='arial/bo' h=1.9 "Plasma Lesvel")
statement order=(0 to 3 by 1)
—————— value=(a=80 f="arial' h=1.3 "0.0" "L.g" "2.0" "3.0");

proc gplot data=twovar;
plot yl*x [ haxis=axisl vaxis=axis2;
run;

Plasma Level

34
The LABEL options helped make the axis labels .
meaningful, but the axis tick marks remain L *
crowded + . + o+

+ +
.
L
N
2 + + +
= + =+ +
-+ + +
.
+4
+ o+
+ o+ *
11 +
+ -+ +
- .
T, o+
+
+
+ +
+
2
T T T T T T T ___|_J—l T T T T —l-___l_ T T T T T T
oo o1 oz 0.3 0.3 .5 I].E-::__Il_.'.’_ 0.g 0.3 1.0 1.1 1.2__1._-.'?‘ 1.4 1.5 1.6 1.7 1.8 1.9
Dose
mgi24 Hrs
+ *u ’ *_". )
] + s 7 + N +
< o ++ +:— . +
> + o+ + *
[ *ro.
-~ + 4 F +
T Tt +r
£ + e,
R A Now about those data
T pointsl
S '
- . .
4+
+ *
1—+ +
GEI .IEI o .I5 i .IIJ 1 .I5 2‘.0
Dose

mgl/24 Hrs
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Dalsi moznosti proc gplot

Na adrese http://support.sas.com/sassamples/graphgallery/PROC_GPLOT.html

lze nalézt galerii

moznych typt grafd (véetné koda!).
http://ebookbrowse.com/sas-gplot-slides-1-26-2011-ppt-d138883835

dalsi navody a ukazky vcetné koda.

lze

Na adrese

najit

Market Analysis of Selected Automobiles

Economical and Sparty

10.0%

|nﬁ.3|:|

7.5%

Expensive and

Sporty . Sporty
Ma: fta

Toy sida
Economical
Hu.vi::
10.0%
Economical and Expensive and
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Changing the width of the boxes in a Box Plot

Histogram with Normal Density Curve
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The SGPLOT Procedure

General form of the SGPLOT procedure:

PROC SGPLOT <option(s)>;
DOT category-variable </option(s)>;
HBAR category-variable < /option(s) >;
HBOX response-variable </option(s)>;
HISTOGRAM response-variable < /option(s)>;
NEEDLE X= variable Y= numeric-variable </option(s)>;
REG X= numeric-variable Y= numeric-variable

</option(s)>;

SCATTER X= variable Y= variable </option(s)>;
VBAR category-variable < /option(s)>;
VBOX response-variable </option(s)>;

RUN;
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Proc Sgplot

Power Generation (GWh)

FIERE
Tarare & |
2,000,000 - 750,000
1,980,000 — 725,000 .
m
@ o
g 1,960,000 — 700000
7 E
3]
1,940,000 —
E7S000 <
1,820,000 -
F 633,123 ~ 650,000
1,900,000 < 7 ja0a05
T T T T T
2001 2002 2003 2004 2005
Year
Coal Matural Gas
40
30 -
=
[ak]
2 20—
[k}
[Vl
10 —
- : | | | |
40 =0 &0 70 a0

Height

s P OTM @] s K|

title "Power (EFeneraticn (EWh)";
proc sgplot datae=sashelp.electric(where=
(year == Z001 aznd customer="Hesidentizl"));
xaxis type=discrete;
series x=year y=coal / datalabel;
series x=year y=naturalgas S
datelabel vianis;

run;
title;

proc sgplot data=sashelp.class;
histogram height;
density height;
density height 7 tvpe=kernel;
rumn;
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Proc Sgpl

$140.00

$120.00

$80.00

$60.00

2000 2001

Stock Trend

F

IH x'\/

i A \ WNa WA

dan Jul Jan Jul Jan Jul Jan Jul Jan Jul Jan Jul Jan
2002 2003 2004 2005 2008

Date

Close Low High

150

Fit and Confidence Band from Precomputed Data

=] //
125 ° -
’/
- o ”1 o
= 100 o ,-“‘f a
2 — .
= oj‘”o
75 —
—
-
’f
50 Q
25 — — = Predicted Fit [J 95% LI [ 95% CLM
a0 55 &0 65 70
Height
Cholesterol Distribution
20 Naormal Kemel
15 / ;
E
a
2 10 %
a
o
5
1}
100 200 300 400 500 600

Cholesterol

ot

proc sgplot data=sashelp.stocks (where=(date
>="01jan2000"d and stock = "IBM"));

title "Stock Trend";
series x=date y=close;
series x=date y=Ilow;
series x=date y=high;
run;

proc sgplot data=sashelp.classfit;

title "Fit and Confidence Band from Precomputed Data";
band x=height lower=lower upper=upper / legendlabel="95% CLI"

name="bandl1";

band x=height lower=lowermean upper=uppermean /
fillattrs=GraphConfidence2 legendlabel="95% CLM" name="band2";

scatter x=height y=weight;

series x=height y=predict / lineattrs=GraphPrediction legendlabel="Predicted Fit

name="series";

keylegend "series" "band1" "band2" / location=inside

position=bottomright;
run;

proc sgplot data=sashelp.heart;

title "Cholesterol Distribution";
histogram cholesterol;
density cholesterol;

density cholesterol /
type=kernel;

keylegend / location=inside
position=topright;

run;

Wolume (Sum)

10,000,000

8,000,000

6,000,000

4,000,000

2,000,000

0

Stock Volume vs. Close

@ & O & 0,

%%%%

O Volume (Sum)

A

0/

& & o,

%‘“‘@a‘*‘%

Date

Close (Sum)

§13000
§12000
§110.00
§100.00

§20.00

S

Close (Sum)

proc sgplot data=sashelp.stocks
(where=(date >= "01jan2000"d and
date <="01jan2001"d and stock =
"IBM™)); title "Stock Volume vs. Close";
vbar date / response=volume;

vline date / response=close y2axis;
run;
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Proc Sgpanel

Cholesterol Levels for Age > 60

Female Male
350 — o
§ 300 —
k]
o
o
= 250 —
[
200 —
T T T T T T T T T T T T
100 125 150 175 200 225 100 125 150 175 200 225
Weight
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Mormal Owverweight Underweight
i
m
B | - | B
[F}
L
E
a m oo 1]
% % % =
T T T T T T T T T
100 300 00 100 300 S00 100 300 s00
Cholesterol

titlel "Cholestercl Levels for ARge > o0";
proc sgpanel data=sashelp.heart|
where=|AgeiAtitart > 01 ;
panelbky sex / novarname;
loess x=weight y=cholestercl / clm;
run;
titlel;

titlel "Distrikuticn of Cholestercl Lewvelzs™;
proc sgpanel data=sashelp.heartc;
panelby weight status sex [/ layocut=lattice
NoOVarnams;
hbox cholesterocl;
run;
titlel;

Dalsi viz :

http://support.sas.com/documentation/cdl/en/grstatproc/652
35/HTML/default/viewer.htm#poomgdlxbijgv3nozewfbgcpfxu

1.htm




Excel Basics
Excel spreadsheets organize information (text and

numbers) by rows and columns:

O“ o R, &)= Microsoft Excel
o3/ .
Th - = - Home | Insert Page Layout Formulas Data Review View Acrobat @
IS IS a row- == ¥ Calibri 11~ = %, A B E -2
o mzaax R -

Rows are represented 5 | e | 5.
by numbers along the > -
side of the sheet.

This is a column.
Columns are
represented by letters
across the top of the
sheet.

o
bt | [ 1)
FIRRIBIE B iv o Nioiuv siw|(Nie I
om
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Excel Basics

A cell is the intersection
between a column and a
rOw.

Each cell is named for the
column letter and row
number that intersect to
make it.

”
G;: Microsoft Excel

| B2

«

1) Bookl
A

s WN -

B

ICeII B2 _I
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Data Entry

There are two ways to enter information into a cell:

1. Type directly into the

cell.
Click on a cell, and type in
the data (numbers or text)

and press Enter.

2. Type into the formula

bar.
Click on a cell, and then click

in the formula bar (the space

next to the % ). Now type
the data into the bar and

press Enter.

— N

L'Do-. U,d ") ~ Microsoft Excel
o/
— |Home Insert | Page || Formu | Data | Revie\ | View | Acrob | @)
& || A = % Wil A Wli| B2l =
' 4
Paste Font Alignment Number Styles Cells 2 2
Clipb Fa Editir
Al v (0 X v fx] 53302 %]
[ "_l_JJ Bookl
A B C D E
1 53347 |
T— N
3
a4
5
Enter I Ez=] g en | S (=) ' (+) 52
( = 9~ Microsoft Excel B X
o/
- Home | Insert | Page || Formu | Data | Reviev | View | Acrob | @)
®@ A = % Wil A Wlif B2l =
' 4
Paste Font Alignment Number Styles | Cells £
Clipbo..., ™ Editir
i Al - X  fo | EERE ¥
"ﬂ Bookl
A B C D E
1 53342 |
2
3
a4
5
Edit | 8/ =) Kt
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Data Entry

1. Open Excel (Start > All Programs > MS Office = Excel).
2. Enter the following information into your spreadsheet

'D o5 5 Bookl - Microsoft Excel - X
-) Home Insert Page Layout Formulas Data Review View Acrobat @ - ™ X
%  Calibri 11 ~ |= ='=|5¢ Number ~ A |l ginsest = || T~ o~
22 ||B I U-AA|IEE=EE|S % | I Delete - | (3]~ 4~
Pafte F EA D A = iEi'?)*' | %63 3%8| St}iles %] Format~ || (2~

Clipboard = Font i Alignment [ Number = Cells Editing
B12 v i Jx v
A | B _ C | D E F G H " i

1| Instructor 1 Instructor 2

2 3.1 2.5

3 | 2:7 3.9

4 3.2 4.0

5 | 2.9 2.4 =

6 2.8 2.7

7| 3.0 2.8

8 3.3 4.0

9 | 2.8 2.6

10 3.0 3.1

11 | 3.2 3.0

12 mean !

13 |

14

4 4 » ¥ | Sheetl = Sheet2 . Sheet3  ~¥J & T T

Ready |J@ =18 ] (=l ()
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Formulas and Functions

Formulas are equations that perform calculations in
your spreadsheet. Formulas always begin with an equals
sign (=). When you enter an equals sign into a cell, you
are basically telling Excel to “calculate this.”

Functions are Excel-defined formulas. They take data
you select and enter, perform calculations on them, and
return value(s).
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More on Functions

All functions have a common format - the equals sign

followed by the function name followed by the input in
parentheses.

The input for a function can be either:
* A set of numbers (e.g., “=AVERAGE(2, 3, 4, 5)”)
» This tells Excel to calculate the average of these numbers.

e A reference to cell(s) (e.g., “=AVERAGE(B1:B18) or “=AVERAGE
(B1, B2, B3, B4, Bs, B6, B7, BS)”

« This tells Excel to calculate the average of the data that appear
in all the cells from B1 to BS.

» You can either type these cell references in by hand or by

clicking and dragging with your mouse to select the cells.
319



Functions for Descriptive Statistics

Below are several functions you will need to
learn for this class. Try them out with the
practice data set.

=AVERAGE(first cell:last cell): calculates the mean
=MEDIAN(first cell:last cell): calculates the median
=MODE(first cell:last cell): calculates the mode

=VARP(first cell:last cell): calculates the variance
=STDEVP(first cell:last cell): calculates the standard deviation

e You may directly write the functions for these statistics into
cells or the formula bar, OR

e You may use the function wizard ( # in the toolbar)
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Measures of Central Tendency in Excel

Average (Mean) A B C E
1 28 2 1 34
Write the formula 2 A a 12
into a cell 3 S S i8S
| 4 7| | | 13
—AVERAGE(B2:E5) = =AVERAGE(A1:A4;B2;C1:C2;E1:E4)

A colon (:) stands between the upper left corner and the lower right
corner of an array

Empty cells don't effect on the value of mean
The reference to an array is made by painting the array

The semicolon (;) connects separate arrays
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Measures of Central Tendency in Excel

Or, use the wizard: Insert function...

Select
Category: Siatistics
Function: Average

Function Arguments E

AYVERAGE
Numberl Al:44

Mumberz | B1
Mumber3 | C1:C2
Mumnberd | D1:04
Murnbers

the average,

Help on this Funckion

Faormula result = 11.8158151582

A B C D
1 23 2 11 34
2 11} ] A} 12
3 5 ! 8
4 7t | 13
S I a Activate the
Fe)=2 command line in the
(Feel = 14 box and paint an
(il = 345125513) array in Excel sheet
= b

= 11.5151515=2

Feturns the average (arithmetic mean) of its arguments, which can be numbers or names,
arrays, or references that conkain numbers.

Mumber1: numberl jnumberz;. .. are 1 to 30 numeric argurments For which waou wank

Ok ] [ Cancel
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Measures of Central Tendency in Excel

Mode =MODE(B2:B5;D2:E4)

1., 2. or 3. quartile
Median =MEDIAN(B2:B5;D2:E4) (the 2. = Median)
Quartiles =QUARTILE((B2:B5;D2:E4);1)

Percentiles =PERCENTILE((B2:B5;D2:E4);0.35))
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Measures of Dispersion in Excel

Average deviation
Variance
Standard Deviation

Skewness

=AVEDEV(B2:B5;D2:E4)

=VAR(B2:B5;D2:E4)

=STDEV(B2:B5;D2:E4)

=SKEW(B2:B5;D2:E4)
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Classification (Grouping) of Data

In classification we arrange a large sample of data into classes

26.6 22.9 25.8 23.1 23.8 20.9 25.2 26.9 22.6 27.9
28 23.7 23.9 20.5 25.7 27.1 24.7 17.8 23.9 22.8
22 23.6 27.5 30.6 21.6 19 22.7 26.9 25.5 27.6
27.5 22.1 26.7 27.5 28.3 31.1 32.1 28.8 21.8 23.3
There are some rules usually followed when
arranging classes
class frequency
e The classes should be of equal size (if <19 2
possible) 19-21.5 3
e All data values from the original table 2l.5-24 15
need to be included in one and only in one 24 - 26.5 o
Class 26.5 - 29 13
> 29 3

e The number of classes should be
between 5 and 15.
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Classification in Excel

////////////

The frequencies indicate the

number of observations in the
data array that are more than
the upper limit in the previous

row but less than or equal to the
upper limit in this row

upper
limits
class (bins) f |
<19 i 19i 2
19 -21.5. 21.5. 2
21.5-24 24) 15
24-2651 265 5
26.5-29|_____2_9] 13
> 29 ] 3

Activate the (whole) frequency
column and write the formula

=FREQUENCY(data;bins)

into the first cell.

Remark! This is an array formula,
which means that we have to accept
the formula by pressing:

[ shift + ctrl + enter ]
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L

Functions for Descriptive Statistics

* Your Excel
spreadsheet should
now look like this:

( EE’ = T @ = Bookl - Microsoft Excel -8 X
- Home | Insert | Page La;.r| Farmula | Data | Review |‘u"iew |Acrnbat |@ - B X
E £ | Calibri 11 - = o, AW = &7 -
FTaste = |B £ E ?”A ATl Alignment||Mumber| Styles | Cells IET ﬂﬁ*

> [E]e A et NECESH S SOR -
Clipboard ™ Font ] Editing
D17 - (- fo ¥
A B C D E F G B

1 Instructor 1 Instructor 2

2 3.1 2.5

3 2.7 3.9

4 3.2 4.0

5 2.9 24

] 2.8 2.7

7 3.0 2.8 =
8 3.3 4.0

9 2.8 2.6

10 3.0 3.1

11 3.2 3.0

12 'mean 3.0 3.1

13 |median 3.0 29

14 mode 3.2 4.0

15 war 0.04 0.36

16 stdev 0.19 0.60
%lm Sheetl -~ Sheet? - Sheet3 5

Ready | LE-IEI- 105 327



Calculating Pearson’s r

Correlations are described using the Pearson
Product-Moment correlation statistic, or r value.

In Excel, there are many functions that can calculate

a correlation statistic, however, we will only use
=PEARSON in this class.

Let’s say we want to determine if there is a
relationship between number of hours spent per
week studying for Statistics and GPA (score) earned
in the class at the end of the quarter. To do so, we
can calculate Pearson’s r for our two variables.
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Enter the following data into Excel:

6"3\ - = Bookl - Microsoft Excel - B8X
_ZJ/ Home | Insert Page Layout  Formulas ata Review View Acrobat @ - ™ X
# | Calibri 11 ~ |= = =5 General A F IR 57~
Paste = IB 7 U -jA A ‘g E A ;}3' e e Styles || Cells Q_' -
- || A |2E 2| || | %68 3%/ - - A
Clipboard ™= Font L Alignment ] Number = Editing
| C10 - £ | v
A B C D E F =
1 Student StudyHrs GPA
2 1 42 3.3
3 2 23 2.9
4 3 31 3.2 A
5 4 35 3.2 1
6 5 16 1.9
7 6 26 2.4
8 7 39 37
9 | 8 19 2.5
10 |
11
12
13
4 4 » ¥ | Sheetl  ~Sheet2 . Sheet3 ¥l m =
Ready !J@ O 1| .224% @ 1) @—u_--.a

StudyHrs = average number of hours spent per week studying for 209

GPA = grade-point average earned in 209 at the end of the quarter
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Step 1: Select the cell where you want your r value to appear

(you might want to label it).

Step 2: Click on the function wizard # button.

Step 3: Search for and select PEARSON.

% Search for a function:
=

pearson

Or select a category: IRecommended EI

Select a function:

‘PEARSON
KA

INTERCEPT
SLOPE
STEYX

PEARSON(arrayl,array2)
Returns the Pearson product moment correlation coefficient, r.

Help on this function oK

Cancel

O\ -5 )= Bookl - Microsoft Excel
&
& Calibri 2ai fr s SN, = % A
2 ||| B W A T |
Pavste ¥ [ Ty~ A Allgnvment Nurilber Styvles Ce‘
Clipboard ™= Font &
ES v fx |
A B C D E F
1 Student StudyHrs GPA
2 1 42 3.3
3 2 23 2.9
4 3 31 3.2 _StudyHrs and GPA
S5 | 4 35 3.2 ‘ .I
6 5 16 1.9
7 6 26 2.4
8 7 39 3.7
9 | 8 19 2.5
10
11
Ho4> » | Sheetl , Sheet2 ~ Sheet3 ~ ¥
i Ready
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Step 4: For Arrayi, select all the values under StudyHrs.

For Array2, select all the values under GPA.

™

)\ D T )5 Bookl - Microsoft Excel - B°X
g 023 ‘ =
' Home Insert Page Layout Formulas Data Review View Acrobat '@) - 3 X

3 % (Calibi -1~ = % W A bl W Z 2

P_-t E |l 'HA‘ | Ali t Numb Styl Cell @' 48

aste = ignment Number es ells %

- ||| O A 2 . - - - ,
B2 - (o '
‘ = B8] = {42;23;31;35;16;26;39;19}
A L B o C Eg = array
1 Student StudyHrs GPA
2' 1 42 3.3 Returns the Pearson product moment correlation coefficient, r,
b 3 ’ 2 23 2.3 Arrayl is a set of independent values,
4 3 31 3.2
! SJ 4 35 3.2
6 »‘ 5 16 1.9 Formula result =
i 2 4 24 Help on this Function OK Cancel
8| 7 39 3.7
_ 9 | 8 19. 2.5
10 ,
11 .
cn v ] o —
I 4 » »| Sheetl ~ Sheet? ~ Sheet3 ~ ¥J <
Average; 28.875 Count: 8 Sum: 231
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Step 5: That’s it! Once you have your r value, don't
forget to round to 2 decimal places.

( O‘."' = 9 - = = Bookl - Microsoft Excel - B 2
;‘-‘/’ Home Insert Page Layout Formulas Data Review View Acrobat 'i) - 7 X
== % Calibri 1 v | B=Eaa S @, WAz = 2%

J L Bz u-aa] E=5E % @~ &
=T |[E A = E(a-] ||[uhs% el B
Clipboard ™= Font lignment (4 Number = Editing
£ - fx | =PEARSON(B2:B9,C2:C9) ¥
A B C D E F G H [ &
1 Student StudyHrs GPA B
2 1 42 3.3
3 2 23 2.9 =
4 3 31 3.2 StudyHrs and GPA:
5 4 35 3.2 I 0.88! L |
6 5 16 1.9
7 6 26 2.4
8 7 39 3.7
9 8 19 2.5
10
aa . ¢
4 4 » M| Sheetl ~Sheet2 . Sheet3 _ 7. [ m i bU
| Ready ]E@ o H1]| 100% U v (+)y

Knowledge check: What does the rvalue of 0.88 teII you about
the strength and direction of the correlation between StudyHrs and
GPA?
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Scatterplots

A scatterplot is an excellent way to visually display the
relationship (correlation) between two variables.

Each point on the scatterplot represents an individual’s
data on the two variables.

We will now create a scatterplot for StudyHrs and GPA.
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Step 1: Select both columns of variables you wish to plot

(StudyHrs and GPA).

Step 2: Click on the tab labeled ‘Insert, and then select ‘Scatter’
in the ‘Charts’ menu.

:D) = R IR v A Microsoft Excel -8X
Home Page Layout Formulas Data Review View Acrobat '@)
F=] == | @ # Line ~ Area - Q [25] Text Box 2%
i) B | i o, .
_ @B Pie : _| Header & Footer g
Plvothable Table Picture Z__\] Colijmn :_‘ S 0 et~ Hyperlink dﬂ WaraiEs Q
Tables Ilfustrations Charts E Links Text
Bl > (& J | StudyHrs ¥
"@] Bookl
A A B Eral D | E | F | G | H | | ' J
1 Student |StudyHrs GPA
2 1 42 3.3
3 2 23 2.9
4 | 3 31 3.2
= 4 35 3.2
6 S5 16 19
7 6 26 2.4
8 7 39 3.7
9 | 8 19 2.5.
10 |
11 |
12 |
13
; Ready | Average: 1588125 Count:18 Sum: 2541 334




Step 3: Select the first plot in the drop-down menu.

-Lg_g,@y@;)=

&)

Microsoft Excel

Review

v

)

PivotTable Table || Picture

‘Tables

=

Home I Insert Page Layout Formulas
| | - & '.i“e - .A'ea"

Column

e

Bl

Hustrations

Bookl

|[ 4 C
~ 1 Student |StudyHrs GPA
| 2 | 1 42 33
| 3 | 2 23 29
| 4 | 3 31 3.2
iz 4 35 3.2
6 5 16 1.9
| 7 | 6 26 24
| 8 | 7 39| 3.7
1 9 | 8| 19 25l
10

11

e
113

i A Chart Types...

Ll
T3

Average: 15.88125 Count: 18 Sum: 2541 |

[E Text Box
] Header & Footer "gg
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pressing Delete.

Step 4: Remove the legend by clicking on it and

| O\ - Z s Microsoft Excel

@& * Home | Insert | Page La | Formu | Data | Review | View | Acrobat  Design | Layout | Format | @

Change Save As

Chart Type Template || Row/Column Data
Type Data

Move

Chart
Location

Quick
Styles ~

Chart Styles

ragz EE

Switch Select

Quick
Layout ~
Chart Layouts

Chart 3 h CI—&J

L
@
2
o

>
™

L
@]

—
w)
m
-
(0]

35

25 & r3

15

05

A = S R E C S E . |
N
@
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Step 5: Add axis titles by selecting the ‘Layout’ tab and clicking on
‘Axis Titles. For the horizontal title, you want it below the x-axis.

For the vertical title, you want the ‘Rotated Title’ option.
'éz‘ = = )+ Microsoft Excel Chart Tools -B8X
_L.y Home Insert Pagelayout Formulas Data Review View  Acrobat Design Format @
Chart Area ||| @ = 2| Legend ~ i » =] ] .
% Vs s e ion Insert Cha il aim el Ai:s Gridlines = Background Analysis Prop_:rrties NOTE. Your Chart
&7 Reset to Match Style Title v - v - v
Current Selection = mUSt be
Chart 3 - F | ¥ - .
—— highlighted for the
_ A B C D | E F G H ! J K ‘Layout’ tab to
17
; aPA appear under
4
S| o . ‘Chart Tools.’
= 3 L 4 \ 4
L g
7 25 L g r
8 L
2 15
10
11 i
12 0.5
13 Q
14 0 10 20 30 40 50
15 &L
[ Ready EEET o= 337




A note about x- and y-axes:

For scatterplots, it does not matter which variable
goes on each axis (this is NOT true for other types of
charts).

However, you need to make sure you label your axes
with the proper variable name.

In this example, GPA is on the y-axis and Study
Hours is on the x-axis (we can tell this based on
their different ranges of values).

As a helpful hint, Excel will automatically put the

first variable (left-hand column) on the x-axis, and

the second variable (right-hand column) on the y-

axis. -



/

Step 6: Change the chart title by selecting it, typing a new one,
and pressing Enter. Chart and axis titles may be altered by

rlg_

ht-clicking on them.

(0 B9 3+ Microsoft Excel Chart Tools - =X
i L u ‘ : =
~ Home | Insert Page Layout Formulas Data Review View  Acrobat Design Layout Format @
‘; * Calibri (Body] ~ |18 | = = El = General A 5= Insert > % ';}J _j"j
— @ ||B{z U [aa]|[E==A s % 1] 5 Delete - || [g] -
Paste ° : T T Styles | ..., . Sort& Find &
- ||| | s ki '||'§’ | | %68 %8| ~ || B=iFormat ~ || (27 Fitter~ Select
Clipboard ™= Font Ahgnment (4 Number Cells Editing
J5 v (@ v f@dy Hours and GPA D ¥
e
|@.]Bookl
_ A B C D E F G H | J K
1} — o
\
2 || GPA
3 ‘ o &
a | "
‘ 35 ®
3 ¢+ @
61 25 . 4 B
7| & -2 *
gi © .
' 15
9 ||
: 1
10 ||
\ 0.5
11
| 0
12 || 5
; 10 20 30 40 50
13 |
14 } Study Hours
15 2 o
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6.,3\ Uz‘ )~ M~ _j v Microsoft Excel Chart Tools =B
a : T - —
ﬁ]our Scatter lot —/ Home | Insert | Page Layot‘ Formulas | Data | Review | View | Acrobat | Design | Layout ‘ Format ‘ @
p ‘—:] & Calibri (Body) ~ 10 ~ ? % %w =) % A ':] Z‘ 7 o
° ° ° B ||| B U || A A | || 3~ A~
' Paste 77 A —p | Number| Styles @ Cells
1S now Iinishe Al (ORI TS| C e e
° Clipboard = Font M Alignment Editing
Chart 3 v fx | ¥
= Bookl
A B C D E F G H |
1F 0
2 Study Hours and GPA
3
3 4
35 ¢
5 & ¢ L
6 i v
25 . &
z £ 2 ’
gl © 4
15
9
1
10
05
11
0
2 0 10 20 30 40 50
13
14 Study Hours
15 &,
L Ready u@@] & 2},00%@

Remember: Each point in the scatterplot represents an

individual’s data.
Knowledge check: Identify Student 8 in the scatterplot. 340



Describing Correlations and Scatterplots

e Scatterplots and correlations are described:

As positive or negative.
As weak, moderate, or strong.
Using the r value.

Sentence 1: There is a strong, positive correlation (r = 0.88) between the number of
hours studied and GPA.

e Then you want to describe the general relationship between the two
variables:

e Sentence 2: More hours of studying for Statistics was associated with a

higher GPA earned in the class at the end of the quarter.

NOTE: We cannot say “More studying led to a higher GPA” - this implies

causation, which cannot be determined using correlational research.
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Pivot Tables (kontingecni tabulky)

55178 0.0999 L
i 55179 0.0999
Step 1: First of all, please make sure to select So186 50055 | =
the data range for which you want to make the S o009 11
pivot table. 55189 0.0999 |
55226 0.0999 q
55227 0.0999 | =
55228 0.0999 =
55229 0.0999
55246 0.0999 | 4
55247 0.0999 | =
55248 0.0999 | 4
55249 0.0999 =
55286 0.0999
55287 0.0999
55288 0.0999
55289 0.0998 | &

Step 2: Insert the Pivot Table by going to
the Inserttab and then clicking the Pivot

Table icon. . LIS TR -
Insert [WPao] Eee@NCININS Vioien: EREEDDEN
= = | o) Ea
[.. =5 12 |EH || |bal BE

,Kontingenc'nf!Tabulka Obrazek Klipart T
Picture Clip Art § || tabulka~

Pane 1[iz] kontingenénitabulka || Hustras
ll il(z Kontingenéni graf Je
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Pivot Tables (kontingecni tabulky)

55178 0.0999 S Decre
Step 3: Select the target cells where you want s M EEEECEEEE ] cocre
to place the pivot table. For starters, select it B0 [srresrrress 10N
the New Worksheet option. o SR o sis
e S8 2 Y el LOSKS =

Create PivotTable 4 ; ‘

Choose the data that you want to analyze
9 Select a table or range

Use an external data source

Choose where you want the PivotTable repoct to be placed

Step 4: The new worksheet will open and you S
will be able to see the pivot table that you just o J[.
created, you can now generate the report from | = —
this table and can perform various operations B3 v | Total
on this table for better visualization and [ 4| A st C
presentation of data. Just for example I L DESTINATION CODE |355 7]
calculated the sum of all of the selected cells. B cionres (Us$) W{

4 |Total | 0.078
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Pivot Tables (kontingecni tabulky)

Zvolte pole, které cheete piidat do

sestavy:
Employee ID
[CFirst Name
[[Last Name
Gender

[ salary

[¥]3ob Title

[ Country
[TBirth Date
[THire Date

Pretahnout pole mezi nasledujicimi oblastmi:

" Filtr sestavy

1] Popisky radka
Job Title hd

“H Popisky sloupci

¥ Hodnoty -

Gender w7
%  Hodnoty

Podet A

Poietl -

Pofet2 ~

Diata

Gender | =

Focet

FPocet]

FPocet2

Celkem Pocet |Celkem Pocetl |Celkem Poget?

Joh Title -

F ]

F

I

Sales Manager
Sales Rep. |
Sales Rep. I
Sales Rep. Il
Sales Rep. IV

13

10

0.00% 100.00%
£1.80%;
44,443
hE.82%
B0.00%:

38.10%
B5.56%
41.18%
40.00%

0.00%:
28.63%
37.04%
28.93%

2%

.86 2
36.11% 21
22.22% 18
27.70% 17

8.33% 5

100,00%
100,00%
100,00%
100,00%
100,00%

317
33.33%
28.57%
26.98%

7.894%

Celkowy souiet

36

42.86%

B714%

100.00%

100.00% 63 100.00% 100.00%

Nastaveni poli hodnot

B ) |

Mazev zdroje: Employee ID

Vlastni ndzev:

Podetl

Zobrazit hodnoty jako

Zobrazit hodnoty jako

% rozdilu mezi
Mezisoudet v
2

m | » pA

1

QK

] [ Storno

Kliknutim na zvolené pole v casti
,Hodnoty“ lze vyvolat ,Nastaveni poli
hodnot®, kde v ,Zobrazit hodnoty jako" 1ze
vybrat napft. ,%tadku (v tabulce oznaceno
jako Pocet1) ..tim ziskame fadkové
podminéné relativni Cetnosti. Pro sloupcoveé
podminéné volime %sloupce.
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5. Regresni analyza v MS Excel a SAS

345
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Regresni analyza

Cil regresni analyzy: vystizeni zavislosti hodnot znaku Y na hodnotach znaku X.

Pfi tom je nutné vyftesit dva problémy:

» jaky typ funkce pouzit k vystiZeni dan¢ zavislosti

» jak stanovit konkrétni parametry zvolen¢ho typu funkce?

Typ funkce ur¢ime bud’ logickym rozborem zkoumané zavislosti nebo
se snazime ho odhadnout pomoci dvourozmérneho teckového diagramu.

70
60
50
40

20
10

Pribéh zavislosti

30 1

primka

y:ﬂ0+ﬂlx

70
60
50
40
30
20
10

-10

Priibéh zavislosti

parabola
y= 180 +131X+182X2
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Simple Linear Regression Model

Assumptions:

Y =Po+pX te

e The mean of the Ys is accurately
modeled by a linear function of the

i - Xs.
Unknown * e .
Relationship —— -~ ", e The random error term, g, is
Y=Po+ B X 7~ assumed to have a normal
/\ * L] L] L] L]
] Y-Y . distribution with a mean of zero.
> Residual \ AN A e The random error term, g, is
2 ] Y=Bo+ BuX assumed to have a constant
& Regression Best . >
| FitLine variance, G2.
e The errors are independent.
L
// *
K
| | Predictor (IX) | *

* Unknown
Relationship

Y =B+ X

Response (Y)
*

T
Predictor (X)
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Violation of Model Assumptions

e Normality — does not affect the parameter estimates, but it
affects the test results.

e Constant Variance - does not affect the parameter
estimates, but the standard errors are compromised.

e Independent observations — does not affect the parameter
estimates, but the standard errors are compromised.

e Linear in the parameters - indicates a misspecified model,
and therefore the results are not meaningful.
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Regresni primka

Zde se omezime na linearni zavislost y =Po+ f1X.

Xl yl
Odhady b ¢ a b; neznamych regresnich parametr Bo, p1 ziskame na zdklad¢é datového  souboru [ ... | metodou nejmensich
Xn yn

W (] W . 4 1 14 r . . 4 M M M 14 14

¢tvercl. PoZadujeme, aby vyraz —i (y; =B, —B,x;)? nabyval svého minima vzhledem k P ap ;. Tento vyraz je minimalni,
N ia

jsou -li jeho prvni derivace podle B a B 1 nulové. Staci tyto derivace spocitat, polozit je rovny 0 a fesit systém dvou rovnic o

dvou neznamych, tzv. systém normalnich rovnic.

Xl yl
Necht’ je dan dvourozmérny datovy soubor ( ] apiimkay= fo+PiX.
X n y n

Vyraz q( Bo, B1) = ii(yi - B, —B,x;)?senazyva rozptyl hodnot znaku Y kolem piimky y= o+ X,

i=1
pfimkay=by + b1 x, jejiz parametry minimalizuji rozptyl q( Bo, B1) V celém dvourozmérném prostoru, se nazyva regresni
pfimka znaku Y na znak X
g, =bo+biXx,i=1,..,n... regresniodhadi-t¢ hodnoty znaku Y,
r,> =ID2... indexdeterminace (Index determinace udava, jakou &ast variability hodnot znaku Y vystihuje regresni ptimka.
Nabyva hodnot z intervalu (0,1). Cim je blizsi 1, tim 1épe vystihuje regresni ptimka zavislost Y na X.)

Index determinace se definuje slozitéji, pouze v pripadé primky plati uvedeny vztah. 249



Odvozeni odhadu regresnich parametru

Systém normalnich rovnic ziskdme derivovanim vyrazu

q(Bo’Bl):%Zn:(yi _Bo _lei)2 parCiélné pOdle Bo a Bl:

i=1
9(Bo:B;) _ 2%
. BOO V- HZﬂ:(yi —Bo —B.X; N-1)=0 Systém normalnich rovnic:

aq(Bo 23 .=nb,+b, ) x,
q(gg Bl) :HZ(yi —Bo _lei)(_xi)zo ‘ Zy 0 12 5
Lot = X, =b +b :
Resenim tohoto systému ziskame odhady Zyl 0 le lzx’
ZXiZZYi_ZXiZXiYi nZXiYi_ZXiZYi l
_ =l i=1 i=1 i=1 _ i=1 i=1 i=1
o n n 2 B
ny x,* —[ZXJ
i=1 i=1

Po jednoduchych upravach dospéjeme ke tvaru b,

S
- ng‘xiz—(ixijz ———— y=m, +SL122(X_ ml)

i=1

= S%, kde s, je kovariance znaki X, Y a s,”je rozptyl znaku X. Déle

1
dostavame b, = m, —b,m,, tedy regresni pifimku mizeme vyjadfit ve tvaru y =m, + S%(x -m,).
S1
Usek by regresni ptimky udava, jaky je regresni odhad hodnoty znaku Y, nabyva-li znak X hodnoty 0.
Smérnice b; udava, o kolik jednotek se zméni hodnota znaku Y, zméni-li se hodnota znaku X o jednotku. Je-li b; > 0,
dochazi s ristem X k rstu Y a hovofime o pfimé zavislosti hodnot znaku Y na hodnotach znaku X. Je-li b; <0, dochazi

s ristem X k poklesu Y a hovofime o nepfime zavislosti hodnot znaku Y na hodnotach znaku X.
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Priklad

Priklad: Pro datovy soubor obsahujici udaje o mezi plasticity (znak X) a mezi pevnosti oceli (znak Y)
a) Urcete regresni pfimku meze pevnosti na mez plasticity.

b) Zakreslete regresni pfimku do dvourozmérného teckového diagramu.

c) Jak se zméni mez pevnosti, vzroste-li mez plasticity o jednotku?

d) Najdéte regresni odhad meze pevnosti pro mez plasticity = 60.

e) Vypoctéte index determinace a interpretujte ho.

Pf'ltOIll_]lz vime, ze m; = 95,5, m, =114,4, s, =32,4, s, = 32,5, S1, = 985,76, 1, = 0,936 .

ReSeni:
ada) by = %22 = X _go57 = m,—bym, = 114,4-0,937 . 959 = 24,5,y = 24,5 + 0,937x.
S, 1052,4
ad b) 190 N
170 Z
% 150 +* .;"‘/
2 110 ML 4
5 . 0%
e 90 g ,09
70 ;A‘,;/‘
50 +* T T

30 50 70 90 110 130 150 170
mez plasticity

ad ¢) Mez pevnosti vzroste 0 0,937 kpcm™ — viz parametr b, vypoéteny v bodé (a)
ad d) y =24,5+ 0,937 x 60 = 80,72.
ad e) ID? = r;,* = 0,936° = 0,876. Znamené to, Ze 87,6% variability hodnot meze pevnosti je vysvétleno regresni piimkou.
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Priklad

2

X Yi XY X
100 120 12 000 10 000
90 105 9450 8 100
86 95 8170 7 396
94 100 9 400 8 836
120 135 16 200 14 400
135 140 18 900 18 225
79 102 8 058 6 241
62 o8 6 076 3 844
110 125 13 750 12 100
125 134 16 750 15 625
1 001~1154 118 754 | 104 767

1154 =10-b, +1001-b,

m) 118754=1001-b, +104767-b

: 1

y =44,41+0,709- X

4

t
o
-

-l

2 120
[ =4

150

Bodovy graf

140

130

e

110

100

90

80

50

70

90 110
Lonisky rok

130

150
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Priklad

o 1 2
Index determinace lze vyjadrit ve tvaru: ID? — Z Y n (Z yi)
, 1 2
X; y: y, y2 g2 2.V o (Z y,)
100 120 115 14 400 13 301
90 105 108 11 025 11715
86 95 105 9 025 11 109
94 100 111 10 000 12 337
120 135 130 18 225 16 773
135 140 140 19 600 190 642 135468~ .11542
79/ 102| 100| 10404 10 088 _ 1 =0,853
62 08 88 9 604 7 811 135864 — —-1154°
110 125 122 15 625 14 987 10
125 134 133 17 956 17 704
1001 1154 1154 135864, 135468




< X X O

Maticové vyjadieni MNC

b=(x"-x)" X"y

_ 1 X, Y1
b= X=|:: y=| :
- l x Vs

n

sloupcovy vektor 2 neznamych parametru regresni funkce,
matice rozméru N x 2 , tvorena konstantou 1 a hodnotami znaku

sloupcovy vektor n hodnot znaku Y -



Priklad

Naleznéte koeficienty regresni primky:

120
105

95
100
135
140
102

98
125
134

2

1 1

100 90 86 94 120 135 79 62 110 125

|

e T T e e e T e =

1

100
90
86
94

120

135
79
62

110

125

1

1

1

1

1

1

1
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Priklad

© 1154
118754

A=X"-X=

(44,414

0,709

10

1001 |

1001 104767

22941 -0,0219]
' —0,0219

0,0002
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Sdruzené regresni primky

V nékterych situacich méa smysl zkoumat nejenom zavislost znaku Y na znaku X, ale téz zavislost X na Y. V  takovém
pfipad¢ hledame druhou regresni pfimku a souhrnné hovotime o sdruZzenych regresnich piimkach.
Regresni primkou znaku X na znak Y nazveme tu pfimku X =b, + b,y , jejiz parametry minimalizuji rozptyl q( B,, B,) =

n Pe— —_
D (x; - B, = B,y,)? V celéroving. Nazyva se téz druha regresni piimka . Regresni pfimka znaku Y na znak X a regresni ptimka
i=1

znaku X na znak Y se nazyvaji sdruzené regresni primky .

Rovnice regresni pfimky znaku X na znak Y ma4 tvar: Sl 5
X=m +—= (y —m, )
SZ
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Vlastnosti sdruzenych regresnich primek

Sdruzené regresni piimky se protinaji v bod¢ (mg,m,).
Pro regresni parametry b,,b, plati: b,b, = ry,’.
Rovnice sdruzenych regresnich pfimek miZzeme psat ve tvaru
— S _ 1ls .
y=m,+r,2(Xx-m)),yYy=m,+—"2(x-m,) (je-li ry, #0).
Sl 12 ~1

14 w7 14 4 14 wr 4 w7 /4 W ‘w7 1

Regresni ptimky sviraji tim mensi thel, ¢im méné se od sebe liSir;; a —.
rlZ

Regresni ptimky splynou, je-li ;> = 1. K tomu dojde pravé tehdy, existuje-li mezi X a Y uplna linearni zavislost. Viechny
body (X, Yi), 1= 1, ..., n lezi na jedné pfimce, tedy ze znalosti X; miizeme presné vypocitat y;, i =1, ..., n.
Jsou-li znaky X, Y nekorelované, pak maji sdruzené regresni piimky rovnice y = m,, X = My @ jSou na sebe kolmé.
Oznacime-li a thel, ktery sviraji sdruZzené regresni ptimky, pak plati:
cos o = 0, pravé kdyZ mezi X a Y neexistuje zadna linearni zavislost,
cos o = 1, pravé kdyZ mezi X a Y existuje Uplna pfima linedrni zavislost,
cos o = -1, pravé kdyZ mezi X a Y existuje Uplna neptima linearni zavislost.
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Priklad: Pro datovy soubor obsahujici idaje o mezi plasticity (znak X) a mezi pevnosti oceli (znak Y):
a) Urcete regresni pfimku meze plasticity na mez pevnosti.

b) Zakreslete tuto druhou regresni pfimku do dvourozmérného teCkového diagramu.

Pfitom jiz vime, zem =955, m ,=1144,s,=32,4,s,=32,5,5 1, =985,76,r 1, =0,936.

ReSeni:

ad a) 51 =

ad b)

Priklad

0,932,b, =m, —b,m, =959-0,932 x114,4 = —10,7 , tedy x = -10,7 + 0,932y.

30

50 70 90

s, 98576 _ _
s> 1057,21
190 -
170 b
- YR
% 150 ¢
S 130 < i
. .
~ 110 ’/{‘ :':
0 K
£ 90 o A
Ol
0 7
.
50 T T T T T T T

110 130 150 170

mez plasticity
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Priklad

 Poptévka po veprovém mase | 154 164] 123 | 181[193]105] 143 | 167[158] 62

| Poptivka o hovézim mase | 103 116] 98 [ 175[165] 90 | 103 | 140f113] 49

* Sestrojte sdruZzené regresni pfimky.

* Vypoctéte koeficient korelace.
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Priklad

2

2

1

S —_— —

1 1
m1:145 my = 115221152

223922 -145% =1367,2

144998 115,2°> =1228,76

1789 145-115,2=1187,1

b, =115,2-0,868-145 =-10,66

X Yi X;"Yi X Yi
154 103| 15862 23716] 10609
164] 116] 19024| 26896 13456
123 98| 12054| 15129] 9604
181 175| 31675 32761] 30625
193] 165| 31845 37249 27225
105 90| 9450/ 11025/ 8100
143| 103| 14729| 20449 10609
167| 140] 23380 27889 19600
158 113| 17854 24964 12769
49 2844
<! 1 45¢) 1 15284178 911223 922!644 998))
1187.,1 S5
b, = >~ = 0,868
1367,2
—  1187,1
b, = > =0,966 _
1228,76

b, =145—-0,966-115,2 =33,72
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Priklad

Sdruzené regresni primky

Hovézi maso

175

155

135

115

95

75

55

35

15
45

65

85

105

125 145 165

Veprové maso

185

205
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Priklad

inyi — NNy My

o = \/[Z: Xi2 _ nm21]°|z yi2 — nng]

S1p

Sl .SZ

ri, = Sgn(by) \/bl b,

P




Priklad

o 178911 —10 145 -115,2
* [223922 ~10-1452]-[L44998 ~10 115,27 ]

= 0,916

o 1187)
36,976-35,054

=0,916

"o

7, =+/0,868-0,966 = 0,916
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Priklad

X Yi
154 103
164 116
123 o8

52 175
193 165
105 90
143 103
167 140
158 113
191 49

* Sestrojte sdruzené regresni primky.
* Vypoctéte koeficient korelace.

» Porovnejte vysledky s vysledky predchoziho
prikladu.
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Priklad

X; Yi X"y Xi2 Yi2
154 103] 15862 23716/ 10609
164 116] 19024 26896] 13456
123 98| 12054 15129 9 604

52| 175 9 100 2704 30625
193| 165| 31845 37249 27225
105 90 9450 11025 8 100
143 103] 14729 20449 10609
167 140 23380] 27889 19600
158| 113] 17854 24964 12769
191 49 9359 36481 2 401
1450| 1152 162 657| 226 502| 144 998
prumeéry 145,0
115,2
rozptyly 1625,2
1228,76

smérodatné odchylky 40,3138

35,0537

r=—/0,270-0,357 =—0,310
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Priklad
Rozhodnéte zda nasledujici dvojice pfimek mohou byt
sdruzenymi regresnimi piimkamia:
A)y=13-2x B)yy=13-2x (C)y=13-2x

x=25 x=04y X=8—Yy

D)y=13-2x E)y=13-2x F)y=13-2x
x=65-0,5y x=—2-04y x=—0,5y
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Priklad

A)y=13-2x B)y=13-2x C)y=13-2x

x=2,5 x=04y xX=8—Yy
D)y=13-2x E)y=13-2x F)y=13-2x

x=65-0,5y x=—2-04y x=—0,5y

b, | 51 mayji stejna znameénka
A) NE(2) D)ANO

je-li jeden roven nule, pak je 0-vy i druhy B) NE(l) E) ANO
re[-11] 4. &b <l0,1] C) NE(3) F)NE(4)
pror=1(r=-1) plati Eoz_b_O

b
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Prehled procedur SASu pro regresi

SAS/STAT:

CATMOD, GAM, GENMOD, GLIMMIX, GLM,
LIFEREG, LOESS, LOGISTIC, MIXED, NLIN,
NLMIXED, ORTHOREG, PHREG, PLS, PROBIT, REG,

ROBUSTREG, RSREG, SURVEYLOGISTIC,
SURVEYPHREG, SURVEYREG, TRANSREG.

Jklasicka®
SAS/ETS: linedrni regrese

AUTOREG, COUNTREG, MODEL, PANEL, PDLREG,
SYSLIN.
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The CORR Procedure

S regresni analyzou souvisi analyza korelac¢ni.

KdyzZ pro nic jiného, tak alespon v souvislosti s explorac¢ni

analyzou je vhodné prozkoumat data pomovi procedury
CORR.

General form of the CORR procedure:

PROC CORR DATA=SAS-data-set <options>;
VAR variables;
WITH variables;
ID variables;

RUN:;

370
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The CORR Procedure

e Scatter plots and scatter plot matrices are available through
ODS Graphics.

e ID statement enables you to specify additional variables to
identify observations in scatter plots and scatter plot matrices.

e Selected options:

e PLOTS <(ONLY)> <= plot-request>

e PLOTS <(ONLY)> <= (plot-request < plot-request >) >
« ALL
« MATRIX <( matrix-options )>
« SCATTER <( scatter-options )>
« HIST | HISTOGRAM
. NVAR=ALL | n
o ELLIPSE=PREDICTION | CONFIDENCE | NO

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA. 371



PROC CORR —priklad vystupu

Corteigtions and Scatier Plots with Oxygen_Cons niption

The CORR Procedure Correfations and Scatler Plots with (xygen_Cons smption

1 ARE Craygen_Consum pion The CORR Procedure
\¥a nabie s
7 Wariabks:  RunTime Age Wight Run_P ulze Rest_Pulse Macimum _Pulse Scatter Plot
P erform ance s o
Slmple Statigics
I aMabie N Mean  Shi Dev Sum Mindmam Maximam 55 o ©
Chgen Consymption 31 47357581 532777 1469 37.39000 60.06000 =
o
RunTitne 31058613 1.35741 32847000 §.17000  14.03000 'cE'L @
(=)}
Age 3 4767742 526236 1478 3500000 57.00000 § 50 5 o o
Qo [s]
Weghi 1 OTT.A4452 8352857 2401 3903000  91.63000 ‘:I S <
o o

Ruk_ Puise 3 16964516 1025199 5259 146.00000 186.00000 é . uo o o o

Rest_Fulse 1 5345161 TE1944 1657  40.00000  70.00000 o 45 @9 o

Maximar Pulse FOATIITHE 916410 5387 195.00000 192.00000

Petfarmance 31 SE64516 18352554 1756  20.00000  94.00000 =]

40 . 0 g 0O
Ohbservations 3
Fearson Correlation Cosfficients, N= 31 ICorrelatIon -0.862 : . :O
Prob = |4 weder HO: Rho=0 8 10 12 14
Chyger Conswpption RunTime Performance Rest_Pulse Run_Pulse Age Maxmum_Pulse Wiesight RunTime
0.86219 077890 039935 0.39808 031162 0.23677 016289
=.0001 =.0001 00260 0.0266 00879 01987 0.3813
Scatter Plot Matrix
RunTime Age Weight ~ Run_Pulse  Rest_Pulse Maximum_.. Performancs

Correlations and Scatter Plot Matrix of Fitness Predictors

.

The CORR Procedure

RunTime

7 Variables: RunTime Age Weight Run_Pulse Rest_Pulse Maximum_Pulse Performance

Age

Pearson Correlation Coefficients, N = 31
Prob = || under HO: Rho=0

RunTime Age Weight Run_Pulse Rest Pulse Maximum_Pulse Performance E’

RunTime 1.00000 0.19523 0.14351 0.31365 0.45038 0.22610 -0.82049 =

0.2926| 0.4412 0.0858 0.0110 02213 <.0001 2

Age 019523 1.00000 -0.24050  -0.31607  -0.15087 -0.41490 -0.71257 S‘

0.2926 0.1925 0.0832 0.4178 0.0203 <0001 é

Weight 0.14351 -0.24050 1.00000 0.18152 0.04397 0.24938 0.08974 3

04412 01925 0.3284 0.8143 01761 0.6312 g

Run_Pulse 0.31365 -0.31607  0.18152 1.00000 0.35246 0.92975 -0.02943 &

0.0858 0.0832 03284 0.0518 <0001 0.8751 )

E

Rest_Pulse 0.45038 -0.15087  0.04397 0.35246 1.00000 0.30512 -0.22560 g

0.0110 04178 0.8143 0.0518 0.0951 0.2224 ‘g

Maximum_Pulse 0.22610 -0.41490 0.24938 0.92975 0.30512 1.00000 0.09002 8

0.2213 0.0203 0.1761 <.0001 0.0951 0.6301 £

Performance -0.82049 -0.71257  0.08974  -0.02943  -0.22560 0.09002 1.00000 E
<0001 <0001 0.6312 0.8751 0.2224 0.6301
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Multiple Linear Regression with Two Variables

*Consider the two-variable model No relationship:

Y=B0+B1X1+B2X2+8 r

f [
| o
where [ hﬁoir : //

* |
Y is the dependent h
variable.

: X
X, and X, are the independent or
predictor variables. A relationship:
g is the error term. ;
B,, B, and B, are unknown
parameters.

373

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



The Multiple Linear Regression Model

In general, you model t

linear function of k inde

he dependent variable Y as a
bendent variables, (the Xs) as

Y=0B,+BX +..+

Model Hypothesis test:
Null Hypothesis:

3. X + €

e The regression model does not fit the data better than the baseline model.

¢ B1=B2='"=Bk=0

Alternative Hypothesis:

e The regression model does fit the data better than the baseline model.

e Notall B;s equal zero.

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA.
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Analytical Analysis vs. Prediction

Analytical Analysis:

e The focus is on understanding the relationship between the
dependent variable and the independent variables.

e Consequently, the statistical significance of the coefficients is
important as well as the magnitudes and signs of the coefficients.

Y =B, + X+t B X,

Prediction:

e The terms in the model, the values of their coefficients, and their
statistical significance are of secondary importance.

e The focus is on producing a model that is the best at predicting
future values of Y as a function of the Xs. The predicted value of Y

is given by % A A A
Y =06+ X+ L X

Reprodukovano se svolenim spolec¢nosti SAS Institute Inc., Cary, NC, USA. 375



Model Selection Options

The SELECTION= option in the MODEL statement of PROC
REG supports these model selection techniques:

All-possible regressions ranked using
e RSQUARE, ADJRSQ or CP
Stepwise selection methods
e STEPWISE, FORWARD, or BACKWARD

SELECTION=NONE is the default.
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Model Selection Statistics

e Coefficient of determination (R?)

e Adjusted coefficient of determination (adjusted R?)
* Mallows’ C, statistic

o Akaike’s information criteria (AIC)

e Schwarz’s Bayesian criteria (SBC)

SSR= 3 (y-y? .

V ¢ il Population mean: - S SE

Re=1-"—
% dent variable (x) SST
SSE= s(y=y) | | adjR? 1 SSE/de _, SSE/(n—p)
| SST/df. ~ SST/(n-1)
SST = SSR+SSE ;|1 | _1- (=D Ry
3 (N—p) 377

Independent variable (x)



Information Criteria

o Akaike’s information criteria (AIC)

AIC = (n) In(SSE) 2P

e Schwarz’s Bayesian criteria (SBC)

SBC =(n) In( ) pIn(n)

Smaller values indicate a better model.
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Select Candidate Models

Candidate models can be identified by using
e your subject-matter knowledge
e information gathered from data exploration

e qutomatic selection criteria available in the
REG procedure

« all possible models ranked by
R2 adjusted R?, or Mallows’ C,
 stepwise selection
forward, backward , stepwise, MAXR, or MINR

« other statistics such as AIC and SBC
e residual plots to evaluate model fit and model assumptions.
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The REG Procedure

General form of the REG procedure:

PROC REG DATA=SAS-data-set <options>;
MODEL dependent(s)=regressor(s) </ options>;
RUN;

Popis + jednoduchy priklad:
http://support.sas.com/documentation/cdl/en/statug/63033/H
TML/default/viewer.htm#statug_reg_sect003.htm
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Influential Observations versus QOutliers

Outlier Influential Observation

Price

Horsepower Horsepower
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Studentized Residual

Studentized residuals (SR) are obtained by dividing the
residuals by their standard errors.
Suggested cutoffs are as follows:

e |SR| > 2 for data sets with a relatively small number
of observations

e |SR| > 3 for data sets with a relatively large number
of observations
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Cook’s D Statistic

Cook’s D statistic is a measure of the simultaneous change in the
parameter estimates when an observation is deleted from the
analysis.

A suggested cutoff is D, > i where n is the sample size.

n

If the above condition is true, then the observation might have
an adverse effect on the analysis.
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DFFITS

DFFITS; measures the impact that the it" observation
has on the predicted value.
YAi _YA(i)
DFFITS = ~
s(Y})

N

Y. isthe i™ predicted value.

7 is the it predicted value when the ith observation is
deleted.

s(Y,) is the standard error of the ith predicted value.
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ldentifying Influential Observations
— DFBETAS

bj J(1)
DFBETA, ,, = —
G (b;)

measures the change in each parameter estimate when an
observation is deleted from the model.

* b, is the parameter estimate for the j*" independent variable

* b, is the parameter estimate for the ;™" independent variable
with the ith observation deleted from the analysis

e &(b;) is the standard error of the j*" parameter estimate when all
observations are included in the analysis
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ldentifying Influential Observations —
The Covariance Ratio

s2(x/X,)")

COVRATIO.; =
| ‘sz (XX )‘1‘

measures the change in the precision of the parameter
estimates when an observation is deleted from the
model.

386

Reprodukovano se svolenim spole¢nosti SAS Institute Inc., Cary, NC, USA.



ldentifying Influential Observations —
Summary of Suggested Cutoffs

Influential Statistics Cutoff Values

RSTUDENT Residuals ~ |[RSTUDENT]| > 2

LEVERAGE LEVERAGE > 2P
n
Cook’s D CooksD > %
DEFITS DFFITS| > 2\/§
DFBETAS DFBETAS|> —=
Jn
COVRATIO COVRATIO < 1-3P or COVRATIO > 1+ 3P

n n
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Linearni regrese — PROC REG

PROC REG <options>;
<label:>MODEL dependents=<regressors> </ options> ;
BY variables ;
FREQ variable ;
ID variables ;
VAR variables ;
WEIGHT variable ;
ADD variables ;
DELETE variables ;
<label:>MTEST <equation, ...,equation> </ options> ;
OUTPUT <OUT=SAS-data-set>< keyword=names> <...keyword=names> ;
PAINT <condition | ALLOBS> </ options > | < STATUS | UNDO> ;
RESTRICT equation, ...,equation ;
REWEIGHT <condition | ALLOBS> </ options > | < STATUS | UNDO> ;
PLOT <yvariable*xvariable> <=symbol> <...yvariable*xvariable> <=symbol> </ options> ;
PRINT <options> <ANOVA> <MODELDATA> ;
REFIT ;
RESTRICT equation, ...,equation ;
REWEIGHT <condition | ALLOBS> </ options > | < STATUS | UNDO> ;
<label:>TEST equation,<,...,equation> </ option> ;

14
VlCe na. http://support.sas.com/documentation/cdl/en/statug/63033/HTML/default/viewer.htm#statug_reg_sectoor.htm
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The SGPLOT Procedure

General form of the SGPLOT procedure:

PROC SGPLOT <option(s)>;
DOT category-variable </option(s)>;
HBAR category-variable < /option(s) >;
HBOX response-variable </option(s)>;
HISTOGRAM response-variable < /option(s)>;
NEEDLE X= variable Y= numeric-variable </option(s)>;
REG X= numeric-variable Y= numeric-variable

</option(s)>;

SCATTER X= variable Y= variable </option(s)>;
VBAR category-variable < /option(s)>;
VBOX response-variable < /option(s)>;

RUN;
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1.03 Quiz

Suppose the regression model that you fit is
y =3+5X

How do you interpret the slope for x, which is 57?
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1.03 Quiz — Correct Answer

Suppose the regression model that you fit is
y =3+5X

How do you interpret the slope for x, which is 57?

For every 1-unit increase in x, the predicted value
fory increases by 5.
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Regression Using Excel

* Tools / Data Analysis / Regression

- Microsoft Excel - 13data.xls

E@ File Edit ‘Wiew Insert Formak Tools  Data  Window Help  acrobat

Dl SRY | $B2R- o-o0- @ = -5 Q25| S0 -2 83 Y3

1

| L B s u|j=E==B8 %, @%|=E1-2-A-QQ @D
e — 21
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H ]4
1 |House Price  Square Feet Input ¥ Riange: [sas1:50811 ] |
Z
2 §?g 1 ggg Input = Range: |$Ei$1 $EB$11 ja_j ﬂ
3
4 279 1700 ﬁLCabEFIZ » ;cnnste;nt is Zero el
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5 208 1875 -
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7 21 9 1 550 i Cutput Range: I j‘-.l
= :
5 405 2350 sy |
ew Workboo
9 324 245U —Residuals._
10 319 1425 [T Residuals [~ Residual Plots
11 255 1700 [ standardized Residuals ¥ Line Fit Plaks
12 —Mormal Praobabiliby
13 [ mormal Probability Plats
14
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Excel Output

Regression Statistics

Multiple R 0.76211
R Square 0.58082
Adjusted R Square 0.52842 The regression equation Is:
/\
Standard Error 41.33032 -
houseprice=98.24833+0.10977 (squarefeet)
Observations 10 /
ANOVA
df S MS F Significance F
Regression 1 18934.9348 18934.9348 11.0848 0.01039
Residual 8 13665.5652 1708.1957
Total 9 32600.5000
Coefficients Standard Error t Stat P-value Lower 95% Upper 95%
Intercept 08.24833 58.03348 1.69296 0.12892 -35.57720  232.07386
Square Feet 0.10977 0.03297 3.32938 0.01039 0.03374 0.18580
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Graphical Presentation

House price model: scatter plot and regression
line

450
400 + ®

S 350 +
S oo | °eo o Slope

€ 950 4 = 0.10977

2 200 + e
o .-
[«b) 150 T

>
5 10971”
I 50/~
Intercept 0 , , , , ,
= 08.248 0 500 1000 1500 2000 2500 3000

Square Feet

/\

houseprice=98.24833+0.10977 (squarefeet)
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Interpretation of the Intercept, b,

/\

houseprice =98.24833H+0.10977 (squarefeet)

b, is the estimated average value of Y when the value

of X is zero (if x = o is in the range of observed x
values)

* Here, no houses had o square feet, so b, =98.24833

indicates that, for houses within the range of sizes

just

observed, $98,248.33 is the portion of the house price not

explained by square feet
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Interpretation of the Slope Coefficient, b,

houge\price =98.24833+0.10977|(squarefeet)

b, measures the estimated change in
the average value of Y as a result of a
one-unit change in X

e Here,|b, = .10977|tells us that the average value of a house

increases by .10977($1000) = $109.77, on average, for each
additional one square foot of size
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Explained and Unexplained Variation

Total variation is made up of two parts:

SST

Total sum of
Squares

= SSE + SSR

Sum of Squares
Error

SST = (-

Sum of Squares
Regression

SSE=> (y-Y)°

where:

SSR=) (y-V)°

Y = Average value of the dependent variable
y = Observed values of the dependent variable
y = Estimated value of y for the given x value
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Explained and Unexplained Variation

(continued)

SST = total sum of squares

e Measures the variation of the y; values around their meany

SSE = error sum of squares

e Variation attributable to factors other than the relationship
between x and y

SSR = regression sum of squares

e Explained variation attributable to the relationship between x
andy
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Explained and Unexplained Variation

(continued)
Y
Yi < ‘“ A A
SSE| = >(V:-Vi)? y
SST
A
4
y y
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Coefficient of Determination, R?

The coefficient of determination is the portion of
the total variation in the dependent variable that is
explained by variation in the independent variable

The coefficient of determination is also called R-
squared and is denoted as R?

~ SSR
SST

where |0 <R? <1

R2
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Coefficient of Determination, R?

(continued)
Coefficient of determination

~ SSR sumof squaresexplainedby regression
SST total sumof squares

RZ

Note: In the single independent variable case, the coefficient

of determination is
2 2
R =7
where:

R2 = Coefficient of determination
r = Simple correlation coefficient
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Examples of Approximate R? Values

Y
O~ - R2=1
> o
U< Perfect linear relationship
between x and y:
X
R2=1 0 TR
100% of the variationiny is
Yy explained by variation in x
- / ]
X
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Examples of Approximate R? Values

\ O<R2<1

~ Weaker linear relationship
between x and y:

Some but not all of the
— variation in y is explained

- by variation in x
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Examples of Approximate R? Values

R2=0

No linear relationship
between x and y:

The value of Y does not

R2=0 X depend on x. (None of the
variation in y is explained
by variation in x)
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Excel Out

Regression Statistics

out

Multiple R 076211 , SSR 18934.9348
R* = = =0.58082
R Square 0.58082 SST 32600 5000
Adjusted R
Square 0.52842 8 080/ f h - -
Standard Error 41.33032 >8. O_O t_ € varla_tlon N
Observations 10 house prices is explained by
variation in square feet
ANOVA / Significance
df SS MS F F
Regression T »18934.9348 | 18934.9348 11.0848 0.01039
Residual 8 13665.5652 1708.1957
Total 9 »32600.5000
Coefficient Upper
S Standard Error t Stat P-value Lower 95% 95%
Intercept 98.24833 58.03348 1.69296 0.12892 -35.57720 232.07386
Square Feet 0.10977 0.03297 3.32938 0.01039 0.03374 0.18580
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Standard Error of Estimate

The standard deviation of the variation of
observations around the regression line is estimated

by

SSE
i n—k-1

Where
SSE = Sum of squares error
n = Sample size
k = number of independent variables in the model
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The Standard Deviation of the
Regression Slope

The standard error of the regression slope coefficient
(b,) is estimated by

S,
S, =

1_\/2(?_)—()2 :\/ZX (Zx)

where:
Sb1= Estimate of the standard error of the least squares slope

SSE
S, =
n—2

= Sample standard error of the estimate
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Excel Output

Regression Statistics

Multiple R 0.76211
R Square 0.58082 S _ 41 33032
Adjusted R € '
Square 0.52842
@dard Error 41.33032
Observations 10 _
s, =0.03297
ANOVA T Significance
df SS MS F F
Regression 1 18934.9348 ]18934.9348 11.0848 0.01039
Residual 8 13665.5652 1708.1957
Total 9 32600.5000
Coefficient Upper
S Standard Error t Stat P-value Lower 95% 95%
Intercept 98.24833 58.03348 1.69296 0.12892 -35.57720 232.07386
Square Feet 0.10977 | 0.03297 3.32938 0.01039 0.03374 0.18580
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Comparing Standard Errors

Yy

-

Variation of observed y values
from the regression line

_—
/

>

smalls,

/

—

large s,

-

Yy

Variation in the slope of regression
lines from different possible
samples

smalls, X

X
large s,
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Residual Analysis

Purposes
e Examine for linearity assumption
e Examine for constant variance for all levels of x
e Evaluate normal distribution assumption

Graphical Analysis of Residuals

e Can plot residuals vs. x

e (Can create histogram of residuals to check for
normality
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Residual Analysis for Linearity

residuals
%
>
residuals

%,

Not Linear / Linear
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Residual Analysis for Constant Variance

© 1l 00 @ ‘.0 O
- X =5

2 S[e o0 o° &
Y Y

® Non-constant variance Constant variance
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Excel Output

RESIDUAL OUTPUT

Predicted
House
Price Residuals
1| 251.92316| -6.923162
2| 273.87671| 38.12329
3| 284.85348 | -5.853484
4| 304.06284 | 3.937162
5| 218.99284 | -19.99284
6| 268.38832 | -49.38832
7| 356.20251 | 48.79749
8| 367.17929 | -43.17929
9 254.6674 | 64.33264
10 | 284.85348 | -29.85348

Residuals

House Price Model Residual Plot

10Qg 2000
®

Square Feet

3000
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e N

" 6. Uvod do teorie
pravdepodobnosti
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Pocet pravdépodobnosti -uvod

Pocet pravdépodobnosti se zabyvd studiem zakonitosti v ndhodnych pokusech. Matematickymi
prosttedky modeluje situace, v nichz hraje roli nahoda. Pod pojmem nahoda rozumime plisobeni faktort,
které se zivelné méni pii riiznych provedenich téhoZ pokusu a nepodléhaji nasi kontrole.

Pocet pravdépodobnosti jako védecka disciplina se zacal vytvaret v 17. stoleti a jeho pocatky jsou spjaty se
jmény Blaise Pascala, Pierra de Fermata, Christiana Huygense (studovali hazardni hry, zformulovali takové
pojmy, jako je pravdépodobnost a stiedni hodnota, odvodili jejich vlastnosti) a piedevsim Jakoba
Bernoullino (dokazal zakon velkych cisel).

V 18. stoleti: Abraham de Moivre a Pierre Simeon Laplace — formulace jedné z forem centralni limitni véty,
Georges Buffon odvodil binomickou vétu, zavedl diferencialni a integralni pocet do teorie
pravdépodobnosti, Thomas Bayes odvodil zpisob vypoctu aposteriornich pravdépodobnosti pomoci
apriornich pravdépodobnosti (Bayeslv vzorec).

V 19. stoleti: Petrohradska matematicka skola — dala teorii pravdépodobnosti pevny logicky a matematicky
zaklad (Viktor Jakovlevi¢ Bumakovskij, Pafnutij Lvovi¢ CebySev, Andrej Andrejevi¢ Markov, Alexandr
Michailovic Ljapunov), Karl Fridirich Gauss (mj. vyvinul netodu zpracovani experimentalnich udajt
znamou pod nazvem metoda nejmenSich Ctvercli), Simeéon Denis Poisson (zobecnil Bernoulliho zakon
velkych ¢isel a odvodil specialni zakon rozlozeni pravdépodobnosti - Poissontiv zakon rozlozeni).

Ve 20. stoleti: Andrej Nikolajevic Kolmogorov (axiomaticka teorie pravdépodobnosti), Norbert Wiener |
William Feller (rozvoj teorie stochastickych procest).

Odkaz na zajimavou webovou stranku:

http://www-groups.dcs.st-and.ac.uk/~history

http://turnbull.mcs.st-and.ac.uk/~history/HistTopics/Statistics.htmi
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Z.:akladni prostor

Definice (definice pokusu): Pokusem rozumime jednorazové uskute¢néni konstantné vymezeného souboru
defini¢nich podminek. Pfedpokladame, Ze pokus miizeme mnohonasobné nezavisle opakovat za dodrzeni
defini¢nich podminek (ostatni podminky se mohou meénit, proto riizna opakovani pokusu mohou vest k
ruznym vysledktim). Dale predpokladdme, Ze opakovanim pokusu vznikad opét pokus.

nazyvame takovy pokus, jehoz kazdé opakovani vede k jedinému moZnému
vysledku.

nazyvame takovy pokus, jehoz kazdé opakovani vede k pravé jednomu

z vice moZznych vysledk, které jsou vzajemné neslucitelne.
Priklad deterministického pokusu: pti tlaku 1015 hPa zahtivime vodu na 100 °C. Jedinym moZnym
vysledkem je var vody.
Ptiklady nahodnych pokusti: hod hraci kostkou, hod minci, vylosovani ¢isla z osudi apod.

Definice (definice zakladniho prostoru): Neprazdnou mnozinu moznych vysledki nahodného pokusu
znaCime Q a nazyvame ji . Mozné vysledky znac¢ime o,, kde teT, T je indexova mnozina.
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Priklad %

Priklad
a) Nahodny pokus spociva v hodu kostkou. Mozny vysledek o, znamena polohu kostky ¢islem 1 nahoru, 1 =
1, ..., 6. Zakladni prostor Q={w,,...,0,}, pocet moznych vysledki m(Q)=6.

b) Nahodny pokus spociva v hodu dvéma kostkami. Mozny vysledek je uspofadana dvojice |o;, o], 1, ] = 1,
..., 6. Zakladni prostor Q= {o,, o, ][0, ®,]....[o,,o]....[0 o, ]}, pocet moznych vysledkli m(Q)=6=36.

c) Nahodny pokus spociva v opakovaném hazeni minci tak dlouho, dokud nepadne prvni lic. Potom
zakladni prostor Q={w,,o,,0,...},, Kde o, znamena, ze hned v prvnim hodu padl lic, », znamena, Ze az ve

druhém hodu padl lic, o, znamenda, Ze¢ az ve tretim hodu padl lic atd. Sybmolicky lze zapsat o, =[L],
o, =[R,L], w, =[R,R,L], ... Tedy zakladni prostor @ ma nekonecné spocetné¢ mnoho moznych vysledkii.
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Jevove pole

Definice (definice jevového pole): Systém podmnozin ‘A zakladniho prostoru Q, ktery spliuje
nasledujici tf1 axiomy:
5. A A c A=A -A e A,
J6: Qe .ﬂ,

J8: A A, . e A :>CJAi e A

se nazyva Jestlize A « A, pak fekneme, ze A je Jev. Dvojice (@, “A) se nazyva

(Axi6m J5 nam tik4, Ze jevove pole obsahuje s kazdymi dvéma mnoZinami 1 jejich mnoZzinovy rozdil. Axiom
J6 tika, Ze jevove pole obsahuje cely zakladni prostor a kone¢né axiom J8 fika, ze kdyZ jevové pole obsahuje
kazdou ze spocetné posloupnosti mnozin, obsahuje i jejich spocetné sjednoceni. Znamena to, ze systém A je
uzavieny vzhledem k mnoZinovym operacim.

ProtoZe jevy jsou mnoZziny, pro operace s nimi plati stejn¢ zakony jako pro operace s mnoZinami -
komutativni zakon, asociativni zakon, de Morganova pravidla.)
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Mnozinové a pravdépodobnostni pojmy

Poznamka (Slovnik mnozinovych a pravdépodobnostnich pojmii)
Q se nazyva |isty jev, @ se nazyva nemozny jev
e A zZnamena, Ze mozny vysledek o je pfiznivy nastoupeni jevu A
A c B znamena, 7e jev A ma za disledek jev B
AU B znamena nastoupeni aspon jednoho z jevii A, B
AN B znamena spole¢né nastoupeni jevi A, B
A-B znamena nastoupeni jevu A za nenastoupeni jevu B
A =Q-Aznamena jev opacny k jevu A
ANB=gznamena, Ze jevy A, B jsou neslucitelne.
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Priklad

Priklad: Je dan systém slozeny ze dvou blokda, ktery jednordzoveé pouzijeme. Necht jev A, znamend
bezporuchovou funkci i -tého bloku, i =1, 2. Pomoci jevli A, A, vyjadiete jevy:
a) bezporuchova funkce aspon jednoho bloku: A LUA,
b) bezporuchova funkce obou blokii: A, nA,
¢) porucha aspoii jednoho bloku: A, UA,
d) porucha obou bloki: A, NA,
e) porucha pravé jednoho bloku: (,?1 N AZ)U(Al N At)
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Jevove pole - poznamky

Poznamka: Systém axiomu jevového pole je bezesporny (tj. na kazdém zakladnim prostoru lze sestrojit
aspon jedno jevove pole) a neuplny (tzn., Ze na kazdém aspon dvouprvkovém zakladnim prostoru 1ze vytvofit
jevovych poli vice).

Netplnost systému axiomil jevového pole je vyhodna, protoZze umoZznuje rozliSovat vysledky ndhodného
pokusu s rliznym stupném podrobnosti.

Napf. jevové pole A, = 12,9} se nazyva a charakterizuje krajné ,,tupozrakého*
pozorovatele, ktery rozlisi pouze jev jisty a jev nemozny.

Jevové pole A,={Q @, A A} jiz dovoli rozeznat, zda nastaljev A nebo jev opaény A.

Tak muzeme konstruovat stale bohatsi jevova pole, az dostaneme A = B ACQ)

To charakterizuje krajné ,,bystrozrakého* pozorovatele, ktery rozlisi jevy do vSech podrobnosti. Pro
libovolné jevové pole A ovsem plati: A, ¢ A = A
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Priklad

Priklad: Sestrojte vSechna mozna jevova pole na zdkladnim prostoru Q={o,,0,,®,}.
ReSeni:

A, = (0.2 {0} {o, 04
Az = {0.2.{o,} o, 0.}
Ay = 0.2 {0} o0,
As = {22 {o, ) {o, h{on, 0, ) o) {0, 0} {o, 03 (5 Ama)
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Jevove pole - vlastnosti

'Véta (vlastnosti jevového pole): Necht’ ( @ , A) je mé&fitelny prostor. Pak jevové pole A ma
nasledujicich 9 vlastnosti:
J1: A 20,

J2: o A,
J3: ALA,e A=A uA,e A
J: A A, e A=A nA, e A,
B ALA, e A=A -A, e A (axidm),
jg: ii ﬁiazlzm}q’ Diikaz: J1 plyne z J6. )
' ' J2 plyne z J5aJ6, protoze Q-Q=0,
8 AuA,..e A SQA‘ e A (axiom), J3 plyne z J2 J8 specialni volbou A,=9,A,=3,... Pak OAi - A, UA,.

i=1

J9: ALA,,..e A :ﬁAi e A. J7 plyne J5 a J6, protoze A=Q-A.

J9 odvodime z J7 a J8 uzitim de Morganovych pravidel A =UAa,:
i=1 i=1

ALA,..e A=A A, . c A=slUa e A=A e A,oviem UA =[)A,.
i=1 i=1 i=1

i=1

J4 plyne z J9 specialni volbou A,=QA,=Q, .
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Pravdépodobnostni prostor

Motivace: Provadime opakované nezavisle tyz nahodny pokus a v kazdém pokusu sledujeme
nastoupeni jevu A, kterému fikame Gspéch. Oznacme n celkovy pocet pokusti a N(A) pocet téch pokusii, kdy

nastal ispéch. S rostoucim n pozorujeme, Ze relativni ¢etnost uspéchu N se blizi ¢islu P(A), které

povazujeme za pravdépodobnost uspéchu. (Tento poznatek je znam jako empiricky zakon velkych cisel ).

Ilustrace empirického zakona velkych cisel

Provadime n nezavislych hod minci. Padnuti lice povazujeme za uspéch. Budeme sledovat zavislost
relativni Cetnosti Gspéchu na poctu pokust. (Pocet pokust volime 2, 5, 10, 20, 50, 100, 200, 500,1000,
2000.)

ni2 |5 |10 |20 | 50 |100 [200|500 |1000 2000
p(0,5/0,2/0,4]0,6/0,540,58 |0,5 |0,488 |0,49 |0,4975

0,65

0,60 -
0,55
0,50 - - L
0,45
0,40 -
0,35
0,30
0,25

0,20 L

0,15

002~

000
]
00zZT
00vT
009
008T
0002
00ze
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Axiomaticka teorie pravdépodobnosti

Vznika otazka, jak zavést pravdépodobnost, aby byla ,,zidealizovanym* protéjSkem relativni Cetnosti.  Zdalo
by se vhodné zaveést pravdépodobnost takto:

P(A)= lim N(A).

e
Jde o tzv. statistickou definici pravdépodobnosti . Z matematického hlediska tato definice neni v poradku,
protoze pocet pokusti je vzdy kone¢ny a nelze se presvédcCit o existenci uvedené limity.  Proto ve 30. letech
20. stoleti rusky matematik A.A. Kolmogorov (1903 - 1987) vybudoval axiomatickou teorii
pravdépodobnosti.

Axiomatickd teorie pravdépodobnosti zavadi pravdépodobnost jako funkci, kterda kazdému jevu pfifazuje
Cislomezi 0 a 1 a pfitom je zidealizovanym protéjSkem relativni Cetnosti. Ma tedy vSechny vlastnosti
relativni etnosti a kromé toho nékteré dalsi vlastnosti, které vyplyvaji z vnitinich potfeb matematicke teorie.
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Pravdépodobnost - definice

Definice: Necht (@, ) je méfitelny prostor. Redlnd mnozinova funkce P: A — R se nazyva
pravdépodobnost , kdyZ splituje nasledujici 3 axiomy:
P2: vae A: p(A)=0 (nezapornost)
P10: p(@)=1 (normovanost)

P15: A, A,,...e A jsounesluditelné = P(O AiJ = i P(A.) (spocetna aditivita)
= i=1

Trojice (@, A, P)senazyvad pravdépodobnostni prostor . (Je to matematicky model jednorazového provedeni
nahodného pokusu.)

Iustrace pravdépodobnostniho prostoru

Poznamka: Systém axiomi pravdépodobnosti je bezesporny (tj. na kazdém meéfitelném prostoru lze
sestrojit pravdépodobnost) a netplny (t). na kazdém meéfitelném prostoru, jehoZ jevove pole neni minimalni,

lze sestrojit pravdépodobnosti vice). 426



Pravdépodobnost - vlastnosti

libo
P1:
P2:
P3:
P4.
P5:
P6:
P7:
P8:
PO9:

P10:
P11:
P12:

P13:
P14:
P15:
P16:

P17:

Véta (vlastnosti pravdépodobnosti): Necht' (o, A, P) je pravdépodobnostni prostor, A A ,A,,..

volné jevy. Pak pravdépodobnost P ma nasledujicich 17 vlastnosti:
P(z) =0

P(A) > 0 (nezapornost — axidom)

P(A1 v Az) + P(Ar n Az) =P(A) + P(Ay)

1+P(Ar ~ A2) 2 P(Ag) + P(A2)

P(Al ) Az) < P(A]_) + P(Ag) (SUbad|t|V|ta)

AlnA=0 = P(Al ) Ag) = P(Al) + P(Az) (ad|t|V|ta)

P(Az- A1) =P(A2) - P(A1 n A)

A c Ay = P(Ay- A) =P(A,) - P(Ay) (subtraktivita)

A; c A, = P(A)) <P(A;) (monotonie)

P(Q2) = 1 (normovanost — axidom)

P(A) + P(A) =1 (komplementarita)

P(A)<1

P(OAJ < i P(A;) (spocetnd subaditivita)

AL A,,...e A jsou neslucitelné = iP(Ai)< « (absolutni konvergence)
ALA,,...e Ajsou nesluéitelné = P(DAJ = iP(Ai) (spoCetna aditivita — axiom)

i=1

i—o0

A cA,c..e A= P(OAJ = lim P(A;) (spojitost pravdépodobnosti zdola)

A DA, D..e A= P[ﬁAi]: lim P(A;) (spojitost pravdépodobnosti shora)

i—w0

e A
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Pravdépodobnost - vlastnostli

[
P14 Polozme Ay = |J A;. Pak jevy A, A1, Ao, ... jsou neslucitelné a je
i=1

jich sjednocenim je cely zakladni prostor. tedy podle axiomm P10 dostavame:

[ . [ .
1 = P(Q) = P A) = > P(A;). pricemz posledni rovnost vyplyva z axi
i=0 i=0
[ %
omu P15, 5 P(A4;) tedy absolutné konverguje, tudiz bude konvergovat takd
i=0

Z P(A;). kde jsme vynechali prvni ¢len.
i=1
(5.
P1 Polozme 4; = 0.4, = 0O,... Pak |J A, = O. tedy podle axiému P15
i=1
0= P(O) = P( U () = Z P(O), coz je mozné jen tak, ze P(0)) = 0.
i=1

=1

P6 V axiému P15 polozime A3 = O, Ay = O, .. .. tedy P( U A)=PA U A =
i=1

Z P(A;) = P(Ay) + P(Ay).

i=1

P11 Plyne z vlastnosti P6 a axiému P10: P(AU A) = P(Q) =1 = P(A) +
P(A).

P12 Plyne okamzité z axiomu P2 a vlastnosti P11. 428



Pravdépodobnost - vlastnostli

Pro diikaz vlastnosti P3. P4 a P5 jevy 4, U 45, 47 a 4o rozlozime na soucet
disjunktnich scitancn:
:l] L :l;_l — '[\:1] H :l;_lj L lli‘—l] M :l;_lj L {:1;_1 \'\.II :l]\J
A=A\ A)uld nAdy)
:l;_:l — {:1;_1 \'\.II :1]:1 L '[\:1] [ :1;_121

P3 Podle P6 dostavame: P(AUAL )+ P(ANAy) = P(AN\Ay)+P(A; N Ay )+
l“"'l_i:l;_:l l"ﬁ.g :1]:] + l"')'lirl] [ :1;_::1 — J!r"-'ll_::l]j + ,{“’L—L_:J

Protoze podle P12 je P(A; U A2) < 1 a podle P2 je P(A; N Ay) > 0. dosta
vame z P3 okamzite P4 a PA5.

P7 Opét vyjadiime A, jako sjednoceni neslucitelnych jevii: Ay = (Ao \ Ay ) U
(A4; N Ay). Podle P3 pak dostaneme: P(Ay) = P(Ax \ Ay ) + P(A; N Ay ), tedy
l“"'l_i:l;_:l l"ﬁ.g 4—1]:] — J!r"-'ll_i:l;_lj — l“‘r{‘—l] [ :l;_:j.

P& Jelikoz A1 € 4., plati 4, M4y = 4, a P8 plyne z PT.

P9 Plyne z P8, protoze podle P2 je P(A,\A4,) > 0. tudiz P(4,)—P(4,) > 0,
ti. P(Ay) < P(A).
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Pravdépodobnost - vlastnostli

o
P13 Polozime U A= A U (A A u Az \ (A U Ay UL Tim jsme
dostali sjednocent ])()Hl()ll])ll()‘ah neslucitelnyeh jevi a aplikujeme axiom P15 a

vlastnost P7 P(U A) = P4 )+ PA\N A+ PAs\N (AU A+ ... <

P(A) + P(As) + P(Az) + ... = Z P(A;).
a3 ]
(5
P16 Jev |J A, vyjadiime jako sjednoceni neslucitelnych jevi. Z predpokladu
i=1

:1] 'r: :1;_1 (—: R ])l}'IlE‘. U :1-,' = :1] U{:l;_l H'ﬁ.g:l]jLJ{:l;g H'ﬁ.ﬁ—l;_J\JU. . .U{:l-,‘ ﬁ'ﬁ.ﬁ—i-,' ]jU. . uy tE‘.dIY

podle axiomu P15 a vlastnosti P8 dostavame: P( U A;) = P(A)+P(A N\ A+

P(Ag\ o)+ P\ A 1) 4= P(A1) = [P(As) — P(AD)] + [P(Ay) +
P(Ay)] + ..+ [P(A) + P(A;, )] +...= lim P(A4;).

o .
P17 Podle vlastnosti P16 dostavame F{ U A = _li_m P(A;). Z de Morgano

vyvch pravidel plyne P( ﬂ A = P( U A)=1— P( U A4)=1- llm P(4;) =
1
1— lim[1—P(A4;)] = llIll P(A4;). 430
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Pravdépodobnost - vlastnosti

Véta & (dalsi vlastnosti pravdépodobnosti): Necht (@, A, P) je pravdépodobnostni prostor,
,...A_ €A libovolné jevy. Pak plati:

n-2n-1 _n

a) P(OAi)— ZP(A) ZZP(A NAN+2 2 2PANANA)—.+ ()" P(A, N..OA))

i=1 j=i+l i=1 j=i+lk=j+1
(Pro neslucitelné jevy A 1, ..., A ,, dostavame P( LnJ A)= Zn: P(A;).) (Véta o séitani pravdépodobnosti)

b) max P(A;)< P(QAJ < Z;‘ P(A,) - =

1<i<n

C) 1-n+ Z P(A,)< P(ﬂ Aij <min P(A,) (nerovnost vlevo se nazyva Bonferroniho nerovnost)

i=1 1<i<n
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Pravdépodobnost - vlastnosti

Dukaz:

ad a) Vlastnost vyjadiuje princip inkluze a exkluze. Tvrzeni o neslucitelnych jevech plyne z axiomu P15,
kde polozime A _,=9,A ,=9,. .
ad b) Leva strana: Plyne z monotonie P9. Pro Vie 4,....n} je A, c LnJAj ,tedy pro vie 4,...,n}plati P(A;)< P(LHJ AJ}.
=1 j=1
Tvrzeni musi platit i pro ten index i, pro ktery je P(A,) maximalni.
Prava strana: Plyne ze spocetné subaditivity P13, kde polozime A =0 A ,=9, .

ad ¢) Leva strana: P(ﬁAiJ - PEEJ =1—P(Q ATJ 21—2P@}1—2[1—P(Ai)]=1—n +2P(Ai)

P(A, )= P[ﬁ A j] . Tvrzeni musi platit i pro ten index i, pro ktery je P(A,) minimalni.
-1
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Priklad

Priklad: Je dan systém sloZeny ze dvou blokt. Jev A;j znaci bezporuchovou funkci i-t¢ho bloku, 1= 1, 2.

Je znamo, ze P(A,)=9,,1=1, 2.
a) Odhadnéte pravdépodobnost spravné funkce celého systému, jsou-li bloky zapojeny

a) sériové, ) paralelné.
b) Predpokladejme navic, Ze P(A, nA,)=9,,. Vypoltéte nyni pravdépodobnost spravné funkce celého
systému, jsou-li bloky zapojeny

a) sériove, ) paralelné.
Refenti:
ad a)
Ptipad sériového zapojeni

P(A, nA,) Ize shora i zdola odhadnout pomoci véty a (c), kde n = 2:
1-2+P(A,)+P(A,)<P(A, nA,)<min{P(A,),P(A,)}

9,+9,-1<P(A,NA,)<min{9,,9,}
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Priklad

Ptipad paralelniho zapojeni

P(A, UA,) lze shora i zdola odhadnout pomoci véty a (b), kde n = 2:
max{P(A, ),P(A, )} <P(A, UA,)<P(A,)+P(A,)
max{9,,9,}<P(A, UA,)< 9, +9,

ad b)

Ptipad sériového zapojeni: P(A, nA,)=9,,
Ptipad paralelniho zapojeni: Podle vlastnosti P3 dostavame: P(A, UA,)=P(A,)+P(A,)-P(A,NA,)=9,+9, -9,
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Stochasticky nezavislé jevy

Motivace: Pii provadéni pokusu se miize stat, Zze z informace o nastoupeni ¢i nenastoupeni jednoho jevu
jsme schopni odvodit, zda jiny jev nastoupi ¢i nenastoupi, tzn., Ze¢ plati jedna =z inkluzi
AcB,AcBAcBAcB. Vtakovém pripadé hovoiime o deterministicky zavislych jevech. Jejich protipolem
jsou jevy stochasticky nezavislé — informace o nastoupeni ¢i nenastoupeni jednoho jevu nijak neovlivni
Sance, s nimiz o¢ekavame nastoupeni jiného jevu.

V popisn¢ statistice jsme zavedli ¢etnostni nezdvislost dvou mnozZin G,,G, V daném vybérovém souboru
pomoci multiplikativniho vztahu: p(G,G,)=p(G,)p(G,). V po¢tu pravdépodobnosti pozadujeme pro
stochasticky nezavislé jevy A, A, splnéni multiplikativniho vztahu: P(A, nA,)=P(A,)P(A,). Pro tfi jevy budeme
pozadovat, aby 1 jevy A, nA, a A, byly stochasticky nezavislé, coz vede ke vztahu
P(A, NA, nA,)=P(A P(A,)P(A,). Tak miizeme pokraCovat pro libovolny pocet jevil.

Definice: Necht' (Q, 4, P) je pravdépodobnostni prostor. Rekneme, Ze jevy A, B ¢ A jsou stochasticky
nezavislé (vzhledem k P), jestlize P(A ~ B) = P(A) P(B).
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Stochasticky nezavislé jevy

Véta: Pro libovolné jevy A, B € A plati:
a) @ a A jsou stochasticky nezavislé jevy.
b) Q a A jsou stochasticky nezavislé jevy.
c) Jsou-li A, B stochasticky nezavislé jevy, pak jsou stochasticky nezavislé téZ jevy A,B @ AB a A,B.
Diikaz:
ad a) P(@NA)=P(@)P(A):0=0-P(A)=0
ad b) P(@NA)=P(QP(A):P(A)=1-P(A)=P(A)
ad ¢) P(AnB)=P[B-(ANB))=P(B)-P(AB)=P(B)-P(APB)=PB)L-P(A)]=P(APB)
Tvrzeni pro jevy A B se dokaze analogicky.
P(A B) P(Au B) 1-P(AUB)=1-[P(A)+P(B)-P(AnB)]=1-P(A)-P(B)+P(A)P(B)=1-P(A)-P(B)L— P(A)] =

~[-P(A -p(AP(E)
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Stochasticky nezavislé jevy

Definice: Necht' (Q, A, P) je pravdépodobnostni prostor. Jevy Ay, ..., A, e A jsou stochasticky nezavisle
(vzhledem k P), jestlize plati systém multiplikativnich vztaht:

vi<i<j<n:  P(Aj n A) = P(A) P(A;) (dvojmistny multiplikativni vztah)
vi<i<j<k=n: P(Aj n Aj nAy) = P(A) P(A;)) P(Ay) (trojmistny multiplikativni vztah)

P(As ... nA,) = P(Ay) ... P(A,) (n-mistny multiplikativni vztah)

Jevy Ay Ay ... e A Jsou stochasticky nezavislé (vzhledem k P), jestlize pro vSechna pfirozend n jsou
stochasticky nezavislé jevy Ay, ..., A, € A.

Priklad: V osudi jsou 4 listky s Cislicemi 000, 011, 110 a 101. Ozna¢me A; jev, Ze na nadhodné vytaZzeném
listku je 1 na i-tém misté. Zjistéte, zda jevy Az, A,, Az jsou stochasticky nezavislé.

ReSeni: P(Al):%, P(Az)zl, P(As)zé, P(AlmAz)zi, P(AlmAs)zi, P(AZmA3)=%. Vidime, ze dvoumistné

2
multiplikativni vztahy jsou splnény, avSak trojmistny vztah nikoli, nebot P(A,~A,nA,)=0 a

P(A,P(A,P(A,) = %. Jevy Ay, A,, Az nejsou stochasticky nezavislé.
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Priklad

Ukazka ptrikladu, kdv jsou jevy po dvou nezavislé, ale jsou celkové zavislé. Uvazujme nahodny
pokus ,hod dvéemi mincemi®, kdy sledujeme zda na mincich padl lic (L) nebo (R). Mnozina vsech
moznych vysledki (elementirnich jevii) je tedy Q@ = {LL, LR, RL, RR} a vsechny elementarni

jevy jsou stejné pravdépodobné. tj. maji pravdépodobnost 1
Najdete pravdépodobnost a zjistéte zda jsou nezavislé a po dvon nezavislé jevy

(a) Ay na prvni mince padne lic;
(b) Az na druhé minci padne lic;
(¢) Az na obou mincich padne totéz.

Resent: Q = {wy,wy,ws,wa}, Plwg) = 1/4 A; = {wy,wn}, P(A;) =1/2

Ag = {LLJ;[,LLJ;_I_}, P{:Ag} = 1,.”2

Aﬂ = {ILL-:']:W.E[}, P{Aﬂ} = 1,."2

jevy Ay a As jsou nezavislé, protoze Ay M Ay = {wy} a
PAMA)=1/4=1/2-1/2

jevv Ay a Az jsou nezavislé, protoze Ay M Az = {w,} a
PlA; MAz)=1/4=1/2-1/2

jevy Ay a Az jsou nezavislé, protoze Ay M Az = {wy} a
PlAymAz)=1/4=1/2-1/2

jevy Ay As a Ag jsou zavislé, protoze Ay M A M Az = {wy} a

P(A MA; M Ag) =1/4#1/2-1/2-1/2 438




Priklad

Mohou byt neslucitelné (disjunktni) jevy A a B nezavisle?

Reseni:  0=P(Q) = P(ANB) = P(A)-P(B)

tedy disjunktni jevy mohou byt nezavisle, jen kdyZ alespon jeden z
nich ma nulovou pravdépodobnost.
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Stochasticky nezavislé jevy

Priklad: Zjistéte, zda existuje jev, ktery je stochasticky nezavisly sdm se sebou.
ReSeni: P(ANA)=P(AP(A), tedy P(A)=P(A) . To je mozné jen tak, Ze P(A)=0 nebo pP(A)=1.

Véta:

a) Jestlize z tfidy n stochasticky nezavislych jevi vybereme libovolnou podtiidu r jevi (2<r<n), dostaneme
op¢t tfidu stochasticky nezavislych jevi.

b) Stochasticka nezavislost se neporusi, jestlize n¢které (nebo i vSechny) jevy nahradime jevy opacnymi.

c) Jestlize z tfidy n stochasticky nezavislych jevii vybereme r disjunktnich podtfid jevl (2<r<n) a Cleny
téchto podtiid libovoln€ sjednotime nebo pronikneme, pak vznikla sjednoceni a priuniky jsou opét
stochasticky nezavislé jevy.

d) Neslucitelné jevy nemohou byt stochasticky nezavislé (pokud nemaji vSechny nulovou pravdépodobnost).
e) Nemozny jev je stochasticky nezavisly s kazdym jevem.

f) Jisty jev je stochasticky nezavisly s kazdym jevem.
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Priklad

Priklad: Firma investovala do tfi nezavislych projektt. Pravdépodobnost zisku z  téchto projektt je 0,4, 0,5 a 0,7. Jaka
je pravdépodobnost, Ze firma bude mit zisk
a) prave jedenkrat (jev A)
b) alespon jedenkrat (jev B)

C) prav ¢ dvakrat (jev C) ReSeni :

d) aspon dvakrat (jev D) Ozna¢me A jjev, Ze firma bude mit zisk z  i-tého projektu, i =1, 2, 3.

e) ze vSech tii projektu (jev E) ad a)

f) ze zadného projektu? (jev F) P(A)= P(A,)- P(KZ) - P(Ks) + P(Kl) ‘P(A,): P(K?,) + P(Kl) : P(Kz) ‘P(A,) =
=0,4-0,5-0,3+0,6-0,5-0,3+0,6-0,5-0,7 =10 (60 + 90 + 210 )= 0,36
ad b)
P(®)=1-P(A, A, ~A,) =1-P(A,) P(a, )r(A, )=1-06-05-03=1-0,09 = 0,01
ad c)

P(C)=P(A,)-P(A,) P(A;) +P(A}) P(A,) P(A5) T P(A,) P(A,) P(A;) =
=0,4-0,5-0,3+0,4-0,5-0,7 +0,6-0,5-0,7 =10 3(60 +140 + 210 )= 0,41

add

P(D§= P(C)+P(A, A, NA,)=P(C)+P(A,)-P(A,) P(A,)=041+0,4-05-0,7 =
=0,41+014 = 0,55

ad e)

PE)=P(A,NA,NA,)=P(A,) P(A,) P(A,)=0,4-050,7 =014

ad f)

PE)=pP@, A, N A, )-P@, ) PR, ) P@A,)-06-05-03=0,09 441



Podminéna pravdépodobnost.
Geometricka pravdépodobnost.

Motivace: Opakované nezavisle provadime tyz nadhodny pokus a sledujeme nastoupeni jevu A v téch
pokusech, v nichz nastoupil jev H. Podminénou relativni ¢etnost A za podminky H jsme v popisné statistice

zavedli vztahem p(A/H) = %. Tato podminéna relativni ¢etnost se s rostoucim poctem pokust ustaluje

kolem konstanty P(A/H), kterou povazujeme za podminénou pravdépodobnost jevu A za podminky H.

Definice: Necht (Q, A, P) je pravdépodobnostni prostor, H 4. jev Snenulovou pravdépodobnosti.
Podminénou pravdépodobnosti za podminky H rozumime funkci

P(./H): A — R danou vzorcem: vA « AJ|P(A/H) = P(':‘(E)H) :
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Podminéna pravdépodobnost

Véta: Podminéna pravdépodobnost je pravdépodobnost ve smyslu axiomatické definice a kromé toho
pro ni plati:
a) P(A; n Ay =P(A ) P(A-/A) proP(A ;) =0.
b) P(A1 N A2) = P(A 2) P(A 1/A2) pro P(A 2) = 0.
c) Jevy A 1, A jsou stochasticky nezavislé, pravé kdyz P(A;/A,) = P(A 1) nebo P(A ,) =0 a praveé kdyz
P(A Z/Al) - P(A 2) nebo P(A]_) = 0.
Diikaz:
Staci ovérit platnost axiomi P2, P10, P15.
ad a), ad b) Plyne ptimo z defini¢niho vzorce.
ad ¢) Necht’ A, A, jsou stochasticky nezavislé = P(A,/A,)= PR, N A,)_PAPA,)_
P(A,) P(A,)

Necht’ naopak P(A1/A5) =P(A ;). Z definice: P(A,/A,)= P(A;Tmﬁzt P(A))=PA,NA,)=P@A, PA,), tedy A}, A,

P(A,) .

jsou stochasticky nezavisle.
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Priklad

Priklad: Jaka je pravdépodobnost, Ze pfi hodu kostkou padlo sudé Cislo, je -li zndmo, Ze padlo Eislo
mensi nez 57

ReSeni: Q={o, 0.}, A...padlosudé&slo, A=, 0,0}, H...padlo &slo mensinez5, H={o, 0, 0,0,},
ANH=1{0,0,}

2
P(ANH) § 1
P(A/H)—W—%—E
6

Priklad: Dvakrat hodime kostkou. Jaka je pravdépodobnost, Ze soucet piesahne 10, vime-li, Ze padla (aspon
jedna) Sestka?

ReSeni: 1{[6,5].[5.,6],[6,6]}| ;
_ 6-6 _
PIAIH) = 2-5+1 11
6-6

444



Véta o nasobeni pravdépodobnosti

Véta: (Véta o nasobeni pravdépodobnosti)

Necht (Q, A, P) je pravdépodobnostni prostor, Ay, Ay, ..., A, takové jevy, ze P(A1n ... n An1) =0.
Pak P(A1 ~» Ay ~ ... n An) = P(A) P(AYAL) P(As/Arn A)) ... P(AVALA ... ~ And).
Dukaz: Matematickou indukci. Pfedpokldddme, Ze vztah plati pro libovolné pfirozené n>2 a dokaZeme jeho
platnost pro n+1.:

P(A,N...0nA, NA_ )= P(ﬁAi mAMj = P(hAijP(AM /ﬁAij =P(A,P(A,/A,))..P(A, /A, N...0A,)
i=1 i=1

i=1

Priklad: Ze skupiny 100 vyrobki, ktera obsahuje 10 zmetkil, vybereme nahodné bez vraceni 3 vyrobky.
Vypoctéte pravdépodobnost jevu, Ze prvni dva vyrobky budou kvalitni a tfeti bude zmetek.

ReSeni:

Jev A znamena, Ze i-ty vybrany vyrobek je kvalitni, 1= 1, 2, 3.

Pocitame P(A; n A A, ) = P(Ar) P(AJAL) P(A, 1A~ Ay) = %%% = 0,083.
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Véta o uplné pravdépodobnosti,
Bayesuv vzorec

Véta (vzorec pro vypocet uplné pravdépodobnosti a Bayestiv Vzorec)
Necht (Q, A,P) je pravdépodobnostni prostor, H ; € A, i e I (I je nejvyse spodetna indexova mnoZina) takové

jevy,2e PH;)>0, UH.=Q, H A Hj= @ proi#j (fkame, ze jevy H, I < | tvofi aplny systém hypotéz).

i€l

a) ProlibovolnyjevA e A plati vzorec Gplné pravdépodobnosti:|P(A) = > P(H,)P(AH,)

i€l

b) Pro libovolnou hypotézu H, ,k e lajevA e A snenulovou pravdépodobnosti plati Bayestiv vzorec:

P(H JA) = PP,

(P(H /A) se nazyva aposteriorni pravdépodobnost hypotézy H,, P(H ) je apriorni pravdépodobnost.)
Diikaz:

ad a) Jev A vyjadtime jako sjednoceni neslucitelnych jevi:  A=(J(AnH,).

iel

Pak p(a)= P(U(AmHi)j=ZP(AmHi)=ZP(Hi)D(A/Hi)

adb) P, /A)- P(FLK(:)A): P(H ;?A(\/;/H )

Ilustrace vzorce pro Gaplnou pravdépodobnost
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Priklad

1) Bez vraceni tahame z urny s a ¢ernymi a b bilymi koulemi. Jaka je pravdépodobnost, ze ve
druhém tahu vytahneme ¢ernou kouli, jestlize v prvnim tahu jsme vytahli kouli bilou?

b a
A4 v re — a
Reseni: P(A[H) = a—be gig—% T a+b-1

a+b.a+b—1

2) 'V dostihu zvitézi kan A (B) s pravdépodobnosti 0,5 (0,3). Kan A ztratil na startu prilis a je
jisté, ze nezvitézi. Jaka je nyni pravdépodobnost, ze zvitézi B?

ReSeni:
P(AnNH) _ P(A 03 06
P(H) 1-P(H) 05

P(AIH)=
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Priklad

V prvni urné je 6 bilych a 2 ¢erné koule, ve druhé jsou 4 bilé a 2 ¢erné koule. Nahodn¢
zvolime urnu a vytahneme jednu kouli. Jaka je pravdépodobnost, ze bude bila?

ReSeni:
Pravdépodobnost tahu z prvni (resp. druh¢) urny, je 1/2. Oznacime-li B =[tah bilé
koule], U; = [tah z urny i], je podle véty o celkové pravdépodobnosti

P(B)=P(B|U,)-P(U,)+ P(B|U,)-PU,) :L.%+i.

6+2

1_17_ 4708
442 2 24
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Priklad

Automat X vyrobi za sménu dvakrat vice vyrobku nez automat Y. Pravdépodobnost vzniku
zmetku je u automatu X 0,02, u Y 0,05. Po skoneni smény se vyrobky ukladaji do jedné
bedny. Jaka je pravdépodobnost, ze vyrobek nahodn¢ vybrany z této bedny neni zmetek?

ReSent:

Podle véty o celkove pravdépodobnosti (pomér vyrobkul v bedné je 2 : 1 ve
prospéch automatu X, tj. 2/3 vyrobku pochazi od X a 1/3 od Y)

P(A) = % .0,98 + % 0,95 =221

= 0,97
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Priklad

Mezi 20 stielcei jsou 4 vyborni, 10 dobrych a 6 primérnych s pravdépodobnostmi zasahu 0,9,
0,7 a0,5. Jaka je pravdépodobnost, ze dva ndhodné vybrani stielci oba zasahnou cil?

Reseni:
Podle toho, ktera dvojice bude vybrana
4.3 4-10 10-9

+(0,9-0,7)- +...4+(0,5-0,5)- —— = 0,46
20-19 20-19 20-19

P(A)=(0,9-0,9)-
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Veéta o uplné pravdépodobnosti,
Bayesuv vzorec

Thomas Baye (1702 —1761) : Presbytariansky duchovni

Poznamka (Navod na pouziti vzorce pro vypocet Gplné pravdépodobnosti a Bayesova vzorce)
Nejprve podle textu ulohy stanovime Uplny systém hypotéz, tj,. jevy, které se navzajem vylucuji a pritom
vycerpavaji vSechny moznosti.
V ulohach vedoucich na vzorec pro vypocet Uplné pravdépodobnosti se zajimame o pravdépodobnost jevu,
ktery s hypotézami nesouvisi, zatimco v tlohach vedoucich na Bayesiiv vzorec nas zajima pravdépodobnost
nckteré hypotézy za podminky, ze nastal jev, ktery s hypotézami nesouvisi.
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Priklad

Priklad: Test obsahuje 100 otazek. ZkouSeny si nejprve vylosuje otazku a pak si jeho postup zjednoduSené
predstavime takto: zna-li spravnou odpovéd’, zatrhne ji. Nezna-li spravnou odpovéd, zvoli se stejnou
pravdépodobnosti kteroukoliv ze ¢ty moznych odpovédi. Predpokladejme, Ze ve skuteCnosti zna zkouseny

prave k spravnych odpovédi.

a) S jakou pravdépodobnosti spravné odpovi?

b) S jakou pravdépodobnosti je pii spravné odpovédi pravdivé tvrzeni, ze zkouSeny ve skutecnosti jenom

hadal?

ReSeni: H; ... zkouSeny zna spravnou odpovéd’, H, ... zkouSeny nezna spravnou odpoveéd’, A ... zkouSeny
2 b

spravné odpovi

K 100 -k 1
P(H,)= oo P(Ha) == o= PATH, ) =1P(ATH, )=
ad a) P(A)=P(H,)P(A/H,)+P(H,)P(A/H,)= 1‘80 14 101006 kK1_ 3"4“;200
P 100k 1
_P(H,)P(A/H,) 100 4 _100-k
ad b) P(H,/A)= oA) = G0 ™ 100
400

K 0 10 50 90
P(A) 0,250,325 0,625 | 0,925
P(H,/A) | 1 0,692(0,2 0,027
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P(A

11

10¢
0,9¢
0,81
0,7}
0,61
0,5}
0,4
0,31

0,2

Priklad

p(a) =

Zavislost P(A) na k

3k +100

400

-20

20

40

60

80

100

120

P(H,/A)

100 — k

P(H,/A) =
3k +100

Zavislost P(H,/A) na k

1,2
1,0¢
0,87
0,67
0,4
0,27
0,07

-0,2

-20

0 20 40 60 80 100

120
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Priklad

Priklad: K osevu byly vybrany dvé odridy pSenice, a to 20% prvni odridy a 80% druhé odrady.
Pravdépodobnost, Ze ze zrna vyroste klas, je pro prvni odridu 0,95 a pro druhou odriidu 0,98. Jaka je

pravdépodobnost, Ze

a) z nahodné vybraného zrna vyroste klas?

b) nahodné vybrané zrno, z néhoz vyrostl klas, pochazelo z prvni odriudy psSenice?
¢) nahodné¢ vybrané zrno, z néhoz vyrostl klas, pochazelo z druhé odriidy pSenice?
d) nahodné vybrané zrno, z néhoz nevyrostl klas, pochazelo z prvni odridy pSenice?
e) nahodné¢ vybrané zrno, z néhoz nevyrostl klas, pochazelo z druhé odrtidy pSenice?
Reseni:

Jev A ... znahodné¢ vybraného zrna vyroste klas

Jev H; ... zrmo pochdazi z prvni odriidy pSenice

Jev H, ... zrno pochézi z druhé odriidy pSenice

P(H,)=0,2, P(A|H,)=0,95, P(H,)=08, P(AlH,)=098

ad a) P(A)=P(H,)P(A/H,)+P(H,)P(A/H,)=0,2-0,95+0,8-0,98 = 019 +0,784 = 0,974

ad b) P(H,/A)= P(H,P(ATH,) 02095 01951

P(A) 0,974

ad c) P(H,/A)= P(HZLFE(AA)/ Ha) _ 0’5 ;;’38 =0,8049

ad d) P, /) P(H,P(A/H,) 02-005 001 03846
P(A) 1-0974 0,026

P(H,)P(A/H,) 08-002 0016

ad e) P(Hz / A) P(A) ©1-0974 0,026

=0,6154
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Priklad

1) Jeden ze 3 strelci S pravdépodobnostmi zasahu 0,3, 0,5, 0,8 vystielil a zasahl. Jaka je
pravdépodobnost, Ze stiilel druhy stielec?

1
ReSeni: P4 0’5'3 5 03125
(A)= 1 1 1 16

0,3-—+0,5-—+0,8-—
3 3 3

2) Mezi 20 stielci Je 5 vybornych, 9 dobrych a 6 primérnych s pravdépodobnostmi zasahu 0,9,
0,8 a 0,7. Nahodn¢ vybrany sticlec ze 2 ran trefil jednou. Jaka je pravdépodobnost, Ze Slo 0
vyborneho (dobrého, primérneho) stielce?

Reseni: 2:0,9-0.1- S
P(bylto vyborny) = < 290 —=0,143

2-09-01-—+2-0,8-0,2-—+2-0,7-0,3- —
20 20 20

P(byltodobry) =0,457

P(bylto primérny) = 0,4
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Priklad

Vime-li, Ze pravdépodobnost odhaleni AIDS pii testu je 0,999, ze pravdépodobnost spravného
otestovani zdravého jedince je 0,99 a ze AIDS se vyskytuje u 0,006 lidi, jaka je
pravdépodobnost, Ze ¢lovek, U kterého byl test pozitivni, AIDS skute¢né ma?

ReSeni:

Oznaéime-li A = [ma AIDS], T = [test #ika AIDS], zname P(T |A) =0,999, P(T | A)=0,99,
P(A) =0, 006. Bayesova véta nam da

P(A|T) = P(T| AP

P(T | A)YP(A)+ P(T | A)P(A)
B 0,999-0,006 -
©0,999-0,006+ (1—0,99)-(1—0,006)

0,376
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Geometricka pravdépodobnost

Motivace: V nékterych situacich je vhodné zvolit za zakladni prostor nikoliv obecnou mnozinu Q, ale
n-rozmérny prostor R" a za moZné vysledky realné vektory (x,,...,x,) .Za jevové pole viak nevezmeme
systém vSech podmnozin prostoru ~ R" (ten totiZ obsahuje i tzv. neméfitelné mnozZiny), ale méné& podrobné
borelovské pole  $B".

Emile Borel (1871 —1956) — francouzsky matematik a politik. Zabyval se teorii miry, teorii pravdépodobnosti
A teorii her. Byl poslancem francouzského parlamentu a ministrem namotnictva.

Na borelovském poli pak specidlnim zplisobem zavedeme geometrickou pravdépodobnost a dostaneme

pravdépodobnostni prostor ( R", 8", Q).
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Borelovské pole,
Borelovské mnoziny

Definice
Necht n je prirozené ¢islo. Mnozinu R" = (—oo,00) X ... X (—o¢,00) =
(—00,00)" nazyvame n-rozmeérnym prostorem. Minimalni jevové pole na R"
obsahujici tfidu véech polouzavrenych intervali typu (—oo,xy) x ... % (—00, xy,)
pro (ry,...r,) € R"™ nazyvame n-rozmeérnym borelovskym polem B" a
prvky tohoto pole nazyvame (n-rozmérnymi) borelovskymi mnoZinami.
Dvojice (R™, B") je tedy méritelny prostor.
(Neni podstatné, Ze borelovské pole je generovano pravé intervaly typu (-eo,x)x...x(-w,x,). Mohlo by byt

generovano 1 jinymi typy intervalil.)
Véta: Borelovské pole je jevove pole, tzn., Ze spliuje axiomy J2, J6, J8.

Véta: Mezi borelovské mnoziny nalezi zejména prazdna mnozina, cely zakladni prostor, vsechny
jednobodové, konecné a spocetné mnoZiny, intervaly vSech typli, vSechny uzaviené¢ a oteviené oblasti a
vSechna kone¢na a spocetnd sjednoceni a priniky téchto mnoZin. Rovnéz kartézsky soucin borelovskych
mnoZin je borelovskd mnozina, ovSem vysSi dimenze.
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Borelovsky méritelna zobrazeni,
Borelovske funkce

Definice

Necht (£2,.4), (R™, B™) jsou meéritelné prostory. Zobrazeni X : 2 > R" se
nazyva }Jﬂrelﬂw:ky méritelné (vzhledem k A4), prave kdyz uplny vzor kazdé
n-rozmérné borelovské mnoziny je jev, tj.

VB e B": X" (B) ={we % X(w) € B} € A

Ve specialnim pripadé, kdy Q = R a A=B". X =g=(91,...,9n), t].

v B = B - g:_r'n.r:(B*I —

g, .o )€ R™ (gi(wy,...,xm)se e sgnlay,. .. @ ) € B} € B™, hovo-

rime o bureluv.‘:ke funkei.

Véta: Mezi borelovske funkce naleZi zeyména vSechny spojité a po Castech spojité funkce. RovnéZ limita
vSude konvergentni posloupnosti borelovskych funkci je borelovska funkce.

Definice:
Necht (R™,B") je méritelny prostor a G € B" je borelovskd mnozina. Ob-
jemem borelovské mnoziny G rozumime ¢islo
mes(G) = J‘ j dry . ..dr,, pokud Riemannuv integral vpravo existuje.
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Geometricka pravdépodobnost

Definice:
Necht objem mes((G) borelovské mnoziny G je nenulovy a konecny. Geo-

metrickou pravdépodobnosti soustiredénou na mnoziné G rozumime funkci
() : B" — R danou vzorcem
y eal B 5 - .
VB e B", BCG:|Q(B)= mes(B) pokud mes(B) existuje.

/ mes((F)?

Véta: Geometrickd pravdépodobnost je pravdépodobnost ve smyslu axiomatické definice, tj. spliiuje axiomy

P2, P10, P15. Trojice (R", 8", Q) je tedy pravdépodobnostni prostor.
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Priklad

Priklad: Na tusecce AB délky d jsou ndhodné zvoleny body X a Y, pficemz vzdalenost bodu X od

bodu A je mensi nez vzdalenost bodu Y od bodu A. Jaka je pravdépodobnost, Ze délka tseCky AX je vEtsi
nez delka usecky XY?

Reseni :
G={(xy)eR%0<x<d0<y<dx<y}f B=1{x,y)e G;x>y—x}
x y
A
[~ | |
A X Y B
y*

d

I G d mes(B) 1
meS(G)—7,meS(B)—?_ZT_ Q() mesG) 2

x

»  Delka tsecky AX je vétsi nez délka useCky XY s pravdépodobnosti 0,5.
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Priklad

Divka a chlapec si smluvili schiizku mezi 12:00 a 13:00. Pfijdou nahodn¢ v tomto rozmezi a
¢ekaji na sebe 20 minut, nejdéle vsak do 13:00. Jaka je pravdépodobnost, ze se setkaji?

Resenti:
13:00 G mes(G) :;
mes(B) =—
B (B) 5
12:20 ‘ O(B) — é
_ 9
12:00 12:20 13:00
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Priklad

Volime nahodn¢ dvé¢ ¢isla z intervalu (0,1). Jaka je pravdépodobnost, ze jejich soucet je mensSi
nez jedna a soucasné jejich soucin mensi nez 0,09?

ReSeni
. l_yo 0,09
X
x*—x+0,09=0
x,=0,1,x,=09

0,9
O(B) = 1_ j (1 —x— O’O9j dx =0,29775
2 o X

1.0
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Priklad

Buffonova uloha. V roviné jsou rozmistény rovnobézky ve vzdalenosti d > 0. Na rovinu
hodime nahodn¢ jehlu délky O < | < d. Jaka je pravdépodobnost, ze jehla protne nékterou

rovnobézku?
ReSeni
Predpokladejme, Ze nahodné znamena, Ze kazda poloha (stfedu) a kazda orientace jehly je stejné
pravdépodobna a ze tyto dvé nahodile proménné jsou na sobé nezavislé. Necht’ X je vzdalenost stiedu
jehly od nejblizsi rovnobézky a ¢ je uhel, ktery jehla svira s rovnobézkami.

A
A

A .
) T ) d O
[sing P U e

] T ©

mes(A) _[0 [smpde 21
mes(€2) d d

-y

(p,x) € 2:x <lsiny QO(A4) =
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7. Nahodné veliciny

Motivace:  Vysledky nahodného pokusu Ize popsat realnymi Cisly (resp. realnymi vektory) pomoci né&jakého zobrazeni
X:Q—>R ( X=(X,,... X, ) Q- R").Pokud bude toto zobrazeni splitovat ur¢ité podminky, nazveme ho nahodnou veli¢inou.
Ptiklady nahodnych veli¢in: pocet ¢lenti ndhodn€ vybrané domadcnosti, pocet chyb, jichz se dopusti néjaké zatizeni za
urc¢itou dobu, doba do poruchy né&jakého zatizeni, hmotnost nahodné vybraného vyrobku apod.

Vztah mezi znakem a ndhodnou veli¢inou

Pojem ,,znak®, ktery jsme zavedli v popisné statistice, je sice blizky pojmu ,,ndhodna veli¢ina®“, ale neni s nim totoZny. Znak
muzZe byt povaZovan za ndhodnou veli¢inu, jestlize jeho hodnoty zjiStujeme na objektech, které byly vybrany ze zakladniho
sou boru ndhodné.

Definice:

Necht (£1,.4), (R™, B") jsou méfitelné prostory. Zobrazeni X : 2 — R" se
nazyva nahodna veliéina (vzhledem k A), pravé kdyz je borelovsky méfitelné

(vzhledem k A). Pron = 1 hovotfime o skalarni nahodné veliéing, pron > 2
o nahodném wvektoru. Pritom zobrazeni Xy - 02 — R, ..., . Xpn: 02— R se
nazyvajl slozky nahodného vektoru. Obraz X{w) = (X (w), ..., Xpilw)) se

nazyva fiselna realizace nahodné velidiny X pfisludna moinému vysledka w.
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Ilustrace nahodné veliCiny

Necht (2, .A4), (R™, B™) jsou méritelné prostory. Zobrazeni X : 0 — R"™ se
nazyvi borelovsky meéritelné (vzhledem k A), prave kdyz tplny vzor kazdé
n-rozmérné borelovské mnoziny je jev, tj.

VB e B": X" (B) ={we 2; X(w) € B} € A

Zakladni prostor

\ -

{lweRixw)sden (e x> X

Jev Borelovska mnozina

Jevove pole
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Priklad

Priklad: Nahodny pokus spociva v hodu kostkou. Zakladni prostor Q= 1{o,, . 0}. UvaZime dv& jevova
pole,ato A = AAcQia A= {00 0,0}, 0,0, Zjistéte, zdazobrazeni X:Q - R, které poloze
kostky ¢islem i nahoru pfifazuje  &isloi, i=1, ..., 6, je ndhodna veli¢ina vzhledemk A, avzhledemk A.
ReSeni:

Zobrazeni X:Q — R je ndhodna veli¢ina vzhledemk A, , protoZe uplny vzor kazdé borelovské mnoZiny je
jevvzhledemk A.... Vzhledemk Avsak X neni ndhodna veli¢ina:

Uplny vzor mnoziny (— o,4)je {w,w,,0,0,jeA.
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Priklad

Zavedeme zobrazeni Q— R, které poloze kostky lichym ¢islem nahoru piifazuje 0 a sudym 1.

A ={Q,®,{0)1,0)3,@5};{@2,0)4,@6}}

Toto zobrazeni je ndhodna veli¢ina vzhledem k A anazyva se ukazatel parity.
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Nahodna veliCina

Oznaceni

a) Jestlize nehrozi nebezped nedorozuménd, zapisujeme ndhodnou velidina
1 jeji éselnou realizaci tymz symbolem X,

h) Mnozinu {w € ; X{w) € B} rkracené zapisujeme {X € B} a éteme: ni-
hodna velidina X se realizovala v borelovske mnoziné B, Ve specialnim pfipadé,
kdy B = {x} resp. B = {—oc, x), pigeme {X = x} resp. {X < x}.

¢) Zapis pravdépodobnosti zkratime takto:

Pliwe 0 X{w) e B}) =P(X € B)

Plwe 3 X{wle B} {we ;) Y(w) e C}) = P(Xe B/Y e ().
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Transformovana nahodna veli¢ina

‘Véta:
Necht (2, 4), (R®, B®), (R™, B™) jsou mifitelné prostory. Necht X : (0 — R

je nahodna velidina a g : B” — R™ je borelovska funkee. Pak slozené zobrazeni
Y : ) = B™ dané vzorcem Yw € 12 : Yi{w) = g(X(w)) je ndhodnad veli¢ina. Na
zyva se transformovana nahodna veliéina, pro m = 1 skalarni, pro m > 2
vektorova.

Dukaz:

Aby zobrazeni Y: Q — R™ bylo ndhodnou veli¢inou vzhledem k A musi platit:
vBe B™ Y™(B)= {0c®;Y(@)eB}e A.Nechttedy B < B™ Protoze ¢ je borelovska funkce, je g"(B) < B".

Protoze X je ndhodnd velidina, je  X™(g"™(B)) ¢ A. Oviem X™(g™(B))= Y"™(B).
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Transformovana nahodna velicina

Poznamka: (Priklady transformovanych nahodnych veli¢in) Necht X = (X4, ..., X ) je nahodny vektor.
a) Necht' {i, ...,j} ={I,...,n} —{k,...,1}. Nahodny vektor (X j, ..., X )senazyva vybrany marginalni
vektor, (X i, ..., X|) se nazyva zbyly marginalni vektor. Pivodni nahodny vektor (X 4, ..., X ) SeV této
souvislosti nazyva zbyly marginalni vektor.

Definice: Posloupnost X, )", spoéetné mnoha nahodnych veli¢in definovanych na témz méfitelném

prostoru (@, A) se nazyva ndhodna posloupnost.
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Distribucni funkce nahodné veliCiny

Motivace: Pii pozorovani realizaci ndhodné veli¢iny si povSimneme, ze nékteré jeji hodnoty se
vyskytuji s vétsi pravdépodobnosti, jin¢ s mensi. Pravdépodobnostni chovani ndhodné veli¢iny X budeme
popisovat pomoci distribu¢ni funkce , ktera udava pravdépodobnost jevu, Zze ndhodna veli¢ina X se realizuje
hodnotou nejvyse x:

Vx e R:D(x)=P(X <x)

Je to zidealizovany protéjSek empirické distribu¢ni funkce zavedené v popisné statistice:
N(X < x)

n
Lze oCekavat, Ze s rostoucim rozsahem vybéroveho souboru se budou hodnoty empiricke distribu¢ni funkce
F(x) ustalovat kolem hodnot distribu¢ni funkce ®(x). Vlastnosti empirické distribu¢ni funkce se prenaseji 1
na distribucni funkci.

VxeR: F(x)=
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Distribuc¢ni funkce nahodné veliCiny

Definice:

a) Necht (2, 4, P) je pravdépodobnostni prostor, X :  +— R je skalarni
nahodna veli¢ina. Funkce ® : R +— R dana vzorcem:

Vee R:®(x) = P(X <)

se nazyva distribucéni funkce nahodné veliciny X.

b) Necht (€2, A, P) je pravdépodobnostni prostor, X = (X,;,..., X,): Q — R"
je nahodny vektor. Funkce @ : R™ +— R dana vzorcem:

Vi{ry,...,en) € R" : ®(xy,...,2,) =P(X) <z A...ANX, <x,)

se nazyva distribuéni funkce nahodného vektoru X.
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Priklad

Priklad: Najdéte distribu¢ni funkci ndhodné veli¢iny X, kterd udava, jaké c¢islo padlo pfi hodu kostkou a
nakreslete graf této distribucni funkce.

ReSeni:

Nahodna veli¢ina X miize nabyvat hodnot 1, 2, 3, 4, 5, 6. Ciselnou osu tedy rozdélime na 7 intervali.

X e (-00, 1): D(x) =P(X <x) =0, X e (1,2): D(x) =P(X <x) = E

_1 1 _ 2 _1 1 1 _ 3
1 1 1 1 4 1 1 1 1 1 5
< = _ _ - - = _ - - - - - =Y
X e (45): P(x)=P(X<x)= - 6+6+6 6,Xe< 6): D(x) =P(X<x)= 6+6+6+6+6 -
1 1 1 1 1 1 6
< = = - - - - = =
X e (6,0): D(x) =P(X <x) - 6+6+6+6+6 - 1

-1 1} 1 2 3 4 5 B T 474



Vlastnosti distribucni funkce NV

Véta 3t:
Necht ®(x) je distribucni funkce skalarni nahodné veliciny X. Pak ®(x) ma
nasledujici vlastnosti:

a) ®(x) je neklesajici, tj. Vi, < xo 1 P(ay) < P(x2).
b) ®(x) je zprava spojitd, tj. pro libovolné, ale pevné dané zo € R je

lim ®(x) = ®(xg).

I—Io4

c) ®(x) je normovand, tj. lim ®(x) =1, lim ®(z) =0.
£ — 0 £— — 20

d)Va,be R,a<b= Pla<X <b)=®(b) — P(a).
e) Pro libovolné, ale pevné dané xg € R : P(X = x9) = $P(ag) — lim P(x).

I—rI—

Dukaz: Jenom ndznakem.
ad a) Plyne z monotonie pravdépodobnosti P9. P9 A1 c Az = P(Ag) = P(i“l)
ad b) Plyne ze spojitosti pravdépodobnosti shora P17. Pl7: 4, 04,0...c A :P[ﬂﬁi] = limP(&.)
ad ¢) lim ®(x)= lim P(X <x)=P(@)=0, limd(x)=limP(X <x)=P(Q)=1 . o

o o . e - P8 A c Az = P(Az- A)) = P(Ag) - P(Ay)
ad d) Plyne ze subtraktivity pravdépodobnosti PS. _ - _
ad e) Plyne ze spojitosti pravdépodobnosti zdola P16. P16: 4, ch,cc A = P[LI_JI"&”] - IHEP(‘&”)
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Priklad

Priklad: Nahodna veli¢ina X udava denni pocet obsazenych pokojii v ur€itém penzidonu. Zname jeji
distribucni funkci, tj. pravdépodobnost, Ze bude obsazeno nejvyse x pokojt:

0 prox<7

0,02 pro7<x<8

®(x)=10,05 pro8<x<9

0,12 pro9<x<10

1 prox =10

a) UrcCete pravdépodobnost, Ze v nahodné zvoleny den bude obsazeno pravé 7, 8, 9, 10 pokojt.

b) Jaka je pravdépodobnost, Ze bude obsazeno nejvyse 10 a neymeéné 8 pokojii?

ReSeni:
ad a) VyuZijeme vlastnost (e) z véty %t
P(X=7)=d(7)- lim ®(x)=0,02-0=0,02

P(X =8)=d(8)- lim ®(x)=0,05-0,02 = 0,03
P(X =9)=®(9) lim ®(x)=012-005=0,07
P(X =10) = ®(10)- lim ®(x)=1-0,12=0,88
ad b) Vyuzijeme vlastnost (d) z véty 63
P(8 < X <10)=P(7 < X <10) = ®(10)-d(7)=1-0,02 = 0,98
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Priklad

Je funkce ®(x)=sin xdistribuéni funkei nahodné veliciny X v intervalu
a) <O, 7z> ,

b) <0,%>?

ReSeni: a) NE b) ANO

034 02
06 4 056
0,4 — 0,4 -

0,24 024
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Priklad

UrcCete

a) konstanty A, B tak, aby funkce @(x) = A+ Be "~ byla distribu¢ni funkci ndhodné veli¢iny
prox e (O, oo),

b) pravdépodobnost P(l < X< 4)
ReSeni: a) O=limA+Be " =A+Blime *=A+B

x—0 x—0 ‘ Azl
l=limA+Be™* =A+1lim Be ™ = 4 B=-1

‘ DO(x)=1—e"

b)  P(l<X <4)=d4) - (1) =" e -1

e

=0,3496
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Vlastnosti distribuc¢ni funkce
nahodného vektoru

Véta ﬁﬁ Necht ®(z,. ..., z,) je distribu¢ni funkce nahodného vektoru X. Pak ®(z,, ..., x,)
ma nasledujici vlastnosti:
a) ®{z.....x,) je neklesajici vzhledem ke kazdé jednotlivé proménné.
b) ®{xy,....x,) je zprava spojitd vzhledem ke kazdé jednotlivé proménné.
c¢) Iim ®(xq,....2,) =1
I —F o
Tp —F0OC
Yie{l,....n}: lim &(z,....z,)=0
T —F =
d) Viz,,....z,,) € R".¥(hy,....h,) € R" :
Plo, <X <o+ hh A Aey, < Xy <2y +hy) =Py + h,... .20 + hy)
n -1 n
Y ®(xi+hy, ... . Enthe)+ ) Y. @+l By B+ Ap)
i—1 i=1 j=—i4]
+':.L 'I,'l”q’ii:"-""-i:m"
ey Vie{l,....n}: lim ®(x,...,2,) = Pi(x).
T —¥Fx
i ] E
i 41 X,
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Vlastnosti distribuc¢ni funkce
nahodného vektoru

Dukaz: Jenom naznakem.
ad a), ad b) Podobn¢ jako ve skalarnim ptipadé.

ad c)

lim ®(x,,...,x, )= lim P(X; <x, A...AX, <X, )=P(X, eRA...AX, eR)=P(Q)=1

le)oo le)oo

X% X%

Vield...,nf: lim ®(x,,...,x, )= lim P(X; <x; A AX <X AL AX <X )=PX <X AL AD AL AX, <X, )=P(D)=0

ad d) Vlastnost vyjadiuje princip inkluze a exkluze.

ad e)

lim ®(x,,...,x, )= lim P(X,<x,A..AX,<x,)=P(X,€eRA..AX, <X, A...AX, €R)=PQA..AX, <X, A...AQ)=
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Marginalni/simultanni
distribucni funkce

Funkce @;{x;) je distribuc¢ni funkece nahodné veli¢iny X. Nazyva se marginalni

distribuéni funkce a ®(x,.....2,) se v této souvislosti nazyva simultanni
distribuéni funkce. Analogicky lze zavést marginalni distribuéni funkce £ pro-
ménnych, k € {2.3.....n — 1}.
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Vlastnosti distribuc¢ni funkce
nahodného vektoru

Poznamka: (llustrace vlastnosti (d) z  véty 3t pron =2)
Pro libovolné (x,,x,)e R? udava o(x,,x,) pravdépodobnost, Ze ndhodny vektor (X,,X,) se bude realizovat
v oblasti o, x,)xC,x,):

’f we

/ (x1.%2)

vy
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Vlastnosti distribuc¢ni funkce
nahodného vektoru

Pro libovolné h1> 0, h,> 0 nds zajima pravdépodobnost , Ze ndhodny vektor (X,,X,) se bude realizovat

vV obdélniku (x,,x; +h,)x(x,,x, +h,):

Plx, <X, <x,+h Ax, <X, <x,+h)=

= O (x, + 7y, x, + )

q)(xl‘”%xz)

_Iq)(xl s Xy T hz)

(D(Xl,xz)

——

x, +5L
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Priklad

PFiklad: Nahodny vektor (X1, X) ma distribu¢ni funkci d(x1, Xp) = iz (arctg x; + g) (arctg x, + g).
T

Vypoctéte pravdépodobnost, Ze ndhodny vektor (X3, X;) se bude realizovat v jednotkovém ¢tverci (0,1)x (0,1).
Najdéte ob¢ marginalni distribu¢ni funkce ®4(Xy), D,(X>).
ReSeni:
PO<X1=140< X< 1) =@(1,1) - D(1,0) - D(0,1) + D(0,0) =
1/ mym = l/nm =n Ty 1 Ty\yT T 1 T Ty — 1
— Gr)G) F ()0 ) S0 ) F 0 0+ =5
Dy(X1) = lim, . — (arctg X, + g) (arctg x, + g) = L(arctg x; + g)
T

Xy —>00 2
R

D,(X,) = lim, . = (arctg X, + g) (arctg X, + g) = L(arctg x, + g)
T

Xq—>0 2
A
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Existence distribucni funkce

Véta: (existencni véta)
a) Skalarni pripad: Jestlize funkee ®{x) ma vlastnosti {(a), (b), {¢) z véty
o vlastnostech distribuc¢ni funkee skalarni nahodné veli¢iny. pak existuje prav-
dépodobnostni prostor (2, A4, P) a na ném definovana skalarni nahodna velicina

X tak, ze ®{x) je jeji distribucéni funkee.

b) Vektorovy pfipad: Jestlize funkce ®{x,.... r,) ma vlastnosti {(a), (b),

(¢) z véty o vlastnostech distribuéni funkce nahodného vektoru, pak existuje
pravdépodobnostni prostor (£2, A, P} a na ném definovany nahodny vektor X =

(XN, ... X)) tak, 2e @{x,. ... 2, ) je jeho distribuéni funkce.
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8. Diskrétni a spojité NV,
vybrana rozlozeni NV

Motivace: Distribuc¢ni funkce popisuje pravdépodobnostni chovani jakékoliv nahodné veli¢iny. V praxi vSak maji vyznam
dva specialni typy ndhodnych veli€in, a to diskrétni a spojit¢ ndhodné veli€iny.

Diskrétni nahodna velicina nabyva nejvyse spocetné mnoha izolovanych hodnot. Je to napf. po€et zasahii do terce pfi
stfelbé, pocet chyb, jichz se dopusti n¢jaké zatizeni za urcitou dobu, pocet zdkaznikli ve fronté apod.

Pravdépodobnostni chovani diskrétni ndhodné veliiny popisujeme pravdépodobnostni funkei:
vx eR:m(x)=P(X=x).
Je to zidealizovany protéjsek Cetnostni funkce zavedené v popisné statistice v souvislosti s bodovym rozlozenim ¢etnosti:

vXeR:p(x):M.

S rostoucim rozsahem vybérového souboru se budou hodnoty Cetnostni funkce ustalovat kolem hodnot pravdépodobnostni
funkce. Vlastnosti ¢etnostni funkce se pfenaseji i na pravdépodobnostni funkci, tedy pravdépodobnostni funkce
je nezaporna VX € R m(x)>0,

0

je normovana Z TC(X) =1 ,

X=—00

s distribu¢ni funkci je spjata sou¢tovym vztahem VXeR: (D(X) = Zn(t)

<x
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Ilustrace vztahu mezi ¢etnostni funkci a
pravdépodobnostni funkci

Provedeme n hodu kostkou. Zajimame se o Cetnostni funkci poctu ok.
n = 60:

0,20 ' ' ' @ ' :
0,15 @ ® @ ®
P(X)o.10 )
0,05
0,00
0 1 2 3 4 5 6 7
X
n = 600:
0,20
0,15 @ () ® @ @ ®
0,10
P(X) o5
0,00
0 1 2 3 4 5 6 7
X
N—>oo:
0,20 O O O O O O
0,15
(x) 0,10
(x) 0,05
0,00
0 1 2 3 4 5 6 7
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Spojita nahodna veli¢ina - motivace

Spojita nahodna veli¢ina nabyva v§ech hodnot z néjakého intervalu. Je to napf. :

e vysledek néjakeho fyzikalniho ¢i chemického méteni,

e hektarovy vynos pSenice,

e hmotnost sériové vyrabéného vyrobku apod.
Pravdépodobnostni chovani spojité nahodné veli¢iny popisujeme hustotou pravdépodobnosti @(Xx), coz je zidealizovany
protéjSek hustoty Cetnosti f(x) zavedené v popisné statistice v souvislosti s intervalovym rozlozenim cetnosti. S rostoucim
rozsahem vybérového souboru a klesajicimi Sitkami tfidicich intervald se budou hodnoty hustoty Cetnosti ustalovat kolem

hodnot hustoty pravdépodobnosti.
Vlastnosti hustoty ¢etnosti se pfenaseji 1 na hustotu pravdépodobnosti, tedy hustota pravdépodobnosti

je nezaporna VX eR: ([)(X) >0,

je normovana J(P(X)dX = 1’

—00

s distribu¢ni funkci je spjata integralnim vztahem
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Ilustrace vztahu mezi hustotou Cetnosti a
hustotou pravdépodobnosti

Néahodné¢ vybereme n sériove vyrabénych soucastek, zmétime jejich délku a budeme se zajimat o hustotu ¢etnosti odchylek
téchto méfeni od deklarované délky soucastky.

n = 40, I’f: jr( \ﬁ,{ :
’ /////////\\y/////%
f(x v QV w
’ Mm%\\//\ 7.

N—00,I =00

@(X)
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Diskrétni nahodna veli¢ina

Definice:

Necht (€1, A, P) je pravdépodobnostni prostor, X nahodnd velicina defino
vani na méfitelném prostoru (02, A), ktera ma distribuéni funkci ®(x). Rekneme,
ze nahodna velicina X je diskrétni (vzhledem k P), pravé kdyz existuje realna
funkce 7 (x), ktera je nulova v B s vyjimkou nejméné jednoho a nejvyse spocetné

mnoha bodn, kde je kladnd a plati proni: Vo € B : ®(x) = }_ w(t). Tato funkce
t<x

se nazyva pravdépodobnostni funkce diskrétni nahodné velicing X.
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Vlastnosti pravdépodobnostni funkce

Véta:
Necht w(x) je pravdépodobnostni funkce diskrétni nahodné veli¢iny X. Pak
plati:
a) Ve e R wix) > 0 (vlastnost D1 - nezapornost )
o
b) Y w(x) =1 (vlastnost D2 - normovanost)
T —0g
c)Vee R:wizx) = P(X =x)
d)VBeB:P(XeB)=% x(x).

re 3

Diikaz:
ad a) Vlastnost D1 je soucast definice.

ad b) fn(x):!Lrgo Zt:n(x)= !Lrg@(t):l

ad c) P(X = xo): CD(XO)— XILTO,(D(X): Z Tc(t)—xl m

i Z n(t)= XI_i)m Z TE(t)= TE(XO)

t<xo 0= t<x Xo- y<t<x
ad d) Oznaéme G =R tu nejvyse spodetnou mnozinu, naniz =(x) nabyvé kladnych hodnot. Pak pro libovolnou borelovskou
mnozinu B plati:

P(X e B)= P(XEB(WG)+P(X€BF\6)=P(XE U{x}j+0: > P(X=x)=2 n(x)

xeBNG xeBNG xeB
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Priklad

Priklad: Nahodna veli¢ina X udava pocet lict pii hodu dvéma mincemi. UrCete jeji pravdépodobnostni a distribucni
funkci a nakreslete jejich grafy.

ReSeni:

Zakladni prostor: Q ={|L,L],[L,R],[R,L],|R,R]}, jevové pole: maximalni, pravdépodobnost: klasicka , ndhodn4 veli¢ina X
nabyva hodnotz mnoziny {0, 1, 2} .

n(0)=pP(X =0)= % x € (=,0):(x)=0

DPXx)=m _1
TC(]_): P(X :1):% XE<O’1)-CD( ) (O) .

X € <1,2): ®(x)=n(0)+ =)= %

1
n(2)=P(X=2)==
4 xe(2,9):d(x)=nr0)+ )+ n(2)=1
n(x )= 0 jinak
h
28l e
: } a v*) '\ ( 7‘7;\/)
s - - g1
E \ : o< %[m)
: | e
\ & | l‘( .
—e——y— g v futicnseitis
: 1 % % o z X
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Priklad

Dva stielci (S pravdépodobnostmi zasahu p, a p,) se stiidaji ve stielb¢, dokud nékdo nezasahne.
Urcete pravdépodobnostni funkci poctu vystieli.

ReSent: z(2n+1)=1-p,)'@-p,) p,

z(2n+2)=[1-p, )" @1-p,)'p, n

7(X) =0 jinak

Pro p,= p,=0,5:

05 —@

0.45F
04
035
03
02 @
02r
018 F
01

005 - ®

25

Pro p,=0,8 a p,=0,3:

07

061

05t

04t

03

02r

01r

01,...

25
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Priklad

Lovec ma 5 patron a pravdépodobnost zdsahu 0,4. Sttili, dokud netrefi (a dokud ma ¢im). Urcete
pravdépodobnostni funkci.

ReSeni: (k) = (‘),6k_1 .04 k=1...4

z(5) =0,6*
7(X) =0 jinak
7(x) o2 ° .
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Diskrétni nahodny vektor

Poznamka: Distribu¢ni funkce diskrétni ndhodné veli¢iny ma schodovity pribéh. Pravdépodobnostni funkce
je distribu¢ni funkci ur¢ena jednoznaéné.

Definice: % .

Necht (€2, A, P) je pravdépodobnostni prostor, X = {Xq..... X)) nahodny
vektor definovany na méfitelném prostoru (£, A). Necht ${a.. ... Ty je jeho
distribuéni funkee. Rekneme, ze ndhodny vektor X je diskrétni (vzhledem k P).
pravé kdyz exdstuje realna funkee m{a, ..., Ty), kterd je mulova v £" s vyjimkou
nejméné jednoho a nejvyde spofetné mnoha bodi, kde je kladna a plati pro ni:

Virg..... T € R Pl ... rp)= 3 ... > wity..... ). Tato funkee
t1{I1 t'i'l {IT'\-'I
se nazyvva pravdépodobnostni funkece diskrétniho ndhodného vektorun X.
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L

Vlastnosti pravdépodobnostni funkce

Véta:

Necht w{ry.....x,) je pravdépodobnostni funkce diskrétniho nahodného
vektoru X. Pak plati:

a) Ve, ....rn) € R caiey, ... 1) = 0 (vliastnost D1 - nezapornost)

o o0
by 3> ... 3 wlr.....ry) =1 (vlastnost D2 - normovanost |
Ti=—00 [ i —0
) Wiy, o.ooep) e R (e, oo o) =PIy =m0 AL N X, = 0y)
dIVBeB": P XeB) =% ... wlr.....1)
(210 0rsT0 )EB
. ) o0 o0 oo [l ..
el Wioe {1..... S S DD D Y f S TN B
T1=—00 Ti_1=—00Ti4i=—0D0 Ty=—00

wi(ri).

Funkee m;{x;) je pravdépodobnostnd funkee nahodné veliciny X;. Nazyva se

marginalni pravdépodobnostni funkce. Funkee m(xy. ..., x,) se v této sou
vislosti nazyva simultanni pravdépodobnostni funkce. Podobné lze zavést

marginalni pravdépodobnostni funkee & proménnych, kde £ € {2,3,....n—1}.
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Priklad

Priklad: Je dan systém sloZzeny ze dvou blokii. Pravdépodobnost, Ze 1i-ty blok spravné funguje, je vj,
i =1, 2 a pravdépodobnost, ze spravné funguji oba bloky, je vi,. Necht' ndhodna veli¢ina X; je ukazatel fungovani i-t¢ho
i 1, pokudi - ty blok f '
bloku, j. X; = , po Udl- y,bo ungUJe_ ,
0, pokudi - ty blok nefunguje
vektoru (X, X,) a ob¢ marginalni pravdépodobnostni funkce 7;(X;) a m(X>).

1 = 1, 2. Najdéte simultanni pravdépodobnostni funkci m(x;, X2) nahodného

Reseni:
Hodnoty pravdépodobnostnich funkci zapiSeme do kontingencni tabulky.

X1 X2 m1(Xy)
0 1

0 1-9,-9,+9,, | 9,9, |1-9;

1 81 B 812 912 81

To(Xo) [ 1-9, 9, 1

1(0,0) = P(X;=0 A X,=0) = 1 - P(X;=1v Xp=1) = 1 — (01 + vy - V1) = 1 - 0y - p + V1
TE(O,l) = P(X]_:O A X2:1) = P(Xzzl) — P(X]_:l/\ X2:1) =72 - V12

1(1,0) = PCG=1 A X0=0) = P(X;=1) — P(X;=1 A Xp=1) = vy - Uy

7[(1,1) = P(X1:1 A Xzzl) =V12

m(x1,X2) = 0 jinak

497



Existencéni véta

Véta (existencni véta)

a) Skaldrni pfipad: Jestlize funkce «(x) ma vlastnosti D1, D2 z véty o vlast-
nostech pravdépodobnostni funkce skalarni ndhodné veli¢iny, pak existuje prav-
dépodobnostni prostor (€2, A, P) a na ném definovang skalarni diskrétni nadhodns
velidina X tak, Ze w(x) je jeji pravdépodobnostni funkce.

b) Vektorovy pfipad: Jestlize funkce w{z;.....1,;) ma vlastnosti D1, D2
z véty o vlastnostech pravdépodobnostni funkce nahodného vektorn, pak exis-
tuje pravdépodobnostni prostor (£, .4, P) a na ném definovany diskrétni na-
hodny vektor X = (X,..... X)) tak, zew(x;.....x,) je jeho pravdépodobnostni
funkce.
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Spojita nahodna velifina

Definice:

Necht (€2, 4. P) je pravdépodobnostni prostor, X ndhodni veli¢ina defino
vana na méfitelném prostoru (02, A), ktera ma distribu¢ni funkei ®(x). Rek
neme, ze nahodnd velicina X je spojita (vzhledem k P), pravé kdyz existuje

po ¢astech spojitd nezaporna realna funkce p(x) tak, ze proVer € B : ¢®(x) =
£

| @lt)dt. Tato funkee se nazyva hustota pravdépodobnosti spojité nahodné
—I__'ﬂ:_.
veli¢iny X.
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Spojita nahodna veliCina - poznamka

Poznamka: Na rozdil od pravdépodobnostni funkce diskrétni ndhodné veli¢iny nema hustota pravdépodobnosti spojité
nahodné veli¢iny vyznam pravdépodobnosti. Jeji vyznam lze odvodit z integralniho vztahu mezi distribu¢ni funkei a
hustotou pravdépodobnosti.

¥
Pravdépodobnost, Zze nahodna veli¢ina se bude realizovatv intervalu (X,X+h> , Je:

(< X < x+ )= Dl +h)- 6= [o(Eht— [olkt= [t

Bude -1i h dostate¢n¢ malé ¢islo, 1ze plochu pod grafem hustoty nahradit obsahem obdélnika o stranach ¢(x) a h, tj.

P x<X£x+h)z(p(x)-h
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Vlastnosti hustoty pravdépodobnosti

Véta: _ _ _
Necht ¢(x) je hustota spojité nahodné veliciny X. Pak plati:
a) Ve e R:plr) >0 (vlastnost S1 - nezipornost)

-
bl [ wlr)de =1 (vlastnost §2 - normovanost )
—
x+h
c)Vere RVYh>0:Plr< X <x4+h)= [ p(t)dt
" v!I "
d) Pro libovolné, ale pevné dané v € R : P(X =) = (0.
" P “'iTl'[“!-': i w . - . . o . il
e) p(xr) = —— ve viech bodech spojitosti funkee @(x).
Diikaz:

ad a) Vlastnost S1 je soucast definice.
ad b) I(p(x)dx = lim _[cp(t)dt = lim ®(x)=1

X+h X+h X

adc) [o(t)t= [ot)t— [o(t)dt=D(x+h)-d(x)=P(x <X <x+h)
ad d) P(X = x)= [l(t)t =0

ad e) dC(Ij)_)((x) = % I(p(t)dt = p(x) ve vSech bodech spojitosti funkce ¢(x).
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Priklad

Priklad: Na automatické lince se plni lahve mlékem. Kazda 1dhev ma obsahovat presné 1000 ml mléka, ale v dusledku
pusobeni nahodnych vlivii mnozstvi mléka kolisa v intervalu (980 ml, 1020 ml). Kazdé¢ mnozstvi mléka v tomto intervalu
povazujeme za stejn¢ mozné. Nahodna veli¢ina X uddvd mnozstvi mléka v nihodné€ vybrané lahvi.  Najdéte jeji hustotu
pravdépodobnosti ¢(x) a distribu¢ni funkci ®(X). Jaka je pravdépodobnost, ze v ndhodn¢ vybrané lahvi bude aspon 1000 ml

mléka?

Refeni:  (x) = {k pro x € (980, 1020)

0 jinak 4 —
1020 L w0
Z normovanosti hustoty plyne: 1 = j kdx = 40k, tedy k = o
980
0 pro x <980 e T 5, VMRS MRS TEE =
o N _ h X — 980
Pro distribu¢ni funkci plati: ®(x) = f &dt = pro 980 < x <1020 5
980 A @)
1pro x 21020 1 4 p.
DL : - 4
1020 ; )
1 1 20 S} SO e
P(X >1000)= | —dx=—[x]}t0="==0,5 don v A0
240 40 40
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Priklad

Napiste distribucni funkci rozdéleni daného hustotou f(x) = x/2 na (0, 1), 1/2 na (1, 2), (3 — x)/2
na (2, 3).

ReSeni: Na ((),1) :

Fx) = jf(t)dt—f% =1H =

212,
Na(L,2):
F(x):l+l(x—1)
4 2 ’
Na(2,3):
X 2 1" 2
AN B Y 23_1{(3—0} ICEs)
) 2 4 21 2 4

503



N 7
Priklad
Rozdé€leni nahodne¢ veliCiny X je dano hustotou f(x) = 2x+2, na (—1, 0) a nulovou jinde. Najdéte
P(-2<X<-0)5)
Regeni:
P(-2< X <-0,5)=P(-1< X <-05)=

-0,5
= j(2x+2)dx: 11 1:%

20
25
: — e —
; 2 2
I T 1
-1 1] 1 2
x
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Priklad

a
Nahodna veli¢ina X ma hustotu f (x ) = P na R.
+ X
Urcete a, distribu¢ni funkci, P(X > \/g )
ReSeni: 1= J- f(x)dx = a(hm arctg(x)— hm arctg(x))

T 1
_a(z 2) —a=—
F(X)Zj!if(X)dx:i( I”Ctg(x)+2)
3)=

Plx >3)=1-F(3 1_(” ”j é
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Spojity nahodny vektor

Definice:

Necht (€2, A, P) je pravdépodobnostnd prostor, X = (X;..... X, ) nahodny
vektor definovany na méfitelném prostoru (€2, A). Necht ®(xy,....x,) je jeho
distribuéni funkce. Rekneme, ze ndhodny vektor X je spojity (vzhledem k P).
pravé kdyz existuje po ¢astech spojitd nezapornd realnd funkce @(xq., ..., Ty
tak. ze pro

L1 e

Wiry.....¢rn) € R Py, ... tn)= | ... | @(ti.....ta)dt; ... dt;,. Tato

funkee se nazvva hustota pravdépodobnosti spojitého nahodného vektoru X.
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Vlastnosti hustoty pravdépodobnosti

Véta: Necht ¢(x,,...,x, ) je hustota pravdépodobnosti spojitého nahodného vektoru X = (X4, ..., X,). Pak plati:

al V(xy,....xn) € B™: @laq, ..., rn) = 0 (vlastnost S1 - nezipornost)
oK oo
by [ ... | @lx1,...,zp)dxy ... de, =1 (vlastnost S2 - normovanost)
— —
c)VBe B":P(XeB)=[...[ plx,...,x5)dxy ... dx,
5
d) p(xq,... o) = 2 ei}:rff_‘__‘e;;v_'r‘m”} ve vSech bodech spojitosti funkce p(xy, ..., x,).
oo oo
e)Vie{l...., n}: J . j wley,....,zp)dey .. .de;_1dxiy ... .dx, = wi(x;).
— —

Funkce ;(x;) je hustota ndhodné veli¢iny X ;. Nazyva se marginalni hus-
tota. Funkce ¢{a,. ... 0,) se v této souvislosti nazyva simultanni hustota,
Podobné lze zavést marginalni hustoty £ proménnych, kde & € {2.3,....,n—1}.
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Existencéni véta

Véta: (existencni véta)

a) Skalarni pfipad: Jestlize funkce @(x) ma vlastnosti 81, §2 z véty o vlast-
nostech hustoty skalarni nahodné veli¢iny, pak existuje pravdépodobnostni pro-
stor (12, 4. P) a na ném definovana skalarni spojitd ndhodna velid¢ina X tak, ze
w(x) je jeji hustota.

b) Vektorovy pfipad: JestliZze funkce (xy. ..., T, ) ma vlastnosti S1, S2 z véty
0 vlastnostech hustoty nahodného vektoru, pak existuje pravdépodobnostni pro-
stor (2, A, P) a na ném definovany spojity nahodny vektor X = (X;,...,X})
tak, ze p(xq,....1,) je jeho hustota.
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Priklad

Priklad:  Spojity ndhodny vektor (X 1, X;) ma simultanni hustotu pravdépodobnosti ¢(X 1, X;) =

Najdéte obé marginalni hustoty — ¢1(X1), ¢ 2(X>).

Reseni :
T 1 1 o1
X1) = dx;, = dx
01062) _{o A+ x A o mE(Ltx,d) _[01+x22 ’
1 0 1 T T 1
= ———_ larctg x _w:—(——(——)jZ—.
n2<1+x12)[ d nr(1+x,2)\2 0 20 w1+ x,?)
Analogicky dostavame ¢ 2(X2) = ;2 :
T(l+x,%)

1

n2(L+ X, 2)(A+ x,%)
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Vybrana rozlozeni diskrétnich a

(A4 )

spojitych nahodnych veliCin

Motivace

Nyni se seznamime s piehledem dilezitych pravdépodobnostnich funkci a hustot pravdépodobnosti. Uvedeme nejenom
analytické vyjadieni téchto funkci, ale téz jejich grafy. Vysvétlime rovnéz, v jakych situacich se lze s uvedenymi
rozlozenimi pravdépodobnosti setkat. Zvlastni pozornost budeme vénovat normalnimu rozlozeni, které hraje velkou roli
v celé fad¢ praktickych aplikaci poctu pravdépodobnosti 1 v matematické statistice.

Oznaceni

Zname -li distribu¢ni funkci ®(x) nahodné veli¢iny X (resp. pravdépodobnostni funkci n(x) v diskrétnim piipadé resp.
hustotu pravdépodobnosti ¢(x) ve spojitéem piipad¢€), pak fekneme, Ze zname rozloZeni pravdépodobnosti (zkracené
rozloZeni) ndhodné veli¢iny X. Toto rozloZeni zavisi na né¢jakém parametru 3 , coz je nejcastéji redlné Cislo nebo realny
vektor.

Zapis|X ~ L( 9 ) ¢teme: nahodna veli¢ina X ma rozlozeni L s parametrem 9 .

Na webu:

http://en.wikipedia.org/wiki/List_of_probability_distributions

510



Vybrana rozlozeni diskrétnich

o\ e

nahodnych veli¢in

Dulezita diskrétni rozdéleni:

» Degenerované rozloZeni

» Alternativni (Bernoulliho) rozd¢€leni

» Binomickeé rozdéleni

» Multinomické rozdéleni

» Poissonovo rozdéleni

» Negativné binomické (Pascalovo) rozdéleni

» Geometrické rozdéleni (zvlastni pfipad negativné binomickeého rozdéleni)
» Hypergeometrické rozdéleni

» Rovnomérné rozdéleni
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Degenerované rozlozeni

Degenerované rozlozeni: Nahodna veli¢ina X nabyva pouze konstantni hodnoty p, piSeme X ~ Dg(p).

1(x) = lprox=p
0 jinak
Pravdep. funkce Dg(1)
2
1,
0
_10 3 5
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Alternativni rozlozeni

Alternativni rozloZeni: Nahodna veli¢ina X udava pocet uspéchii v jednom pokusu, piicemz pravdépodobnost uspéchu je
9. Piseme X ~ A(9).

1-9prox=0

n(x) =<9prox=1  neboli n(x) = {SX__(l_g)l “prox=01
. 0 jinak
0 jinak
1 Pravdep. funkce A(0.75)
0.75- "
0.5
0.25-
0
-0.25-
-0.5

1 -05 0 05 1 15 2
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Binomické rozloZeni: Ndhodna velicina X udava pocet uspéchtli v posloupnosti n nezavislych opakovanych pokust,
pficemz pravdépodobnost tspéchu je v kazdém pokusu 9. PiSeme X ~ Bi(n,9).

n(x) =

(Alternativni rozlozeni je specialnim piipadem binomického rozloZeni pron = 1.

Jsou-li Xy, ..., X, stochasticky nezavislé ndhodné veliCiny, X; ~ A(8),1=1, .., n,pak X = > X; ~ Bi(n, 9).)

0.6

0.41

0.21

Binomické rozlozeni

n
( JSX(l—S)”‘X prox=0,...,n
X

0 jinak

Pravdep. funkce Bi(5,0.5)

1 0 1 2 3 4 5 &

0.25

20

010 015 0.

0.05

0.00

i=1

% *
' EEENNNREEENRN}E, e ow W

* p=05and n=20
p=0.7 and n=20
* p=05and n=40

LA R ENNNENENENNDY]

] 10 20

30 40
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http://upload.wikimedia.org/wikipedia/commons/7/75/Binomial_distribution_pmf.svg

Priklad

Priklad na binomické rozlozeni pravdépodobnosti: Firma se UcCastni Ctyf
nezavislych vybérovych ftizeni. Pravdépodobnost, ze uspéje v kterémkoliv
Z nich, je pro vSechny konkurzy stejnd a je rovna 0,7. Jaka je pravdépodobnost,
ze firma uspéje

a) prave 2x

b) aspon 2x

C) nejvyse 2x?

Reseni: X ... pocet Gsp&snych konkurzi, X ~ Bi(4; 0,7)

ad a) P(X=2)=n(2)= @0,720,32 = 0,2646
ad b) P(X >2)=n(2)+n(3)+n(4)= @0,720,32 + @0,730,3 + @0,74 =0,9163

ad ) P(X <2)=®(2)=n(0)+n(1)+n(2) = LgJo,s“ + @0,7 -0,3° + @0,720,32 =0,3483
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Priklad

Pravdépodobnost narozeni chlapce je 0,515. Urcete takovy pocet déti, aby
pravdépodobnost, Ze mezi nimi bude aspon jeden chlapec, byla vetsi nez 0,99.

ReSeni:

Ozna¢me Jako X velicinu udavajici pocCet chlapcd mezi n détmi, je
X~Bi(n,0,515). Hledame takové n, aby P(X > 0) > 0,99, pritom plati
P(X>0)=1-P(X<0)=1-P(X = o)=1—(gj-0,515° -(1-0,515)""°

=) 1-(0,485)" > 0,99

In0,01

> 2 ~ 6,36
= 0485
) >7
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Multinomicke rozlozeni

Zobecnéni binomického rozlozeni. Slozky nahodného vektoru (Xi,...X)
udavaji pocty uspécha (nastane jev A,,...A,) Vv posloupnosti n nezavislych opakovanych pokusil,
pficemZ pravdépodobnosti usp&chii jsou 4....,:9, . Pfedpokladame, Ze pti kazdém pokusu nastane pravée
jeden z jevi A,,... A, pticemz plati 9 +,....+9, =1. PiSeme

X ~Mu(n,§,....,8,)

k
n! X y
TT(Xp5eny X)) = ' '1911-...-19kk, Xiseees X € Z =
xl....xk. :1
=0 Jinak

Plati: X, ~ Bi(n,9,)
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Multinomickeé rozlozeni —
priklady vyuziti

» Ptedvolebni prizkum:
" n — pocet tdzanych
=9 | — skuteCny podil volicu j-té strany v populaci
= X;— pocet (Cetnost) voliCu j-té strany ve vybéru

» Hody hraci kostkou:
= n —pocet hodll
=9,..., 9 — pravdépodobnost jednotlivych stran kostky
= X4,...Xg— absolutni Cetnosti jednotlivych stran kostky

» Krevni skupiny:
= n=4 (skupiny 0,A,B,AB)
= 3.,9,,%,9,; —pravdépodobnosti skupin 0, A, B, AB
= Xo» Xa, Xg, Xag — pocty osob se skupinami 0, A, B, AB
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Poissonovo rozlozeni

Poissonovo rozloZeni: Ndhodna veli¢ina X udava pocet udalosti, které nastanou
V jednotkovém casovém intervalu (resp. jednotkové oblasti), pfi¢emz udalosti
nastavaji nahodné, jednotlivé a vzajemné nezavisle. Parametr A > 0 je stfedni
pocet téchto udalosti. PiSeme X ~ Po(A).

(Poissonovym rozlozenim se fidi napf. pocet vyzev, které dojdou na telefonni
usttednu béhem urcitého casového intervalu nebo pocet mikroorganizmi
v zorném poli mikroskopu. Jde o tzv. fidce se vyskytujici jevy.)

X

k—e”‘ prox=0,1,...

ax) = X!

0 jinak

Pravdep. funkce Po(5) 04F
0.22 g
0.18’ EE 0.35— ° ;::; 3
0.141 . » b o A=10

0.1 * 0'25_ —

0.061 - ]
0.02] - e o1
0025752 6 8 10 12 14 16 ok S S
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Priklad

Vztah mezi pravdépodobnostni funkci binomického a Poissonova rozloZeni:
Necht' ndhodna veli¢ina X ~ Po(A) a nahodna veli¢ina Y ~ Bi(n,9,). Necht 9, — 0 pro n — o a pfitom n3, — A. Pak
pravdépodobnostni funkce ndhodné veliCiny Y konverguje k pravdépodobnostni funkci ndhodné veliciny X, tj.

y
|im(nj9ny(1— 9 )7 = N
e Y y!

(Aproximace binomického rozlozeni pomoci Poissonova rozlozeni je vyhovujici, kdyzn >30a 9 <0,1.)

Piiklad na Poissonovo rozlozeni: Délnice v pfadelné obsluhuje 800 vieten. Pravdépodobnost toho, ze se pfize pietrhne
béhem cCasového intervalu délky t, je pro vSechna vietena stejnd a je rovna 0,005. Urcete pravdépodobnost, Ze béhem
intervalu délky t dojde k nejvyse 10 pretrzenim.
Reseni: Y — pocet pietrzeni v ¢asovém intervalu délky t, Y ~ Bi(800;0,005).

0. (800
Ptfesny vypocet: P(Y < 10) = Ziy

jo,005y(1— 0,005)*¥ =0,997239
y=0
00).
Aproximativni vypocet: podminky dobré aproximace jsou splnény, parametr
10 7Y

%=ns =800.0,005 =4 P(Y <10)= Z%e“‘ =0,9971602
y=0 Y-
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Priklad

1) Primérny telefonni hovor trva 1,5 min. Ma-li astiedna 10 linek a dochazi-li primérné k 120
hovorim za hodinu, jaka je pravdépodobnost ztraty volani?

Reseni: X udava pocet volajicich, X~Po(2*1,5). Ke ztrat¢ volani dojde, pokud chce
soucasné volat vice nez 10 volajicich (tj. neni volna linka). Tedy
10 x
P(X >10)=1-P(X < 10)=1—Z3—e

x=0

> =0,001

2) Primérny telefonni hovor trva 1,5 min. Kolik linek musi ustiedna mit, dochazi-li primérné k
240 hovoriim za hodinu a pravdépodobnost ztraty volani nema pickrocit a) 0,01, b) 0,001?

Reseni: X udava pocet volajicich, X~P0o(240/60*1,5). Hledame n tak aby P(X > n) <0,01
t). P(XS n)Z 0,99 =m) 26—'8_6 >0,90 =) n=12.

x=0 X.

n X

6
Pro ptipad b) chceme E — e©>0999 mmp n=15. 521
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Negativni binomické
(Pascalovo) rozlozeni

Negativni binomické rozloZeni (Pascalovo):
Nahodna veli¢ina X udava pocet netuspéchu pred n-tym tspéchem v posloupnosti n nezavislych
opakovanych pokust, pfi¢emz pravdépodobnost uspéchu je v kazdém pokusu 9. PiSeme X ~ NB(n, 9).

n+x—1 .
7(x) = 9" (1-9), x=01,..., 0<8<l
X

=0 Jinak

NB(2,02) a NB(2,0.4)

0271 o
o ©
o
01 - O
e ** %0 e 4, » Negativné binomické rozdéleni Ize definovat
o * 5 .. . . . v ,
* O 4 o obecnéji. Tak jak je zde uvedeno jde o0 rozd¢leni
: . - < Pascalovo.
0 1 2 3 4 5 6 7 8 9 10
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Geometricke rozlozeni

Geometrické rozlozeni:

Piseme X ~ Ge(9)
~ J@-9)"9prox=0,1,...
%) =10 jinak
Pravdep. funkce Ge(0.25)

0.3
0.2- ”

0.1 .

Nahodna wveli¢ina X wudava pocet neuspéchi
Vv posloupnosti opakovanych nezavislych pokust ptedchazejicich prvnimu
uspéchu, pricemz pravdépodobnost uspéchu je v kazdém pokusu rovna 3.

sy il

5] gl

Eoy 2= 18]

(= 1]

o [

= p=0.2
* p=0.5
o p=0.8

[+ ]

-
(=]
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Priklad

Dva hraci stiidavé hazeji kostkou. Vyhrava ten, kdo prvni hodi Sestku. Jaka je pravdépodobnost,
ze vyhraje ten, ktery zacinal?

ReSeni: X udava pocet nehozeni Sestky (netispéch) pred prvnim hozenim Sestky (Gspéch),
X ~ Ge(1/6). Hledame tedy pravdépodobnost jevu
A: 1. Gspéch po sudém poctu netspéchu.
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Hypergeometrické rozlozeni

Hypergeometrické rozloZeni: V souboru N prvklt je M prvkll oznaceno.
Nahodné vybereme n prvki bez vraceni. Nahodnd veli¢ina X udava pocet
vybranych ozna¢enych prvki. Piseme X ~ Hg(N, M, n)

[t
XAN=X prox=max{0,M-N+n},...,min{M,n}

n(x) = - (Nj
n

0 jinak

Pravdep. funkce Hg(10,7,5)

0.5
0.4 T
0.3
0.2
0.1+ « -

-0.1
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Priklad

V klobouku jsou 3 ¢erné a 4 bilé koule. Urcete pravdépodobnost, ze pfi vytazeni 3 kouli
budou aspon 2 Cerné.

Refeni: X udava podet vytazenych &ernych kouli, X ~ HG(7,3,3). Hledana
pravdépodobnost je

PR L0 o)
i

Jbaxso 22 B39,

35 35 35

1
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Rovnomeérné diskrétni rozlozeni

Rovnomérné diskrétni rozloZeni: Necht' G je konecna mnozina o n prvcich.
Nahodna velicina X nabyva se stejnou pravdépodobnosti kazdé hodnoty
z mnoziny G. Piseme X ~ Rd(G)

1
—proxeG
n(x)= N
0 jinak
(Typickym ptikladem je ndhodna veli¢ina udavajici po€et ok pii hodu kostkou.)

Pravdep. funkce Rd({1,2,...,10})
0.18

0.144

0.1 = = » = = x = = =
0.061
0.021
-0.02

012345678 91011
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Vybrana rozlozeni spojitych

nahodnych veli¢in

Dulezita spojita rozdéleni:

» Rovnomérné rozdéleni

» Normalni rozdéleni (oznaCované také jako Gaussovo rozdéleni)
» Logaritmicko-normalni rozdéleni (také log-normalni rozdéleni)
» Studentovo rozdéleni

» Fischerovo-Snedecorovo rozdéleni

» y? rozdéleni (Chi-kvadrat)

» Cauchyho rozdéleni

» Exponencialni rozdéleni

» Laplaceovo rozdéleni (nebo také dvojité exponencialni rozdéleni)
» Weibullovo rozd¢€leni
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Rovnomeérné spojité rozlozeni

Rovnomérne spojite rozloZeni: Pfedpokladejme, Ze veli¢ina X

- mize nabyt jakékoliv hodnoty mezi Cisly a, b

- pravdépodobnost, Ze nabude hodnoty z jakéhokoliv intervalu v tomto
rozmezi je stejna jako pravdépodobnost, Ze nabude hodnoty z jakéhokoliv
jiného intervalu stejné délky.

Jsou-li tyto podminky splnény, pak X ma rovnomérné spojité rozloZeni na

intervalu (a, b). Hustota pravdépodobnosti nahodné veliCiny X je konstantni na

intervalu (a, b) a plocha pod kiivkou hustoty tvofi obdélnik.

PiSeme X ~ Rs(a, b).

L proxe(ab) O x=a
o(x)=b-a D(X) = b, K€ (a,b)
i -a

0 jinak 1 «>b

L] o

i
T [
5]

I

L ]

L] o

04

ool

B {r==s=sscssssssss=s==s
G
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Normalni rozlozeni

Normalni rozloZeni: Tato ndhodna veli¢ina vznika napf. tak, ze ke konstanté p
se pricita velké mnozstvi nezavislych nahodnych vlivii mirn¢ kolisajicich kolem
nuly. Proménlivost téchto vlivl je vyjadiena konstantou ¢ > 0.

_(x-p)?

rwv 1 2 r .
Piseme X ~ N(p, 6°), hustota o(x) = e 20 . Grafem této hustoty je tzv.
o+ 27
Gaussova krivka.
]nl:l | T | T | T | T | T T T T I T I T | 1.l:l T I T I T T T T T ,l T _'_.l_A_
| #:l]l ﬂ"?=|]2|— _ | |E=0, ﬂ"”:l]E.— / _'_,_,..--"'_ |
p=0, @=10, — E=0, O0°=10, — f . .""f
08 1 1 1 1 1 p=0, @=50, — DEp=p, Ti=f), —
i p=-2, @205, —— i #:-z,ﬂ"‘:us.—/ / ]
. 0B ! — 0B
) = f
P g I / ]
o 04 Booa
)
i ] ] ] ] I ﬂn#i—l/ L ] L 1 1 1
X 4 3 =4 5 =+ a4 = a4 & 1 2 3 4
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Galtonova deska

Ilustrace vzniku normalniho rozloZeni pomoci Galtonovy desky:

Deska obsahuje n fad pravidelné usporadanych klind, a to tak, ze v k-té fadé je pravé k klini. Do otvoru nahote padaji kulicky,
které jsou v kazdé fad¢ se stejnou pravdépodobnosti 1/2 vychylovany vlevo nebo vpravo. Pod posledni radou je n - 1 pfihradek,
ve kterych se kulicky shromazduji. Nasypeme-li do tohoto systému velké mnozstvi kuli¢ek, vytvori v ptihradkach jakysi
“kopec”, jehoz tvar je velmi podobny tvaru grafu hustoty ndhodné veli€iny s normalnim rozlozenim.

Nihodné vychylovani kulicek jednotlivymi fadami ptekazek je mozno chapat jako specidlni pfipad velkého mnoZstvi
chybovych faktort, nahodné piisobicich na néjaky proces, jako ptisobeni mnoha blize nespecifikovatelnych vliva, které ovliviugi
zcela ndhodné rozlozeni jeho vysledku.

Obrazek
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Standardizované normalni rozlozeni

Standardizované normalni rozlozeni:
2 . 14 . /4 /4 14 W 14 14
Pro p =0, 6" =1 se jedna o standardizované normalni rozloZeni, piSeme

c

U ~ N(O, 1). Hustota pravdépodobnosti ma v tomto ptipadé tvar ¢(u) = %e 2
I
Hustota N(0,1) Distr. funkce N(0,1)

0.5 1

0.4 0.8,
0.3; 0.6
0.2 0.4
0.1; 0.2;

0-3 2 1 0 1 2 3 0—3 2 1 O 1 2 3

u v
d(u) = j %e 2dt je tabelovana pro u > 0, pro u < 0 se pouZziva prepoctovy

vzorec ®(-u) =1 - d(u).
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Priklad

Piiklad na normalni rozloZeni: Vysledky u pfijimacich zkousek na jistou VS jsou normalné rozlozeny
S parametry u = 550 bodi, 6 = 100 bodt. S jakou pravdépodobnosti bude mit nahodné vybrany uchazec
aspon 600 bodt?

Reseni:

X — vysledek ndhodn¢ vybraného uchazece, X ~ N(550, 1002),
P(X>600)=1-P(X<600)+P(X=600)=1-PX<600)=

-1_ p(X—u . 600—MJ =1- p(u < 60(;50550j =1-®(0,5)=1-0,69146 = 0,30854.
(¢} (e)

0,0045
0,0040}
0,0035}
0,0030}
0,0025}
0,0020}
0,0015¢
0,0010}
0,0005}
0,0000 e S

300 400 500 600 700 800

350 450 550 650 750 533




Normalni rozlozeni - vliastnosti

Nékteré vlastnosti normalniho rozloZeni:
Jestlize X~ N(uo?), pak u=""" ~ N(0J).
(63
Jestlize X~ N(u,0?),a Y=a+bX, pak Y~ Na+by,b%c?).

Jestlize X,,...,X, jsou stochasticky nezavislé ndhodné veli¢iny, X, ~ N(ui,ciz), i=1...n, Y=>X,paky ~
i=1
N(ZMiiZGizj .
i=1 i=1

Vyznam normalniho rozloZeni:

Normalni rozlozeni hraje ustfedni roli v poc¢tu pravdépodobnosti 1 matematické statistice. Jeho vyznam
spoCiva jednak vtom, Ze normalnim rozloZzenim se fidi pravdépodobnostni chovani mnoha nahodnych
veli¢in a jednak v tom, ze za uréitych podminek konverguje k normalnimu rozlozeni soucet nezavislych
nahodnych veli€in s tymZ rozloZenim (viz centralni limitni véta).

»koncentrace hodnot* normalni NV: :

Pies 68% hodnot ,,lezi“ v intervalu (p-o, u+o). <]

Pies 95% hodnot ,,lezi“ v intervalu (p-20, pt+20). S 34.1% 34.1%
Pies 99% hodnot ,,lezi“ v intervalu (p-3o, pt+30). N
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Dvojrozmérné normalni rozlozeni

Definice:

O spojitém nadhodném vektoru X = (;‘Z) fikdme, Ze ma dvojrozmérné normalni rozlozeni

2 .

o W) O . - Ny

s parametry p — (‘j}) a¥X=| ! ! 1% ], kdyz jeho hustota je ddna vzorcem
Hz PTLT a5

2 2
1 _EQL—L.FE‘ I:(Ila—lﬁ-'l) _Qf_,:la—lm _w;:z_(rz;;-'z) }
] 2
o(X) = e . xe R°.
2‘}?{?10’2\;] — Eﬁ
Zkracené pi“‘beme X = ( ) ~ Na(p, 2).
Pro = (° = (1} %) mluvime o standardizovaném dvojrozmérném normalnim rozlo-
! 0 01 ]
Zeni.
Poznamka:

Vyznam parametri je nasledujici:

i = E(Xy), pa = E(Xy), o7 = D(X,), 05 = D(Xs), p= R(Xy, X5)
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Dvojrozmérné normalni rozlozeni

Graf dvourozmerne hustoty
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_ogaritmicko normalni rozlozeni

Logaritmicko normalni rozlozeni: Nahodna velicina X ~ LN(u, o) vznika v situacich, kdy kladna
konstanta logaritmu p je nasobena velkym mnozstvim nezavislych nahodnych veli¢in, kolisajicich mirng
kolem jednicky. Variabilita jejich logaritmt je charakterizovana parametrem o. Logaritmicko normalni

rozdéleni ma hustotu

1 nz—p)?
gD(X,ILl,G): E'_%T}_ T = ()

T 2T |

(L3

4
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Pearsonovo y° rozlozeni

Pearsonovo rozlozeni chi - kvadrat s n stupnivolnosti:  Necht' X 4, ..., X jsou
stochasticky nezavislé nahodné veli¢iny, X ; ~N(0, 1),i=1, ..., k.

Pak néhodna veli¢ina X = X%+ ... + X& ~ (k).
1 ki2-1 —x/2 I
- X -e x>0 —|et.t5?
p(X,K) =< 2¥2.T(k / 2) I'(s) = je t° dt
0 jinak °

1.0
0y b8
[

[h i

.4 (k.4

0.2 .
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Studentovo rozlozeni

Studentovo rozloZeni s n stupni volnosti: Necht’ X3, X, jsou stochasticky
nezavislé nahodné veli¢iny, X; ~ N(0, 1), X, ~ *(n).

Pak nahodné veligina X = XT ~t(n).
2

=
n+1 el
F(zj £1+ XZ)_Z X e (—oo OO)

(D(X, n) — ) — 1
vnz-I'(n/2) n

0.40 1.0

0.35}

0.30} 0.8
- 925 = 0.6
= 0.20} <

0.15} 04

0.10}

0.2

0.05}

0.00 0.0
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Fisher-Snedecorovo rozlozeni

Fisherovo-Snedecorovo rozloZeni s n; a n, stupni volnosti: Necht’ X, X, jsou
stochasticky nezavislé nahodné veliginy, Xi~ x*(ny), i = 1, 2.

Xl F(ny, ny).
21Ny

N, +nN / /
1—«( 1 2 zjnlnl 2n2n2 2

Pak nahodna veli¢ina X =

y(m-2)/2
¢(X1 n11n2) - ) (n prOX >O
1 +N,)/2
r(n/2)0(n,/2) | (n,+nx)
o <
N —
m —
o | S
— n1:1,n2=1 '-'-ﬂ ] f—_
o | — =2, =1 o /
L n=5mn,=2 = _| n=1,n,=1
n, =100, n, =1 = — =2, =1
o = N n, =100, n, =100 o _ no=5n=2
[ n, =100, n, =1
o | — = =100, n, =100
< T 1 T T 1 < T | 3 & 1
0 1 2 3 4 b 0 1 2 3 4 +
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Cauchyho rozlozeni

Cauchyho rozloZeni pravdépodobnosti s parametry X, a y, pro —o0 <X, <ooa Y > 0, je definovano hustotou
pravdépodobnosti ve tvaru 1

P(X; X0, 7) = )1 :

EE

_ 1 gl

=
kde X, je parametr, urujici umisténi nejvétsi hodnoty rozdéleni.
Zvl1astni pfipad, kdy X, = 0 a y = 1 se nazyva standardni Cauchyho rozdéleni s hustotou pravdépodobnosti
vyjadienou vztahem

0.7 .
1 0.6 xy =0, =05
)COI = 71 . _av ol —z, =0, y=1 |
( ) 1 —|—I2) 0.5k — iz =0, =2
Standardni Cauchyho rozd¢leni je specialni = 0.4} T E ==l

piipad Studentova rozd¢€leni (pron=1).
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Exponencialni rozlozeni

Exponencialni rozloZeni: Nahodna veli¢ina X udava dobu ¢ekani na ptichod
n¢jaké udalosti, kterd se miize dostavit kazdym okamzikem se stejnou Sanci bez

ohledu na dosud procekanou dobu. (Jde o tzv. cekani bez paméti.) Pritom %

vyjadiuje sttedni dobu cekani. PisSeme X ~ Ex()\)

P(x) = {

1.6
1.4
1.2
1.0

—

>

=08
0.6
0.4
0.2
0.0

re™ prox >0 1-e™ prox>0
’ |0 jinak
1.0
i A=0.5 |
i —_— = 0.8
A=15 |
< 0.6
i i Wl
=
s 1 % 0.4
i | 0.2
0 2 3 4 5 0.0
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Priklad

Priklad na exponencialni rozloZeni: Doba (v minutach) potiebna k obslouZeni zdkaznika v prodejné potravin je

nahodna veliCina, ktera se tidi rozloZenim Ex(%). Jaka je pravdépodobnost, Ze doba potiebnd k obslouZeni
nahodné vybran¢ho zékaznika v této prodejné bude v rozmezi od 3 do 6 minut?

Reseni:

X — doba potiebna k obslouzeni ndhodné vybraného zédkaznika, X ~ Ex [%J

P3<X<6)= _z%e_zdx :%(_3){53}6: e2+¢1=0,233

3

S pravdépodobnosti 0,233 bude zdkaznik obslouzen v dob¢ od 3 do 6 minut.

o1 2 3 4 5 6 7 8 9 10 11 12 13 14
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_aplaceovo rozlozeni

lLaplaceovo rozlozeni: Nahodna veliina, ktera vznikne rozdilem dvou NV z
exponencialniho rozlozeni, se fidi timto rozloZzenim. Vyuziti ve fyzice, ekonomii —
Brownuv pohyb. Hustota je dana vzorcem

1 |I _ #_| i f pmS had
X; = — — 4t [
p(sub) = grexm (-5
1 {EXP (-5%°) =<p
- 2b exp (—E—_-‘—*) > p,-
b = y .
Plati napf.: "o & 6 4 2 o 2 4 6 8

X ~ Laplace(0,b) = |X|~ Ex(%j

X, ~ Ex(1), X, ~ Ex(4,) = 4 X, -4, X, ~ Laplace(0,1)
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Welbullovo rozlozeni

Weibullovo rozdéleni: Nahodna veli¢ina X ~ Wh(9, €) vyjadiuje dobu ¢ekani na n¢jakou udalost, ktera se
kazdym okamzikem muze dostavit se Sanci imeérnou mocninné funkci pro¢ekané doby. Pritom cisla 6 > 0
a € > 0 se nazyvaji parametry m¢ritka a formy.

-0-X°
0

o(X;0,8) =

1.—0-x%
e

prox >0

prox <0

D> D >
i
PHEPH
ARRRX
mmn

N==O
[, ]

1.0

o(X;A,K) =

Jina forma zapisu:
;

X

s

A

0.8

X

0.4

0.2

e

I et e
L e o

e
wooun

0o

05

1.0

1.5

[
o

-
in

5

0

j prox>0

prox<0
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9. Stochasticky nezavislé NV,
generovani realizaci NV.

Motivace: Pri provedeni pokusu se muze stat, ze se realizace jedné nadhodné veli¢iny Y daji jednozna¢né urcit ze znamé
realizace druhé nahodné veli¢iny X, tedy je mezi nimi funk¢ni vztah Y = g(X). Takové nidhodné veli¢iny se nazyvaji
deterministicky zavislé.

Jejich protipolem jsou ndhodné veliCiny stochasticky nezavislé: informace o realizaci jedné z nich nijak neméni Sance,
S nimiz pii témz pokusu ocekavame realizaci druhé.

Napt. ndhodny pokus spociva v hodu dvéma kostkami. Ndhodna veli¢ina X udava pocet ok, ktera padla na 1. kostce a
nahodna veli¢ina Y udava pocet ok, ktera padla na druhé kostce. Nahodné veli¢iny X, Y jsou stochasticky nezavislé.
Stochastickou nezavislost nahodnych veli¢in zavadime na ziklad€ analogie s Cetnostni nezavislosti znakli v daném
vybéroveém souboru, ktera se pouziva v popisné statistice. Musi platit multiplikativni vztah:

2 .
V(X, Y) eR": p(X, Y) = pl(X)pz(y) pro bodové rozloZeni &etnosti,
2.
\V/(X, y) eR":f (X, Y) =T, (X)f2 (Y) pro intervalové rozloZeni &etnosti.
V poctu pravdépodobnosti nahradime ¢etnostni funkci pravdépodobnostni funkci resp. hustotu ¢etnosti nahradime hustotou

pravdépodobnosti. Misto dvou ndhodnych veli¢in X, Y mtzeme uvazovat n ndhodnych veli¢in:
Nahodné veli¢iny Xy, ..., X, jsou stochasticky nezavisle, kdyz plati:

‘V’(Xl,. . .,Xn)e R": n(Xl,.. .,Xn)z nl(Xl)-...-ﬂ:n (Xn) v diskrétnim piipadé,
V(X X, ) € R 10Xy, X ) = @1 (X)) . 9, (X)) ve spojitem pitpad,
V(Xy,.. X, )€ R" 1 D(Xy,..., X, )= @, (X,) ... P, (X, ) v obecném pripads.
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Stochasticky nezavislé
nahodné veliCiny

Definice:

a) Obecny piipad: Rekneme, ze ndhodné veliciny Xi,..... X, s marginal
nimi distribu¢nimi funkcemi ®,(x,),..., ¢ (r,) asimultinni distribu¢ni funkd
Dy, ..., Ty ) jsou stochasticky nezavislé, prave kdyz

V(r1, .o an) € R™ 0 ®(my, .o ) = R1(m) . Pp(n).

b) Diskrétni piipad: Rekneme. ze diskrétni ndhodné veliciny X, ..... X
s marginalnimi pravdépodobnostnimi funkeemi m (xq), ..., TplTy) asimultanni
pravdépodobnostni funkei w(a ... .. iy ) jsou stochasticky nezavislé. pravé
kdyz

Ve, ..., rn) € R rw(ay. ..., Tp)=m(r ). Ty ).

¢) Spojity pripad: Rekneme, Ze spojité ndhodné veliciny X,.... .. X, 8 margi
nalnimi hustotami ¢ (1), ..., Pnlry) asimultdnni hustotou ¢(r, ..., xz,) jsou

stochasticky nezavislé, pravé kdyz

Ve, ..., ) € BT plry... ., Tn) = pile ). oepley) s piipadnou vyjim
kou na mnoziné bodt neovliviijicich integraci.

Definice:

Rekneme, ze posloupnost {X,, }7

T
Iych nadhodnych veli¢in, pravé kdyz pro viechna pfirozena n jsou stochasticky
nezavislé nadhodné veli¢iny X4, ..., . Y

_, je posloupnost stochasticky nezavis-
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Priklad

Priklad: Diskrétni nahodny vektor (X;, X;) ma simultanni pravdépodobnostni funkci m(x;, X,) danou hodnotami: 7(0,0) =
71(0,2) = n(1,1) = n(2,0) = n(2,2) = 0, 7(0,1) = n(1,0) = n(1,2) = n(2,1) = 0,25. Jsou nahodné veli¢iny X, X, stochasticky
nezavislé?

ReSeni:

Sestavime kontingen¢ni tabulku, v niZz budou hodnoty simultanni pravdépodobnostni funkce a obou marginalnich
pravdépodobnostnich funkci.

X1 X2 11 (X1)
0 1 2
0 0 0,250 0,25
1 0,25|0 0,25/0,5
2 0 0,250 0,25
TEZ(XZ) 0,25|0,5 [0,25|1

Ovéfime splnéni multiplikativniho vztahu V (X, Xp) e R%: (X1, X2) = w1 (X1) m(X2). Jiz pro x; = 0, X, = 0 vztah splnén neni,
protoze (0,0) = 0, avSak 7;(0) = 0,25 a m,(0) = 0,25. Veli¢iny Xy, X, tedy nejsou stochasticky nezavislé.
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Priklad

Priklad:

Necht spojity vektor (X;, X;) ma simultanni hustotu pravdépodobnosti

2% (1— < < o, L geas : . s

P(X1, X) = {éé_xlkxz (A=x))pro0<x; <1,0<x, < 1 Dokazte, ze nahodné veli¢iny X, X; Jsou stochasticky nezavislé.
jinal

Reseni:

Vypocitdme ob¢ marginalni hustoty a ovéfime platnost multiplikativniho vztahu

V (X1, .oy Xn) € R™ (X4, ..., Xn) = 91(X1) ... ¢n(Xn) S pfipadnou vyjimkou na mnozin& bodii neovlivitujicich integraci.

2 1
(Pl(X]_) = ~[24X1 1 X )dX2 = 24X1 (1 X]_) { :| = 12X12 (1'X1) pro 0< x1<1,
0

p1(x1) = 0 Jinak.

x x

1
Po(X) = j24x X, (1-x,)dx, = 24X, {?_T} 2X, pro 0 < X, <1,
0

02(X2) = 0 jinak.
Vidime, Ze multiplikativni vztah je splnén, tudiz veliciny X;, X; jsou stochasticky nezavislé.
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Stochasticky nezavislé
nahodné vektory

Definice: % % L |
Necht (2. A, P) je pravdépodobnostnd prostor, Xy = {Xq4..... Npjaleooos X, =
P T X, ) ndhodné vektory definované na (Q, A, P). Rekneme, ze tyto né

hodné vektory jsou stochasticky nezavislé, pravé kdyvz kazda slozka nahod
ného vektoru X je stochasticky nezavisla se viemi slozkami njdhodného vektoru

X pro Vi # k.

Véta:
Necht Xq. ... .. X, jsou stochasticky nezavislé nahodné veliciny, g..... On
borelovské funkee. Pak transformované nihodné veliciny Yy = g1(X4). ..., Y, =

Jn Xy ) jsou opét stochasticky nezavislé nahodné velic¢iny.
(Twvrzeni lze zobecnit 1 pro transformované ndhodné vektory.)
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Priklad

Priklad:
Necht X,,..,X, jsou stochasticky nezavislé nahodné veli¢iny s distribu¢nimi funkcemi @, (x,)... @ (x,) . Zavedeme
transformované nahodné veli¢iny Y = max #X,,..., X, }, Z=min{X,,..., X, }. Odvod'te jejich distribuéni funkce® _ (y)® . (z).

ResSeni:

@ (y)=P <y)=Pmax{X,, ., X, }<y)=PX,<yr. . AX, <y)=P(X, <y) .  -PX, <y)=0,() - (y)

@ _(2)=P(z=<z)=P(min{X,, .. X <z)=P(X,<zv. . . vX_ <z)=1-P(X,>zA. AX_ >2)=1-P(X,>2z) . -P(X, >2)=

=1-[i-P(x, <2 .. -h-P(X, <2=1-L-0,@)}...-L-o, G)
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Priklad

Priklad:

Na automatické lince jsou lahve plnény mlékem. Je znamo, Zze mnozstvi mléka v lahvich kolisa od 0,98 1do 1,02 I.
V tomto intervalu povazujeme kazdé mnozstvi mléka za stejné mozné. Za 1 s se naplni 3 lahve. Jaka je pravdépodobnost, Ze
a) nejmeéné naplnéna lahev obsahuje aspon 1 1 mléka,

b) v nejvice naplnéné lahvi neni vic nez 1,01 1 mléka?

Reseni:

Nahodna veli¢ina X; udava mnozstvi mléka v i-té lahvi, 1 =1, 2, 3. Je to spojita nahodna veli€ina, jeji hustota
pravdépodobnosti je konstantni na intervalu (0,98; 1 ,02). Z podminky normovanosti S2 dostaneme, Ze hustota

0 prox €(-,0980)

. Distribu¢ni funkce: ®(x)= _[ 2 gt :i[x]gxgo _ X~ 980
i 40 40 40
0 jinak 980

1 proxe (1020 )

1 X
o(x)= | 20 PO X < (980, 1020) oro x  (980,1020)

3 3
ad a) P(z>1000)=1-P(z<1000)=1-® _ (1000)= [1—@(1000)]3:[1——10004;980} =6j =%=0,125

3:27

ad b) P(Y <1010)=®__(1010)= [®@010)] = Gj o =042

552



Rozlozeni transformovanych NV.

Motivace: Mame nahodnou veli¢inu X s distribu¢ni funkci ®(x) (resp. pravdépodobnostni funkci n(x) v diskrétnim piipadé
resp. hustotou @(x) ve spojitém ptipad¢) a borelovskou funkci g: R — R. Zavedeme transformovanou nahodnou veli¢inu Y
= g(X) a hledame jeji distribu¢ni funkci ®«(y) (resp. pravdépodobnostni funkci m«(y) v diskrétnim piipadé resp. hustotu
@+(y) ve spojitém piipade).

Véta: Necht’ X je diskrétni nahodna veli¢ina s pravdépodobnostni funkci 7(x) a g je borelovska ryze monotonni funkce, tedy
v oblasti C c R existuje inverzni funkce g™ = 1. Pak pravdépodobnostni funkce 7+(y) transformované ndhodné veli¢iny Y =
g(X) ma tvar:

r.(y) = {R(T(Y))p roye C .

0jinak

Diikaz: .(y)=P(Y =y)=P(g(X)=y) = P(X =g*(y))=P(X = 1(y)) = n(x(y)) pro yeC, n+(y) = 0 jinak.

Priklad: X ~ n(x), Y = a + bX, m«(y) = ?

ReSeni:

)b #0: “*(Y)=P(Y=Y)=P(a+bX=y)=P(X= y;aj:n(y;aj
b)b=0:Y=a= Y ~Dg(a)
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Rozlozeni transformované spojité
nahodné veliCiny

Véta: Necht’ X je spojita nahodna velicina s hustotou @(x) a g je borelovska ryze monotonni funkce se spojitou a nenulovou
derivaci v R, tedy v oblasti C < R existuje inverzni funkce g™ = t se spojitou a nenulovou derivaci. Pak hustota @«(y) trans-
formované ndhodné velic¢iny Y = g(X) ma tvar:

- (y) = {‘P(T(V)XT' (Y)(proy eC |

P(X < 1(y)) = @(z(y)) prog rostouci
@.(y)=P(Y <y)=Plgx)<y)= {P(X >1(y))=1- CDL( ) prog Klesajici

foR (y) — dq)*(Y) _ {(P(T(y))T (Y)prog rostouci }

—o(t(y))'(y) prog klesajici

= o(x(y))r'(y) proy € C, «(y) = 0 jinak

Priklad: X ~ Rs g g) Y =tg X, p«(y) = ?

Reseni:
1 T T

q)(x){p“’“( 2 5),
0 jinak

@.(y)=P(Y <y)=P(tg(X) < y) = P(X < arctg(y)) = d(arctg(y))
do. (y) 1 1

o.(y)= oy - olarctg(y))— v i y)

Rikame, Ze Y ma Cauchyovo rozlozeni, piseme Y ~ t(1). 554



Nemonotonni transformace

Véta: Neni-li transformacni funkce g ryze monotonni, pak mezi X a Y neexistuje vzajemné jednoznacny vztah. Distribucni
funkce transformované nahodné veli¢iny Y se vypocte podle vzorce: @.(y)=P(XeA,)+P(XeA,)+..., kde A ,A,,... jsou ty
intervaly, pro které Y <.

Piiklad: X ~ N(0,1), Y = X2, @«(y) = ?
ReSeni:

do, 1 1 Y1 1
0.(9)= 22 _ogfy) L= L e proy>0, gu(y) = 0 jinak

dy 2fy Ven y ey

Y ma y° rozloZeni s jednim stupném volnosti, pieme Y ~x° (1).

X~y (k):
1
p(x,k) =4 2"2.T(k 1 2)
0 jinak

.Xk/271_e7x/2 x>0 F(%j:\/;
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Rozlozeni transformovaného

nahodného vektoru

Véta (transformace nahodného vektoru X = (X4, ..., X;) na skalarni nahodnou veli¢inu Y = g(X4,
a) Diskrétni piipad: X = (X4, ..., X)) ~ (X1, ..., Xn), §: R" — R je borelovska funkce =

S(y)= {(xl ..... x,)eR";g(X,,..., X, )= y}

b) Spojity piipad: X = (X4, ..., X)) ~ ¢ (X1, ..., Xn), 9 R" — R je borelovska funkce =

d
Y=0(Xs, ..., Xp) ~ @ +(Y1, ..., yn) = @L(y)....[(p(xl ..... X, Jdx, ...dx, , kde
S(y) = {Xy- Xy ) €R™9(X, 0. X, ) < V)

LX)
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Véta o konvoluci

Véta (véta o konvoluci)
a) Diskrétni piipad: X 1, X, jsou stochasticky nezavislé nahodné veli¢iny, X j ~m i(X;),1=1,2 =

Y=X1+X;~m«(y) = inl(xl)nz(y_xl): Z:o;nl(y—xz)nz(xz)

n~(y) se nazyva konvoluce funkcimq(X1), m2(X2).
b) Spojity ptipad: X 1, X, jsou stochasticky nezavislé nahodné veliciny, X i ~ ¢i(Xj),1=1,2 =

Y=X1+X,~0«(y) = T(Pl(xl)@z(y_xl)jxl = T(Pl(y_xz)[)z(xz)sz

¢o«(y) se nazyva konvoluce funkci @1(X1), @2(X>).
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Priklad

Piiklad: X 1, X5 jsou stochasticky nezavislé nahodné veli¢iny, X ; ~Po(A;),1=1,2,Y=X 1+ X, w«(y)="?

Reseni:
A
i =1 _
——e "prox;=0,1,...

ni(xi)z X!
0 jinak
. (y)= inl(xl)nz(y—xl)=|x1 >0,y-x,20=>0<x, <y|= inl(xl)nz(y—xlﬁ

170

_ i A oM A, oM = e—(xlmz)li(y jxlxlxzym _ (kl +7‘2)y o ata) proy=0,1,. .
X! (y=x,) Yo\ X, y!

n«(y) = 0 jinak.

Vidime, ze Y ~Po(A 1+ A»).

Zobecnéni: X 4, ..., X,  jsou stochasticky nezavislé nahodné veli¢iny, X j ~Po(A),i=1,2,...,n

Y=X 4. +X ~Po(hi+ ...+ %)

=
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Linearni transformace nahodného
vektoru

Véta (linearni transformace n - rozmérného nahodného vektoru)

Necht X = (X4, ..., X )’ je ndhodny vektor, a=(ay,...,a,) jeredlny vektor a B = (Dbjj)ij=1, . n je realnd ctvercova pozitivné
definitni matice (fj. Vx e R" je kvadraticka funkce X’BX > 0). Pak pro rozloZeni pravdépodobnosti transformovaného
nahodného vektoru Y = a+ BX plati:

a) Diskrétni ptipad: |t .(y) = n(B(y - a))

b) Spojity pripad: | ¢.(y)=det(B)" co(B‘l (- a))

Véta: Nech t ndhodny vektor X = (X4, ..., X )’ ma n -rozmérné normalni rozlozeni N,(p, X). Polozme Y = a + BX,
Pak Y ~ N,(a+ Bpu, BEB’).
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Random Number Functions

SAS can generate random observations from discrete and

continuous distributions.
e Binomial (n,p)
e Multinomické (pu,...pk)
e Exponential (1)
e Standard Normal (p=o0; sigmaSquared=1)
e Poisson (mean > 0)
e Uniform (interval (0,1) )
e Cauchy (o,1)
e Gamma(a)

ranbin(seed,n,p)
rantbl(seed, pi,...,pk)
ranexp(seed)
rannor(seed)
ranpoi(seed, mean)
ranuni(seed)
rancau(seed)
rangam(seed,a)
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Seeds

A SEED - is a number used by the random number
generator to start the algorithm

They can be any POSITIVE NUMBER or Zero

e o0 seed = a different series of numbers each time you run
the program.

e Any positive seed = a repeatable series of numbers each
time you run the program.
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Syntax

RAND (dist, parm-1,... parm-k)

Funkce RAND  csmns

dmtis a character constant, variable, or expression that identifies the distribution. Valid distributions are as follows:

Distribution Argument
Bernoulli BERNOULLI
Beta BETA
Binomial BINOMIAL
Cauchy CAUCHY
Chi-Square CHISOUARE
Erlang ERLANG
Exponential EXPONENTIAL
E F
Gamma GAMMA,
Geometric CEOMETRIC
Hypergeometric  HYPERGEOMETRIC
Lognormal LOCHORMAL
Megative Binomial NEGBINOMIAL
Mormal HORMAL | CAUSSIAN
Poisson POISSON
T T
Tabled TABLE
Triangular TRIANGLE
Uniform UNIFORM
Weibull WEIBULL

Vice viz: Note: Exceptfor T and F, you can minimally identify any distribution by its first four characters.

http://support.sas.com/documentation/cdl/en/Irdict/64 parm-1,... parm-k
316/HTML/default/viewer.htm#a001466748.htm areJ sf;ape, location, or scale parameters appropriate for the specific distribution. 563



Funkce RAND

Detalils

Generating Random Numbers

The RAND function generates random numbers from various continuous and discrete distributions. Wherever possible, the
simplest form of the distribution is used.

The RAND function uses the Mersenne-Twister random number generator (RNG) that was developed by Matsumoto and
Nishimura (1998). The random number generator has a very long period (29937 - 1) and very good statistical properties. The period
is a Mersenne prime, which contributes to the naming of the RNG. The algorithm is a twisted generalized feedback shift register
(TGFSR) that explains the latter part of the name. The TGFSR gives the RNG a very high order of equidistribution (623-dimensional
with 32-bit accuracy), which means that there is a very small correlation between successive vectors of 623 pseudo-random
numbers.

The RAND function is started with a single seed. However, the state of the process cannot be captured by a single seed. You cannot
stop and restart the generator from its stopping point.

Reproducing a Random Number Stream

If you want to create reproducible streams of random numbers, then use the CALL STREAMINIT routine to specify a seed value for
random number generation. Use the CALL STREAMINIT routine once per DATA step before any invocation of the RAND function.
If you omit the call to the CALL STREAMINIT routine (or if you specify a non-positive seed value in the CALL STREAMINIT

routine), then RAND uses a call to the system clock to seed itself.

Duplicate Values in the Mersenne-Twister RNG Algorithm

The Mersenne-Twister RNG algorithm has an extremely long period, but this does not imply that large random samples are devoid
of duplicate values. The RAND function returns at most 232 distinct values. In a random uniform sample of size 105, the chance of
drawing at least one duplicate is greater than 50%. The expected number of duplicates in a random uniform sample of size M is
approximately M2/233 when M is much less than 232. For example, you should expect about 115 duplicates in a random uniform

sample of size M=10°. These results are consequences of the famous “birthday matching problem” in probability theory. c64



Funkce RAND

Bernoulli Distribution
x = RAND[BERNOQULLI" p)
Arguments

X
is an observation from the distribution with the following probability density function:

1 p=0x=0
F={p" =" 0=p=1r=0]1
1 p=lx=1 Beta Distribution
Range: x=10,1 ¥ = RAND(BETA' a.5)
P . - Arguments
is @ numeric probability of success.
Range: 0=p=1 X
is an observation from the distribution with the following probability density function:
N _Dath) a1, bl
Range: 0 <x =<1
a
is a numeric shape parameter.
Range: =10
b

is @ numeric shape parameter.

Range: 5= 10
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Funkce RAND

Binomial Distribution
x = RAND[BINOMIAL' p,n)
Arguments

X
Is an integer obsemvation from the distribution with the following probability density function:

1 p=0x=0
1 . -
fix) = [I)_ﬂ" (1=p)" " 0=p=lx=0,.n
1 p=lLax=n
Ramge: x=10.1, .. n
P
Is a numeric probability of success.
Range: O0=p=1
n

is an integer parameter that counts the number of independent Bernoulli trials.

Cauchy Distribution
Range: n=1, 2, ..

¥ = RAND{CAUCHY")
Arguments

X
is an observation from the distribution with the following probability density function:

S = T [1:—.\' 2)

Range: —= <x <= 566



Funkce RAND

Chi-Square Distribution
¥ = RAND{CHISQUARE" )
Arguments

X
15 an observation from the distribution with the following probability density function:

—df 12 :
2 df fi2—1_ —x/2
F) =L A
F[T) Erlang Distribution
Range: x>0
¥ = RANDERLANG',5)
df
is a numeric degrees of freedom parameter. Arguments
Range: df=10
X
Is an observation from the distribution with the following probability density function:
A1 a—1 —x
f{:l':l - r[:ﬂ:] X
Range: x =10
a

Is an integer numeric shape parameter.

Range: a=1,2, _.
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Funkce RAND

Exponential Distribution
x = RAND(EXPOMENTIAL)
Arguments

X
is an observation from the distribution with the following probability density function:

fxy=e*

Range: x> 10
F Distribution
x = RAND(F 1, d)

Arguments

X
is an observation from the distribution with the following probability density function:

r[“"f) w2 i ni2-1
f(a) = — e
1"(2 jll"(2 :] (d+m)

Range: x> 10

is a numeric numerator degrees of freedom parameter.

Range: n=10

is @ numeric denominator degrees of freedom parameter.

Range: d=10 568



Funkce RAND

Geometric Distribution
x = RAND{GEOMETRIC' )
Arguments

X
is an integer count that denotes the number of trials that are needed to obtain one success. X is an integer observation from the distribution with the

following probability density function:

A=)y Oep=lxr=12.

Jx= 1 p=1x=1 Gamma Distribution
Range: x=12, ¥ = RAND{GAMMA' 5)
P Arguments

is a numeric probability of success.

X
Range: 0<p<1 Is an observation from the distribution with the following probability density function:

R | a—1_—x
flx)= T(a X e
Range: x =10
a

Is @ numeric shape parameter.

Range: &= 10
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Funkce RAND

Hypergeometric Distribution
x = RAND(HYPER'.\,R.n)
Arguments

X
Is an integer observation from the distribution with the following probability density function:

)
X H—X
OEE
H
Range: x = max(0, (m— (N - R))). ... min{n, R) Lognormal Distribution
N ¥ = RAND(LOGMNORMAL")
is an integer population size parameter.
Range: N=12 __ Arguments
R X
is an integer number of items in the category of interest. Is an observation from the distribution with the following probability density function:
2
Range: R=0.1, __. N =ln<(a)/2
Fx) =t
X 1.I'2r
n
is an integer sample size parameter. Range: x>0

Range: n=1,2, . N

The hypergeometric distribution is a mathematical formalization of an experiment in which you draw n balls from an urn that contains N balls, R of which
are red. The hypergeometric distribution is the distribution of the number of red balls in the sample of .
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Funkce RAND

MNegative Binomial Distribution
x = RANDNEGBINOMIAL' p, k)
Arguments

X
is an integer observation from the distribution with the following probability density function:

r+k=1

F) = (;.:_1
1 p=11x=0

){1 —p)"p" 0=pelr=01.

Range: x=10 1, ..

Is an integer parameter that is the number of successes. However, non-integer k values are allowed as well.

Range: k=12, __.

Is a numeric probability of success.

Range: 0=p<1

The negative binomial distribution is the distribution of the number of failures before k successes occur in sequential independent trials, all with the same
probability of success, p.
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Funkce RAND

Normal Distribution
x = RAND(MORMAL' < 6 1= )
Arguments

X
Is an observation from the normal distribution with a mean of & and a standard dewviation of A that has the following probability density function:

2

-

Range; —= <y <= . . . .
Poisson Distribution

i}

s the mean parameter. ¥ = RAND{POISS0N  m)

Default: 0

Arguments

A

is the standard deviation parameter. X

Default: 1 Is an integer observation from the distribution with the following probability density function:

efault:
_:I: —
Range: A =10 Jflx)= %

Ramge: x=10, 1, ..

m
IS @ numeric mean parameter.

Range: m >0
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Funkce RAND

Tabled Distribution ¥ = RAND(T df)
¥ = RAND{TABLE p1.p2, ..) Arguments
Arguments X
is an observation from the distrbution with the following probability density function:

X rf &1 df+1

is an integer observation from one of the following distributions: £ 2 14 o2 )—T

x)= —
n daf da
If £ p;=1.then xis an obseration from this probability density function: daf ‘F[T) d

i=1"
f'(i:':.p:'s i=12...n Range: —-= <x <=
and dof

H . .
FreD=1= .EIF':' is @ numeric degrees of freedom parameter.
i=

Range: df=10

¥
If for some index _El_p!- Z 1, then x is an observation from this probability density function:

i=
Ff=p. i=12. .n—1

and

Fy=1-"E 5,

i=1"

el p2. ..
are numeric probability values.

Range: 0=p1 p2 . =1

Restriction: The maximum number of probability parameters depends on your operating environment, but the maximum number of parameters is at
least 32,767.

The tabled distribution takes on the values 1, 2, ___, n with specified probabilities.

Note: By using the FORMAT statement, you can map the set {1, 2, ..., 1} to any set of n or fewer elements.
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Funkce RAND

Triangular Distribution
¥ = RAND(TRIANGLE' k)
Arguments

X
Is an observation from the distribution with the following probability density function:

% 0<x<h
fix)= .
ﬁil_—gi’— byl

In this equation, 0 =h = 1.
Range: 0=x=1

Note: The distribution can be easily shifted and scaled.

Is the horizontal location of the peak of the triangle.

Range: 0=h<=1
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Funkce RAND

Uniform Distribution

x = RAND{UNIFORNT)
Arguments

X
is an observation from the distribution with the following probability density function:

Jx) =1
Range: 0 <x <=1
The uniform random number generator that the RAND function uses is the Mersenne-Twister (Matsumoto and Mishimura 1998). This generator has a

period of 21993? — 1and 623-dimensional equidistribution up to 32-bit accuracy. This algorithm underlies the generators for the other available distributions
in the RAMND function.

Weibull Distribution
» = RAND(WEIBULL',2,5)

Arguments

X
is an observation from the distribution with the following probability density function:

7 =xe )

Range: x=10

a
is a numeric shape parameter.
Range: a=10

b

is a numeric scale parameter.
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Generovani v Excelu

Suppose you want to model a discrete uniform distribution of demand where
the values of 8 through 12 all have the same probability of occurring (uniform,

equally likely).
The spreadsheet has a function, =RAND(), that returns a random number
between o and 1. However, this will result in a continuous uniform distribution.

To create a discrete uniform distribution, use the INT() function. For example:

Values for RAND{) (=INT{8+5"RANDI))

0 <=RAND{ <0.2 3
0.2 <=RAND() < 0.4 9
0.4 <=RAND() < 0.6 10
0.6 <=RAND() < 0.8 11
0.8 <=RAND() < 1.0 12

In general, if you want a discrete, uniform distribution of integer values between
x and y, use the formula:

INT(x+ (y— x+ 1)*RAND() ) 76



Generovani v Excelu

Generating from the Normal Distribution. The normal distribution plays an
important role in many simulation and analytic models. Normality is often
assumed.

Consider drawing a random demand from a normal distribution with a mean
(m) of 1000 and a standard deviation (s) of 100.

If Z is a unit normal random variable (normally distributed with a mean of o
and a standard deviation of 1) then m + Zs is a normal random variable with
mean m and standard deviation s.

So, we can draw from a unit normal distribution. Excel has a built-in function
that can do this:

= NORMINV( RAND() , 1000, 100)

Excel will automatically return a normally distributed random number with
mean 1000 and std. dev. 100. 577



Generovani v Excelu (2007)

[f you want to generate random numbers in Excel between, say 1 and 10, use the
RANDBETWEEN function. This function allows you to specify the range of numbers it is to pick
from.

.. | =RANDBETWEEN(1,10)
The syntax for the RAND function is:

= RANDBETWEEN ( Bottom , Top ) ’ —

Bottom - the lowest number the function is to use. | ]

Top - the highest number the function is to use. ANDEE

Example Using Excel's RANDBETWEEN Function: unction to
o dom mumbor

1.  Click on cell E1in the spreadsheet - the location where the results will be displayed. e 'L"I“r’

2. Click on the Formulas tab of the ribbon menu.

3. Choose Math & Trig from the ribbon to open the function drop down list.

4. Clickon RANDBETWEEN in the list to bring up the function's dialog box.

5. Click on the "Bottom" line in the dialog box.

6. Typethe number 1 (one) on this line.

7. Click on the "Top" line in the dialog box.

8. Type the number 10 (ten) on this line.

9. Click OK.

10. Arandom number between 1and 10 should appear in cell Ex.

1. To generate another random number, press the Fg key on the keyboard.

12. When you click on cell E1 the complete function = RANDBETWEEN (1, 10 ) appears in

the formula bar above the worksheet. 578
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VlaZeni RozloZeni stranky Vzorce Data Fevize Zobrazer
P'. Ejt‘a Calibri -1 A K| |F==(®| | Sizaamovat text
WloZit | | === = = A= = =||== = | kaa 5
Ez 7 IB | H_ ”& ﬁ, l = = =”‘§_.— !__—l 5qu-:|tazarm.-na.tr
Schranka ™ Pismo Zarovnani
c4 - (™ fe | =NORMINV(RANDBETWEEN(1;100)/101;0;1)
A | 8 | c | | _E | F - H
1 Pismao i | Zarovnani
2 (2 x v E|=EHNUST|[$C$4:$C$33;$E$5:$E$11]
: |
[ | ¢ | D | E H £
4 1| 0,238!
5 2 -0,11191
6 3 -0,71397
7 4 -0,62092  —
5l pE . 1| -1,23234 L _ |
? sl o <3 20 -0,53290 -3 =CI:_I'NDSTI[$C$4:$C$33;$E$5:$E$11:l|
ER ; 0'551?92 3| 0,779571 -2 1
e . :u a| 0,651302 1 A 10
= 5 ;(;izszgmi 5| -1,18095 0 11
13| 10 05911 b} 0315377 ! 1 ’
= - 7| -0,62092 2 3
8| -0,77957 3 0 °
-— B
9| 0,779571
10| 0,062085 4
11| -0,84872
12| -1,48097 2
13| 0,348716
14| -0,06209 0
15| 1,346263
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Inverse-Transform Method for Generating Non-
U(0,1) Random Numbers

Let F(x) be distribution function of X
Define inverse function of F by

F(y)=inf{x:F(x)>y},0<y <1

Generate X by X — F-{(U)

Example: exponential distribution
F(x)=1-e™

X = FY(U) = —ilog(l—U)
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L e /
10. Ciselné charakteristiky NV

It just seems that
no matter what | do,
I'm always just average!

581
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Ciselné charakteristiky nahodnych veli¢in

Motivace: Doposud jsme pracovali s funkcionalnimi charakteristikami nahodnych veli¢in (napf. distribu¢ni funkce,
pravdépodobnostni funkce, hustota pravdépodobnosti), které pln¢ popisuji pravdépodobnostni chovani nahodné veli¢iny.
Ciselné charakteristiky vystihuji pouze nékteré rysy tohoto chovéani, napf. popisuji polohu realizaci ndhodné veli¢iny na
Ciseln€ ose €i jejich proménlivost (variabilitu). Jsou jednodussi nez funkcionalni charakteristiky, ale nesou jen Castecnou
informaci. Podobné jako v popisné statistice volime vhodnou ¢iselnou charakteristiku podle toho, jakého typu je dana
ndhodnéa veli¢ina - zda je ordinalni nebo intervalova &i pomérova. Ciselné charakteristiky znakti maji své teoretické
protéjsSky v ¢iselnych charakteristikach nahodnych velicin.

Definice:
Necht' X je nahodna veli¢ina aspoii ordinalniho charakteru a o (041). Cislo K, (X) se nazyvé a-kvantil nahodné veli¢iny X,
jestlize spliiuje nerovnosti:

P(X<K_(X))>aAP(X>K_(X))>1-a

Kvantil Ky s0o(X) se nazyva median, Jiné mozné oznaceni kvantilu: X
Ko,25(X) dolni kvartil,

Ko,75(X) horni kvartil,

kvantily K 10(X), ..., Ko.90(X) jsou decily,

Ko,01(X), ..., Kogo(X) jsou percentily.

Kterykoliv a-kvantil je charakteristikou polohy ¢iselnych realizaci nahodné veli¢iny na Ciselné ose.
Jako charakteristika variability slouzi kvartilova odchylka q = Kg 75(X) - Kg 25(X).
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Kvantil spojité NV

Dusledek: (pro spojitou ndhodnou veli¢inu)
Ko ()
Je-1i X spojitd nahodna veli¢ina, pak K_(X) je takové &islo, pro které plati: o = ®(K (X)) = I(p(X)dX .

—00

llustrace:
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Priklad

Priklad: Necht' X ~ Ex(1). Urcete median a kvartilovou odchylku.

0jinak 0jinak
(X))=1-e ™™ = K_(X)=—-In(l- o)

Koso(X)=-In(1-05)= —In% =In2=0,693

Reseni: (p(x):{e prox>0’ (D(X):{l—e prox >0

(X)
Koz5(X)=-In(1-0,25)= —In% =In4-In3=0,288
(X)

Ko75(X)=-In(1-0,75)= —In% =In4=1,386

q = Ko 75(X)— K ,5(X)=1,386-0,288 =1,098

Dolni kvartil Median Horni kvartil

10 10 10

A 0,25 4 05 : 0,75

08 0.8 0.8

04 04 04

0.2 02 0.2

0.0 0.0
00 08 10 14 18 22 25 30 34 38 42 a6 02 06 10 14 18 22 26 30 34 38 42 46 02 06 10 14 18 22 26 30 34 38 42 46
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Kvantily vybranych rozlozeni NV

Oznacdeni:

X ~N(0, 1) = Ky (X) = u,,

X ~x°(n) = Ku(X) =»u(n),

X ~1(n) = Ku(X) =tu(n),

X ~F(ng, n2) = Ky(X) = Fy(ny, ny).

Tyto kvantily najdeme ve statistickych tabulkach. Pfi jejich hledani pouzivame vztahy:

ua - - ul-ou
t.(n) = -ty (n),
1
F.(ny,n))= ——— .
( ' 2) Flfoc(nZ’nl)

Kvantily Ize také vypocitat pomoci statistického software.

Priklad:

a) Necht' U~ N(0, 1). Najdéte median a horni a dolni kvartil.
b) Urcete X201025(25).

c) UrCete t0,99(30) d t0’05(14).

d) Urcete F0,975(5, 20) a F0’05(2, 10)

Reseni:

ad a) Ups0 = O, Up 25 = ‘0,67449, Up,75 = 0,67449

ad b) X20,025(25) = 13,12

ad C) t599(30) = 2,4573, t905(24) = -1,7613

ad d) Fog75(5, 20) = 3,2891, Fos(2, 10) = 0,05156 .



Kvantily transformované NV

Véta:
Necht’ X je spojitd nahodna veli¢ina s distribuéni funkei @(x), a€(01) @ g:R — R ryze monotdnni borelovska funkce. Pak
pro a-kvantil transformované ndhodné¢ veliCiny Y = g(X) plati:

a) Je-li g vSude rostouci funkce, pak|K,(Y) = g(K.(X)).
b) Je-li g vSude klesajici funkce, pak|K,(Y) = g(K1.«(X)).
Diikaz:

ad a) o = ®(K, (X))=P(X <K, (X))=P(g(X) < g(K, (X)) =P(Y < (
ad b) 1-a = (K, (X)) =P(X < K., (X))=P(g(X)= g(K,., (X)) =1

||
/‘\Q

Priklad:
Necht’ U ~ N(0, 1). Najdéte 9. decil transformované nahodné veli¢iny Y =3 + 2U.

ReSeni:
Funkce y = 3 + 2u je vSude rostouci funkce, tedy Kggo(Y) =3 + 2 Uggo = 3 + 2x1,28155 = 5,5631.
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Stredni hodnota NV

Definice:

Necht' ( @, A, P) je pravdépodobnostni prostor, X ndhodna veli¢ina aspofi intervalového typu definovana na méfitelném
prostoru ( Q, A).

a) Je-1i X diskrétni nahodna veli¢inas  pravdépodobnostni funkei m(x) , pak jeji stiedni hodnota (vzhledem k P) je

gislo[E(X)= D xn(x)|, pokud suma vpravo je konetna nebo absolutné konverguje. Jinak fekneme, e stfedni hodnota
X =—00

neexistuje.
b) Je-li X spojitd nahodna veli¢ina s hustotou pravdépodobnosti ¢(x), pak jeji stfedni hodnota (vzhledem k P) je &islo

E(X)= fxcp(x)dx , pokud integral vpravo je konecny nebo absolutné konverguje. Jinak fekneme, Ze stfedni hodnota

neexistuje.

(Stfedni hodnota je ¢islo, které charakterizuje polohu realizaci nahodné veli¢iny na ¢iselné ose s ptihlédnutim k jejich

WV W

WV W

je popsana pravdépodobnostni funkci n(x) a ve spojitém piipads je stfedni hodnota t&Zistém hmotné p¥imky, na niz je
rozprostieni hmoty popsano hustotou pravdépodobnosti ¢(x) . Stfedni hodnota je teoretickym prot&jskem vazeného
aritmetického priiméru.)
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Priklad

Priklad:
Néhodna veli¢ina X udava pocet ok pii1 hodu kostkou. Vypoctéte jeji sttedni hodnotu.
ReSeni :

1

~prox=1,...,6
76)=1{6 "X T8 ()= Y xn0 = L+ 243+ a+5+6)= L =35,

1] x=1 6 2

0 jinak

Priklad:

Rozlozeni nahodné veliciny X je dano hustotou ¢(x) = 2x+2 na (—1, 0) a nulovou jinde. Vypoctéte jeji
stfedni hodnotu.

Reseni

0 3 0
E(X)= }[xgo(x)dx = J.lx(2x+2)dx ={2%+x2}1 =§_1 — _%
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Stredni hodnota transformované NV

Véta:

a) Diskrétni pfipad: Necht X je diskrétni nahodna veli¢ina s pravdépodob
nostni funkei w(x) (resp. (X5,...,. X.) je diskrétni ndhodny vektor s pravdeé
podobnostni funkei w(xy,...,x,) ). Necht g : B — R je borelovska funkce,
Y = g(X) je transformovana niahodna veli¢ina (resp. g : R™ — R je bore
lovska funkce, Y = g({X;.....- X.) je transformovani nahodna velic¢ina). Pak

o0
EY)= > gir)n(x) pokud soucet vpravo je koneény nebo absolutné konver
- — \ =2 =2 \ \
gentni (resp. E(Y )= ... Y glxi...., Tp)m(Ey, ..., Iy ), pokud soudet
Ty=—oo Tp=—0C

vpravo je konecény nebo absolutné konvergentni).
a) Spojity pfipad: Necht X je spojita niahodna veli¢ina s hustotou @(x)

(resp. (Xq, ..., X)) je spojity nahodny vektor s hustotou @z, ..., T ). Necht
g : B — R je borelovska funkce, ¥ = g({X) je transformovand ndhodna velidina
(resp. g : B™ — R je borelovska funkee, ¥V = g{X;,..... X, ) je transformovana
(o %]
nahodna veli¢ina). Pak [F(Y) = [ g(x)e(x)dz,[pokud integral vpravo je ko
—_
necny nebo absolutné konvergentni (resp.
[ ] o0
EY)= [ ... | gler,..., Tolelry, . ... xn)dry ... dr,, pokud integral vpravo
—0 —O0

je koneény nebo absolutné konvergentni).
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Priklad

Priklad:
Necht X ~Ex(A), Y =e 7 kde y > 0 je konstanta. Vypodtéte E(Y).
ReSeni:
re ™™ prox >0 % A
— — LY W —
¢ {Ojinak , E(Y) _([e e dx P
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Rozptyl NV

Definice:
Necht’ ( @, A, P) je pravdépodobnostni prostor, X ndhodna veli¢ina aspoi intervalového typu definovana na mé&fitelném

prostoru ( Q, A), ktera ma stfedni hodnotu E(X). Rozptylem nahodné veli¢iny X rozumime &islo|D(X) = E([X-E(X)]?),

pokud stfedni hodnota vpravo existuje. Cislo /D(X) se nazyva smérodatna odchylka,
(Rozptyl je cCislo, které charakterizuje proménlivost realizaci ndhodné veli¢iny kolem jeji stfedni hodnoty s ptihlédnutim
k jejich pravdépodobnostem. Je teoretickym protéjSkem vazeného rozptylu. Je vhodnéjsi pocitat rozptyl podle vzorce

D(X)= E(XZ} [E(X )]2 , jak bude ukazano pozdéji.)

Disledek:
V diskrétnim ptipad€ je rozptyl dan vzorcem D(X)= > [x - EX)] 27c(x)= D x 21(x )- [E(X)] i

% 2 ® 2
ave spojitém piipadé vzorcem: | D(X)= [x—E()] o(x)dx =] x2p(x) dx - [EX)]

(pokud suma ¢i integral vpravo absolutné konverguji).
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Centrovana a standardizovana NV

Definice:
Transformovana ndhodna veli¢ina X — E(X) se nazyva centrovana nahodna velicina .

/4 /4 /4 v X - E X 14 /4 M /4 /4 /4 v
Transformovana nahodna veli¢ina %)) se nazyva standardizovana nahodna velicina .
D(X

Priklad: Nahodna veli¢ina X udava pocet ok pii hodu kostkou. Vypoctéte jeji rozptyl.

1 _
Reseni: n(x)=16 "X 1% Bx)=3.5(vizpr. 12.10), D(X)= ixzé—&Sz =..= g =292,
0 jinak =1

592



Kovariance a korelace NV

Definice: Kovarianci ndhodnych veli¢in X 1, X, které maji stfedni hodnoty E(X ), E(X>), rozumime ¢islo
C(X1, X2) =E([X 1- E(X1)] [X2- E(X2)]|(pokud stfedni hodnoty vpravo existuji).

Kovariance je Cislo, které charakterizuje proménlivost realizaci nihodnych veli€¢in X3, X, kolem jejich stfednich hodnot
s ptihlédnutim k jejich pravdépodobnostem. Je -1i kovariance kladna (zapornd), pak to svéd¢i o existenci jist€ho stupné piimeé

(neptim¢) linearni zavislosti mezi realizacemi nahodnych veli¢in X ; , X,. Je-li kovariance nulova, pak fikame, Ze ndhodné
veliciny X3 , X, jsou nekorelované a znamena to, ze mezi jejich realizacemi neni zadny linearni vztah. Pozor —
z nekorelovanosti nevyplyva stochasticka nezavislost, zatimco ze stochastické nezavislosti plyne nekorelovanost. Kovariance
je teoretickym protéjSkem vazené kovariance. Pro vypocet je vhodné pouZit vzorec

c(X,, X,)=E(XX,)- E(Xl)E(X2)|-

Koeficientem korelace  nahodnych veli¢in X ; , X, rozumime ¢islo

—E(Xy) X, —E(X
R(X, X)) = [ /D(X,) ID(X,) J pro D(X;)VD(X;) > 0 , pokud stfedni hodnoty vpravo existuji.
0 jinak

A4

vvvvvv

C(Xl,XZ)

JD(X,)\/D(X,)

koef|C|ent korelace podle vzorce R(Xl, X,)=
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Kovariance NV

Disledek:
V diskrétnim piipadé je kovariance dana vzorcem

C(Xl,X2)= Z.O: iw[xl_E(Xl)]'[Xz_E(Xz)]n(xlixz): i ixlxzﬂ:(xl’xz)_E(Xl)E(Xz)

X1 =—00 X, =— X1 =70 Xp =%

a ve spojitém piipad¢ vzorcem

C(Xl,X2)= ]9 T[x1 - E(Xl)]- [x2 - E(Xl)](p(xl,xz)dxldx2 = T Txlxch(xl,xz)dxldx2 - E(Xl) E(XZ)

—00—00 —00—0
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Priklad

Priklad J3:

Nahodna veli¢ina X udava ptijem manzela (v tisicich dolarl) a ndhodna veli¢ina Y pfijem manzelky (v tisicich dolart. Je
znama simultanni pravdépodobnostni funkce mn(x,y) diskrétniho nahodného vektoru (X,Y): n(10,10) = 0,2, ©(10,20) = 0,04,
n(10,30) = 0,01, n(10,40) = 0, n(20,10) = 0,1, n(20,20) = 0,36, ©(20,30) = 0,09, (20,40) = 0, 7(30,10) = 0, ©(30,20) = 0,05,
n(30,30) = 0,1, n(30,40) = 0, ©(40,10) = 0, (40,20) = 0, n(40,30) = 0, w(40,40) = 0,05, n(x,y) = 0 jinak. Vypoctéte koeficient
korelace pfijmt manzela a manzelky.

Reseni: Nahodna veli¢ina X i ndhodna veliina Y nabyvaji hodnot 10, 20, 30, 40. Sestavime kontingen¢ni tabulku:

Y

10 |20 |[30 |40 |[m,(x).
10 ||0,20]0,04/0,01/0,00/0,25
20 0,10j0,36(0,09/0,00]0,55
30 0,00j0,050,10/0,00]0,15
40 ]0,00(0,00j0,00/0,05/0,05
m,(y)|[0,30||0,45(0,20{0,05|[1,00

X

Spocteme

E(X) = 10.0,25+20.0,55+30.0,15+40.0,05 = 20, E(Y) = 10.0,30+20.0,45+30.0,20+40.0,05 = 20,

D(X) = 10%.0,25+20°.0,55+30%.0,15+40°.0,05 — 20° = 60, D(Y) = 10°.0,30+20°.0,45+30°.0,20+40°.0,05 — 20* = 70,
C(X,Y)=10.10.0,20 + 10.20.0,04 + ... 40.40.0,05 — 20.20 = 49,

R(X,Y) = 49//60N70 = 0,76. 595



a)
b)

c)
d)

e)

f)

9)
h)

i)

j)
K)
)

m) X ~ F(ny, ny) = E(X) =

Stredni hodnota a rozptyl vybranych
typu rozlozeni NV

Poznamka: Uvedeme stiedni hodnoty a rozptyly vybranych typt diskrétnich a spojitych rozlozeni:
X ~Dg(p) = E(X) =p, D(X) =0
X~A(8) = EX)=9,D(X)=9 (1-9)
X ~Bi(n, 9) = E(X) = n9 D(X)=ng (1-9)

X ~ Ge(9) =19
M)YN —n
X ~ Hg(NMn) = E() = Mn, D(X) = W(l—ﬁj N-n
_n®-1
X ~ Rd(G) 5
X ~Po(A) = E(X)=A, D(X)=A
2
X ~ Rs(a, b) = E(X) = a;b, D(X) = %
X ~ Ex(A) = E(X) = % D(X) = xiz
X ~N(p, 6°) = E(X) = p, DX) =
X ~%%(n) = E(X) =n, D(X) =2n
~t(n) = E(X) =0 pron=>2, pron=1 E(X) neexistuje, D(X) = —— pro n> 3, pron =1, 2 D(X) neexistuje

o 2n,*(n, +n, —2)
N ron, >3, =1, 2 E(X) neexistuje, D(X) = 2 2 1 2

7, o7 Pronz=3, prom; 0 Ie D=, 2P (n, —4)

2, 3, 4 D(X) neexistuje.

pron, =5, prony; =1,
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Priklad

Priklad:

V sad¢ 15 vyrobki je 5 zmetkli. Nahodné vybereme 4 vyrobky. Urcete stftedni hodnotu a rozptyl nahodné veliCiny X, ktera
udava pocet zmetki, jestlize vybér provadime

a) bez vraceni,

b) s vracenim.

Reseni:
ada) X ~Hg(N, M, n), N=15 M=5n=4
EX)=Mn=24-2_13, p(X)- M”(l—MjN_”:f(l—EJE:ﬂ:o,ﬁgm
N 3 N 3
5

15 N/N-1 15)14 63

1

ad b) X ~ Bi(n, 8), n=4, 9_15_5
1

9)=

E(X)=n8=4§:1,§, D(X)=n9(1- (1—%:%:0,@
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Priklad

Najdéte median rozlozeni uré¢eného hustotou ¢(x) =1 —x/2, 0 <x < 2.

Reseni: Distribuéni funkce: F(X) =0 prox <0, F(x) =1 prox>2a
2

F(x):jl—%dt:x—xZ prox e(0,2)
0

Median X, 5 Je feSenim rovnice F(x) = 0,5, tedy

+ 16 —
X —4x+2=0 :>x1,2:4_ 16 8=2iﬁ

3,4142
0,5857
Protoze 3,4142 > 2, je hledanym feSenim Xo5 = 0,5857.

1,0

F(x)

598



Priklad

Nahodna veli¢ina ma hustotu @(X) =a- e xe (— 0, OQ)Uréete a, sttedni hodnotu a
rozptyl.

ReSeni: a= /szex dXJ — l
S 2

E(X)= T;OX§0(X) dx = ZX%eX dx=0 D(X)=E(X?)= O_‘ix2 %ex dx =2

o(X)

E(X) 599



Priklad

Necht’ zivotnost (v letech) vyrobka se fidi exponencialnim rozlozenim s distribu¢ni funkci
F(x) = 1-e*5 | x > 0. Tj. stiedni doba Zivotnosti je 5 let. Tvar distribu¢ni funkce znamena, Ze
k poruse vyrobku dojde s velkou pravdépodobnosti velmi brzy po jeho prodeji. Jakou zaru¢ni
dobu stanovi vyrobce, nema-li pocet reklamovanych vyrobki prekroc¢it 10%?

Reseni: Nahodna veli¢ina X udava Zivotnost vyrobku. Hledame takové X, aby platilo

P(X <x)=01 Tedy hleddme 10% kvantil.

ERNL)
= 01=1-¢7*° .

=) x=-5In(0,9) =-5-(-0,10536) = 0,5268

rrrrrrrrr

0000000000000

Pro splnéni pozadované podminky je tfeba stanovit zarucni dobu na cca %2 roku.
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Priklad

Necht Zivotnost (v letech) vyrobki se fidi Weibullovym rozlozenim s distribu¢ni funkci F(X)
= 1-e®4 x > 0. Tj. stiedni doba Zivotnosti je cca 3.67 let. Tvar distribu¢ni funkce
znamena, ze K poruse vyrobku pravdépodobné nedojde hned po jeho prodeji, ale az po n¢jaké

dob¢. Jakou zaruc¢ni dobu stanovi vyrobce, nema-li pocet reklamovanych vyrobkt prekrodit
10%?

Reseni: Nahodna veli¢ina X udava Zivotnost vyrobku. Hledame takové X, aby platilo

P(X <x)=01 Tedy hleddme 10% kvantil.

o o(X)
=) ) ]=]_ O ol
2 02-

=) x=4-3/-In(0,9) =2,55

: : c :
000000000000

Pro splnéni pozadované podminky je tfeba stanovit zaru¢ni dobu na cca 2,5 roku.
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Momenty, Sikmost a Spicatost NV

Definice:
Necht X, Xy, Xy jsou ndhodné veliciny, k. k. ks € R.r,5 € N.

a) Cislo F(|[X — k]") se nazyva r-t¥ moment nihodné veliciny X kolem
konstanty k. Je-li k= 0. jde o r-ty poéateéni moment. jeli k= FE{X ), jedna
se 0 r-ty centralni moment.

b) Cislo E{[X; — ki |"|Xo — k2]%) se nazyva ¢ x s-ty moment ndhodnych
velicin Xy, Xo kolem konstant &y ks Je-li by = & =0, jde o r xs-ty podateéni
moment, jeli by = F{Xy). ks = F{X,), jedna se o rxs-ty centralni moment.

Cislo

Cislo

_Bx-E(x))

se nazyva Sikmost ndhodné veli¢iny X.

4,(X)= ;
JVD(X)
A4(X)— E(X_E(X)]4)_3

RGeSl

se nazyva spicatost nahodné veliciny X.

Je-li Az(X) =0, jde 0 symetricke rozlozeni. Je-li Az(X) >0, jde 0 kladné sesikmené rozlozeni a je-li Az(X) <0, jde 0 zaporné
seSikmené rozlozeni.
Je-li A4(X) =0, jde o rozlozeni s normalni spicatosti. Je-li A4(X) > 0, jde 0 spicaté rozlozeni a je-li Ay(X) <0, jde o ploche
rozloZeni.
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Vektor strednich hodnot, variacni a
korelaé¢ni matice nahodného vektoru

Definice:
Necht X = (X,,..., X)) je ndhodny vektor. Redlny vektor
FiX) = (F(Xq)...., F{X,]) se nazyva vektor stifednich hodnot. Redlna

Ctvercova symetricka matice

1) I::_"f1 ) f:fl::_\!ﬁ . ) I f:fl::_Y1 X
var(X) = e e e e
CiX,. X)) ClX, X)) ... DX,
se nazyva varianéni matice nihodného vektoru X a redlnd ¢tvercova symet

ricka matice J _ } _
| R(X:, X2) ... R(X, X,)

cor{X) = . e . .
.f]’l::_Y?;- _Y] ._I _f‘l’l::_Y-il:I- _‘.!:__.l ._I " s ow l
se nazyva korelaéni matice nahodného vektoru X.
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Priklad:

Priklad

Pro ndhodny vektor (X,Y) z

Reseni:

Bylo spocteno, Ze

E(X) =20, E(Y) =20,
D(X) =60, D(Y) =70,
C(X,Y) =49,

R(X,Y) =0,76.

Resenim jsou tedy:

ptikladu & (str. 341). najdéte vektor stfednich hodnot, varianéni a korela¢ni matici.

c00- (B0 5Jnte



Vlastnosti ¢iselnych
charakteristik NV

Véta: Necht'a,a 1,a b, by, by jsouredlna ¢isla, X, X 1, ..., X, Y1, ..., Y 1 jsou ndhodné veli¢iny definované na témz
pravdépodobnostnim prostoru. V nasledujicich vzorcich vzdy z existence ¢iselnych charakteristik na pravé strané vyplyva
existence vyrazu na levé stranc.

Vlastnosti stfedni hodnoty
a) E(a)=a
b) E(a+ bX) =a + bE(X)
c) EX —E(X))=0

d) E(%xi] = %E(Xi)

e) Jsou -li nahodné veli¢iny X 4, ..., X, stochasticky nezavislé, pak E (lﬂ[ X‘J = f[ E(X;)
i=1 i=1
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Vlastnosti Ciselnych charakteristik NV —
kovariance

Vlastnosti kovariance

a) C(ag, X2) =C(X 1,82)=C(ay,ap) =0

b) C(ay +b1Xy, ap +byXp) =b1b,C(X 4, X5)
c) C(X, X) = D(X)

d) C(X 1, X2) =C(X 2, Xy)

e) C(Xy1, X2) = E(X 1X2) — E(X1)E(X )

f) C(iznixi,jzmiij: anzm:C(Xi,Yj)

i=1 j=1
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Vlastnosti Ciselnych charakteristik NV —
rozptyl

Vlastnosti rozptylu

a) D(@)=0
b) D(a+bX)=b *D(X)
c) D(X) = E(X ?) - [Ee0)]?

d) D(%xiJ = ng(xi)uZ

1 n n
2. C(X;,X;) (jsou -li ndhodné veli¢iny X 4, ..., X , nekorelované, pak D(Z xij =
1 j=i+l i=1

=1 =1+

2.D(X))
i=1
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Vlastnosti Ciselnych charakteristik NV —
korelace

Vlastnosti koeficientu korelace

a) R(ag, X2) =R(X ,a2) =R(a,a2) =0

b) R(ay +b1Xy, az +brXp) =sgn(b 1by) R(X 4, X2)
c) R(X, X) =1pro D(X)#0,R(X, X)=0jinak
d) R(X 1, X2) =R(X 2, X3)

C(Xy, X,]
e) R(X 1, X3) = ¢/D(X;)4D(X,)
0 jinak

pro o/D(X;){/D(X,) >0
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Vlastnosti stfedni hodnoty - diukaz

Dukaz:
Pro vlastnosti sttedni hodnoty

ad a) X ~Dg(a), =lx)= {ETOX T E(X)= :an(x) an(a)=a-1=a

ad b) Diskrétni pfipad: E(@+bx)= Z @+ bx)n(x)= Z an(x )+ Z bx7(x )= a Z n(x)+b Z xn(x)=a +bE(X)
Spojity ptipad: E(a+bX)= I (a+bx)p(x)dx=a jgo dx+bjxg0 )dx =a+bE(X)
ad c) Plyne z (b), kde a = -E(X), b = 1.

ad d) Spojity pripad: E(jx,.j: [ [, Yol o, Yl i, =

i=1 - -

— T”'Tx1¢(xv'“>xn)dxl"'dxn 4+t T---Txn(p(xl,...,xn)dxl---dxn =

:Txl{T---T(p(xl,...,xn)dxz---dxn}dxl+---+Tx{T T(Dxp dxl dx,  |dx, =

:_jx1¢1(x1)dx1 +'”+Txn§0n(xn)dxn :E(X1)+"'+E(Xn):iE(Xi) 609



Vlastnosti stfedni hodnoty - diukaz

ad d) Diskrétni piipad: analogicky jako ve spojitém pitipadé.

(T J= - Jln ot

ad e) Spojity ptipad:

_ j...j(xl-...-Xn)(o(xl)...,-(p(xn)dxl...dxn _

—00 —00

= [l ), ..o [x,00x, ), -

:li[E(Xi)

ad e) Diskrétni ptipad: analogicky jako ve spojitém pripadé.

)dxl

-dx =

n
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Vl]astnosti kovariance - dukaz

Pro vlastnosti kovariance:
ad a) C(al’ X, ) = E([al - E(al )][Xz - E(Xz )]) = E([al - al][XZ - E(Xz )]) = E(O) =0
ad b)
C(al +b, X, a, + bzxz): E([al +b, X, - (al + blE(xl))][aZ +b,X, - (az + sz(Xz))]) = bleE([Xl - E(xl)][xz - E(Xz)]) = bleC(Xp Xz)

ad c) o(x,X)=E(x-E()IX - E(x)) = E[(x~E(X)’ )= D(x)

ad d) c(x,,x,)=E(X, ~EX,)[X, —E(X,)) =E(X, - E(, )IX, ~E(X,))=C(X,.X,)
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Vlastnosti rozptylu - dikaz

Pro vlastnosti rozptylu:

ad a) D(a):E([a—E(a)]2)=E(a—a]z)zE(O)zo

ad b) D(a+bX)=E [a+bX—E(a+bX)]2)= E([a+bX—a—bE(X)]2):

— E(b2 (X -EX)[ ): b>D(X)
ad 0 D(X)=E(x - EQCOF )= E(x? —2XE(X)+ [ECOF )=
= E(x?)-2E(X)E(X)+[ECOF = E(X?)-[ECO]

ad d) D@Xij=CE§Xi,jZn;Xj]=iZn:C(Xian)=

i=1 j=1

=C(X,,X,)+C(X,,X,)+..+C(X, X )+..+
+C(X,, X )+C(X,,X,)+...C(X,,X,)=

-3.0(x)+2%, ¥c(x, x)

i=1 j=i+l
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Vlastnosti korelace - dukaz

Pro vlastnosti koeficientu korelace:

ad a) Plyne pfimo z definice, protoze D(a;) = D(a,) = 0,

ad b) R(a1+le1,a2+b2X2):E[al+b1X1_E(a1+b1X1).a2+b2X2_E(a2+b2X2)j:

\/D(a1+b1Xl) \/D(az"'bzXz)

_ E( a,+bX, —a,—bEX,) a,+bX —a,-bE(X, )J _
Jb’D(X,) Jb,D(X,)
— bl

b
_—-—2R(X1,X2)28gn(b1 'bz)R(X19X2)
b [b,]
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Vlastnosti korelace - dukaz

ad ¢) Pro D(X) = 0 plyne piimo z definice, jinak plati

A X-EX) X-EX)]_ 1 )
R(X’X)_ELM JTX)J_D(X) Bl - E0F)- g5 o0 =1
ad d) Ziejmé.
ade)  R(X,,X,)= E(XID@(()?) le‘)(b;gz)j:

:E([XI_E(XI)] [Xz E(Xz)]): C(XlaXz)
JD(X))-{D(X,) JD(X))-{D(X,)
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Priklad

Priklad:
Vypoctéte stiedni hodnotu a rozptyl
a) centrované nahodné veli¢iny Y = X — E(X),

b) standardizované nahodné veli¢iny U = 2= E(X) .

) y 50

Resenti:

ad a) E(Y) = E(x u) E(X) E(w) = u n=0,D(Y)= D(X ) = D(X) o,

ad b) E(U) = E(X=H )——E(X— )—_ 0=0, D(U) = D(X=* )——D(X u)—iz. o?=1.
Priklad:

Nahodné veliciny X, Z jsou nahodné chyby, které vznikaji na vstupnim zafizeni. Maji stfedni hodnoty E(X) = -2, E(Y) =4 a
rozptyly D(X) = 4, D(Y) = 9. Koeficient korelace téchto chyb je R(X,Y) = -0,5. Chyba na vystupu zafizeni souvisi
s chybami na vstupu funkéni zavislosti Z = 3X? — 2XY + Y?- 3. Najdéte stiedni hodnotu chyby na vystupu.

Reseni: E(Z) = E(3X? - 2XY + Y?—3) = 3E(X?) — 2E(XY) + E(Y?) — E(3) = 3{D(X) + [E(X)]*} - 2[C(X,Y) + E(X)E(Y)] +
D(Y) + [E(Y)]? - 3 = 3[D(X) + [E(X)]] - 2[R(X,Y)/D(X)/D(Y) + E(X)E(Y)] + D(Y) + [E(Y)]*- 3 = 3(4 + 4) -2[-0,5x2x3
+(-2) x4] +9+16-3=24+22+25-3=68
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Priklad

Nahodna veliCina X udava pocet ok pti hodu kostkou. NV'Y = 2+ 3X. Vypoctéte:
a) E(X) a D(X),
b) E(Y) a D(Y),

c) C(X,Y),

d) R(X,Y).

. 1 & 1S, , 91 .,

Refeni:  a) E(X)ngx:3,5 D(X):gZx —E(X) :?_3’5 =2,9167
x=l1 x=1

b) EQ)=EQ+3X)=2+3E(X)=2+3-3,5=12,5
DY)=DR2+3X)=3"D(X)=9-2,9167 =26,25

C) C(X,Y)=C(X,2+3X)=3C(X,X)=3D(X)=3-2,9167=8,7501

4 R(X,Y)=R(X,243X)=sam(3)R(X,X)=1-1=1
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Priklad

Nahodna veli€ina X udava soucet pocCtu ok pti hodu 2 kostkami. Vypoctéte E(X).

Reseni: X, ... poCet ok pf1 1-tém hodu, 1= 1,...,6
E(X;,)=3,5
2 2 2
E(X)= E(ZXZ.J =Y E(X,)=>35=7
i=1 i=1 i=1
N e bO : souégt pocet m finosti rlnloinosti 12 1
3 > 1221 E(X)=) xm(x)==—(2-1+3-2+4-3+5:4+6:5
4 3 2213 31 x=2 36
5 4 233241 14 252
, o aassseriger  +7-6+85+9:4+10-3+11-2+12:1)="==7
8 5 44 35 53 26 62 36
9 4 54 45 36 63
10 3 55 64 46
11 2 56 65
12 1 66
Celkem 36
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Markovova nerovnost

Véta (Markovova nerovnost):
Necht’ pro nahodnou velic¢inu X se stiedni hodnotou E(X) plati P(X > 0) = 1. Pak plati Markovova nerovnost:

Ves0: p(x>aE(x))s§

Ilustrace pro spojity pripad:

P =2

!

A
b
b

E(x) [ =

E(X):Txgo(x)dx > Txgo(x)dxz TgE(X)go(x)dngE(X) T¢(x)dx:5E(X)P(X>5E(X))

0 eE(X) eE(X) eE(X)
= P(X > E(X))<

1
&
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Priklad

Priklad:
Necht P(X > 0) =1 aE(X) =5, kde 5 > 0 je konstanta.
a) Odhadnéte P(X > 38).

b) Necht X ~ Ex(%) . Vypodtéte P(X >33).
Reseni:

ada) P(X>33)<==0,3

w |-

X

1.5 wq
ad b) X ~ Ex(%) = o(x)= {Se ProX>0  £(s)_ 5 p(x > 36)= I%e Sx =
0jinak 8

&

0

30

e 3 =0,04975
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CebySevova nerovnost

Véta (CebySevova nerovnost):

Necht ndhodna veli¢ina X ma stfedni hodnotu E(X) a rozptyl D(X). Pak plati Ceby3evova nerovnost:

Vt>O:PQX—E(X)(>tm)£ti2.

Ilustrace pro spojity pripad:

Plx)="7

r _— » "\\
.- N
_____..,-"54' | T\\\_____
E{x) -t D{X) EfX) E{X) + £ 5DiX)

Dikaz: Pro spojity piipad: Plyne z Markovovy nerovnosti, kde polozime Y =[X-E(X)].

ve>0:P(Y >gE(Y))§1, tj.
€

Vt>o:PQX—E(x)1>tm)sti2.

pro  ve>0:P[X—EX)F > cE(X - E(X)P )< % Poloyme &=t2.

Po odmocnéni

Pak P(Y>0)=1 a pro

mame
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Priklad

Piiklad: Necht E(X) = p, D(X) = ¢°.

a) Odhadnéte P QX —y> 30).

b) Jestlize X ~ N(i, 6°), vypodtéte P (]X —y> 30).
Reseni:

1 1 :
ad a) P(X -y >30) < 79 0k

(Tomuto vysledku se fika pravidlo 3c a fika, ze nejvyse 11,1% realizaci ndhodné veliCiny lezi vn¢ intervalu
(1- 30, p+30).)

ad b) P(X-p/>306) =1 -P(-36 <X -pu<36)=1-P(-3< %s 3)=1-0Q) + d(-3) = 2[1 - ©(3)] = 2(1 - 0,99865) =

0,0027. (Ma-li ndhodna veliCina normalni rozloZeni, pak pouze 0,27% realizaci lezi vné intervalu (L — 36, 1 + 30).)
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Cauchy - Schwarzova - Bunakovského
nerovnost

Véta (Cauchyova — Schwarzova — Bunakovského nerovnost):
Necht’ R(Xi, X;) je koeficient korelace nahodnych veli¢in X;, X,. Pak| |R(X;,X,)| <1|a rovnost nastane tehdy a jen tehdy,

kdyz mezi veli¢inami X;, X, existuje s pravdépodobnosti 1 Giplna linearni zavislost, tj. existuji konstanty a, b tak, ze
P(X2 =a+t le) =1.

Dukaz: Zavedeme standardizované nahodné veliiny U,=

Xi — E(Xi)
D(X;)

0<D(U, £U,)=D(U,)+2C(U,,U,)+D(U,)=2[1+R(X,, X, )= [R(X,, X, )} <1.

Predpokladejme nejprve, ze R(Xy, X;5) = 1. V tomto piipadé pocitame D(U, —U,)=2[1—-R(X,,X,)]=0. To je mozné jen tak, ze

P(U, =U,)=1tjP(U,-U, =0)=1, tj. 1= F{Xi/%l) = X\Z/%Z)J = P[x2 = E(X,)-" E((ij; E(X, )+ Eg((j; x1] , tudiz

,1=1, 2.

a=E(X,)- [;((iz)) E(X,), b= giizz .

Predpokladame-li, ze R(Xy, X3) = -1, pak poéitame D(U, +U,).

Necht naopak P(X, =a+bX,)=1. Pak R(X,,X,)= R(Xl,a+le)zsgn(b)R(Xl,Xl)=sgn(b)={122):);30.
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11. Slaby zakon velkych cisel a
centralni limitni veta, uvod do
testovani hypotéz

Falling Probabilities (1000 Times) - 111111 \/"'\’ i

.. L3
® 7/
\;/

g

1 23 45 6 TN 4 8 12 16 20 24

. . )
O+ allllne. | ¥ il
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L

Slaby zakon velkych Cisel a centralni limitni véta

S rostoucim poétem opakovanych nezavislych pokusii zjistujeme, Ze empirické charakteris-
tiky, které popisuji vysledky téchto pokusi, se blizi teoretickym charakteristikam. Napfi-
klad relativni ¢etnost uspéchu se blizi pravdépodobnosti ispéchu; priamér méreni zatizenych
nahodnou chybou se blizi hledané neznamé stfedni hodnoté; empiricka distribuéni funkce
se blizl distribuéni funkci. Témito skuteénostmi se zabyva Slaby zakon velkych cisel, spe-
cifikovany napf. Cebysevovou vétou, nebo Bernoulliovou vétou.

Podstatou centralni limitni véty je tvrzeni, Ze nahodna veli¢ina X, ktera vznikla jako soucet
velkého poétu vzajemné nezavislych nahodnych velicin X, X5, ..., X, ma za velmi obec-
nych podminek pfiblizné normalni rozdéleni. Nejjednoduisi specifikaci centralni limitni
véty je Moivre-Laplaceova véta. Zobecnénim Moivre-Laplaceovy véty je véta Lindbergova-
Lévyova. Nejobecnéji centralni limitni vétu formuloval Ljapunowv, jeho vétu viak nebudeme
uvadét. V soucasné dobé, kdy databaze maji ohromné mnozstvi polozek, je aplikace CLV
nesmirné uzitecna.

Pfi uvedeni zminénych vét se neobejdeme bez pojmu konvergence posloupnosti nahodnych
veliéin. V pocétu pravdépodobnosti se nabizi fada zptisobil, jak konvergenci posloupnosti

nahodnych veli¢in definovat, my si uvedeme nasledujici ti.
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L

Typy konvergence posloupnosti NV

Definice:
Rikdame, #ze ndhodna posloupnost (X, X5, ..., X,,...) konverguje k nahodné wveli¢iné X
(i.) gisté, pravé kdyz viechny realizace nahodné posloupnosti ( X (w), Xo(w), ... . X (w). .. )

konverguji k realizaci nahodné veli¢iny X (w). Tedy plati: |

Ywe: lim X,(w)=X(w)

T—rO0

[Jedna se o "obyéejnou” konvergenci ¢iselné posloupnosti]
(1i.) podle pravdépodobnosti, pravé kdyz pro kazdé = = 0 plati:

lim P(|X, — X|<z2)=1

—O0
[Pfi vzrtstajicim poétu pokusi jsou vétsi odchylky X, od X krajné nepravdépo-

dobné]

(111.) v distribuci, pravé kdyz pro distribuéni funkce Fi(xz1) ~ X1,..., Falzn) ~ Xq, ..
popf. F(z) ~ X plati:

lim F,(x) = F(x) pro viechna x, kde je funkce F spojita

— 00

[Jedna se o nejslabsi z uvedenych typu konvergence, definuje se jen s uzitim distri-

buénich funkei] 625
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Typy konvergence posloupnosti NV

Poznamka:
Nahodna posloupnost (X7, Xs, ..., X,,...) miZze konvergovat i ke konstanté, coz je v pred-
chozi definici zahrnuto. Staéi uvazovat nahodnou veli¢inu X degenerovanou.

Véta:
Necht (X, X5, ..., X,....) je ndhodna posloupnost.

1. Jestlize tato nahodna posloupnost konverguje k nah. wvel. X jisté, pak k ni nutné
konverguje i podle pravdépodobnosti. Konverguje-li k X podle pravdépodobnosti,
pak k ni nutné konverguje i v distribuci. [Obracené implikace obecné neplati.]

2. K tomu, aby nahodna posloupnost (X, X5,..., X,....) konvergovala podle pravdé-
podobnosti k éislu g, sta¢i splnéni podminek

lim F(X,)=p A lim D(X,)=0

n—0oC n-—oo
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Slaby zakon velkych ¢&isel — Cebysevova
véta

Véta: Cebysevova (slaby zakon velkych ¢éisel)
Necht nahodna posloupnost (X;, Xs,...,X,,...) je posloupnost stochasticky nezavislych
a stejné rozlozenych nahodnych veli¢in se stejnou stredni hodnotou i a stejnym rozpty-

2 n
lem 0. Potom nahodna posloupnost aritmetickych priimeéri (X 1,% > Xiyeoorz 2 Xy,.. )
=3 i=1

konverguje podle pravdépodobnosti ke stfedni hodnoté p. Tedy pro kazdé = > 0 plati:

2

1= o
P(l— i — e o
RS xi—u <o >1- 2

neboli

n—ao0

: 1 o B
lim P(|;§X,- —pl<e)=1

[Pri velkém poétu nezavislych pokusii mizeme témeér jisté ocekavat, ze aritmeticky priu-
meér jednotlivych pokust se bude od stfedni hodnoty p lisit krajné nepatrné. Proto pfi
dostatecné velkém n lze stfedni hodnotu g odhadnout primeérem vysledki jednotlivych
pokusi.|
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Bernoulliova véta

Véta: Bernoulliova (diisledek Cebysevovy véty)

Necht nahodna veli¢ina Y,, udava pocet tispéchu v posloupnosti n nezavislych opakovanych
pokusti, kdy uspéch nastava v kazdém pokusu s pravdépodobnosti @, 0 < ¢ < 1. Pak
posloupnost relativnich ¢éetnosti (Y7, 1—;1, . %, ...) konverguje podle pravdépodobnosti k
pravdépodobnosti nspéchu . Tedy pro kazdé £ = 0 plati:

91— )

ne2

Yn

neboli

Ya
lim P(|— -9 <e)=1
n

Fl—s20
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Priklad

Priklad:

12

Pravdépodobnost vyrobeni zmetku je ——. Pri vystupni kontrole bylo testovano 3000 vy-

3000 °

robki. Jaka je pravdépodobnost, ze relativni ¢etnost vyskytu zmetki se od pravdépodob-

nosti vvskytu zmetku lisi nejvvse o 0.017

ReSeni: i

Oznaéme Y300 nahodnou veli¢inu udavajici pocet zmetki (uspéchii) v 3000 pokusech.
Potom Y3000 ~ Bi(3000, 522=

Relativni éetnost ispéchu by se s rostoucim n méla blizit k pravdépodobnosti aspéchu. My
chceme uréit pravdépodobnost, ze pro n = 3000 se relativni éetnost uspéchi od pravdépo-
dobnosti ispéchu neodchyli o vice, nez o 0,01. Tedy v Bernoulliove vété budeme za = volit
0,01.

Pro kazdé ¢ > 0 plati: P(|X2 — | <6)21—ﬂ:£;,"1.

Tedy P(|%88 — 52;| < 0,01) > 1 — JEl-—30g) = 0,872

Pokud bychom chtéli vyuzit pfimo CebySevovu vétu, pak bychom za X; volili ndhodnou
veli¢inu s alternativnim rozlozenim, kde jedni¢ka symbolizuje vyrobeni zmetku (tspéch) a
nula vyrobeni kvalitniho vyrobku.

Tedy Xi ~ A(5055), i=1,...,3000 E(X;) =32 D(Xi) = 32(1— 3505); X1, - - -, X3000
jsou stoch. nezavislé. Déle stadi za ¢ volit 0,01 a dosadit do CebySevovy véty. (Uvédomte
si, ze binomicka nahodna veli¢ina vznika jako soucet nezavislych, stejné rozlozenych alter-
nativnich nahodnych veli¢in.)
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Centralni imitni véta

Véta: Lindbergova-Lévyova  (centralni limitni véta)
Necht nahodna posloupnost (X,,...,X,,...) je posloupnost stochasticky nezavislych a
stejné rozlozenych nahodnych velié¢in se stejnou stfedni hodnotou p a stejnym rozptylem
n
o?. Uvazme soucet X = ¥ X; a odvodme stfedni hodnotu a rozptyl nové ndhodné veli-
i=1
éiny X.
n n n
E(X)=E($ X)= 3 B(X) = 3 p=np
i—1 i=1 i=1

n n n
IXX)= D(¥X X)) = F D(X) =% o*=no’
i=1 i=1 =1 i
2 : ? X—E(X .; i . .
Nyni uvazme standardizovany souéet U, = o = (n miizeme libovolné zvét-
Sovat)|
Potom néhodna posloupnost standardizovanych souétu (U, Us,...,U,,...) konverguje v
distribuci k ndhodné veli¢iné U ~ N(0, 1). Tedy

U 1 2 2z
e
-0 V/ 27(’8
Zkracené piseme U, =~ N(0,1) a fikdme, ze U,, se asymptoticky fidi normalnim standardi-
1 ”n
= Xi—n
zovanym rozlozenim. [VSimnéte si, ze U, = —= . Centralni limitni véta tedy tvrdi, Ze

s rostoucim n se distribu¢ni funkce priméria nahodnych veli¢in X 1s - - - y Xp blizi distribuéni
funkei normalniho rozlozeni se stredni hodnotou p a rozptylem = Toto nastava bez ohledu
na ptvodni rozlozeni nahodné veliéiny X |

VueR: nli_’l{.loP(UnSU)=
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Molivre — Laplaceova véta

Véta: Moivre-Laplaceova (dusledek Lindbergovy-Lévyovy véty)
Necht YV, ~ Bi(n,?), n =1,2,.... Potom E(Y,) =nd D(Y,)=nd(l — )
— _Yn—nd
a U, = T ~ N(0,1)
[Moivre-Laplaceova véta fika, Ze pfi dostatecné velkém poétu nezévislych pokusii konver-
guje v distribuci binomické rozdéleni k normalnimu.|

Poznamka:

Na zéakladé Moivre-Laplaceova véty se pouziva pfiblizny vzorec, ktery nahrazuje pracny
vypocet distribu¢ni funkce binomického rozlozeni jednoduchym hledanim v tabulkach dis-
tribuéni funkce normalniho standardizovaného rozlozeni. Porovnejte

Pfesny vypodet:

P(Ya<y)= té) (':)19'(1 — 3)""" ... naroéna sumace

Aproximace normalnim rozlozenim:

P <9) = P (e, < JERSs) = @ (Jts) ~ M.,

kde ®(u) je tabelovana distribuéni funkce standardizovaného normaélniho rozlozeni.
Aproximaci je vhodné pouzit pokud jsou splnény nasledujici podminky:

nd(l—-9)>9 A Ss<d<lt. 631




Priklad

V urcité skupin¢ zaméstnanci je 10% s piijmem, ktery piekracuje celostatni primér. Kolik
zaméstnancu Z této skupiny je tieba vybrat, aby s pravdépodobnosti aspon 0,95 bylo mezi
nimi 8% az 12% zam¢stnanct S nadprimérnym piijmem?

ResSeni:

X — pocet zaméstnancti S nadprimérnym piijmem, X ~ Bi(n, 0,1), E(X) = 0,1n, D(X) =
0,09n,

:s|><

0,95< P(0,0S <

< 0,12j = P(0,08n < X <0412n)= P(O’OB” -0In _X-0In _0/12n- 0,1nj

4/0,09n - 4/0,09n - 4/0,09n
P(_‘m < X200 ‘mj ~ cp(‘mj—q)( \M] = 2®[ﬁ}1: q{l_@ > 0,975,

15 = Joo9n ~ 15 15 15 15
tedy1£2 > Uy 475 = 1,96 = +/n > 29,4 = n > 865.
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Priklad

100-krat nezavisle na sobé hazime kostkou. Jaka je pravdépodobnost, Ze Sestka padne aspon
20-krat?

Reseni:

Ozna¢me Yo nahodnou veli¢inu, udavajici pocet padnutych Sestek ve 100 hodech,

Yioo ~ Bi(100, 3

Nejdfive ovéfime podminky pro pouziti u.pruximﬂce normalmm rozlozenim:
nd(1-v9)=100-2(1-3) =3 >9 A 141 < 3 < 100, tedy ob& podminky jsou splnény.
Hledanou pravdépodobnost odhadneme pomoci Muwre—Laplaceuvy véty.

P(Yion > 20) = 1~ P(Yieo < 20) = P(Yioo < 19) = 1 — P ( Zachoolo, < —oiooje )
1 - P(U, <0,626) ~ 1 — $(0,626) = 1 — 0, 73565 = 0, 2635.
(Pfesny vypocet pomoci softwaru by vysel 0,2198.)

Aproximace binomického rozlozeni normalnim rozloZzenim nemusi byt vidy nejvhodnéjsi.
Pro extrémné malé pravdépodobnosti ispéchu v uzivime pfiblizny vzorec, ktery vychazi z
Poissonovy véty.
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Polssonova véta

Véta: Poissonova
Necht Y7, Y5, . .. je posloupnost stochasticky nezavislych nahodnych velicin, Y, ~ Bi(n,1,),
n=1.2,... aplati lim ni, = A. Pak posloupnost Y;.Y5,...Y,.... konverguje v distribuci

k nghodné velicing Y ~ Po()), tedy Y, ~ Po()).

[Nahodna veli¢ina Y ma Poissonovo rozlozeni s parametrem A, ndhodnou veli¢inu Y, s bi-
nomickym rozlozenim lze aproximovat Poissonovyn rozlozenim.|
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Priklad

Poznamka:

Na zakladé Poissonovy véty se pouziva priblizny vzorec, ktery nahrazuje pracny vypocet
distribuéni (resp. pravdépodobnostni) funkce binomického rozlozeni jednoduchym hleda-
nim v tabulkach distribuéni (resp. pravdépodobnostni) funkce Poissonova rozlozeni.

P(Y, < y) = % (V)91 = 0)"" & Fus(y) ~ Po(n), kde Fyg(y) je distribucni funkce
Poissonova rozlot_igni s parametrem A = n

oP(Ys =19y)= (;)19“ (1-I9)" ¥~ %',!)ie"’“’ (Srovnej s pravdépodobnostni funkei Poisso-
nova rozlozeni, ktera je tabelovana.)

Aproximaci je vhodné pouzit, pokud jsou splnény nasledujici podminky:
n>30A0<0,1.
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Priklad

Béhem zkousky spolehlivosti se pfistroj poroucha s pravdépodobnosti 0,05. Jaka je prav-
dépodobnost, ze pri zkouseni 100 pfistroju se jich poroucha praveé 57

Reseni:

Oznacme Yo ndhodnou veli¢inu, udavajici pocet porouchanych pristrojia ve 100 zkouskach,
Nejdfive ovéfime podminky pro pouziti aproximace Poissonovym rozlozenim:

100>30 A 005<0,1.

Uréeni hledané pravdépodobnosti aproximaci Poissonovym rozloZenim:

P(Yi00 = 5) & -(%E‘Ee‘lwo'os, coz nemusime poéitat, jelikoz jde o pravdépodobnostni
funkci Poissonova rozlozeni v bodé 5 s parametrem A = 100 - 0,05, ktera je v tabulkach.
Tedy ps(5) = 0, 17547

Uréeni hledané pravdépodobnosti pfesnym vypoétem:

P(Yi0 = 5) = ('3)0,05%(1 — 0,05)" = ... = 0,18
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Testovani hypotéz

Motivace: Castym ukolem statistika je na zakladé dat ovéfit predpoklady o
parametrech nebo typu rozlozeni, z n¢hoz pochazi nahodny vybér. Takovému
piredpokladu se tfika nulova hypotéza. Nulova hypotéza vyjadiuje néjaky teoreticky
piedpoklad, Casto skeptického razu a uzivatel ji musi stanovit piedem, bez prihlédnuti
k datovému souboru. Proti nulové hypotéze stavime alternativni hypotézu, ktera tika,
co plati, kdyz neplati nulova hypotéza. Alternativni hypotéza je formulovana tak, aby
mohla platit jenom jedna z téchto dvou hypotéz. Pravdivost alternativni hypotézy by
znamenala objeveni né¢jakych novych skuteCnosti nebo zasadnéjsSi zménu V
dosavadnich predstavach.

Napft. vyzkumnik by chtél na zaklad¢ dat provértit tezi (novy objev), ze pasivni koufeni
Skodi zdravi. Jako nulovou hypotézu tedy polozi tvrzeni, ze pasivni koufeni neskodi
zdravi a proti nulové hypotéze postavi alternativni, ze pasivni koureni Skodi zdravi.

Testovanim hypotéz se mysli rozhodovaci postup, ktery je zalozen na daném
nahodném vybéru a s jehoz pomoci rozhodneme 0 zamitnuti ¢i nezamitnuti nulové

hypotézy.
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Definice nulové a alternativni hypotézy

Necht' Xi, ..., X, je nahodny vybér z rozlozeni L(9), kde parametr Se=
nezname. Necht’ h(9) je parametricka funkce a ¢ dana realna konstanta.

a) Oboustranna alternativa: Tvrzeni Hy: h(9) = ¢ se nazyva jednoducha nulova
hypotéza. Proti nulové hypotéze postavime sloZzenou oboustrannou alternativni
hypotézu H;: h(8) = c.

b) Levostranna alternativa: Tvrzeni Hg: h(8) > ¢ se nazyva slozena
pravostranna nulova hypotéza. Proti jednoduché nebo slozené¢ pravostranne
nulové hypotéze postavime sloZenou levostrannou alternativni hypotézu

Hqy: h(9)<c.

¢) Pravostranna alternativa: Tvrzeni Hq: h(9) < c se nazyva slozena levostranna
nulova hypotéza. Proti jednoduché nebo slozené levostranné nulové hypotéze
postavime slozenou pravostrannou alternativni hypotézu Hy: h(3) > c.
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Testovani nulové a alternativni hypotézy

Testovanim H, proti H; rozumime rozhodovaci postup zalozeny na
nahodném vybéru X, ..., X, s jechoz pomoci zamitneme ¢i nezamitneme
platnost nulové hypotézy.

(Volba alternativni hypotézy neni libovolna, ale vyplyva z konkrétni
situace. Napi. pfi souCasné technologii je pravdépodobnost vyrobeni
zmetku 9 =0.,01.

a) Po rekonstrukci vyrobni linky byla obnovena vyroba, piicemz
technologie zustala stejna. Chceme ovérit, zda se zménila kvalita
vyrobku. Testujeme Hy: 9 = 0,01 prot1 H;: 9 # 0,01.

b) Byly provedeny zmény v technologii vyroby s cilem zvysit kvalitu.
V tomto pripadé tedy testujeme Hy: 9 = 0,01 proti H;: 9 < 0,01.

c) Byly provedeny zmény v technologii vyroby s cilem snizit naklady.
V této situaci testujeme Hy: 9 = 0,01 proti H;: 9 > 0,01.)
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Definice chyby 1. a 2. druhu

Pii testovani H, proti H, se mizeme dopustit jedné ze dvou chyb: chyba 1. druhu spocivé v tom,
ze Hy zamitneme, ac ve skutecnosti plati a chyba 2. druhu spociva v tom, ze H, nezamitneme, a¢
ve skute¢nosti neplati. Situaci prehledné znazornuje tabulka:

rozhodnuti
skutecnost —
H, nezamitame Hy zamitame
H, plati spravné rozhodnuti _
H, neplati chyba 2. druhu spravné rozhodnuti

Pravdépodobnost chyby 1. druhu se znaci a a nazyva se hladina vyznamneosti testu (vétSinou
byva a = 0,05, méné ¢asto 0,1 &i 0,01). Pravdépodobnost chyby 2. druhu se znaéi 3. Cislo se
nazyva a vyjadiuje pravdépodobnost, ze bude H, zamitnuta za ptfedpokladu, Ze neplati.
Obvykle se snazime, aby sila testu byla aspon 0,8. Obé hodnoty, o i 1-, zavisi na velikosti
efektu, ktery se snazime detekovat. Cim drobngjsi efekt, tim musi byt vétsi rozsah ndhodného
vybéru.

Poznamka: Testovani nulové hypotézy proti alternativni hypotéze tfemi zplsoby.

Testovani nulové hypotézy proti alternativni hypotéze Ize provést pomoci kritického oboru,
pomoci intervalu spolehlivosti nebo pomoci p-hodnoty. 640



Definice testového kritéria, oboru nezamitnuti,
kritického oboru a kritickych hodnot

Statistika T, = Ty(X4, ..., X)) Se nazyva testovym kritériem. Mnozina vSech
hodnot, jichz muze testové kritérium nabyt, se rozpada na obor nezamitnuti
nulové hypotézy (znaci se V) a obor zamitnuti nulové hypotézy (znaci se
W a nazyva se téz kriticky obor). Tyto dva obory jsou odd¢leny kritickymi
hodnotami (pro danou hladinu vyznamnosti a je |ze najit ve statistickych
tabulkach).
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Rozhodnuti o nulové hypotéze pomoci realizace testového kritéria v oboru
nezamitnuti ¢i v kritickém oboru

Jestlize ¢iselna realizace t, testoveho kritéria T, padne do
kritického oboru W, pak nulovou hypotézu zamitame na
hladiné vyznamnosti o a znamena to skute¢né vyvraceni
testované hypotézy. Jestlize t, padne do oboru
nezamitnuti V, pak jde o pouhé mlceni, které platnost

nulové hypotézy jenom pripousti.

642



Stanoveni kritického oboru v pripade oboustranné alternativy, levostranné
alternativy, pravostranné alternativy

Kriticky obor v pfipad¢€ oboustranné¢ alternativy ma tvar

W = (tmin:Ka/Z (T)) U (Kl—a/Z(T)r tmax)a kde Km*z(T) a Kl-w"z(T) jSOLl
kvantily rozlozeni, jimz se tidi testové kritérium T, je-1i nulova hypotéza
pravdiva.

Kriticky obor v pripadé¢ levostranné alternativy ma tvar:
W = (tmin, Ko (T)).

Kriticky obor v ptfipad¢€ pravostranné¢ alternativy ma tvar:
W = (K1_¢(T), tmax)-
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Doporuceny postup pri testovani nulové hypotézy proti alternativni hypotéze
pomoci kritického oboru

Stanovime nulovou hypotézu a alternativni hypotézu. Pfitom je vhodné zvolit
jako alternativni hypotézu ten predpoklad, jehoz pfijeti znamena zavazné
opatfeni a mélo by k nému dojit jen s malym rizikem omy/u.

Zvolime hladinu vyznamnosti a. Zpravidla volime o = 0,05, méné casto 0,1
nebo 0,01.

Najdeme vhodné testové kritérium a na zakladé zjisténych dat vypocitame jeho
realizaci.

Jestlize realizace testového kritéria padla do kritického oboru, nulovou
hypotézu zamitame na hladiné vyznamnosti o a pfijimame alternativni
hypotézu. V opacném piipadé¢ nulovou hypotézu nezamitdme na hladiné
vyznamnosti .

Na zaklad¢é rozhodnuti, které jsme ucinili 0 nulové hypotéze, ucinime néjaké
konkrétni opatieni, napt. sefidime obrabéci stroj.

(P11 testovani hypotéz musime mit K dispozici odpovidajici nastroje, nejlépe
vhodny statisticky software. Nemame-li ho k dispozici, musime znat prislusné

vzorce. Dale potiebujeme statistické tabulky a kalkulacku.)
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Testovani nulové hypotézy proti alternativni hypotéze pomoci 100(1-a)%
empirického intervalu spolehlivosti pro parametrickou funkci h(9)

Sestrojime 100(1-a)% empiricky interval spolehlivosti pro parametrickou
funkci h(¥9). Pokryje-li tento interval hodnotu ¢, pak H, nezamitame na
hladiné vyznamnosti o, v opaéném piipadé H, zamitame na hladiné
vyznamnosti o.

Pro test H, proti oboustranné¢ alternativé sestrojime oboustranny interval
spolehlivosti.

Pro test H, proti levostranné alternativé sestrojime pravostranny interval
spolehlivosti.

Pro test H, proti pravostranné alternativé sestrojime levostranny interval
spolehlivosti.
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Testovani nulové hypotézy proti alternativni hypotéze pomoci p-hodnoty

p-hodnota udava nejnizsi moznou hladinu vyznamnosti pro zamitnuti nulové hypotézy. Je
to riziko, ze bude zamitnuta H, za ptedpokladu, Ze plati (riziko plan¢ho poplachu). Jestlize
p-hodnota < o, pak H, zamitame na hladin¢ vyznamnosti o, je-li p-hodnota > a, pak H,
nezamitame na hladin€ vyznamnosti a.

Zpusob vypoctu p-hodnoty:
Pro oboustrannou alternativu p = 2 min{P(T, <t,), P(T, > ty)}.
Pro levostrannou alternativu p = P(T, < t,).

Pro pravostrannou alternativu p = P(T, > t,).

(p-hodnota vyjadfuje pravdépodobnost, S jakou c¢iselné realizace Xj, ..., X, ndhodného
vybéru Xi, ..., X, podporuji H,, je-li pravdiva. Statistické programové systémy poskytuji
ve svych vystupech p-hodnotu. Jeji vypocet vyzaduje znalost distribu¢ni funkce rozlozeni,
kterym se fidi testové kritérium T, je-li H, pravdiva. Vzhledem k tomu, Ze v béznych
statistickych tabulkach jsou uvedeny pouze hodnoty distribuc¢ni funkce standardizovaného
normalniho rozlozeni, bez pouziti specialniho software jsme schopni vypocitat p-hodnotu
pouze pro test hypotézy 0 stfedni hodnoté normalniho rozlozeni pii znamém rozptylu.)
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llustrace vyznamu p-hodnoty (1)

Oboustranny test:
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llustrace vyznamu p-hodnoty (2)

Levostranny test:
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llustrace vyznamu p-hodnoty (3)

Pravostranny test:
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Necht’ X4, ..., X400 j€ ndhodny vybér z N(u,0,01). Je znamo, Ze vybérovy primeér
se realizoval hodnotou 0,01. Na hladiné¢ vyznamnosti 0,05 testujte hypotézu Hy:
w = 0 proti pravostranne¢ alternativé Hy: u >0

a) pomoci intervalu spolehlivosti

b) pomoci kritického oboru

C) pomoci p-hodnoty.

ReSeni:
ad a) Pti testovani nulove hypotézy proti pravostranné alternativé pouzivame
levostranny interval spolehlivosti.

o) 01 01
d=m-—u, =001-——u =0,01-—-164485=0,0018.
Jn ¢ Jaoo % 20

Protoze Cislo ¢ = 0 nelezi v intervalu (0,0018; o), Hy zamitdme na hladiné
vyznamnosti 0,05.
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m-c _ 0,01-0 _ 0,01-20 _

ad b) Vypoclteme realizaci testove statistiky: tg = —— = —57— = o1
Vi V400 ’

Stanovime kriticky obor: W = (u;_,, ) = (Ug g5, @) = (1,64485, o)

2

Protoze testova statistika se realizuje v kritickém oboru, H, zamitadme na

hladin€ vyznamnosti 0,05.

ad c) Pri1 testovani nulové hypotézy proti pravostrann¢ alternativé se p-hodnota
pocita podle vzorce: p = P(T, = t;). V nasem ptipadé: p = P(Ty = 2) =1 —
®(2)=1-097725 = 0,02275. Protoze p-hodnota je mensSi nez hladina

vyznamnosti 0,05, H, zamitame na hladin€ vyznamnosti 0,05.
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12. Testovani hypotéz v MS
Excel a SAS
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Inference about the Slope (pro
regresni primku): t Test

t test for a population slope
e Isthere a linear relationship between x and y?

Nul!
e H

e H

| and alternative hypotheses

.. B,=o0 (no linear relationship)

:B,#o0 (linear relationship does exist)

Test statistic
b - B where:
t — 1 1 b, = Sample regression slope
coefficient
Sbl B, = Hypothesized slope

S,; = Estimator of the standard
df =n-2 error of the slope
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Inference about the Slope:

i Te St (continued)
House Price Estimated Regression Equation:

: Square Feet
in $1000s X) —

(y) ( houseprice=98.25+0.1098(sq.ft.)

245 1400

312 1600

219 Lo The slope of this model is 0.1098

308 1875

199 1100 Does square footage of the house

219 1550 affect its sales price?

405 2350

324 2450

319 1425

255 1700
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Inferences about the Slope:
t Test Example

Test Statistic: t = 3.329

From Excel output: t
H:p =0 P —
. Coefficients Stan)Al Error | t Stat P-value
H,:B,#0
Intercept 98.24833 / 58. 0334 1.69296(| 0.12892
7
df.=10-2=8 W
Square Feet C0.10977 D O 03297 (3 2938
o/2=.025 o/2=.025
Decision: _ Reject Hy <5 o1<0.05
. 1. J R .
Reject Hy ¢ Do not reject HOt Reject Hy Conclusion:
w2 0 a2 There is sufficient evidence th
-2.3060 2.3060 3.329 ere is sufficient evidence that

square footage affects house price
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Regression Analysis for Description

Confidence Interval Estimate of the Slope:

bl U tO(,/ZSbl df.=n-2

Excel Printout for House Prices:

Coefficient Standard

e
S Error t Stat P-value </J_c)\/ver 95% | Upper 95% D

Intercept 98.24833 58.03348 | 1.69296 | 0.12892 -35.57720 | 232.0/386

—— (\ ]
Square Feet 0.10977 0.03297 3.32938 | 0.01039 ( 0.03374 ) 0.18580

At 95% level of confidence, the confidence interval for the
slope is (0.0337, 0.1858)
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Regression Analysis for Description

Coefficient Stgndard . v <|_/ e | 95?/>

S rror t Stat -value ¢(_Lower 0 pper 0

Intercept 98.24833 58.03348 1.69296 | 0.12892 -35.57720 | 232.07386
Square Feet 0.10977 0.03297 3.32938 | 0.01039 ( 0.03374 ) 0.18580

Since the units of the house price varia
$1000s, we are 95% confident that the average
impact on sales price is between $33.70 and

$185.80 per square foot of house size

ble is

This 95% confidence interval does not include 0.

Conclusion: There is a significant relationship between

house price and square feet at the .05 level of significance
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Testy v MS Excel

Vlozit funkc

Wyhledat funki:
Zadejte strutny popis pofadované dnnosti @ potom klepnéte na Prejit |

tHaditko Prejit,
CHLIMY
Vybrat kategorii: | Statisticke - CHITEST -

CHITEST(aktualni;ocekavané)

Vybrat funkd:
FISHER Vrati test nezavislosti: hodnota ze statistického rozdéleni chi+kvadrat a prislugné
FISHERINY stupné volnost.
FORECAST
D
GAMMADIST Tl iy
CAMMAINY -
GAMMALN T TTEST(polel;pole2;strany;typ)

Vrati pravdépodobnost odpovidajic Studentovu t-testu,

Wi LY AL L

ZTEST(polepgsigma))
Vrati jednostrannou P-hodnotu z-testu,

FTEST(polel;pole2)
Vrati vysledek F-testu, dvoustranné pravdépodobnosti, fe rozptyly v
argumentech Polel a Pole? nejsou virazné odliEng.

1|

Napovéda k této funkd oK Storno ]

_— ———— . = |
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Testy v MS Excel

Nulova hypotéza: Podil kutakd je stejny u muzi i zen.
Alternativni hypotéza: Podil kufak@ u muzli a u Zen se lisi.

’n‘a) 9™ v Analyza dat -
Sy

Domu VioZeni RozloZeni stranky Vzorce Data Revize Zobrazeni

3 £ Arial CE 10 A AN E= -ll@“] = Zalamovat text

S— ‘1.) - SR—

Viazi F B I U~ - O A EZEZE EE -Hsloudt s zarovnat na sti
Schranka ™~ Pismo M Zarovnani
{ G13 v £ |

A B C D E F G

1

2 V

3 Koufeni| »

4 Pohlav ¥ |Data ne ano Celkovy soucet

5'M Pocet 277 119 396

6 % 69.95%  30,05% 100,00%

712 Pocet 122 66 188

8 % 6489% 35.11% 100.00%

9 Celkem Pocet 399 185 584

10 Celkem % 68.32% 31.68% 100.00%

1"

Zdroj: http://ulb.upol.cz/praktikum/statistikas.pdf
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Testy v MS Excel

Koufeni | »

o e W ni...El
]

128 .45

v |Data ne Celkovy soucet
5 M Pocet 277 396
6 % 69.95% 100,00%
112 Pocet 122 188
8 % 64 89% 100.00%
9 Celkem Pocet 399 58