Vyuziti metod strojoveho
uceni pro klasifikaci
druzicovych snimku

Autofi: Petr Dobrovolny, Petr Kuba, Lubo$ Popelinsky

Zdrojova data

Zpracovany byly druzicové
snimky obsahujici hodnoty v
Sesti pasmech z viditelné, blizké
a stfedni infracervené Ccasti
spektra. Plivodni velikost pixelu
na snimcich je 30 x 30 metra.
Snimky byly klasifikovany do 6
tfid: voda, listnaty a jehlicnaty
les, zastavba a pole s vegetaci a
bez vegetace. Byly pouzity
snimky dvou oblasti - snimek
Zdaru nad Sazavou s okolim a
snimek Brnénské prehrady s
okolim.

Cilem je klasifikace vSech pixeld snimku, to znamena urCeni jaky povrch pixely
zobrazuji.Vysledna informace o klasifikaci se pouziva k sestavovani tematickych map -

vétSinou map zakladnich druht povrchd.

V souCasné dobé& se pro datové dolovani obrazu pouzivaji
statistické "per-pixel" klasifikatory, které ovSem maji mnoha
omezeni. Napfiklad tzv. parametrické klasifikatory pfedpokladaji
pfi zpracovani obrazu apriorni znalost pravdépodobnostniho
rozdéleni souboru klasifikovanych dat, coz muze byt velmi
problematické. Tyto metody také neumoznuji vyuziti jinych
informaci nez multispektralni obrazova data (napf. model terénu).
Stale tak pretrvavaji nékteré vyhody “klasické" analogové
interpretace snimkd, ktera vyuziva tzv. interpretacni znaky jako
barva &i ton objektu, ale také informace o vzajemné poloze
objektu, textufe Ci struktufe. Toto jsou informace, které je velmi
obtizné vyuzit pfi automaticke klasifikaci tradiCnimi klasifikatory.

Zd’'ar nad Sazavou

Rozhodovaci stromy

Vstupem metody
rozhodovacich stromi je
tabulka objektu, kde jeden
sloupec obsahuje klasifikaci
daného fadku do jedné z
konecného poctu tfid. Vysledny
strom vytvofeny na zakladé
u€ici mnoziny obsahuje v
kazdém uzlu jeden atribut
objektu a vétve jsou oznaceny
relanim vyrazem obsahujicim
tento atribut. V listech je
uvedena cilova tfida.

PFfi klasifikaci objektu se
zpracovani v kazdém uzlu vyda
po té vétvy, ktera je pro dany
objekt splnéna. Po prachodu
celym stromem az k listu je
objektu pfifazena trida
odpovidajici tomuto listu.

Klasifikace pomoci rozhodovacich stroma

Satelitni snimek Zd'aru nad Sazavou byl klasifikovan metodou
rozhodovacich stromd pomoci programu C4.5.

Pro 8051 pixell tohoto snimku byl typ povrchu pfedem uréen
mistnim prizkumem terénu a studiem map. Mnozina téchto
pixell byla pouzita pro zjisténi pfesnosti klasifikace.

Tato mnozina byla rozdélena na ucici a testovaci mnozinu.
Rozhodovaci strom byl vytvofen na zakladé uc€ici mnoziny a jeho
pfesnost poté ovéfena na mnoziné testovaci. V Tabulce 1 je
uvedena presnost vysledného rozhodovaciho stromu v zavislosti
na velikosti u€ici mnoziny. V prvnim Fadku je navic pfesnost
dosazena metodou 10-kfizoveé validace.

V dalkovém prazkumu zemé (DPZ) se pro tento typ uloh
standardné pouziva 10% ucicich a 90% testovacich dat. Z
tabulky je vidét, Zze i pfi takto nizkém objemu ucicich dat je
dosazena chyba klasifikace na testovacich datech nizka.

Na zavér bylo 8051 pixelu, pro které byla klasifikace znama (i;.
3.1% ze vSech dat), pouzito k vytvofeni rozhodovaciho stromu,
kterym byl klasifikovan cely satelitni snimek. Vysledky klasifikace
jsou na obrazku.

Brnénska prehrada

Testované algoritmy

* c50tree - algoritmus C5.0
se standardnim nastavenim
parametrd

e c50boost -Ch5.0s
boostingem

* c50rules - pravidla
naucena pomoci C5.0

* lindiscr - diskriminace
jednotl. tfid pomoci linearni
kombinace atributt

* ltree - rozhodovaci strom
majici v uzlech linearni
kombinace atributt

* mlcibl - uceni z instanci

* mlcnb - naivni bayesovsky
klasifikator

Provedené experimenty

Snimek Brnénské prehrady byl pouzit pro testovani algoritm
strojového u€eni uvedenych v tabulce vlevo. U&eni probihalo na
vysledcich analogové interpretace druzicového snimku a byla
pouzita metoda kfizové validace.

S kazdym z téchto algoritml jsem provedli dva experimenty,
jejichz vysledky jsou v Tabulce 2.V prvnim experimentu (sloupec
central) jsme pro klasifikaci pouzili pouze hodnoty spekter pro
dany pixel. V druhé metodé (sloupec +okol1i) jsme ucici data
rozsifili o hodnoty spektralnich charakteristik sousednich pixeld.
Na zakladé prfedchozich experimentl bylo nejlepsi rozsiteni o kfiz
(severni, jizni, vychodni a zapadni pixel). V poslednim sloupci
tabulky je rozdil chyb obou experimentd.

V Tabulce 3 je srovnani vysledkd metody rozhodovacich stromu s
dalSimi metodami pouzivanymi v DPZ. Uvedené pFesnosti
klasifikaci byly dosazeny na ucicich datech. Celkova presnost
klasifikace rozhodovacimi stromy je tedy srovnatelna s nejcastéji
pouzivanym klasifikatorem maximalni vérohodnosti a lepSi nez
presnost dosazena ostatnimi klasickymi klasifikatory.

Z téchto duvodu se testuji nové metody klasifikace
rastrovych snimkd, které by pfekonaly omezeni tradi¢nich
pFistupu. Jednou z moznosti, ktera se nabizi pro feseni
této ulohy, je vyuziti metod strojového uceni. V tomto textu
se zaméfime prfedevS§im na jednu z metod strojového
uceni, rozhodovaci stromy, a ukazeme jeji moznosti pfi
zpracovani obrazovych dat. Vyhodou této metody je to, Ze
vysledny rozhodovaci strom je srozumitelny a snadno
interpretovatelny, pfipadné i modifikovatelny, stejné jako
rozhodovaci pravidla, ktera Ize z rozhodovaciho stromu
generovat. V druhé ¢asti textu jsou popsany experimenty

s dalSimi algoritmy strojového uceni.
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Ugici Testovaci  Chyba
KFizova validace 1.7%
10% 90% 3.5%
5% 95% 4.0%
3% 97% 7.0%
1% 99% 13.0%
Algoritmus central +okoli A
c50tree 9.15% 8.70% 0.45%
c50boost 8.74%  5.76% 2.98%
c50rules 9.09% 7.81% 1.28%
lindiscr 9.59%  7.69% 1.90%
ltree 8.74%  7.05% 1.69%
mlcibl 11.21%  5.36% 5.85%
mlenb 12.31% 11.05% 1.26%
Tabulka 2
Metoda Pocet Chyba
prikladd
Minimum distance 410 3.9%
Maximum Likelihood 410 1.2%
Parallelepiped 410 22.7%
Decision Tree 410 2.2%

Tabulka 3




