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ILP a induktivni strojove uceni

Osnova

* Strojove uCenti: cile, poymy a metody

* Problémy reprezentace

* Meze klasickych metod - priklady

* Princip ILP a genericky ILP algoritmus
» Existujici systémy a priklady pouziti

e Zajimave aplikace



Cil induktivniho strojoveho uceni
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Na zakladé omezencho
vzorku prikladu E* a E-,
charakterizovat (popsat)
zamySlenou skupinu
objektu (koncept) tak, aby

* popis co nejlépe odpovidal
pravé prvkum z E*

* byl pouzitelny pro urcenti 1
objekty mimo E



Zéakladni poymy

Necht’ Q je defini¢ni obor konceptu K, tj.
KCQ.

E je mnozina trénovacich prikladu (opét
ECQ) doplnéna klasifikaci ¢l téchto
ptikladu, tedy cl: E -->{ano, ne}.

E™ jsou prvky E s klasifikaci ano

E* a E- tvofi disjunktni rozklad (pokryti)
mnoziny E



Priklad 1 ,,poCitaCova hra“. Mizeme se naudit
roboty rozliSit na zaklad¢ kratké zkuSenosti?
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Priklad 1 ,,poCitaCova hra“. Mizeme se naudit
roboty rozliSit na zaklad¢ kratké zkuSenosti?
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Priklad 1: Roboti a atributovy popis

predmét v

tvar hlavy usmév ozdoba krku tvar téla ruce pratelsky
Kruh ne kravata Ctverec Savle ne
Ctverec ano motylek Ctverec nic ano

Kruh ne motylek Kruh Savle ano
Trojuhelnik ne kravata Ctverec balon ne

Kruh ano nic trojuhelnik kvétina ne
Trojuhelnik ne nic trojuhelnik balon ano
Trojuhelnik ano kravata Kruh nic ne

Kruh ano kravata Kruh nic ano



Priklad 1: hypotéza a jeji testovani

H1 ve tvaru rozhodovaciho stromu
if ozdoba_krku( r) = motylek then ,pratelsky robot”
= nic then
if tvar_hlavy ( r) = trojuhelnik then ,pfatelsky robot*
else ,nepratelsky robot”
= kravata then
if tvar_téla( r) = Ctverec then ,nepfatelsky robot” else
if tvar_hlavy ( r) = kruh then ,pratelsky robot®
else ,nepratelsky robot”

Tvar hlavy |usmév Ozdoba Tvar téla |predmét |Pratelsky?
krku

kruh ne kravata kruh Savle ano

trojuhelnik | ano nic Ctverec nic ano




Priklad 1: hypotéza a jeji testovani

H2 s relaci rovnosti

if tvar_hlavy ( r) = tvar_téla( r) then ,pratelsky robot
else ,nepratelsky robot"

Tvar hlavy |usmév |Ozdoba Tvar téla |predmét |Pratelsky?
krku

kruh ne kravata kruh Savle ano

trojuhelnik | ano nic Ctverec nic ne

H1 1 H2 klasifikuji spravné data v trénovacich prikladech,
ale 1151 se na testovaci mnoziné



Hypoteza - pokus o formalni popis konceptu

Pro popis prikladu 1 hypotéz potiebujeme jazyk. Hypotéza je
pak vyjadieni v odpovidajicim jazyce pomoci formule
@(X) s jedinou volnou proménnou X. .

Definuyme extenzi Ext, hypotézy @(X) vzhledem
k definiCnimu oboru € = mnozina vSech prvku Q, které
splituji @, tj.Ext, = {0€Q: @(o) plati }

Vlastnosti hypotéz

* hypotéza @ je uplna, pokud E* € Ext ¢ je korektni
vzhledem k mnoziné

* h. je konsistentni, pokud neni splnéna pro zadny
negativni trénovaci ptiklad, tj. Ext, N E-=J
* h. je korektni, pokud je uplna a konsistentni



Kolik korektnich hypotéz 1ze navrhnout
pro danou trénovaci mnozinu E?

« Fakt: moznych konceptu je nesrovnatelné
vic nez moznych hypotéz

* Dusledek: pro vétSinu konceptu se musime
smifit s popisem pomoci hypotezy, ktera je
pouze "skoro spravna'.

* Ani pro "skoro spravne® hypotézy neplati,
ze pro danou E existuje jedina vhodna h.



Vybér hypotézy a Ockhamova britva

Williamu of Ockham navrhl
srovnavaci meritko pro
kvalitu navrZzenych
hypotez: ,.Entia non sunt
multiplicanda praeter
necessitatem*,

» Entit by nemélo byt vic,
nez kolik je nezbytne
nutné

 Einstein: ..... ale takeé ne

v oee

mene.



Priklad 2: vyznam domenove znalosti

P 139319854468 |349|561|756|789|987|256/189 354
KL |+ |- - + |+ |- - + - + |+ .
Jakyjazyk propopisdat zvolit?

0 euji oeti

Nap .atributy cl, c¢2 a c3, které ozna
eislici ve trojici.

u

prvni, druhou a t

o (.

POZOR: hodnoty atribut samotné nesta

oadanim

Klasifikacegsppmysts uspo
relace uspo

eislic
apriorni (nebo doménova) znalost

VIZ p

Vysledek: if ¢1<c¢2 & c¢2<c3 then ‘+’.

oiklady 1 a 2)



Priklad 3: parita

Po. | C1 C2 C3 C4 C5 Cé6 C7 C8 Kl
1 1 0 1 1 0 0 0 0 -
2 1 0 1 1 0 0 0 1 +
3 1 1 1 1 0 0 0 1 -
4 0 1 1 1 0 0 0 1 +

Neni atribut, ktery by bylo mozné vynechat na vSech zalezi !!!

Rozhodovaci strom by byl velmi komplikovany —

Proé ne automat?
Vyznam formatu hypotézy — vyhodna by byla rekurze !!




Automat rozhodujici tlohu
,,sudy pocet symbolu 1°
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Na vstupu je symbol 1

e — Na vstupu je symbol 0




Podminky nalezeni dobré hypotézy

Zalezi na vhodné volbé

e jazyka reprezentace prikladu

e jazyka pro formulaci hypotéz

e doménové znalosti

Kdy nestaci atributové vyjadreni?

« popis prikladii nema uniformi tvar (def. obor tvoii slova
ruzné delky)

 struktura jednotlivych prikladu ma rozhodujici charakter

* doménova znalost je vyrazné€ relacni



Induktivni logickeé programovani(1)

« priklady jsou sloZeny z rizné¢ho poctu elementil, mezi nimiz jsou
vztahy, které jsou podstatne pro prisluSnost (napt. koncept “oblouk” v
doméné objektu tvorenych z détskych kostek)

* neni mozné (nebo je velmi neptirozené) popisovat vSechny trénovaci
priklady jednotné prostfednictvim jedin€¢ho souboru atributii
(universum tvofi slova ruzné délky)

e potiebna apriorni znalost ma vyrazné rela¢ni charakter (napf.
rodi¢(X,Y), hrana v grafu atd.)

ILP formuluje hypotézy pro zkoumane koncepty pomoci jazyka logiky
prvniho fadu, presnéji hypotézu tvori konecna mnozina klauzuli
odpovidajici programu v pouZitém systému logického programovani
(nejcastéj1 Prologu)



Induktivni logicke programovani(2)

(Muggleton94)

mnozina pozitivnich E+ a negativnich E- ptikladu
domenova znalost B (logicky program)

cil: najit logicky program P, ktery spolu s B pokryva
témer vSechny pozitivni priklady a
nepokryva témét zadny z negativnich piikladu

vyhody: flexibilnéjsi (doménova znalost, proménna delka
kontextu,poradi slov)

Y ew/



Induktivni logicke programovani(3)

P (vysledek uceni) 1 B (doménova znalost)
se skladaji z logickych formuli

A-A, A

b n’

kde A,A. jsou literaly, Carka znamena logickou konjunkeli, :- implikaci
Priklad: cesta v orientovaném grafu

cesta(X,Y) :- hrana(X,Y). = program P
cesta(X,Y) :- cesta(X,U),hrana(U,Y).

hrana(1,2). hrana(1,3). hrana(2,3). hrana(2,4). ... = = doménova znalost



Zakladni uloha ILP

Pro dané mnoZiny pozitivnich a negativnich ptikladi E* a E- a mnozinu
axiomu B takovych, Ze

Apriorni bezespornost: Ve&E- :B|/-¢
Apriorni nutna podminka: 3e €E" : B |/-¢

hledame P takové, ze

Aposteriorni uplnost: Vee€E" :BUP |-¢
Aposteriorni bezespornost: Ve € E- : BUP |/-¢



Specializace a generalizace

hypotéza F je specializaci G, pravé kdyz F je logickym disledkem G
G |=F (libovolny model G je 1 modelem F).

Specializa¢ni operator
piifazuje kazde klauzuli mnoZinu jejich specializaci.

Vétsina ILP systémi pouziva dvé zakladni operace specializace
ztotoznéni 2 proménnych

spec(cesta(X, Y )) = cesta(X, X)
pridani podcile do téla formule

spec(cesta(X,Y)) = (cesta(X,Y):-hrana(U,V))

nahrazeni proménné konstantou
spec(Cislo(X)) = ¢islo(0)

nahrazeni proménné sloZzenym termem
spec(Cislo(X) = ¢islo(s(Y)) .



Genericky algoritmus ILP

QH := 1inicializuj(B; E-, E~) ;

while not (kriterium ukonCeni (QH)) do
vyjmi H z QH ;
zvol odvozovaci pravidla r,,..,r, z R ;
aplikaci r; r na H vytvor mnozinu H,;
QH := (QH-H) UH, ;

zru$ nékteré prvky z QH ;

vyber hypotézu P z QH



Priklad: Cesta v grafu

Ucici mnozina
Pozitivni priklady : cesta(1,2). cesta(1,3). cesta(1,4). cesta(2,3).
Negativni priklady: cesta(2,1). cesta(2,5).

Specializacni strom

cesta(X,Y).

cesta(X,X). cesta(X,Y) :- hrana(Z,U).  cesta(X,Y):-cesta(Z,U).

cesta(X,Y) :- hrana(X,U).  cesta(X,Y):-cesta(X,U).
cesta(X,Y) :- hrana(X,Y).
cesta(X,Y):-cesta(X,U),hrana(V,W).
cesta(X,Y):-cesta(X,U),hrana(X,W).

cesta(X,Y):-cesta(X,U),hrana(U,W).

cesta(X,Y):-cesta(X,U),hrana(U,Y).



Systemy

Aleph (dfive P-Progol), Oxford University

Tilde + WARMR = ACE (Blockeel, De Raedt 1998)
FOIL (Quinlan 1993)

MIS (Shapiro 1981), Markus (Grobelnik 1992), WiM (1994)
INDEED (Nepil 2003) uceni ze strukturovanych (lingvistickych) dat
RSD (Zelezny 2002) hledani zajimavych podskupin

RAP (Blat'dk 2003) uceni ¢astych vzorl

Dalsi systemy: http://www-ai.1js.s1/~1lpnet2/systems/



Aleph

vyber z u¢ici mnoziny jeden nebo vice pozitivnich prikladi
najdi jejich neymensi generalizaci vhledem k dané doménové znalosti

z literalu vyskytujicich se v této generalizaci vytvor pomoci
heuristického hledani(metodou shora-doli, od nejkratsi klauzule)
takovou klauzuli, kterd nejlépe pokryva pozitivni piiklady a je co
nejmeéné nekonzistentni - pokryva minimum negativnich priklada
tuto klauzuli pridej k dosud nalezenym

odstran vSechny priklady, ktere¢ jsou nové pokryty dosud nalezenym
feSenim (tzv. pokryvaci paradigma)

cely proces opakuj tak dlouho, dokud nejsou vSechny pozitivni
piiklady (pfipadné aZ na maly pocCet) pokryty a neni pokryt Zadny

negativni (pfipadné az na maly pocet) pokryt



East-West Trains (1)



East-West Trains (2) o -, 2 He HoogHR

eastbound(eastl)' % CaStbound train |

eastbound(east?). short(car 12). closed(car 12).

eastbound(east3). long(car 11). open car(car 11).
castbound(east4). .

eastbound(east5). shape(car_11,rectangle). shape(car 12,rectangle).
eastbound(west6). load(car_11,rectangle,3). load(car 12,triangle,1).
eastbound(west7). s

eastbound(wests). wheels(car 11,2). wheels(car 12,2).
castbound(west9).

eastbound(west10). has car(eastl,car 11). has car(eastl,car 12).

has car(eastl,car 13). has car(eastl,car 14).



East-West Trains (3)

:- modeh(1,eastbound(+train)). ?- [aleph].
.- modeb(*,has_car(+train,-car)). Z Fezd_all(tram).
/= 1Nauce.
.- modeb(1,short(+car)). .
- mOdeb(l ,10ad(+car,#shape,#int)). [Rule 1] [Pos cover = 5 Neg cover = 0]
eastbound(A) :-

.- determination(eastbound/1,has_car/2).
- has car(A,B), short(B), closed(B).

.- determination(eastbound/1,short/1).

.- determination(eastbound/1,load/3). Actual
+ - Accuracy = 1.0
+ 5 0 5
-set(...). Pred-0 5 5 [time taken] [0.07]

5 5 10 [total clauses constructed] [100]



East-West Trains (4) k-2 HeHoooHR

[bottom clause][literals] [25][saturation time] [0.01]

eastbound(A) :-
has car(A,B), has_car(A,C), has_car(A,D), has_car(A,E),
short(B), short(D), closed(D), long(C), long(E), open_car(B), open_car(C), open_car(E),
shape(B,rectangle), shape(C,rectangle), shape(D,rectangle), shape(E,rectangle),
wheels(B,2), wheels(C,3), wheels(D,2), wheels(E,2),
load(B,circle, 1), load(C,hexagon,1), load(D,triangle,1), load(E,rectangle,3).

[reduce]

eastbound(A). [5/5]

eastbound(A) :- has_car(A,B). [5/5]

eastbound(A) :- eastbound(A) :- has_car(A,B), closed(B), shape(B,rectangle).

has_car(A,B), short(B).  [5/5]  eastbound(A) :- has car(A,B), closed(B), wheels(B,2).
eastbound(A) :-has_car(A,B), closed(B), load(B,triangle,1). [2/0]
eastbound(A) :-
has car(A,B),wheels(B,3). [3/1]
eastbound(A) :-
has car(A,B), closed(B). [5/2]

eastbound(A) :- has_car(A,B), eastbound(A) :- has_car(A,B), short(B), closed(B). [5/0]
load(B,triangle,1). [5/2]



Uspésné ILP aplikace

A., kde ILP dosahlo mimoradné dobrych vysledku, které vzbudily
zajem odborné vetejnosti nejen v komunité, kterd se vénuje strojovému
uceni, ale 1 v kruzich odbornikti z oblasti aplikace

A., kter¢ jsou nezvyklé z hlediska pouziti metod strojového uceni.
Bioinformatika, medicina, Zivotni prostiedi

Technika
Zpracovani prirozencho jazyka



Bioinformatika - uloha SAR

Structure Activity Relationships (SAR): je znama

— chem.struktura latky a
— empirické udaje o jeji toxicité/ mutageneticité/ terapeutickeém ucinek.

* Co je pri¢inou pozorovaného chovani?

Pozitivni Negativni

O\

o= © C}I:N-NH-c-ﬁm .
|

0- 0 NH

nites frvazo ne 4-nitoPema[c-:l]PymM

d-nitw-7.8 9, 10-terahypdxob enzofa] pyre ne 4nitoindals

Vysledek: strukturarni
indikator @



Bioinformatika - prostor. usporadani bilkovin

Bilkoviny = fetézce aminokyselin
tvoricich slozité prostor. utvary.

* Posloupnost aminokyselin =
primarni struktura.

* Lze predpovedet prostorovou
strukturu molekuly na zakladé
info. o jeji primarni strukture?

* Interpretace NMR spektra -
rozdéleni do 23 strukturnich
typu. Klasické metody - 80%
uspésnost, ILP 90% - odpovida
vykonu zkuSen¢ho odbornika

2661 *L661 "UOHRYS [PJUBLINBAXT PBISLIDUYIONE@




Bioinformatika - karcinogenicita

e 230 aromatickych a heteroaromatickych dusikatych slou¢enin

188 sloucenin (1ze je dobte klasifikovat regresi v ramci atributove
reprezentace)

+ 42 RU sloucenin (regression-unfriendly skupina).
« Na RU skupiné se prokazaly vyhody rela¢ni reprezentace:

Hypotéza navrzena PROGOLem dosahovala presnosti 88%

zatimco klasické metody asi o 20 % meén¢.



Pobockova ustifedna: vzory akci

14 4 \V4
e Trénovaci priklad
t(time(19,43,48),[1,2],time(19,43,48), .. , [0,6,0,2,3,3,0,5,3,3], -)
t(time(19,43,48),[1,2],time(19,43,50), .. , [0,6,0,0,0,0,0,0,0,0], .. )

* Nalezeny vzor

ex ans(RNCA1l,DN1)< l
t(Dl,IT1,DN1l,ET1,e,li,empty,d,EF1l,FIl,ex,RNCAl,empty,ANTR]l,CO1/DE1,ID1),

ANTR2=ANTR1,
t(D2,1IT2,DN2,ET2,e,1lb,RC2,d,EF2,FI2,ex,RNCA2,empty, ANTR2,CO2,DE2,ID2),

samenu(RNCA1l,RNCA2) .




Predikce udalosti
* Trénovaci priklady

incoming(date(10,18),time(13,37,29),[0,6,4,8,2,5,6,8,4,9],
[3,2],transfer([[1,6],[1,2]],transfer([[2,8],[2,6]],talk))).

* Nalezena pravidla

incoming(D,T,EX,31,transfer([10|R],RES)) :-
day is(monday,D),branch(EX,[5,0]).




Morfologicka desambiguace CeStiny

Ucici data
jednoznacné/viceznaéné oznackovana
selektivni vzorkovani (Nepil et al.01)
bez ru¢niho znackovani (Smerk03)

Doménova znalost
delka kontextu — pocet slov nutnych pro klasifikaci
pozice slov v kontextu
predikaty popisujici vlastnosti slov a jejich kategorii
p(Kontext, Pod¢astKontextu, Predikat)

Priklad: se - bud’ zvratn¢ zajmeno nebo predlozka

zajmeno (Left,Right) :-
p (PravyKontext, nejblizsich slov(1l), vzdy(ko)),
p (LevyKontext,nejblizsich slov(2),nekdy([k5,al,eA])).
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Oxford University http://web.comlab.ox.ac.uk/oucl/research/areas/machlearn/

ILPNet2 http://www.cs.bris.ac.uk/%7EILPnet2/index.html
Kurs ILP http://www.fi.muni.cz/usr/popelinsky/lectures/ilp/
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