ANALYZA KATEGORIZOVANYCH DAT
V SOCIOLOGII

Tomas Katrnak

Fakulta socialnich studii
Masarykova univerzita
Brno



AKD

Lekce 1:
Uvod do analyzy kategorizovanych dat
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SOCIOLOGIE A STATISTIKA

e nadindividualni spoleCenské struktury podminuji lidské chovani (Durkheim)

e spoleCenskeé struktury Ize pozorovat na zaklade statistik o lidském chovani,
pozorujeme novou skutecnost, z individualnino hlediska nerozpoznatelnou, ptaci
perspektiva, vymezuje a zaroven pfinasi informaci o tzv. hromadném jevu

- hromadny jev je kolektivita nového radu, jeji objeveni souvisi s konstituci moderni
spoleCnosti a ustavenim sociologie a statistiky jako véd o socialnim zivotée v
moderni spolecnosti

e hromadny jev je definovan dostateCnym poctem zkoumanych jednotek, protoze az na
zakladé urcitého pocCtu (mnohosti) Ize ziskat predstavu o pravidelnosti, struktufe a
zakonitostech v socialnim zivoté (opakem je individualni jev)

- kde vznikaji socialni fakta, kdyz neprameni z psychiky Cloveka, ackoliv jsou jeji
nedilnou soucasti? pta se Durkheim

- zdroje socialnich faktu lezi v socialnich vazbach mezi lidmi, lezi tedy v
nadindividualnich socialnich strukturach, odpovida Durkheim

e z tohoto duvodu sociologové pro pochopeni socialniho zivota zkoumaji nadindividualni
socialni struktury, statistika a statisticky aparat jim v tom pomahaji
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ZAKON VELKYCH CISEL

e socialni jev je vzdy hromadny jev, adjektivum socialni odkazuje k hromadnosti a
socialnim vazbam (Simmel)
e vSechny jevy (vCetne socialnich) podléhaji zakonu velkych Cisel (jako prvni je;j
definoval francouzsky matematik a statistik Poisson)
- podle tohoto zakona se empirické udaje o jevu blizi skuteCnosti s rostoucim

poltem pozorovanych jednotek (kdyz pozorujeme vSechny jednotky, pozorujeme
skute€nost), pravidelnost a prava podstata jevu tedy vyvstava na povrch s
rostoucim poctem pozorovanych pfipadu

skutecny a pravidelny jev

P

withSrovy primér

pravdivost
informace

primér v populaci

1 510 &0 100 500 1 000 5000 10000 M T 510 50 100 500 1 000

5 000 10 000 M
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PROMENNE A JEJICH DELENI

e podle slovniho vyjadreni hodnot promeénnych:
- kvantitativni proménné (diskrétni & spojité)
- kvalitativni proménné
e podle vztahlt mezi hodnotami jednotlivych proménnych:
- nominalni (nazev variant)
- ordinalni (nazev variant + usporadani vertikalni nebo horizontalni)
- kardinalni (nazev variant + usporadani + vzdalenost)
. intervalové (o kolik je jedna hodnota vétSi nez druha), <-oo; c0>, neexistuje
racionalni O (napf. teplota ve °C, 0 neznamena nepfitomnost teploty)
. pomeéroveé (kolikrat je jedna hodnota vétsSi nez druha) <0; «o>, 0 ma racionalni
zaklad (napf. vék, pocCet déti, vaha, zivotnost vyrobku atd.)

e hranice mezi jednotlivymi proménnymi nejsou neprichodné, zalezi na uhlu pohledu,
napf. Clenstvi v politické strané (nominalni, ordinalni) nebo vzdélani (nominaini,
ordinalni, kardinalni)

e promenné vyssiho fadu mereni Ize preveést do nizSiho radu méreni (tzv. ordinalizace
nebo nominalizace promennych)
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PROMENNE A JEJICH DELENI

e pod hlaviCku kategorizované promenné radime nominalni, ordinalni a kardinalni
pomerove promenne
e kategorizované promenné délime podle pocCtu variant:
- dichotomickeé (binarni, alternativni)
- polytomickeé (vicekategorialni)
. usporadané kategorie (vertikalné, horizontalné)
. neusporadané kategorie (nominalni proméenné)
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TRANSFORMACNI PRISTUP VS. PRISTUP LATENTNI PROMENNE

e dva pristupy v konceptualizaci kategorizovanych dat:
- kategorizovana data jsou inherentné diskrétni proménné (nelinearni

pravdépodobnostni modely), statistika a biostatistika, transformacni pristup ke
kategorizovanym datum

. vybérové varianty znakl a populacni parametry se shoduji, data modelujeme v méfené
podobé, p (pravdépodobnost) zavisle proménné transformujeme do podoby linearni
funkce nezavisle proménnych, tato funkce se nazyva spojnice (link), modely
transformované do linearnich modelu spojnicemi se nazyvaji zobecnéné linearni
modely (GLM) (p je pak vyjadifena jako nelinearni pravdépodobnostni model)

- kategorizovana data jsou nepozorované latentni proménné (hovofi se 0 modelech
latentnich proménnych), tento pristup najdeme v ekonometrii a psychometrii,
jedna se o tzv. pfistup ke kategorizovanym datum jako k latentnim proménnym

. VvV populaci jsou kategorizovana data kontinualni proménné, pozorujeme je ovSem jako
kategorizované (napr. u proménné dité pozorujeme pouze dvé varianty, nicméne v
populaci je to kontinualni proménna, ktera kdyz prekrocCi urCitou miru, tak pozorujeme
jeji manifestaci), rozdil mezi kontinualnimi daty a kategorizovanymi daty je v mife
pozorovatelnosti, u kategorizovanych dat nevidime jednotlivé hodnoty, ale pouze
intervaly (proto se kategorizovana data nékdy nazyvaji jako omezené zavisle
promenné), v populaci existuji tendence, sklon a mira tolerance, pfimo umérné
investicim a vynosum, pozorujeme pak jejich projevy skrze prekro¢eni miry tolerance
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TRANSFORMACNI PRISTUP VS. PRISTUP LATENTNI PROMENNE

e debata o povaze kategorizovanych dat se tahne historii statistického uvazovani (jeji
poCatek lezi ve sporu K. Pearsona (latentni struktura) a G. U. Yulea (inherentni
diskrétnost) v prvni poloviné 20. stol., dodnes tato debata neni uzavrena, z obou dvou
pristupu vychazeji odliSné numerické algoritmy k identifikaci modelu se zavisle
kategorizovanou promeénnou, jejich vysledky jsou nicmeéne totozne

e 0 kterych z nasledujicich proménnych lze uvazovat jako o latentnich?

- uspéch u zkousky, souhlas s
pfedmanzelskym sexualnim zivotem,
pohlavi, participace na trhu prace,
rodinny stav, pfijeti na VS, socialni
status, gravidita, Cetba Casopisu
Respekt, zaméstnanecka mobilita

- u latentni proménné y*
predpokladame, ze je linearné zavisla
na pozorovane promenne X,
strukturnim vztahem vyjadreno:

y* = XiB+e;

nebo pro jednoduchou proménnou
vyjadreno vztahem

y* = a+Bxi+e;

©TK
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INDIVIDUALNI A AGREGOVANA DATA

e individualni data
- ukazuji varianty znaku pro jednotliva pozorovani
- jednotlivé pripady charakterizuje vzdy jedna varianta zkoumané promenné
- data jsou prezentovana obvykle ve formé matice, v niz vzdy jeden radek odpovida

jednomu pozorovani (pripadu) a jeden sloupec vzdy jedné proménné (znaku), pole

matice pak zachycuji varianty proménnych u jednotlivych pozorovani (pfipadu)
e agregovana data

- ukazuji poCet opakujicich se pozorovani
- jednotlivé kombinace variant proménnych jsou charakterizovany poétem pfipadu
- data jsou prezentovana obvykle ve formeé kontingencni tabulky, v radcich a

sloupcich tabulky jsou zkombinovany varianty proménnych, v polich tabulky jsou
cetnosti pozorovani (poCty pfipadu) téchto variant
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AGREGOVANA DATA A JEJICH ANALYZA POMOCI STATY

e fully relational format of data - kazdé pole tabulky odpovida jednomu pozorovani, pole
tabulky jsou v matici soustredéné pod jednu promennou

e folded (grouped) format of data - pozorovani je o polovinu méné nez poli v tabulce,
nicméné pozorovani jsou soustfedena pod dvé proménné (tedy do Sirky matice)

® pri klad: Age through 54 Age through 55 and above
tolbutamine placebo tolbutamine placebo
Dead 8 5 22 16
Surviving 98 115 % 79
(1) fully relational format (2) folded format
agecat exposed died pop agecat exposed deaths pop
1. 0 1 1 8 1. 0 1 8 106
2 0 1 0 98 2. 0 0 S 120
3. 0 0 1 5 3. 1 1 22 98
4 0 0 0 115 4, 1 0 16 85
d. 1 1 1 22
6. 1 1 0 76
7. 1 0 1 16
8. 1 0 0 69

e podle typu dat volime ve Staté syntax vypocCtu, napfr. logit akceptuje (1), blogit
akceptuje (2), glogit akceptuje (2), ale odhad neni proveden jako ML, ale jako WLS,
glm akceptuje jak (1), tak (2), obecné je ve Staté rozSirengjsi typ dat (1)
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Lekce 2:
Analyza dvojrozmernych tabulek v sociologii
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LOGIKA A NOTACE KONTINGENCNICH TABULEK

e kontingencni tabulky jsou prvnim (a nejstarSim) krokem k analyze kategorizovanych
dat

e napr. kontingencni tabulka vira v posmrtny zivot podle pohlavi (zdroj: Agresti 1996:17)

“““““r“““j ““““ pozorované oCekavanée
vira pe . v .
cetnosti: cetnosti:
pohlavi | ano ne/nevi
__________ +_______________
Zena | 435 147 Ni1 N2 i+ f11 12 L1+ Fi11 Fao Fiy
muz | 375 134 N1 N2z No+ o1 £20 Lo Fo1 Foo  Fou
Ns1 Ny2 N fi1 fi2 Loy Fip Fio Fyy

e ve dvojrozmeérné tabulce promenna x ma j urovni (variant) a proménna y ma j urovni
(variant), pole v tabulce reprezentuji j mozné vysledky, neboli velikost tabulky, takova
tabulka se nazyva kontingencni tabulka (2 proménné = dvojrozmérna, 3 proménné =
trojrozmérna, atd.), napf. tabulka o rozmérech 2 x 2 (i x j) ma 4 pole (4 frekvence),
tabulka o rozmérech 3 x 2 x 2 (i x j x k) ma 12 poli (12 frekvenci)

e fijjoznacuje pozorovanou (namérenou) Cetnost v tabulce

e Fj; oznacCuje oCekavanou (vypocitanou) Cetnost v tabulce za urcitého predpokladu
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LOGIKA A NOTACE KONTINGENCNICH TABULEK

e kazdé f;v tabulce oznacCuje pocCet (Cetnost) pripadu, které pfipadaji na toto pole
tabulky, neboli reprezentuje soubézny vyskyt jednotlivych variant proménnych

e pomoci tabulkové notace (f;) a frekvencCnich vah [fweight= ] muZzeme kontingencni
tabulky vkladat do statistickych programu a analyzovat je

e napr. pro tabulku vira podle pohlavi pouzijeme:

| vira pohlavi vira frekvence
pohlavi | 1 2 1 1 435
—————————— Fomm s 1 2 147
1 | 435 1477 2 1 375
2 | 375 134 5 5 134

e stata syntax pro dvojrozmernou tabulku

. tabulate pohlavi vira [w= freq]
(frequency weights assumed)

|
pohlavi | 1 2 | Total
___________ _|________________________I___________
1 | 435 147 | 582
2 | 375 134 | 509
___________ _|________________________I___________
Total | 810 281 | 1,091
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PRAVDEPODOBNOST V KONTINGENCNI TABULCE

e zakladni typy pravdepodobnosti pro 2x2 tabulku jsou

©TK

- celkova/sdruzena pravdépodobnost (pravdépodobnost vyskytu jednotky v i-té

varianté promennée X a zaroven j-té variante promenné Y'), oznaceni z;; pro
populaci a oznaceni p; pro vybeér (plati, ze 27;;= 1, Zp;= 1, vypocet p; = n;/ N)

marginalni pravdépodobnost (pravdépodobnost, Ze jednotka nabude i-té
varianty X (nebo Y) bez ohledu na Y (nebo X), v tabulce jsou tyto

pravdépodobnosti v poslednim radku nebo sloupci, oznaCeni p;. (7;+) Fradkova
proménna, p.;(x+;) sloupcova proménna (plati p.;= pss+ py2, vypocet p.; = n4;/ N)

podminéna pravdépodobnost (relativni fradkova, sloupcova pravdépodobnost),
konstruujeme v pripadé, ze rozliSujeme nezavisle (vysvétlujici) a zavisle
(vysvétlovanou) proménnou, napf. Y podle X, jedna se o pravdépodobnost Y v
kazdé variante X, oznaceni p;;nebo py (7, m;;) (plati, ze Zp;;= 1, vypocCet napr.
P1/1= Nypl Nyp)
. kdyz je nezavisle promenna v radcich, pocCitame podminénou
pravdépodobnost v fadcich podle sloupcu (interpretace!)
. kdyz je nezavisle proménna ve sloupcich, poCitame podminénou
pravdépodobnost ve sloupcich podle radku (interpretace!)
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NEZAVISLOST PROMENNYCH V KONTINGENCNI TABULCE

e dve promenneé X a Y jsou statisticky nezavislé tehdy, kdyz podminéna
pravdépodobnost X (Y) je stejna v kazdé varianté Y (X)

¢ relativni radkova (sloupcova) pravdépodobnost je tedy v kazdém poli tabulky stejna

e napr. vira v posmrtny zivot je nezavisla na pohlavi

| vira | vira
pohlavi | ano ne/nevi pohlavi | ano  ne/nevi

e vypocCet oCekavanych Cetnosti v dvojrozmeérné kontingencni tabulce:

]pi+'f+'
F, ==
f++

- oCekavané Cetnosti ukazuji rozlozeni pfipadu v tabulce za situace statistické
nezavislosti mezi promennymi Xa 'Y

©TK 15
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NEZAVISLOST PROMENNYCH V KONTINGENCNI TABULCE

e pro test statistické nezavislosti mezi promennymi v kontingencni tabulce se pouziva
Pearson(iv chi-kvadrat test (X?) se stupni volnosti (i - 1) (j - 1)

e dale se pouziva Pomér maximalni vérohodnosti (L%, nékdy G?), & vérohodnostni
pomér, se stejnym poctem stupnu volnosti (i-1) (j- 1)

e protoZe F;- f; nazyvame rezidualy, méfi X° a L° sednuti modelu nezavislosti na data,
tedy odchylku oCcekavanych Cetnosti od pozorovanych, odpovidaji na otazku, jak moc
se model li&i od dat? Obé tyto statistiky maji stejnou x° distribuci, kaZzda z nich ma
ov8em své vyhody a nevyhody (X se pouziva spise pfi souborech s malym N)

©TK
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NEZAVISLOST PROMENNYCH V KONTINGENCNI TABULCE

e pFiklad: pozorované &etnosti a vysledky testu X

| vira Pearson chi2 (1) = 0.1621 Pr = 0.687
pohlavi | ano  ne/nevi Likelihood-ratio chi2 (1) = 0.1620 Pr = 0.687
__________ +_______________
zena | 435 1477 i .. . .o , v ey,
Odhadnuty model nezavislosti se statisticky vyznamné nelisi od dat
| 432.1 149.9 y 1£ y vy
| 0.019 0.056 (df=1), proto tento model mizeme piijmout a konstatovat, Ze promeénné
muz | 375 134 pohlavi a vira spolu nesouviseji
|
|

e adjustované rezidualy (AR): ukazuji rozdily mezi f; a F, je to jedno Cislo pro kazde
tabulkové pole, tyto Cisla jsou mezi sebou komparovatelna (logika vypoctu: Pearsonuv
residual (f; - F,-,-/F,-,-Z) déleny odhadnutou standardni chybou), cilem AR je lépe
porozumet strukture dat

AR = .
\/ (1 l%+)(1_'lﬁj)
. hodnota AR > 2 nebo 3 indikuje odmitnuti H, 0 tom, Ze neexistuji statistické
rozdily mezi f;j a Fj(jsou v mezich nahody)

©TK 17
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ASOCIACE V KONTINGENCNI TABULCE - RELATIVNI RIZIKO (RR)

pro dichotomickou zavisle proménnou v kontingencni tabulce stacCi znat pouze podil p
pro jednu variantu, pro druhou variantu je podil (1-p), je to doplnéni do Cisla 1
obecné plati, ze pro zavisle proménnou s J-kategoriemi je J-1 podill neredundantnich
relativni riziko (RR) je pomér podminénych podilt (pomér relativnich radkovych nebo
sloupcovych Cetnosti)
RR=220; oytek ri =222 - L2 Pa)

P Pip (I- p1|1)
RR je vzdy kladné Cislo, 1 znamena nezavislost Y na X (pz2= p1j1)
priklad:

souhlas s - RRmuzi =74.74 / 30.84 = 2.42; RR pro muZe oproti Zenam pro variantu ano

pedmant . sexem ¢ 2.42 Krat vtsi, neboli o 142% v&tsi ((2.42-1).100)

- pievod na pfirozeny logaritmus to dokazuje, protoze In(2.43) = - In(0.41)

- In(2.43)= 0.89; In (0.41) =-0.89

- Cislo 0 v tomto ptipad¢ oznacuje nezavislost, ob¢ Cisla jsou od 0 ve stejné
vzdalenosti, ovSem v opacné sméru

- napt. (5§x2.42)=12.1a(12.1x0.41)=5

©TK 18

|
pohlavi : ano ne - RR Zeny =30.84 / 74.74 = 0.41; RR pro Zeny oproti muzl pro variantu ne je
—————————— S il 0.41 krat mensi, neboli 0 59% mensi ((1-0.41).100)
zena | 165 370 - Cislo 1 v obou piipadech oznaduje nezavislost a ¢isla ukazuji jednu a tu
o1 30.84 69.16 samou vé&c, ale naopak
muz | 435 147
|
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ODDS RATIO (OR) - POMER SANCI

¢ OR ukazuje asociaci v kontingencnich tabulkach, OR je zakladnim stavebnim
kamenem loglinearnich modell, OR jsou rovnéz dulezité pro pochopeni logiky
logistickeé regrese
- RR je pomér dvou podminénych pravdepodobnosti
- OR je pomér dvou Sanci (odds)
e Sance (O) je pomér je pomér pravdépodobnosti jedné varianty (udalosti) ke druhé
varianté (udalost nenastala)
e priklad vypocCtu sanci:

T s s Opporangy = 2 = 212
|pfedmanz. sexem (ne/ano) p (1 — p )
pohlavi | ano ne 11 12
__________ +_______________
zena | pi1 P12 O _ p21 _ p21 —> p _ Odd
muz | po D22 (zeny/muzi) ~— o o o
—————————————————————————— P (1_p21) Odd + 1

e Sance ukazuje pravdépodobnost, ze se urcita udalost stala, je to vzdy kladné Cislo
- 1 znamena stejny vyskyt, stejnou Sanci pro obé konkurencni udalosti
- >1 vySSi Sance pro udalost (variantu)

[ & 4

©TK
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OR - POMER SANCI

e priklad vypocCtu Sanci:
- O (muziiano) = 2.64 (2.64 krat vétSi Sance pro ano u muzu oproti zenam, nebo 264
souhlasu u muzu ku 100 souhlasim u Zen, nebo o0 164% vice pro ano u muzu)
- O (zenyiano) = 0.38 (0.38 krat mensi Sance pro ano u zen oproti muzum, nebo 38 ano
u zen na 100 ano u muzu nebo 0 62% mMmeéné pro ano u zen)
. 2.64 odpovida 0.38 (dukaz - pfevod na pfirozeny logaritmus, 0 pak oznacuje
stav nezavislosti)
. tvrzeni 2.64 krat vice odpovida tvrzeni o 164% vice (dukaz: zvolme libovolné
prirozené cCislo, napr. 3, pak plati, ze

©TK

(a)
(b)
(c)
(d)

(e)

3x2.64=17.92 (dostavame Cislo, které je 2.64x vétSi nez zvolené
Cislo 3)

1% z 3 =0.03

0.03 x 164 = 4,92

3+ 4,92 =7,92 (dostavame Cislo, které je o 164% vétsi nez zvolené

Cislo 3)
vysledek rovnice (1) = vysledku rovnice (4)

20



OR - POMER SANCI

e OR se vypocita jako pomér dvou Sanci (rozliSujeme pozorované OR nebo na zakladé
oCekavanych Cetnosti vypocCitané (modelovy) OR)

P11 4%
_ W Py PPy S-S W, Ty T Ty Fi\.F,,
0=—= = = 0 = = = =
®, P DPyPn  Juto o Ty 77w, R,
P2 7Ty,

e OR je kladné Cislo, variuje v intervalu <0;0>, interpretace zavisi na zvolené referencni
kategorii, OR > 1 nebo OR < 1 znamena asociaci mezi variantami proménnych, ¢im
vétSi vzdalenost od 1 tim také vétSi asociace, OR = 1 znamena nezavislost

e 2 hodnoty OR u stejnych kategorii reprezentuji jednu a tu samou variantu asociace,
ovsem v opacném sméru (napr. OR=4 a OR=0.25)

- kontrastni hodnotu asociace dostaneme 1/OR (1/4=0.25 nebo 1/0.25=4),
interpretace je stejna jako u Sanci (O) nebo u RR
- LOR (log-odds-ratio) je prirozeny logaritmus pomeru Sanci, variuje <oo;00>, napr.
OR =4, pak LOR = 1,39 (nebo OR=0.25, pak LOR=-1.39)
- prevod tabulkovych Cetnosti na In a vypocCet OR!
e interpretace OR!, je to vztah 2 Sanci, ne poméru nebo Cisel

©TK 21
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OR - POMER SANCI

e OR se také nékdy nazyva tabulkovy pomér (cross-product ratio)

e pro 2x2 kontingencni tabulku existuje pouze 1 smysluplny pomer sanci, protoze volba
jiné referencni kategorie vede ke stejnému OR nebo jemu jinému Ciselnému vyjadreni,
které ovsem substantivhé znamena stejnou véc

e obecné plati, ze pro IxJ dimenze v tabulce staci vypocitat (I-1)(J-1) poméru Sanci,
zbylé OR odvodime z jiz vypocCitanych OR

e obecne plati: Ia

Q. =L WU Gy o=, A1)
Y F F

i(j+1)*" (i+1)j

e v |/ x Jtabulce je mnoho OR, protoze kazdé OR zahrnuje kombinaci 2 Fadkovych
variant jedné promenné a 2 sloupcovych variant druhé proménné

e protoze u OR jsou pojaty proménneé symetricky, neni nezbytné pfri jejich vypoctu
rozliSovat zavisle a nezavisle promennou, u RR a jeho interpretaci to bylo nezbytne,
protoze hodnota RR zavisela na tom, zdali jsem RR pocitali v prvni nebo druhé

varianté zavisle promennée
e vztah mezi OR a RR je: _ _
p,(1-p,) 1-p,

©TK 22
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OR - POMER SANCI

¢ OR jsou invariantni
- k celkovému poctu pfipadu (kdyz zménime velikost N o konstantu C, OR zUstava

konstantni)
=5 1€ S _ £ ST _ S-S

C. 12'6']21 zjleﬂfZl f1‘2'f‘21

- k radkové marginalni distribuci (kdyz zménime prvni fadek o konstantu C a druhy
radek o konstantu D, OR zustava konstantni)

6 — C. ll'd']f22 — ﬂ{flldﬂ2 — fll'f22

c.fiyd. f-ﬂrﬂ/-fm Jia-Jar

- k sloupcové marginalni distribuci (kdyz zmenime prvni sloupec o konstantu C a
druhy sloupec o konstantu D, OR zUstava konstantni)

0 = c.f,-d-5 _ ﬂ/-fn-d-fzz _ S-S
d.f,C.[fr %{-flz-f-fm Jia-Jar

e z tohoto duvodu se OR vyuzivaji predevSim v téch pripadech, kdy je nutné odhlédnout
od marginalnich distribuci (napfr. pfi analyze mobilitnich tabulek)
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Lekce 3:
Analyza vicerozmernych tabulek v sociologii
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PARCIALNI A MARGINALNI KONTINGENCNI TABULKY

e vicerozmerne tabulky, problém asociace mezi promennymi, otazka vztahu mezi dvemi
promennymi pri kontrole treti proménné

e parcialni tabulky

- modelovani dvojrozmérnych tabulek podle treti proménné, zobrazujeme vztah
mezi X a Y v jednotlivych variantach Z, Z je drzeno na stejné hladine, coz
znamena mapovani vlivu X na Y pfi kontrole Z, je to podminéna asociace mezi X a
Y, protoze je kontrolovana pro Z

. otazka: zmizi vztah mezi X a Y pfi kontrole pro Z, nebo stale existuje?
e marginalni tabulky

- dvojrozmeérneé tabulky, nebereme zretel na treti nebo dalsi promenné, parcialni
tabulky jsou zkombinovany do dvojrozméerné marginalni tabulky, kazdé pole v
tabulce je pak sumou toho sameho pole v jednotlivych parcialnich tabulkach
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PARCIALNI A MARGINALNI KONTINGENCNI TABULKY

e Jaky je vztah mezi barvou pleti opakované obzalovanych z vrazdy, uvalenim trestu
smrti na né a barvou pleti jejich obéti? Neboli, jak poznamenava barva pleti u

opakované obzalovanych rozhodnuti o jejich trestu smrti pfi kontrole barvy pleti obéti?
(data pochazeji z amerického statu Florida, byla sebrana mezi lety 1976-1987, Agresti 1996, str. 56)

Obét | Obzalovany Trest smrti (%) Ano
Ano Ne

Belogi ]?éloéi | 53 414 11,3
Cernosi 11 37 22,9

Cernogi ]?éloéi | 0 16 0
Cernosi 4 139 2,8
Bélosi 53 430 11

Celkem | & o mosi 15 | 176 7.9

co ukazuje marginalni tabulka?

co ukazuji parcialni tabulky?

udaje z marginalni tabulky vs. udaje z parcialnich tabulek?

OR z marginalniho vztahu vs. OR z parcialniho vztahu

e marginalni asociace ukazuje opak parcialni (podminené) asociace
- tato skute€nost se nazyva Simpsonuv paradox
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PODMINENE A MARGINALNi POMERY SANCI (OR)

e OR pro vicerozmérné tabulky pocCitame jako podminéné OR v jednotlivych variantach
treti promenné

O = f11|k-f22|k
xylk
f21|k 'f12|k

In gxy\k =1In f11|k +In f22\k —(In fzuk +1In flz\k)

e OR pro marginalni tabulku

P

Do Pu-Prn  Ju-Ja
0 = = = In@_=Inf,+Inf,, —(nf, +In
" Do PPy JorJio g dl fo — (0 Si2)

P
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PODMINENE A MARGINALNI POMERY SANCI

e Dvé marginalni tabulky, které ukazuji jednak dvé nemocnice, které aplikovaly naprosto
stejnou IéCbu pro drogove zavisle, a jednak vysledky, kterych dosahly.

Drogova Vysledek
léc¢ba + —
A 20 20 . | Drogova Vysledek
B 20 40 Nemocnice l6¢ba H B
, A 18 12
Nemocnice fysledeli Praha B 12 Q
Praha 30 20 A 2 8
Brno 10 40 Brmo B 8 32
— Celk A 20 20
Nemocnice Drogova lécha ke B 20 A0
A B
Praha 30 20
Brno 10 40

v v v Ewv s

a4 oD ad

kontrole nemocnice ukaze jako falesny (rozdil mezi A a B mizi)
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HOMOGENNI ASOCIACE

e homogenni asociace je konstantni asociace mezi dvéma promennymi v jednotlivych
variantach tfeti proménné (stejna velikost podminéné asociace)

- Ony(1) = Ony(Z) = e Ony(k)
° kdyi platl ORXy(1) = Ony(Z) = Ony(k) , pak platl ORXZ(") = ORXZ(Z) = e ORXZ(k); a
rovnéz ORy,1)= ORyz2)= ..... ORy)

- homogenni asociace je vzdy symetricka pro vSechny varianty parcialni asociace v
jednotlivych variantach dalsich promennych Z, X nebo Y
e homogenni asociace znamena, ze neexistuje trojrozmérna interakce, Z neovlivauje
vztah mezi XaY
- kdyz homogenni asociace neexistuje, pak podminéné OR variuji podle treti
promenné
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Lekce 4:

Linearni regresni model, zobecnené linearni modely
(GLM), principy statistického modelovani
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JEDNODUCHA LINEARNI REGRESE

e jednoducha linearni regrese muze byt pro vybérovy soubor zapsana jako:

N

y. =a+bx +d
e pro populaci je pak zapsana jako:
y,=a+ px +e

- kde a je posunuti (intercept), B8 je smérnice pro jednotlivé varianty x a e je chyba
(residual, odchylka) pozorované proménné od odhadnuté smérnice

e v regresni analyze je hodnota zavisle proménné specifikovana jako soucet linearnich
efektll nezavisle proméné (prediktora) a chyb (residuall, odchylek, diferenci)
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e stata syntaxt pro regresni model

regress

Model

JEDNODUCHA LINEARNI REGRESE

392968821

242096575

5 48419315.1
68 5778953.25

73 8699525.97

price mpg headroom trunk weight length

Number of obs =

E(

5, 68)

Prob > F
R-squared

Adj R-squared

Root MSE

mpg
headroom
trunk
weight
length
_cons

111.1498
4.420511

-108.0777

15552.1

83.60769
444 .8546
109.9446
1.165629
42.56471
6027.182

[95% Conf.

-85.75773
-710.1846

-252.5943
-1597.878
-108.2411

2.094535

-193.0142

3525.049

I

nterval]

81.07882
177.5089
330.5408
6.746488
-23.1411
27579.16

©TK

32



AKD

ODHAD JEDNODUCHE LINEARNI REGRESE - OLS

e kdyZz zname vzorec pro regresi: ~

Y =a+bX

e tak na zakladé metody nejmensich Ctvercu smérnici a posunuti vypocitame podle
vZorcu:

S (X, - X)(¥, - T)
p = =l

i(Xi _)_()2

e smérnice prochazi vzdy pruméry obou proménnych, a proto posunuti (a) vypocitame
dosazenim pruméru do upravené regresni rovnice

©TK
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PREDPOKLADY LINEARNE REGRESNIHO MODELU

e odpovidajici funkCni podoba (linearita a normalni rozlozeni)

e minimalni vyskyt odlehlych pozorovani

e normalni rozlozeni nahodnych chyb (residualu), problém podoby podminéné distribuce
(napf. podminéné zeSikmeni)

e homoskedasticita (konstantni variabilita) nahodnych chyb (residualu, slozek), problém
tvaru podminéné distribuce (napr. podminéna SpiCatost)

e neexistence korelace mezi nahodnymi chybami (residualy) a vysvetlujicimi
promennymi

e neexistence multikolinearity
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STATISTICKA INFERENCE V LINEARNI REGRESI

e konfidencni interval CI(B)...... b £ t*SE,
e test hypotézy Hp: B = 0, vypocCet t statistiky:

b

f = ——
SE,

o tabulkoveé kritické hodnoty t rozdéleni

©TK
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ODHAD JEDNODUCHE LINEARNI REGRESE - MLE

e cilem MLE (maximalné vérohodného odhadu) je najit takovou hodnotu koeficientu
(parametru), ktery nejvérohodnéji generuje vybérova data

e vybérové hodnoty y; jsou vysledkem pravdepodobnostni (hustotni) funkce f(y;|6), kde 6
je neznamy parametr, ktery generuje hodnoty y v populaci

e vérohodnostni funkce je pak soucin pravdépodobnosti (hustot) jednotlivych ;.

L=]1/:0) L= /010

e hledame takovy koeficient (obvykle sadu koeficientl) které maximalizuji L, MLE tedy
porovnava vsechny mozné regresni koeficienty a odpovida na otazku, s jakou
vérohodnosti generuji namerena data, numericky je snazsi pocitat s pfirozenym
logaritmem L (hledame maximum In L, coz odpovida maximu L)

e k maximalizaci vérohodnostni funkce je nutné znat matematicky vzorec pro nahodny
proces generujici data v populaci

e v pripadé linearni regrese musime tedy prijmout predpoklad o rozlozeni y ve
variantach x, (neboli predpokladat distribuci residualu na zakladé urcitého algoritmu)

e pro spojité znaky v regresi plati, ze residualy jsou nezavislé, maji konstantni variabilitu
o° a normalni rozloZeni s y=0.
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ODHAD JEDNODUCHE LINEARNI REGRESE - ML

u spojité zavisle promenné prepokladame, ze je generovana na zakladé normalniho
rozlozeni (Gaussova distribuce) ! (5 — )
pravdépodobnost (hustota) je:  p(y,) = exp(— " j Pro - < y < oo

2
2 20

2o

stredni hodnota je: u=a+ fx
dosazenim a pro i |
parametry a a B dostaneme: p(y. |a, B) = exp {_ Z(yl. —(a+ ,Bxl.))z}

\ 2702 20° 5

e y; a X;jsou dany, zkoumame pravdépodobnost pro varianty pamametrd a a g
e vérohodnostni funkce L a prirozeny logaritmus vérohodnostni funkce In L:

L(a,m:[ : zjexp{—zfyzi(yi—<a+/>’xi>)2}
O

27T i—1

InL(a, B) = —gln(27mz) - 2;2 Zn:(y,. ~(a+ fBx))

i=1
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MLE A ZOBECNENE LINEARNI MODELY (GLM)

e In L je souCet vSech pravdépodobnosti (hustot), ktera maji jednotlivé hodnoty x pfi danych
parametrech

e cilem MLE je najit takové parametry, které maximalizuji tento soucet (je co nejblize 0), v
idealnim pripadé se tento soucet = 0, vSechna x lezi na pfimce a pfi danych parametrech maji
In hodnoty pravdépodobnosti (hustoty) 0 (exp® = 1)

e odhad koeficientl na zakladé MLE je totoZzny s odhade koeficientl na zakladé OLS, nejvétsi
hodnoty In L dostaneme, kdyz je v &asti vzorce (yi— (a+8x;))? rozdil minimalni (y; se co nejvice
blizi u), volime tedy takové hodnoty parametru a a B, aby to platilo, OLS minimalizuje ten samy
vztah, nicméné v terminech residuall

P(yIx) Vi

-
L/

X2
X3
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MLE A ZOBECNENE LINEARNI MODELY (GLM)

e kdyz fje poCet udalosti z N pokusu (tedy pro pravdépodobnost y=17) pfijimame
predpoklad binomického rozdéeleni; po uprave pro y=0 (udalost nenastala) a y=1
(udalost nastala) prijimame Bernoullino rozdéleni

e kdyZ fje pocCet udalosti v Case (y=17), v misté nebo v ramci socialni skupiny (nezname
ovSem N, Ci poCet udalosti, které nenastaly (y=0), pfijimame predpoklad Poissonova
rozdeleni

e vSechna tato rozdéleni patfi do jedné rodiny distribuci (family), které matematicky
vyjadruji nahodny proces, ktery generuje data (podle jejich typu)

e na zaklade téchto rozdéleni a s pomoci spojnice (link) mezi zavisle a nezavisle
promennou lze tyto pripady zobecnit

e hovofime o zobecnénych linearnich modelech (GLM)

©TK
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ZOBECNENE LINEARNI MODELY

e linearni prediktor v; pro kazdou jednotku je: v, = x.f
e spojnice (link function)

exp(v. .
Identity: 4 =v. Logit: 1 = p(»,) <=> In B B v,
1+exp(v,) l—p

Log: 1. =exp(v) <=>In(x,) =v.  Probit: . = D(v) <=> O3 (un)=v

e podminéné distribuce (exponential family):

1 ) N!
Gaussian: y = exXp| — S él) Binomial: P(y) = ' ' 7" (1- 7Z')N I
27157 20 y.(N—y).
e 1’

Poisson: P(y) = Gamma:

y!
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ZOBECNENY LINEARN| MODEL (GLM)

e jednoduchy regresni model je definovan jako strukturni model:
_ /
Yi o Xi:B T €

kde X; je vektor hodnot pro i-té pozorovani, 5 je vektor parametrl a e je chyba.

o statisticky model je ve vétSiné pfipadu obsahuije:

- fixni ¢ast (fixed part, systematic component), ktera popisuje vztah mezi
proménnymi, které nas zajimaji (tento vztah je obvykle linearni, a proto umoznuje
zodpovedet otazku, jak promenna X ovlivauje Y

- nahodna €ast (random part, random component), jedna se o (rezidualni) variaci
vysvétlované proménné, ktera je predikovana na zakladeé fixni Casti
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TYPY ZOBECNENYCH LINEARNICH MODELU

Fixni Cast Link Nahodna Cast Model
spojita 1dentity normalni regresni model
kategorizovana identity normalni ANOVA
mix identity normalni ANCOVA
mix logit binomicka logisticka regrese
mix log poisson loglinearni analyza
: R : .y Iti icka logistick4
mix zobecnény logit multinomicka multinomicka logisticka

regrese

©TK
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ZOBECNENE LINEARNI MODELY (POKR.)
e stata syntaxt pro GLM

glm depvar varlist, family ( ) link( )

kde
Family Default Link(spojnice) Other link
gaussian identity xb
binomial logit exp(xb)/(1+exp(xb)) probit, c-log-log
poisson log exp(xb)

gamma log exp(xb) 1/xb

©TK
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CO JE DOBRY STATISTICKY MODEL?

e dobry statisticky model je:
- je presny (oCekavané Cetnosti, variabilita, podminény prumeér) se co nejmeéné lisi
od pozorovanych Cetnosti, variability, podminéného prumeéru)
- je usporny (obsahuje co nejméné parametru, vysvétlujicich proménnych)
. koncept presnosti (accuracy) = statisticka kritéria X, L?
. koncept uspornosti (parsimony) = stupné volnosti (d.f. degrees of freedom)

e saturovany model (obsahuje vSechny vysvétlujici proménné a vztahy mezi nimi) je
presny (oéekavané = pozorované éetnosti, X* a L= 0, df = 0), ale neni tsporny (je
to parametrizace pozorovanych Cetnosti, nic nevysvétluje)

e model (podminéné) nezavislosti (obsahuje obvykle minimum proménnych a vztahu
mezi nimi), je usporny, ale obvykle neni presny (rozdil mezi oCekavanymi
pozorovanymi &etnostmi je velky, X° & L? vysoké, df vysoké, malo parametr( na
explanaci)
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PRINCIPY STATISTICKEHO MODELOVANI

e v modelovani vyzkumnik obvykle postupuje tak, ze hleda model (v pfipade, Zze model
(podminéné) nezavislosti na data nepadne), ktery se nachazi nékde mezi
saturovanym modelem a modelem nezavislosti

e modelovani je hledani optimalniho poméru mezi presnosti a uspornosti (logika
Occamovy bfitvy)

e cilem je najit co nejuspornéjsi model, ktery ma co nejméne vysvétlujicich promennych,
ktery ovSem stale jesté uspokojive vysvetluje strukturu dat

e duvod minimalizace vysvétlujicich proménnych v modelu

- numericka stabilita

- snadna zobecnitelnost a aplikovatelnost

e dva mozné postupy statistického modelovani

- zaCneme saturovanym modelem a postupné vyluCujeme proménné (snizuje se
presnost, ale roste uspornost) (backward elimination in stepwise regression)

- zacneme modelem (podminené) nezavislosti a postupne prfidavame proménné
(snizuje se uspornost, ale roste presnost) (forward addition in stepwise
regression),

- v obou pripadech je kritéeriem pro promennou v modelu statisticka vyznamnost
(obvykle 95%), problém hranice!

e dobra teorie je zakladem pro opravnenost nebo neopravnénost proménnych v modelu
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VZTAH MEZI PRESNOSTI A USPORNOSTI V SCLG. VYZKUMU

e kazdy zkoumany (vybérovy) soubor je definovan obsahem a rozsahem
- obsah: zkoumany pocet spole¢nych znaku u jednotek, konkrétnost, pfesnost
- rozsah: poc€et jednotek, uspornost

e vétSi obsah znamena vétsi pocCet znakl u jednotky, vétsi presnost ve vymezeni
jednotky, nicméné to znamena vymezeni mensiho poctu jednotek (maximalni pocet
znaku = 1 jednotka),

e vétSi rozsah, vice zkoumanych jednotek, znamena mensi pocet znaku u jednotky
(maximalni rozsah = 1 znak) napf. lidé

presnost  uspornost
napr. znaky:
- rodina
- velikost rodiny
- uplnost rodiny
- stafi partneru
- sotari déti
- typ domacnosti
- atd.

Kdyz roste presnost
zmensuje se uspornost
(rozsah) a naopak

—_ e e e e e e —m———

¢ ——— e e e m e ————
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REGRESNI MODELY PRO KATEG. ZAVISLE PROMENNOU

e v pripadé kategorizované zavisle proménné regresni model nelze pouzit
e podle typu zavisle proménné volime:
- binarni logistickou regresi - zavisle proménna ma dvé varianty
- ordinalni logistickou regresi - zavisle promenna vice usporadanych variant
- nominalni (multinomickou) logistickou regresi - zavisle proménna vice variant

Shrnuti jednotlivych typu analyzy:

Zavisle promenna Nezavisle promenna Typ analyzy
spojita spojita regrese, korelacni analyza
spojita kategorizovana regrese, ANOVA

dichotomicka (binarni) kategorizovana logit/probit, loglinear
dichotomicka (binarni) spojita logit/probit
neusporadana polytomicka kategorizovana loglinear, mlogit
neusporadana polytomicka spojita mlogit
usporadana polytomicka kategorizovana ologit/oprobit, loglinear
usporadana polytomicka spojita ologit/oprobit
tabulkova data (poméry) kategorizovana loglinear
censored duration data spojita, kategorizovana loglinear, logit/log-log
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