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Review prednasky

* Manifestni (pozorované) a latentni (skryté) proménné, vzdy spojité

* Faktory jsou latentnimi proménnymi, jsou nepozorovatelné a neméritelné

* Fundamentalni princip FA: Manifestni proménné koreluji pravé proto, ze jsou
”zpuUsobovany” jednou stejnou (nebo vice stejnymi) latentnimi proménnymi

* FA je model, ktery popisuje / vysvétluje korelace mezi MVs tim, Ze postuluje
existenci spole¢nych (common) LVs - spolecnych faktoru



Review prednasky

* Manifestni proménné jsou linearni funkci latentnich proménnych

* Mira toho, jak moc ktera LV ovliviuje kterou MV je reprezentovana
tzv. faktorovym nabojem (ty jsou jako regresni koeficienty)

* Common Factor Model:

Pozorovany rozptyl = Spolecny rozptyl + Specificky rozptyl + Chybovy rozptyl

. . Spoletny rozptyl Unikatnirozptyl
Komunalita (Communality) = P A Y —1-— , Py
Pozorovany rozptyl Pozorovany rozptyl

... = podil pozorovaného rozptylu, ktery je zpusoben obecnymi (spolecnymi) faktory



Review prednasky

xij = ,Ll] + Ajlzil + AjZZiZ + .-+ Aijim + 1ul]

Primér + Obecné (spolecné) faktory + Unikatni faktor

x;j je skor osoby i na manifestni promenné j

(L je prameér manifestni proménné j

Zi je skor osoby i na obecném faktoru k

Ajk je faktorovy naboj manifestni promenné j na faktoru k

U;; je skor osoby i na unikatnim faktoru j



Review prednasky

Rovnice modelu vypada jako rovnice pro vicenasobnou linearni regresi

° Manifestni proménné jsou zavislymi promeénnymi
> Faktory jsou nezavislymi proménnymi
o Faktorové naboje jsou regresnimi koeficienty

* Faktorovy model je jako sada vicenasobnych linearnich regresi, kde nezavislé proménné jsou
nepozorované a nemeérené (...a nepozorovatelné a nemeéritelné)

* VVSechny parcialni korelace mezi jednotlivymi manifestnimi proménnymi - ve chvili, kdy
kontrolujeme vliv obecnych faktort — jsou predpokladany za nulové

* Jinymi slovy — korelace mezi jednotlivymi manifestnimi proménnymi jsou zplUsobeny pouze
obecnymi faktory



Review prednasky

* Cilem FA je odhalit, pochopit a popsat strukturu, ktera ,,zplsobuje” korelace mezi
manifestnimi promeénnymi

* Chceme tedy identifikovat (nebo ovérit) pocet a charakter (vyznam) faktoru, které
zpUsobuji pozorované korelace mezi manifestnimi proménnymi

* Jinymi slovy, chceme pfijit na to, kolik obecnych / spoleénych faktorl ovliviiuje nase
manifestni proménné a odhadnout silu a smér (+ / -) faktorovych naboju

* Velikost a smér faktorovych ndabojll nam napomadha v uréeni podstaty faktoru. Vyznam
faktoru je totiz vymezen tou podmnozinou vsech manifestnich promeénnych, které jsou
faktorem vyrazné ovlivihovany



Review prednasky

* Ve svete faktorové analyzy rozlisujeme dveé situace:

* Exploracni (exploratory / unrestricted) FA:
Nemdme zadnou (nebo jen velmi mlhavou) predstavu o tom, kolik faktoru a
jakého charakteru je ,za daty”

* Konfirmacni (confirmatory / restricted) FA:
Mame celkem jasnou predstavu o tom, kolik faktor( a jakého charakteru je ,,za
daty“

...teoreticky model, ktery v obou pripadech pouzivame, je totozny!



Exploracni faktorova analyza (EFA)

* Jeste jednou, k cemu je tedy vlastneé dobra EFA?

* Mame data, ktera jsou pro FA vhodna (predpoklad existence latentnich proménnych),
ale nemame (jasnou) predstavu o faktorové strukture

* Mame nékolik (vagnich) napadd, jak by mohla faktorova struktura vypadat
* Teoreticky model neexistuje
* Existujici teoreticky model nepopisuje data dobre (a u toho nechceme skondit)

=>» chceme (lépe) prozkoumat (explorovat) moznou faktorovou strukturu



Exploracni faktorova analyza (EFA)

* Jak to (ve zkratce) funguje?

1) Stanovime si, na jaka data model aplikujeme (jaké mame MVs?)

2) Zvolime si pocet (nikoliv vSak charakter) spole¢nych faktord (tohle muize
pusobit neintuitivné — vidyt to délame proto, Ze nevime! Vice pozdéji © )

3) Zvolime si metodu odhadu parametri modelu (vice pozdéji © )
4) Pomoci softwaru odhadneme faktorové naboje vsech MVs
5) Vyhodnotime shodu modelu s daty (fit)

6) Zamyslime se, zda vysledek ,plsobi“ prijatelné (teorie, zkuSenost...) ©



Predpoklady EFA

* Model stoji na urcitych predpokladech, které jsou nutnosti k tomu, aby se dal
odhadnout a matematicky odvodit:

1) Obecné (spolecné) faktory a unikatni faktory jsou nezavislé a nekoreluji spolu
2) Unikatni faktory jsou navzajem rovnéz nezavislé a nekoreluji spolu
3) Obecné a unikatni faktory maiji z definice priimér 0

4) Obecné a unikatni faktory maji z definice rozptyl 1 (a tedy i SD = 1)



Priklad v JASPuU

* Klasicky dataset Holzinger & Swineford (aka Svinibrod), 1939

* 301 déti, skory z 9 testu:
* Visual Perception, Cubes, Lozenges

* Paragraph Comprehension, Sentence Completion, Word Meaning

* Speeded Addition, Speeded Counting, Speeded Discrimination



JASP bugs

Namisto korela¢ni matice faktor( JASP reportuje korelaéni matici faktorovych skord.
o ,Hey sorry, this is a bug”. https://github.com/jasp-stats/jasp-issues/issues/1319 :-)

JASP eposkytuje nékteré dullezité ukazatele.

@ hynekcigler commented now Author = () «--

@JMBKoch @juliuspf After another year, | want to teach the same psychometric class as a year before. Unfortunately, the main
bug has not been fixed yet and | am going to say my students "hey, sorry, this is a bug” :( Just to summarize:

1. BUG: In EFA, factor score correlation are reported instead of factor correlation (and thus even with orthogonal rotation, factors
are "correlated").

2. Serious deficiency: residual matrix in EFA is not available.

Other problems are unpleasant, but manageable. (And thank you for the work | see you did in the related new issue linked above).


https://github.com/jasp-stats/jasp-issues/issues/1319

Shoda modelu s daty

* Néjaky vysledek zpravidla vzdy dostaneme. Jak ale pozname, ze model popisuje
data dobre?

1) Rozdil mezi pozorovanymi korelacemi MVs a tzv. modelem implikovanymi
korelacemi MVs = Rezidudlni matice (kterou JASP neumi! @)

2) Test of perfect fit (y?):
HO: Model (v populaci) naprosto presné popisuje data
H1: Data nemaji pozadovanou faktorovou strukturu

... ,2zadouci” je tedy vysoka p-hodnota

... extrémni sila testu, extrémneé senzitivni na velikost vzorku

... vetsinou nam staci zaver ,,data maji priblizné pozadovanou faktorovou
strukturu (moc se od ni nelisi)“



Shoda modelu s daty

* Néjaky vysledek vzdy dostaneme. Jak ale pozname, ze model popisuje data dobre?

3) Indexy shody modelu s daty. V JASPu a JAMOVI najdeme:

TLI (Tucker-Lewis Index), jde o tzv. inkrementalni index
- ,Kde na kontinuu mezi nejhorSim moznym (0) a nejlepSim moznym (1)
modelem se nachazi nas model?“
- Typicky chceme vidét TLI > .9 (ale neni to vytesané do kamene)

RMSEA (Root Mean Square Error of Approximation), jde o tzv. absolutni index
- Stejné jako TLI bere v ivahu komplexitu modelu
- Typicky chceme vidét RMSEA < .08 (ale neni to vytesané do kamene)



Pocet faktoru

* Pocet faktorl volime a priori predem

* NemUzeme nikdy Uplné znat ,,pravdu” (skutecny pocet spolecnych faktoru)
...coZ nemalou rfadu vyzkumnik® dost znervéznuje

* Existuje proto rada postupd, jak zvolit optimalni pocet faktord, od jednoduchych
rules-of-thumb po sofistikovanéjsi postupy

» ...mé&li bychom je ale brat spiée jako pomocniky neZ jako “pravdu”. Zadna science
machine, ktera udéla science za vas, neexistuje.

VVVVVV

model interpretovat a dava smysl?)



Pocet faktoru

* Kaiser-Guttmanovo kritérium
* Pocet eigenvalues vétsSich nez 1 je spodni hranici skute¢ného poctu faktoru

* Pravidelné nepochopeno a zneuzivano
* Nema v podstate zadnou oporu v teorii, nepouzivejte
(viz http://www.quantpsy.org/pubs/preacher maccallum 2003.pdf)

* Scree plot (,,sutinovy graf”)
* Seradit eigenvalues dle velikosti, zanést na graf a propojit spojnici

* Tolik faktord, kolikata eigenvalue je ,,bodem zlomu“ na grafu
* Subjektivni, bez dostatecné opory v teorii


http://www.quantpsy.org/pubs/preacher_maccallum_2003.pdf

Pocet faktoru

* Hornova Paralelni analyza
* Kaiser-Guttmanovo kritérium vylepsené o zvazeni vybérové chyby

* Kdyz uz se spoléhat na Kaiser-Guttmanovo pravidlo, tak jediné takto

* Velicerovo MAP (Minimum Average Partial)
* |terativni procedura

* Optimalni pocet faktoru je takovy pocet, ktery modeluje jesté néjakou systematickou
korelaci mezi MVs



Rotacni indeterminace

* aka ,rotacni neurcitelnost”

X =AdA' + Dy

* Jako feseni hleddme matici faktorovych naboju A, ktera vyhovi rovnici vyse

* Mame ale malicky, uplné malinkaty problémecek - pokud takovou matici najdeme
(a pokud uvazujeme reseni s 2 a vice faktory), pak existuje nekonecné mnoho
dalsich takovych matic A, které jsou linedrnimi transformacemi té plvodni A

* Takze — pokud najdeme néejaké reseni, pak jsme jich nasli nekonecné mnoho a
vsechny z nich jsou stejné ,dobra“



Rotacni indeterminace

* To se mUze zdat docela divné — pro¢ hledame néjaké reseni, kdyz jich existuje
nekonecné mnoho stejné dobrych? A jakeé si tedy mame vybrat?

* Neni to tak hrozné, jak se muze zdat. Tato rGizna reseni jsou jen transformacemi
jedno druhého, jsou matematicky ekvivalentni. Jen nejsou ekvivalentni pro nase
ocCi, a nektera mohou byt lépe interpretovatelna lidmi nez jina.

* Koncept jednoduché struktury ,,simple structure” (Thurstone)



Rotacni indeterminace

* Tohoto principu vyuziva tzv. rotace, jeden ze zakladnich interpretacnich
mechanismu EFA

* Ziskané reseni mUzeme ,rotovat” (transformovat na jiné) tak, aby se ndm ulehcil proces
interpretace, tedy proces atribuce vyznamu jednotlivym faktorim

* \lyznam faktorlm totiz pripisujeme na zdkladé struktury jejich faktorovych naboju



Rotacni indeterminace

* Ortogonalni rotace (orthogonal) — spolecné faktory jsou nekorelované
* napf. Varimax, Quartimay, ...

* Oblé rotace (oblique) — spolecné faktory mohou korelovat
* napr. Oblimin, Simplimax, ...

* Ortogonalni rotace jsou (podle nas) spise reliktem minulosti, protoze jsou méné
vypocetneé narocné. Pouzivejte oblé rotace.



Metoda odhadu parametru

* Je jich celd rada ©

* Nejobvyklejsi metody jsou zalozeny na:
* Maximum Likelihood (ML, silny predpoklad normality MVs)

* Metodé nejmensich Ctvercu (Least Squares, mensi predpoklad normality MVs)
* Ordinary Least Squares (OLS)
* Minimum Residual (Minres)

* Analyza hlavnich komponent (Principal Component Analysis, PCA)
* Nejde o FA (je to jiny model), ale SPSS to chytrfe vydava za metodu odhadu parametru

* Pouziti v psychologii spise neobvyklé, ale denni chleba treba v machine learningu



Heywood cases

* Heywoodovy pripady — nékdy se muze stat, ze v odhadnutém modelu je néktery
rozptylovy parametr zaporny.

* Rozptyl ale nemuze byt zaporny...je to néco jako délit nulou. Kdyz se to stane,
nékde umre kotdtko nebo vesmir imploduje.

* Pokud se vdm to stane, pak je vdaS model nejspis pfilis slozity (pfiliS mnoho faktort),
nebo vam zlobi néjaka polozka

* ...kdyz uz jsme u toho, obecné se snazte, aby vas model nebyl slozitéjsi, nez je
nutno. Uspornost (parsimony) je hlavnim principem modelovani (jakéhokoliv)



Par tipu

* Simple structure

* Faktor musi byt identifikovan alespon 3 manifestnimi proménnymi
* Pouzivejte oblé rotace
* Faktory muzete ,obratit”

* Faktorové skory nezname a znat nemuzeme, daji se ale odhadnout (coz JASP ani
JAMOVI neumi....)

* EFA tedy v tomto kurzu pouzivejte predevsim k ovéreni / exploraci faktorové
struktury a na zakladé ovéreni pracujte se souctovymi skory (pokud to budete
potrebovat)



Par tipu

* Peclivé uvadéjte postup volby poctu faktorl, metodu extrakce i rotace

* U EFA je zcela akceptovatelné vyzkouset sérii modelu, nejde o rybareni!

* Mate-li silné predpoklady o modelu, volte CFA (o ni si povime pristé)

* Alespon N =P * F * 5 respondent(, kde P je pocet polozek a F pocet faktor(
* Nepouzivejte PCA

* Nejmensi Ctverce jsou vhodnou prvni volnou pro estimator



