John Tukey, in talking about data analysis, has made the
useful distinction between exploratory and confirmatory
study. In confirmatory work, we know, a priori, or we
think we know, a great deal about what will go on and we
are prepared to state rather sharp hypotheses about
how the data will act. And our purpose is to adjudicate, in
depth, these rather specific ideas. In exploratory work,
on the other hand, we know very little ahead of time; the
best we can do is take observations on a whole pot-full
of random variables which we suspect may be relevant,
and then see what happens. We're engaged, as it were,

in a fishing expedition.
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CFA

“konfirmacni” faktorova analyza — ale Iépe “restricted”

Predem se specifikuje oCekavana latentni struktura

Specifikace modelu: fixovani, omezovani, nebo uvolrovadni prvkd v maticich (lambda, phi, d psi)

Napr.:
o faktorovy naboj prvniho faktoru na prvni polozku je 0,3 (lambdall =0,3)
o Korelace prvniho a druhého faktoru je nulova (phil2 = 0 = phi21)
o Residalni kovariance mezi prvni a druhou MV je volné odhadovana (Dpsil2 = Dpsi2l = ?)



Restrikce v CFA
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|dentifikace

Specifikace modelu v CFA musi vést k pravé jednomu moznému reseni, tj. tzv. identifikaci modelu

Neidentifikovany model neumoznuje najit prave jedno reseni
Analogie situace se soustavou rovnic s vice neznamymi nez rovnicemi
Priklady pricin neidentifikace:

- chybi skala pro latentni proménné

- 0 stupnd volnosti

-méné nez 3 MVs na LV
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|dentifikace

U jednoduchych modell (napt. >10 polozek, <3 faktoru, bez residualnich kovarianci, bez
crossloadingu) neni s identifikaci problém, Skalovani zajisti JASP

Uzivatel specifikovanim modelu implicitné stanovuje spoustu restrikci, protoze prirazenim
polozky k faktoru zaroven rika, ze jsou faktorové naboje ostatnich LVs nulové




Shoda modelu s daty

Jednim z cilU FA je zjistit, jestli specifikace modelu odpovida pozorovanim

Proto je potfeba umeét posoudit, jak dobre model sedi na data

Pokud sedi dobre, je tzv. dobre specifikovany (well-specified) a ziskdvame podporu pro to, Ze
specifikace modelu odpovida data-generujicimu procesu implikovanému teorii

ALE! Jen na zakladé posouzeni shody modelu z daty nejde dovodit, jak vypada data-generujici
process, protoze vidy existuje spousta ekvivalentnich modelu, které na data sedi stejné dobre,
ackoliv maji jinou specifikaci

Uvazovani proto musi byt tazeno teorii, ne statistikou (Borsboom: “statistics is a science of
nothing”)
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(a)

procr

=0.618
=0.300
=0.488
=0.640
=0.589
=0.590
=0.800
=0.830
=0.344




Shoda modelu s daty

Stupné volnosti

Model je (obvykle) zjednodusenim reality, jinak by nemélo smysl jej tvorit

Napr. mame-li 8 MVs a jednoduchy dvoufaktorovy model, tak namisto celkem k(k+1)/2 = 8*9/2 =
36 kovarianci a rozptylt odhadujeme jen:

o Faktorovy naboj pro kazdou MV (8 nabojul)
o Korelaci mezi faktory (1 korelace)
o Residualni rozptyl kazdé MV (8 residualnich rozptyll)

Z 56 kusl informace jsme se tak dostali na model 0 8 + 1 + 8 = 17 parametrech, coz je zjednoduseni o 36-
17 = 19. Takovy model by tedy mél pravé 19 stupnt volnosti.



Shoda modelu s daty

Stupné volnosti (df) tak vyjadruiji, jak jednoduchy (parsimonicky) model je oproti pozorovanim

Logika je stejna i mimo FA: za kazdy parametr platite kusem informace

Napt.:
V pripadé rozptylu df = N-1, protoze si pro odhadnuti rozptylu kupujete primeér

V pripadé regrese df = N-k, protoze si kupujete prisecik a regresni koeficienty
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Shoda modelu s daty

Vime tedy, Ze pokud méme mit df > 0, tak pomocl A¢A’ + Dy nlkdy pozorovanou korelani
matici § nezrekenstruujeme piesné. Nenf to bug, ale feature - zjednodusSenf od modelu

chceme!




Shoda modelu s daty

Vime tedy, Ze pokud méme mit df > 0, tak pomocl A¢A’ + Dy nlkdy pozorovanou korelani
matici § nezrekenstruujeme piesné. Nenf to bug, ale feature - zjednodusSenf od modelu

chceme!

Plati ale, Ze pokud:
> yezmeme pozorovanou korelatnl maticl S a
+ pomoci odhadnutfch parametrii v A, ¢ a Dy dopoiitime korelatnf matici £ = ApA’ + Dy

Vznikne mezi pozorovanou a modelem implikovanou korelaénf matici rozdil:

s -3



Shoda modelu s daty

cC=$5-%

C ... residudini matice (neplést s maticf residuéinich kovarianci Dy)

Prvky matice € obsahuji jednotlivé rozdily mezi pozorovanou a modelem
implikovanou korelaci mezi MVs

Cim méné df, tim mensi rozdfl je, protofe se model vic a vic pfizplisobuje
datim.



Shoda modelu s daty

Residualni matici jde interpretovat primo, v takovém pripadé jde o local fit assessment

Jednoduse se podivame, vztahy mezi kterymi MVs jsou modelem Spatné vystizené
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Shoda modelu s daty

Residualni matice jde také shrnout do jednoho Cisla, které nasledné interpretujeme, tomu se
rika global fit assessment

Takovym souhrnim se rika fit indices, “ukazatele shody modelu s daty”

Existuje jich celd rfada, kazdy ma své vyhody / nevyhody a jejich interpretace je pomérné obtizn3,
napr.: RMSEA, SRMR, TLI

Vyzkumnici se Casto spoléhaji na pravidla doporucena Hu a Bentlerem (1999), coz je ale chyba
podobna p < .05

Idealni je bud' interpretovat vsechny informace o modelu spolecné a s porozuménim, nebo
pockat jesté par let na vymakani: https://www.dynamicfit.app/connect/

Pro potieby tohoto kurzu staéi pouzivat tento navod: https://davidakenny.net/cm/fit.htm



https://www.dynamicfit.app/connect/
https://davidakenny.net/cm/fit.htm
https://psycnet.apa.org/doi/10.1080/10705519909540118

SRMR

Standardized Root Mean Sqguared Residual

_ (BExpected -Obseryed)2
SRMR = Number of elements

Vysledkem Je primé&rna velikost prvku v residusinf matid (1. primémé vzdélenast mezl odhadnutou
a pozorovanou korefac)

Cim menéi, tim lepsi. Tradiénl cut-off: < 0,08

Vyhody: Velmi snadno interpretovatelné, nezavislé na jinych vlastnostech modelu
Nevyhody: U malych N méné spolehlivé kvlli vyb&rové chybé



Vzdalenost (diskrepanci) § — Z jde vyjadFit i pomoci statistiky F, ktera m4 po vynasoben{ N-1
pfibliZn& chi-kvadrat rozlofeni: F(N — 1) ~ x2(df)

U sprévné specifikovaného modelu v primé&ru otekdvime “diskrepanci® y2(df) = df (vy3si
naznaduje Spatné specifikovany model)

Tuto hodnotu Ize testovat pfimo pomodi test of perfect fit, ktery testuje HO, e mezi $ a 2 nenf
rozdil = chceme proto vysokou p-hodnotu

Test of perfect fit ma nicméné tendenci zamitat vdechny modely odhadnutné na solidnich

vzorcich, proto mé vypovidaci hodnotu, jen s vysokou p-hodnotou (tehdy totiZ model musi
sedét fakt dobie).



RMSEA

Root Mean Squared Error of Approximation

_ | x*—df
RMSEA = J[df(N—l)]

Cim menéi, tim lepsi. Tradi¢ni cut-off: < 0,05 (nékdy 0,08)

Vvhody: “effect size” pro test of perfect fit, velmi rozSifené, ma intervaly spolehlivosti, bere v
potaz N a df

Nevyvhody: méné srozumitelné




TLI

Tucker-Lewis Index

J{zzmu _ J{_Z
T L I - df gull df

Anull -1

dfnull

Odpoved na otazku: V kolika procentech cesty mezi nejhorsim a nejlepsim moznym modelem
se nachazi muj model?

Cim vy3si, tim lepdi. Tradiéni cut-off: > 0,90

Vyhody: srozumitelny, bere v potaz kontext daného modelu

Nevyhody: silné zavisly na spravném nastaveni skaly od “nejhorsiho” k “nejlepsimu” — kdyz je
nejhorsi (nulovy) model moc dobry, tak podhodnocuje




Hodnoceni shody modelu s daty

1. Jsou odhady parametru plausibilni (korelace od -1 do 1, rozptyly > 0)? Mam aspon df = 1?
o NE: stala se nékde chyba a nema smysl jit dal.

2. M3 test of perfect fit vysokou p-hodnotu?
> ANO: wow!
o NE: nevadi

3. Jak vypada SRMR?
4. Jak vypada RMSEA a TLI?

5. Jak vypada residualni matice? Neni nékde vyrazny ustrel?

Pro ucely tohoto kurzu staci kroky 3 a 4 vyhodnocovat dle tradi¢nich cut-offa.



Kdyz model nesedi

Pokud mame podezreni na Spatnou specifikaci lze:

1.  Model porovnat s konkurencnim modelem (treba je Spatny, ale porad nejlepsi)

2. Vyuzit modifikacnich indext, tj. odhadnuté “doporuceni” pro zménu restrikci tak, aby se
model pfiblizil datdm — nutno pouzivat velmi opatrné a tunéni vidy obsahové oduvodnit
(pokud nejde o priznanou exploraci)

3. Prejit do EFA. Nelze ale konfiromovat a explorovat na téch stejnych datech. Nepodlozené
Upravy znamenaji exploraci, a musi tak byt i reportovany.



Reportovani CFA

Co nesmi chybét

1. Metoda odhadu (typicky ML)

2. Specifikace (napf. slovni popis)

3. Samotné odhady parametru (obsah matic lambda, phi, d-psi)
4

Chi-kvadrat, df, p-hodnota; SRMR; RMSEA a Cl pro RMSEA; TLI.
UZitecné muZe byt i uvdadéni chi-kvadrdtu a df nulového (baseline) modelu, ktery nabizi JASP.

5. Residualni matice (klidné do prilohy; v praxi se skoro nevyskytuje, ale je to skoda)



EFA

“Unrestricted” FA

Specifikuje se jen potet faktorli a metoda rotace

Jinak vidy plati, Ze kaZd4 LV zpilisobuje ka¥dou MV (proto unrestricted)

V EFA nejsou residudinf kovariance (Dy ma mimo diagonélu vidy samé 0)

Typickym cllem je pomoci explorace najlt a popsat latentnl strukturu za daty. Nejde tedy jen o
hru s gisly, ale o spojeni obsahovych Gsudk( o povaze LVs a jejich vztahu k MVs s empirickymi

vysledky.

EFA konél, kdyZ je nejen specifikovin potet faktor(, ale jsou i pojmenovény / popsény



Rotace

Pro EFA s >2 faktory vznika rotational indeterminancy = existuje nekonecné mnoho stejné
dobrych reseni (model neni identifikovany)

Lze si tedy vybrat reseni, které je nejlépe interpretovatelné, obvykle ve smyslu simple structure:
o Aby kazda MV byla zplsobovana 1 LV (tj. minimum crossloading(l)

Rotace existuji ortogonalni (faktory nemohou korelovat), nebo Sikmé (faktory mohou korelovat)

Jednotlivé rotace se jmenuiji dle kritéria, pomoci néhoz hledaji konkrétni feseni (napf. varimax)




Eigenvalues

vV eV 7/

Slozitéjsi koncept, ale staci eigenvalues brat jako vyjadreni rozptylu v korelacni matici

-13 -12 -1 -10 =] -5 -7 -G -5 -4 -3




Metody odhadu poctu faktoru

Historicky:
Kaiserovo pravidlo = extrahujte tolik faktoru, kolik jich ma eigenvalue > 1

Vizuadlni vésténi ze scree plotu = hledani bodu, kde se scree plot [ame

Moderné:
Hornova paralelni analyza = Kaiserovo pravidlo ocisténé o vybérovou chybu

Empirické metody je ale tfreba kombinovat s obsahovou uvahou (interpretovatelnosti LVs)



EFA: Tipy

Reportujte:
* estimator,

postup odhadu poctu faktord,

volbu rotace,

lambda a phi matici
% vysvétleného rozptylu (Ci jiné ukazatele shody s daty)

Je zadouci zkusit vic reseni!
Pozor na Heywoodovy pfipady (napf. komunalita > 1)
Vyborneé sedici model, co nedava smysl, je k nicemu.

Smysluplny model, co nesedi na data, je taky k nicemu.



Ordinalni FA

Plvodni FA ocekava spojité MVs, v -
psychologii ale typicky mame - et e
Likertovu $kdlu = ordindlni MVs o e, el 8 e
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PCA

Principal Components Analysis (analyza hlavnich komponent)

Pribuzny EFA (autorem je Hotelling ve 20. letech 20. stoleti)

Technicky velmi podobna FA, ale nepredpoklada kauzalni vliv LVs na MVs, jde jen o data
reduction technique

Rozdil se promitd do absence konceptu komunality/unicity

Ackoliv by PCA a EFA casto pfinesly podobné vysledky, je dlileZité je nezaménovat



SEM

Structural Equation Modelling (strukturni modelovani)

FA je specialnim pripadem SEM, ve kterém LVs zpUsobuji MVs, zatimco spolu vzajemné mohou
korelovat

SEM umoziuje pfidat kauzdlni cesty mezi MVs / LVs a spole¢né modelovat:
1. measurement part = “skladat” LVs z MVs jako v FA

2. structural part = kauzalni cesty mezi LVs / MVs



IRT

ltem Response Theory (Teorie odpovédi na polozku)

Modely z rodiny IRT maji skoro stejnou logiku jako FA

Pokud je FA linearni regrese, pak se o tradicnich IRT modelech da uvazovat jako o logistické
regresi




