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Z4ajem o vyvoj umélych neuronovych siti prameni z poznani, ze
lidsky mozek pracuje jinym zpusobem nez bézne Cislicove
pocitace. PocitacCe presné a rychle provadéji posloupnosti
instrukci, které pro né byly formulovany. Lidsky mozek je
tvoren neurony, které pracuji priblizn€ milionkrat pomaleji
nez obvody Cislicove ho pocitace, presto cloveék dokaze Iepe
fesit fadu vypocetné naroCnych ukolu (zpracovani vizualni
informace, porozumeéni feci, hrani Sachti , a podobné). Proto
vznika snaha napodobit schopnosti mozku a vytvorit umélou
neuronovou sit’, ktera by umeéla simulovat chovani biologické
neuronove sité Zivych organizmu .



* V 80-tych letech se za¢ina objevovat nova technika
modelovani, €1 presnéji nova architektura.

* Pro svou fundamentalni odliSnost od predchozich
zpusobu se tento pristup stava paradigmatem v oblasti
kognitivnich véd.

 Pfistup se nazyva konekcionismus a jeho aplikovanou
oblasti jsou neuronove sité, architektura principielné
odliSna od predchozich pristupu.

« Zaklad tvofi samostatné velmi jednoduche jednotky,
jejichZ propojeni konstituuje sité.

* Vychozi mySlenkou je postulace zakladni jednotky,
funkcné podobn¢ lidskému neuronu.

* Nejvétsi rozdil oproti klasicke von neumannovske
architektury spociva v paralelnim zpusobu prace.
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povazovan za zacatek vyvoje umélych neuronovych siti, navrzen
McCullochiv-Pittstv model neuronu
Hebblv zakon uéeni (1. zakon uceni neuronovych siti)
navrZzen nejznameéjsi model neuronu (perceptron), autorem Frank
Rosenblatt

zacCatek 60. let | prvni model neuronovych siti (linearni sité), navrzena pravidla pro
jejich ugeni

polovina 60. let | pokles zajmu o neuronové sité, néktefi nadSenci presto pokraduiji
az polovina 80. | ve vyzkumu (napi. T. Kohonen navrhuje tzv. samoorganizujici se
let 20. stol. sité a S. Grossberg zakony pro jejich uceni)

od poloviny
80. let 20. stol.
dosud

obdobi renesance neuronovych siti, objevuji se tzv. vicevrstve
nelinearni sité a pravidla pro jejich u€eni
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Jsou tvoreny velkym poctem jednoduchych procesnich jednotek,
komunikujicich pfes mnozinu propojeni, kter¢ maji ruznou vahu
a silu.

Pam¢ét’ je reprezentovana jako vzorec hodnot vah, majici
propojeni mezi jednotlivymi prvky. Informace je zpracovavana
jako Sifeni se ménicich se vzorcl aktivity mezi prvky.

Sité jsou spiSe u€eny a trénovany nez programovany.

Misto oddélené paméti, procesoru a externimu programu, ktery
fidi operace systému jako u digitalniho pocitace, operace
neuronovych siti jsou implicitné kontrolovany tfemi vlastnostmi:
kombinacni funkci neuronu, zpuisobem propojeni a u¢icim
pravidlem



Neuronove sité jsou schopny generalizace; mohou se naucit
charakteristiky obecné kategorie.

Jsou odolné proti chybam. Diky paralelni distribuované formé
uloZeni paméti ,,degraduji s gracii*

Neuronov¢ sité maji schopnost sebeorganizace. Dokazi reagovat
na vstupy z prostiedi zmeénou sve funkéni dynamiky

Neuronové sité jsou schopné emergence novych vlastnosti i
chovani.



Z:akladni typy neuron. siti
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Jednovrstvé dopfedné sité Mnohovrstvé dopfedné site PIn¢ propojené sité



Z.akladni funkce
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Neuronove¢ sité byvaji nejcastéji rozdéleny podle zptisobu svého
propojeni.

Doptredne¢ (feedforward) sit€ obsahuje pouze dopredne propojeni,
tedy propojeni v jednom sméru neobsahujici zpétnovazebné
smycky.

Sit¢ obsahujici nékolik vrstev propojenych pouze dopiedné se
nazyvaji vicevrstvé dopredné site.

Je-11 kazdy neuron v jedné vrstve sité propojen s kazdym
neuronem nasledujici vrstvy sité pouze jednosmérne, nazyvame
tuto sit’ pIn€ propojenou.

Sité, kde jsou vSechny neurony propojeny s ostatnimi
obousmérné se nazyvaji Hopfieldovy sité



Klasifikatory
- ukolem je zaradit vstupni data do skupin (tfid) podle

vzajemné podobnosti

Aproximatory funkci
- z nékolika namétrenych hodnot je treba sestavit funkcéni
zavislost (napf. predikce poctu slunecnich skvrn, vyvoj

kursu koruny apod.)

Asociativni paméti

- na zakladé predlozen¢ho vstupu je sit’ schopna “vybavit
s1” odpovidajici vystup.



1) faze nastavovani (uceni , trénovani)

2) faze pracovni

Cilem uceni je nastavit vahy jednotlivych neuronu tak, aby sit’
provadéla pozadovanou Cinnost. Existuji 3 zpusoby uceni:

a) uceni s ucitelem (supervised learning)

b) uceni bez ucitele (unsupervised learning)

¢) uceni posilovanim (conditioned learning)

Neuronova sit’ reaguje na predlozené vstupy podle nastavent,
ktere se “naucila” ve fazi uceni.


file:///video/jn-learn.mpg
file:///video/jn-learn.mpg
file:///video/jn-pred.mpg
file:///video/jn-pred.mpg

Typy uceni

Moucha - Moucha i 3 - . Mapovaci
Had 4 - vrstva

I ® OO0

Pavouk * Jiny

Kontrolované uéeni Uceni posilovanim Nekontrolované uceni

- - . - -



Nejcastéji hovorime o celé siti neuront, ve které je pamét’
obsazena v distribuované formé. Konekcionistick€ modely
paméti se daji rozClenit do tfi zakladnich skupin.

Prvni je tvofena vicevrstvymi dopfednymi sitémi pro
rekognici a kategorizaci.

Druhou tvofi autoasociativni sit€ pro rekognici a
rozpoznavani vzorul.

Treti tvofi rekurentni heteroasociativni sit€¢ pamétovych
sekvenci.
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» Hopfieldova neuronova sit’, navrzena zacatkem osmdesatych let,
je typickym ptikladem autoasociativni sité.

* V soucasn¢ dobé¢ existuje nékolik modifikaci sité. Muze byt
pouZita jako asociativni pamét’, klasifikator (kategorizace) nebo k
feSeni optimaliza¢nich problemu.

» Asociativnost hopfieldovské paméti je dana tim, ze vybavovany
vzor zadavame jistou jeho Casti, do znacné miry libovolnou. Vzor
je vybavovan podle ¢asti svého ,,obsahu®, tj. prostoroveho
umisténi, nikoliv odkazem na néjakou jeho ,,adresu® (jako u
paméti RAM). Jedna se o content adressable memory (CAM).



Kohonenovy sité

mapovaci
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Samoorganizujici se sité
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« Zakladni pravidlo kanadskeho neurobiologa Donalda Hebba
fikd, ze pokud se nachazi neuron A v dostate¢né blizkosti, aby
excitoval neuron B a opakovang¢ pali, tak v obou neuronech
nastanou metabolické procesy, které zvysi paleni. A podporuje
paleni B, je-li dostatecné blizko.

* Moznosti biologickych siti se daji prevest 1 do jejich umélych
variant. Zakladni princip Hebbovského u€eni vychazi ze
zvySovani hodnot vah neuronu, kter€ jsou spolu propojeny a
béhem uceni jsou aktivovany spolecné.

VVVVVV

neurony maji schopnost se koaktivovat podle vzorce paleni.
Nestac¢i pouha aktivita a blizkost v prostoru, ale nutna je 1
znalost vzorce. Vyuziti pulznich neuronti v oblasti
Hebbovského u€eni rozsifuje moznosti koaktivace 1 mezi
vzdalenymi neurony.
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Konkreétni model

Auditivni vstup

Vizualni vstup

Multimodalni reprezentace



Mocdlel g uwm&hjmi vstupy

video som, random vstupy,velikost 7 x 7
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audio som.smerova oznac video som,smery.velikost 7 x 7
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video som,smery,velikost 12 x 12

A AL

audio som,smerova cznaceni velikost 10 x 10

2. Model - Sit testovana pomoci
realnych vizualnich ,fuzzy” vstupt
a ,fuzzy” auditivnich vstupti




SOMToeclbox: Multi Neural Gas, nahore Audio dole Video vektory vah,
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Pouziti sité typu
Neural Gas
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pocet neuronu 5, pocet epoch 100
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SOMToolbox: Multi Neural Gas, output - spravnost kategorizace, pocet neuronu S
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Rostouci sité
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1 epochs. 2 nodes. 1 edges




Staticka vizualni
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Nova verze modelu
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SOM Weights - size 3x3




Som weights - size 6xX6 neurons




weights - size 2020 neurons
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recs30M BMUS - calor

sentence ‘ reversed order sentence ‘

Recsom - size 3x3 neurans ‘

Tet input recs30mM BMUs - number ‘

sentence ‘ reversed order sentence @ @\
green| box phove| red | box | red | box phove|grean| hox T A A T A T A O R I
Dlue | box phovel red | box | red | box above| blue | hox T A I T N O A -
red | bed phove| ted | box | red | hox phove| red | bed P T A I O < T A A I
reen| hed phove| red | box | red | how phovelgreen| hed (e 73| 7|32 ]3]8
blue | bed phavel red | box | red | box pbove| blue | hed gla e |7 (3|7 (3|2 |8]|§¢
red | ball phove| red | box | red | box phove| red | ball Trad et paprliaye i
green| hall phove| red | box | red | hox phovejgreen| hall I T IO I T A - B
hlue | ball phovel red | baox | red | box phove| biue | ball g3 e | 7T (a|Tld|2z8|i
red |cup phove| red | box | red | box phove| red | cup Tre|e |t rly| e
green| cup phove| red | box | red | hox Bhove|green| cup I A AR A T s T - A
blug | cup phove| red | box | red | hox jphove| blug | cup I A - T T I -
red |table hove| red | box | red | hox phove| red (table F T IO A T O A I IV B
green| table phove| red | hox | red | box phove|green|table I A A A Y A I B
Dlue [table phove| red | box | red | hox phove| biue (table g4 |7 3|7 (3|2 |84




recs30M BMUS - calor

sentence ‘ reversed order sentence ‘

Recsom fwithout reset) - size 1313 neurons

Tet input recs30mM BMUs - number ‘

sentence ‘ reversed order sentence @ @\
green| box phove| red | box | red | box phove|grean| hox 45 | 53 | 92 (180 2 (112 | 23 | 52 | 56 | 40
Dlue | box phovel red | box | red | box above| blue | hox 19|27 | 52 (180 2 |12 | 28 | 52 [158 | 27
red | bed phovel ted | box | red | hox phove| red | hed 112 | 135 | 26 |180 | 2 | 162 | 28 | 52 |150 | 94
green| hed phove| red | box | red | hox phove|green| bed 95 | 157 | 26 {180 | 2 |\ 126 | 84 | 52 | 58 | 157
blue | bed phove| red | box | red | hox jphove| blue | bed 119 | 108 | 26 | 150 | 2 |\ 126 | 34 | 52 | 158 | 108
red | ball phove| red | box | red | box phove| red | ball 12| 16 | 39 (150 2 | 165 | 54 | 52 |130 | 42
green| hall phove| red | box | red | hox phovejgreen| hall 86 | 93 [ 99 |180| 2 |124 ) 23 | 52 | 5B | €6
hlue | ball phovel red | baox | red | box phove| biue | ball 119130 | 39 (150 2 |140( 26 | 52 |136 | 30
red |cup phove| red | box | red | box phove| red | cup M2 | 38 | 13 (150 | 2 | 163 | 26 | 52 |150 | 36
green| cup phove| red | box | red | hox Bhove|green| cup 86 | 47 [ 13 {180 2 139 8 | 52 | 5B | 23
blug | cup phove| red | box | red | hox jphove| blug | cup 19| 62 | 13 {180 | 2 | 133 | o4 | 52 (188 | B2
red |table hove| red | box | red | hox phove| red (table Me 130 &3 |10 | 2 1532 | o4 | 52 | 130 (130
green| table phove| red | hox | red | box phove|green|table 95 |04 | 25 |90 2 |12n | 14 | 92 | 96 | 8@
Dlue [table phove| red | box | red | hox phove| biue (table M3 | 103 | 29 | 180 | 2 151 | 14 | 82 [198 (116
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Vyhody neuronovych siti 9
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Neuronove sité jsou paralelni systemy, ale byvaji Casto simulovane
pomoci klasickych sériovych pocitaci.

Cas na zpracovani Glohy roste exponencialné se slozitosti tlohy —
Scaling problem

Neuronove sité jsou tedy vyuzivany pouze k feseni jedmoduchych
uloh.

Vykonnost sité je zavisla na kvalité a druhu pfedzpracovanych dat.

Neuronove sité nedokazi vysvétlit sve vysledky. Pravidla podle
kterych operuji jsou neznama.
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