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Shlukova analyza
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Podstata a cile shlukové
analyzy dat
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Shlukova analyza — cile a postupy

e Shlukova analyza se snazi o identifikaci shluk( objektt ve vicerozmérném
prostoru a naslednou redukci vicedimenzionalniho problému kategorizaci

objektl do zjisténych shluk

e Existuje rada riznych metod
pro shlukovani dat lisicich se:

-  Mérenim vzdalenosti mezi
objekty

- Algoritmem spojovani objekt(
do shlukd

- Interpretaci vystupu
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* Kazda z metod ma své viastni
predpoklady vypoctu a je
nasaditelnd pro ruzné typy uloh
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Obecny princip hledani shlukt v datech

* Vzijemnou pozici objektl ve vicerozmérném prostoru lze popsat jejich
vzdalenosti (nap¥. Euklidovou, Ceby$evovou apod.)

* Smysluplnost vysledkl shlukovani zavisi jednak na objektivni existenci
shlukl v datech, jednak na arbitrarné nastavenych kritériich definice
shlukd
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Jednoznacné odliseni existujicich Shlukova analyza je mozna i v tomto
shlukd v datech (obdoba pripadé, nicméné hranice shlukl jsou
multimodalniho rozlozeni) dany pouze nasim rozhodnutim.
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Shlukova analyza — typy metod

Shlukova analyza

Hierarchické
shluky jsou definovany
postupnym skladdnim objektd

Nehierarchické
shluky jsou definovany
v jednom kroku

Aglomerativni
Po spojeni prvni dvojice
objektl dochazi k
postupnému napojovani
dalsich objekt(.

Divizivni
Objekty jsou nejprve
rozdéleny do dvou shlukd,
tyto shluky jsou dale
rozdéleny atd.

Divizivni

objekty rozdéleny do
pfedem nastaveného

poctu shlukd.
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Atd. Vypocet ukoncen
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Kolik shlukt chceme
definovat? Napfiklad 4
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Aglomerativni
sit spojenych
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Minimum spanning
tree, Prime network

Vypocet ukoncen
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Shlukova analyza hierarchicka —
hierarchické aglomerativni
shlukovani
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Hierarchické aglomerativni shlukovani

* Pfi tomto zpusobu shlukovani jsou postupné shlukovdny nejpodobnéjsi
objekty az do doby, kdy jsou vSechny objekty propojeny do jednoho shluku
spojujiciho vsechny objekty v analyzovaném souboru

e Analyza ma dva hlavni kroky:

1. Vybér vhodné metriky vzdalenosti/podobnosti pro vypocet asociacni matice
(analyza mUZe probihat na libovolnych metrikach vzdalenosti/podobnosti)

2. Vybér shlukovaciho algoritmu, ktery podstatnym zplsobem ovliviiuje vysledky
analyzy a moznosti jeji interpretace
e Algoritmus vypoctu postupuje v nasledujicim cyklu
1. Vypocet asociacni matice
2. Spojeni dvou nejpodobnéjsich objektd
3. Prepocitani asociaCni matice tak, ze spojené objekty jiz nadale vystupuji jako
jediny objekt (v tomto kroku se uplatiiuje zvoleny shlukovaci algoritmus, ktery

definuje, jak bude pocitana vzdalenost/podobnost spojenych objektd vici
ostatnim objektiim)

4. Spojeni dvou nejpodobnéjsich objektli z pfepocditané asociacni matice
5. Atd. az do spojeni vSech objekt(
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Hierarchické aglomerativni shlukovani — schéma vypoctu

Vybér metriky
podobnosti/vzdalenosti

A 4

Asociacni matice

Dendrogram

Ukonceni vypoctu po spojeni vsech objektu

]
I

mooQwX>

LikageDslaoe

Amalgamation schedule/graph

Vypocet podobnosti
sloucené dvojice
objektl k ostatnim
objektim

1)

Vybér shlukovaciho
algoritmu

Nalezeni dvojice
nejpodobnéjsich
objektd

012345678901M2B#

Amalgamation Schedule (clustering_demo)
Complete Linkage
Euclidean distances
linkage |Obj. No. | Obj. No. | Obj. No. | Obj. No. | Obj. No.
distance 1 2 3 4 5
1.414214 | D E
4.000000 A B
5.830952 C D E
12.80625 A B C D E
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Popis vystupl — dendrogram

[}
IreeLearia 5Gaes Vystupy shlukové analyzy
Cnpdelirkae <« musi byt vzdy popsany
Rdideenddans pouzitou metrikou vzdalenosti
a shlukovacim algoritmem
A
Shlukované objekty - jejich B
poradi je dano pfifazenim Propojeni
do shlukd, neni problém S shlukovanych
jejich poradi v grafu ménit C objektu
(napf. v tomto konkrétnim /

grafu prohodit A a B), D /
pouze nesmi dojit ke

zméné shlukd E

012345678901 LBHY
Lirkegedae

<
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Vzdalenost, na niz doslo ke spojeni shluku:

* je v rozmérech pouzité metriky vzdalenosti/podobnosti a vtomto kontextu ji Ize kvantitativné interpretovat
* interpretace vzdalenosti shlukovani se lisi podle pouzitého shlukovaciho algoritmu

* nékdy se uvadi ve Skale 0-100%, kde 100% je maximalni vzdalenost shlukovani
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Popis vystupl — Amalgamation schedule/graph

* Popis postupu shlukovani; vyuzitelné i pro identifikaci optimalniho poctu shluk

Amalgamation Schedule {clustering_demao) . . ,
Complete Linkage Objekty spojené
Euclidean distances : -
linkage [Obj. No.| Obj. No_ [ Obj. No. | Obj. No. W Vjed,nOtl'VVCh o
distance 1 2 3 4 5 krocich shlukovani
1.414214 | Dl E z
4.000000 A = L L L e e e R e PP T T
5.830952 C D = . :
12 80625 A B C D E : Souvislost s dendrogramem :
A | |
Grafické vyjadreni krokd shlukovani a i (B: | E
vzdalenostech, na nichz doslo k propojeni objekt(: D :
1 1 :
14  E— |
- ] . 0123456789001N2BY:
‘O- ] ! LikegeOdtae !
8| \ --------------------------------------------
6} - - Pokud je v grafu dlouha vzdalenost
41 bez napojeni shluku, jde o mozné
2l misto zastaveni shlukovani a definici
0 | | | finalnich shlukd
0 1 3 4 5
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Shlukovaci algoritmy hierarchického aglomerativniho
shlukovani

Metoda nejblizSiho souseda (jednospojnd metoda, metoda jediné O P
vazby, metoda kratké ruky, nearest neighbour, simple linkage) © O\O
— spojeni dle nejmensi vzdalenosti mezi objekty shluk O O

Metoda priimérné vazby (stfedospojnd metoda, average linkage) —
spojeni dle primérné vzdalenosti mezi objekty shluku

— Nevazend (unweighted, UPGMA) — vypocet spojovaci vzddlenosti je ovlivnén —0
velikosti spojovanych shluk
— Vaiend (weighted, WPGMA) — odstranéni vlivu velikosti shlukl, shluky bez
ohledu na velikost pfispivaji k vypocCtu spojovaci vzdalenosti stejnou vahou
Centroidova metoda (centroidni metoda, metoda stredospojné
vzdalenosti, Gowerova metoda, centroid method) — spojeni dle )
vzdalenosti centroid(l shlukd O'#]’Q/’O—'{I':O
— Nevazend (unweighted, UPGMC) — vypocet spojovaci vzddlenosti je ovlivnén
velikosti spojovanych shluk & @
— Vaiend (weighted, WPGMC, medianova metoda, median method) -
odstranéni vlivu velikosti shlukd
Metoda nejvzdalenéjsiho souseda (vSespojnd metoda, metoda O
dlouhé ruky, furthest neigbour, complete linkage) — spojeni dle O——G’/OO
nejvétsi vzddlenosti mezi objekty shlukd O o
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Shlukovaci algoritmy hierarchického aglomerativniho
shlukovani

Metoda nejblizSiho souseda (jednospojnd metoda, metoda jediné
vazby, metoda kratké ruky, nearest neighbour, simple linkage)
— spojeni dle nejmensi vzdalenosti mezi objekty shluk

Metoda priimérné vazby (stfedospojnd metoda, average linkage) —
spojeni dle primérné vzdalenosti mezi objekty shluku

— Nevazend (unweighted, UPGMA) — vypocet spojovaci vzddlenosti je ovlivnén
velikosti spojovanych shluku Pfechod mezi obéma
extrémy (metoda
flexible clustering
umoznuje dle
Centroidova metoda (centroidni metoda, metoda stredospojné nastaveni zcela
vzdalenosti, Gowerova metoda, centroid method) — spojeni dle plynuly pfechod)

vzddlenosti centroid shlukt
— Nevazend (unweighted, UPGMC) — vypocet spojovaci vzddlenosti je ovlivnén
velikosti spojovanych shlukd
— Vaiend (weighted, WPGMC, medianova metoda, median method) -
odstranéni vlivu velikosti shluk(

— Vaiend (weighted, WPGMA) — odstranéni vlivu velikosti shlukl, shluky bez
ohledu na velikost pfispivaji k vypocCtu spojovaci vzdalenosti stejnou vahou

Metoda nejvzdalenéjsiho souseda (vSespojnd metoda, metoda
dlouhé ruky, furthest neigbour, complete linkage) — spojeni dle
nejvétsi vzdalenosti mezi objekty shluki
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Principielné podobné ANOVA

Shluky jsou vytvareny tak, aby novée vznikly shluk
prispival co nejméné k sumé ctvercl vzdalenosti
objektl od centroidu jejich shluku

V pocatecnim kroku je kazdy objekt sam sobé
shlukem, a tedy vzdalenost od centroidu shluku
jerovna 0

Pro vypocet vzdalenosti od centroidu je
pouzivana Euklidovska vzdalenost

Pro popis vzdalenosti shlukovani je v

dendrogramu moiné pouZit rfadu postupl

(nezbytné ovérit, jaky pristup je k dispozici v

pouzitém SW):

— Ctverce vzdalenosti

— Odmocnina Ctverce vzdalenosti

— Podil variability (¢tverce vzdalenosti) pripadajici na
dany shluk

— A

Shlukovaci algoritmy hierarchického aglomerativniho
shlukovani — Wardova metoda

Krok 1: kazdy objekt je sam sobé centroidem

O
'®) (@)
@)

(& @

@

Krok 2: spojeni objektl, které nejméné
prispéji k sumé ctvercli vzdalenosti od

centroidu
O d

@

@

® o

Krok 3: spojeni objektdl, které nejméné
prispéji k sumé ctvercl vzdalenosti od

centroidu
o &
S

Krok 4: stejny postup az do spojeni vSech
objektl
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Metoda nejblizsiho souseda: 1. krok vypoctu

e Je vypoctena asociacni matice

A B C D E
A 0.0 4.0 7.2 12.8 12.7
B 4.0 0.0 4.5 10.0 10.3
C 7.2 4.5 0.0 5.7 5.8
D 12.8 10.0 5.7 0.0 1.4
E 12.7 10.3 5.8 1.4 0.0

e Je definovan shluk dvou
nejblizSich objektl

D-E

Dnem?2

OCNWANOINDOSEOD®RTID
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Metoda nejblizsiho souseda: 2. krok vypoctu

 Je vypoctena asociaCni matice, kde objekty D-E jiz vystupuji jako jeden
objekt, jehoz vzdalenost od ostatnich objektl je ddna nejmensi vzdalenosti
od jeho clenu (D, E)

A B C D E
A 0.0 4.0 7.2 12.8 12.7
B 4.0 0.0 4.5 10.0 10.3
C 7.2 4.5 0.0 5.7 5.8
D 12.8 10.0} 5.7 0.0 1.4
E 12.7 10.3 5.8 14 0.0

¥

A B C D+E
A 0.0 4.0 7.2 12.7
B 4.0 0.0 4.5 10.0
C 7.2 4.5 0.0 5.7
D+E 12.7 10.0 5.7 0.0

 Je definovan shluk dvou
nejblizsSich objektd

A-B

D

NE

°O

Dnem?2

OCNWANOINDOSEOD®RTID

012345678001NML2BUDBB
Dnare1
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Metoda nejblizsiho souseda: 3. krok vypoctu

 Je vypoctena asociaCni matice, kde objekty A-B jiz vystupuji jako jeden
objekt, jehoz vzdalenost od ostatnich objektl je ddna nejmensi vzdalenosti

od jeho ¢élent (A, B)

A B C D+E
A 0.0 4.0 7.2 12.7
B 4.0 0.0 4.5 10.0
C 7.2 4.5 0.0 5.7
D+E 12.7 100 5.7 0.0

A4

A+B C D+E
A+B 0.0 4.5 10.0
C 4.5 0.0 5.7
D+E 10.0 5.7 0.0

e Je definovan shluk dvou

nejblizSich objektd

(A-B)-C

NE

Dnem?2

OCNWANOINDOSEOD®RTID

012345678001NML2BUDBB
Dnare1
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Metoda nejblizsiho souseda: 4. krok vypoctu

* Je vypoctena asociacni matice, kde objekty (A-B)-C jiz vystupuji jako jeden
objekt, jehoz vzdalenost od ostatnich objektl je ddna nejmensi vzdalenosti

od jeho ¢élenu (A, B, C)

A+B C D+E
A+B 0.0 4.5 10.0
C 4.5 0.0 5.7
D+E 10.0 5.7 0.0
A
A+B+C D+E
A+B+C 0.0 5.7
D+E 5.7 0.0

* Je definovan shluk dvou

nejblizSich objektu

((A-B)-C)-(D-E)

* VsSechny objekty jsou
spojeny, algoritmus je
ukoncen

Dnem?2

OCNWANAINDOSEOD®RTID

012345678001NML2BUDBB
Dnare1
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Metoda nejblizsiho souseda: vysledek analyzy

* Vysledek analyzy je vizualizovan ve formé dendrogramu

TresDayarmiar 5Cees 6.
Sveliriae p
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C E 71
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E 3}
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1

0
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Metoda nejvzdalenéjsiho souseda: 1. krok vypoctu

e Je vypoctena asociacni matice

A B C D E
A 0.0 4.0 7.2 12.8 12.7
B 4.0 0.0 4.5 10.0 10.3
C 7.2 4.5 0.0 5.7 5.8
D 12.8 10.0 5.7 0.0 1.4
E 12.7 10.3 5.8 1.4 0.0

e Je definovan shluk dvou
nejblizSich objektl

D-E

Dnem?2

OCNWANOINDOSEOD®RTID
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Metoda nejvzdalenéjsiho souseda: 2. krok vypoctu

 Je vypoctena asociaCni matice, kde objekty D-E jiz vystupuji jako jeden
objekt, jehoz vzdalenost od ostatnich objekt( je dana nejvétsi vzdalenosti od

jeho ¢lent (D, E)

A B C D E
A 0.0 4.0 7.2 12.8 12.7
B 4.0 0.0 4.5 10.0 10.3
C 7.2 4.5 0.0 5.7 5.8
D 12.8 10.0} 5.7 0.0 1.4
E 12.7 10.3 5.8 14 0.0

¥

A B C D+E
A 0.0 4.0 7.2 12.8
B 4.0 0.0 4.5 10.3
C 7.2 4.5 0.0 5.8
D+E 12.8 10.3 5.8 0.0

 Je definovan shluk dvou
nejblizsSich objektd

A-B

D

NE

°O

Dnem?2

OCNWANOINDOSEOD®RTID

012345678001NML2BUDBB
Dnare1
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Metoda nejvzdalenéjsiho souseda: 3. krok vypoctu

 Je vypoctena asociaCni matice, kde objekty A-B jiz vystupuji jako jeden
objekt, jehoz vzdalenost od ostatnich objekt( je dana nejvétsi vzdalenosti od
jeho clenu (A, B)

A B C D+E
A 0.0 4.0 7.2 12.8
B 4.0 0.0 4.5 10.3
C 7.2 4.5 0.0 5.8
D+E 128 103 5.8 0.0

A4

A+B C D+E
A+B 0.0 7.2 12.8
C 7.2 0.0 5.8
D+E 128 538 0.0

e Je definovan shluk dvou

nejblizSich objektd

(D-E)-C

Dnem?2

OCNWANOINDOSEOD®RTID

012345678001NML2BUDBB
Dnare1
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Metoda nejvzdalenéjsiho souseda: 4. krok vypoctu

* Je vypoctena asociacni matice, kde objekty (D-E)-C jiz vystupuji jako jeden
objekt, jehoz vzdalenost od ostatnich objekt( je dana nejvétsi vzdalenosti od
jeho clenu (D, E, C)

A+B C D+E

A+B 0.0 7.2 12.8

C 7.2 0.0 5.8
D+E 12.8] 5.8 0.0

¥

(9|
A+B D+E+C
A+B 0.0 12.8
D+E+C 12.8 0.0

* Je definovan shluk dvou
nejblizSich objektu
((D-E)-C)-(A-B)

OCNWAININDOTEOD®RTID

" L 012345678901 L2BHUBH
* VsSechny objekty jsou 0 1
spojeny, algoritmus je

ukoncen T
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Metoda nejvzdalenéjsiho souseda: vysledek analyzy

* Vysledek analyzy je vizualizovan ve formé dendrogramu

TreeDeamior 5Gaes B,
Unpeelrere 5.

Rdicsenddans "

ol

A 2
1t

0!

B N 9l
8l

C 7|
6

D 5
4!

3l

E ol
11

0

012345678901M1R2BH 012345678901 L2BHUBH
Likaelsae Dhere1
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Metoda nejblizSiho a nejvzdalenéjsiho souseda —

interpretace vysledku

Metoda nejblizsiho souseda

Rozdilné zarazeni objektu C

m O O W >»
A

0 12345678901 RBH
LirkageDHace

)r

Vzdalenost, na niz doslo ke spojeni shluku:

* u metody nejblizSiho souseda znamena nejmensi
vzdalenost objektl shluku, tedy ve shluku mohou
existovat objekty s vétsi vzdalenosti

~
7

Metoda nejvzdalenéjsiho souseda

m O O W >»

01234567890MLB#

Lirkegedae

b

Vzdalenost, na niz doslo ke spojeni shluku:

* u metody nejvzdalenéjsiho souseda znamena
nejvétsi vzdalenost objekt(l shluku, tedy objekty ve
shluku uz mohou byt k sobé pouze blize nebo stejné
vzdalené jako je tato vzdalenost

MU 2,
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Shlukova analyza hierarchicka —
hierarchickeé divizivni shlukovani
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Hierarchické divizivni shlukovani — postup

e divizivni metody pracuji ze zacatku se vsemi objekty jako s jednou
skupinou

* nejdrive je tato skupina rozdélena do dvou mensich skupin
 déleni podskupin pokracuje dale, dokud neni splnéno alespon jedno
z kritérii, které ukonci analyzu:
— predem definovany pocet krok
— rozklad na samostatné objekty
— dosazeni kritéria minimalniho rozdilu mezi shluky

R I I



Hierarchické divizivni shlukovani — poznamky

* vyhoda oproti hierarch. aglomerativhimu shlukovani: vhodné pro objemné
datové soubory

 vyhodou rovnéz, ze ke kazdému déleni je pripojeno kritérium, podle
kterého déleni probéehlo

* typy divizivhich metod:
— monotetické (déleni souboru podle jediné proménné)

— polytetické (déleni souboru podle komplexni charakteristiky ziskané na zakladé
vSech proménnych) — napr. metoda TWINSPAN

o Mu o,
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Shlukova analyza nehierarchicka
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Nehierarchické shlukovani
pokud data nevykazuji hierarchickou strukturu, je ¢asto vhodnéjsi pouzivat
nehierarchické shlukovani namisto hierarchického shlukovani
vystupem vytvoreni skupin stejného radu
skupiny uvnitr co nejvice homogenni a mezi sebou co nejvice odlisné
nehierarchické metody vhodné pro velmi objemna data

metody nehierarchického divizivniho shlukovani:
— metoda k-prameérl (k-means clustering)
— metoda x-priméru
— metoda k-medoidU

metody nehierarchického aglomerativniho shlukovani:
— Minimum spanning tree

o Mu o,
W
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Nehierarchické divizivni shlukovani — metoda k-primér

* Metoda zarazuje objekty do shlukl na principu ANOVA, analogii je
Wardova metoda shlukovani v hierarchickém aglomerativnim shlukovani

* Pocet shlukl je predem definovan, vybér nejvhodnéjsiho poctu shlukl je
provadén bud expertné, nebo pomoci matematickych metod vybéru
optimalniho poctu shlukt (analyza vnitro a mezishlukovych vzdalenosti)

* Postup:

1. V prvnim kroku je uréeno k objektt jako pocatecni stfedy shlukl (vybér mize
byt nahodny, dany uzivatelem nebo maximalizujici pocatecni vzdalenosti k
objekt()

2. Nasledné jsou objekty zarazeny do k shluk( tak, aby byla minimalizovdna
suma Ctvercl vzdalenosti objektl k centroidiim jejich shluk

Vysledek pro k=2 Vysledek pro k=3

o o
eo0o o 00
eo0o o of eo0o \G
oo o

Upozornéni: Analyza vidy nalezne zadany pocet shlukl, i kdyz vysledek
nemusi byt vzdy prakticky smyslupiny!
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Nehierarchické aglomerativni shlukovani - postup

Do této skupiny lze zaradit metody
hledajici nejkratSi spojnici meazi
objekty ve vicerozmérném prostoru
(i kdyz lze vznést namitky proti
nazyvani téchto metod
nehierarchickymi)

Metody hledaji v asociacni matici
(prvnim krokem je tak vzdy vybér

vhodné metriky vzdalenosti/
podobnosti) propojeni vSech
objekti’ s  nejmensSi  sumou
vzdalenosti  mezi propojenymi
objekty

Na rozdil od klasického

hierarchického aglomerativniho
shlukovani maze byt na jeden objekt
napojeno nékolik dalSich objekt(

Minimum spanning tree
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ldentifikace optimalniho
poctu shluku
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|dentifikace optimalniho poctu shluku

 Cilem analyzy muUze byt jednak zjistit vazby mezi objekty (dostate¢nym
vystupem je dendrogram) nebo identifikovat v datech shluky, které budou
vyuzity v dalsi analyze jako zjednoduseni vicedimenzionalniho problému

* |dentifikace shlukd ve vysledcich shlukové analyzy:

— Expertni/intuitivni — hranice oddéleni shlukl je uréena podle zkusenosti analytika a
praktického vyznamu vystupu

— Matematické metody (analyza mezishlukovych/vnitroshlukovych vzdalenosti;
silhouette metoda aj.) funguji dobre v pripadé existence pfirozenych shlukd

— V nékterych pripadech (pfi neexistenci prirozenych shlukll) je rozdéleni souboru
pouze arbitrarni

C]
SEIEN
S

Jednoznacny fez na vice vzdalenostech Jediny identifikovatelny fez, navic na malé vzdalenosti

W 6 1 1B 2 2% 3 P 40 4H HDEHB O & D BI20 25 PV H 404 4H H H5 @O© 6 D

MU AL
| N ”|M|"-

H H
IBA 9



|dentifikace optimalniho poctu shluku

* Mezi shlukovou analyzou a pozici objekt( ve vicerozmérném prostoru existuje vztah

Jednoznacny fez na vice vzdalenostech Jediny identifikovatelny rez, navic na malé vzdalenosti
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ldentifikace optimalniho poctu shlukt - metody
e Dunnlv validaéni index

e Daviesuv-Bouldin(v validaéni index

* Metoda siluety

* |zolacni index

 C-index

*  Goodmanuv-KruskallQv index

........



Vypocet shlukové analyzy
v softwarech
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STATISTICA — hierarchické aglomerativni shlukovani

e Statistics — Multivariate Exploratory Techniques — Cluster Analysis — Joining (tree
clustering) — OK

* \Variables: vybér proménnych (napf. objem hipokampu, amygdaly a pallida)

e Cluster: zvolit, zda chceme shlukovat proménné (Variables (columns)) ¢i subjekty
(Cases (rows))

* Amalgamation (linkage) rule = volba shlukovaciho algoritmu:

Single Linkage — metoda nejblizsiho souseda

Complete Linkage — metoda nejvzdalenéjsiho souseda

Unweighted pair-group average — metoda primérné vazby (nevazena)
Weighted pair-group average — metoda prlimérné vazby (vazena)
Unweighted pair-group centroid — centroidovd metoda (nevazenad)

Weighted pair-group centroid (median) — centroidovd metoda (vdZzend) = medianova
metoda

Ward’s method — Wardova metoda

* Distance measure = volba metrik vzdalenosti objektl (subjektd):

Squared Euclidean distances — Ctverec Euklidovy vzdalenosti

Euclidean distances — Euklidova metrika

City-block (Manhattan) distances — Hammingova (manhattanska) metrika
Chebychev distance metric — Ceby$evova metrika

Power: SUM(ABS(x-y)**p)**1/r — pokud r=p, jde o Minkovského metriku
Percent disagreement

1-Pearson r — jedna minus PearsonUyv korela¢ni koeficient
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STATISTICA — hierarch. aglom. shluk. — pokracovani

5’ Joining Results: Data_neuro_shlukovky

[ ="

Humber of variables: 3

Humber of

cases: 15

Joining of cases
Missing data were casewise deleted

malgamation
Distance metric is:

rule:
Euclidean distances

{Jjoining)

Single Linkage

{non—-standardized)

LR

Tree Diagram for 19 Cases
Single Linkage
Euclidean distances
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Amalgamation Schedule (Data_neuro_shlukoviky)
Single Linkage
Euclidean distances
linkage Obj. No. | Obj. No. | Obj. No. | Obj. No. | Obj. No. | O
distance 1 2 3 4 5
125.1972 C TS! c_18
139.2640 C1 C6
43.9270 c 11 c 14
47.0873 C4 cs8
34,1363 c 17 c 19
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asociacni matice Euklidovych vzdalenosti

|Euclidean distances (Data_neuro_shlukovky)
CaseMo. [ C1 ] cCc2[Cc3]cCc4a4[CH[CB][C
c1 [ ol 291 299 490 21 139
c2 231 0 244 264 454 251
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C5 2M 454 527 535 0 223
C 6 139 251 M 4100 223 0
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STATISTICA — nehierarchické shlukovani

e Statistics — Multivariate Exploratory Techniques — Cluster Analysis — K-means
clustering — OK — prepnout se na zalozku Advanced

e \Variables: vybér proménnych (napf. objem hipokampu, amygdaly a pallida)

e Cluster: zvolit, zda chceme shlukovat proménné (Variables (columns)) i
subjekty (Cases (rows))

* Number of clusters: zvolit pocet shlukl (napf. 3)

* Number of iterations: volba poctu iteraci (metoda k-primérl je iterativni
metoda)

* Initial cluster centers: volba pocatecnich stfedl shlukd

* prislusnost jednotlivych subjektt do shluk( nalezneme na zaloZce Advanced
v ,Members of each cluster & distances”
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SPSS — hierarchické aglomerativni shlukovani

* Analyze — Classify — Hierarchical Cluster...

e  Cluster: zvolit, zda chceme shlukovat proménné (Variables) ¢i subjekty (Cases)

e  Statistics...: zatrhnout Proximity matrix (= asociacni matice vzdalenosti ¢i podobnosti)
* Plots...: zatrhnout Dendrogram (moznost volby Vertical ¢i Horizontal)

e Method...:

— Cluster Method = volba shlukovaciho algoritmu:
- Between-groups linkage — metoda pramérné vazby mezi skupinami
- Within-groups linkage — metoda primérné vazby uvnitf skupin
- Nearest neighbor — metoda nejblizSiho souseda
- Furthest neighbor — metoda nejvzdalenéjsiho souseda
- Centroid clustering — centroidovd metoda (nevazena)
- Median clustering — centroidova metoda (vazend) = medidnova metoda
- Ward’s method — Wardova metoda
— Distance measure: volba metrik vzdalenosti objektt (subjektt):
- Euclidean distance — Euklidova metrika
- Squared Euclidean distance — Ctverec Euklidovy vzdalenosti
- Cosine — kosinova metrika
- Pearson correlation — Pearsonuv korelaéni koeficient
- Chebychev — Cebysevova metrika
- Block — Hammingova (manhattanska) metrika
- Minkowski — Minkovského metrika
- Customized — vypocet pomoci SUM(ABS(x-y)**p)**1/r

— Transform Values, Transform Measure — je moZno transformovat plvodni data nebo

vypoctené vzdalenosti
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SPSS — nehierarchické shlukovani

* Analyze — Classify — K-Means Cluster...
* Variables: vybér proménnych (napf. objem hipokampu, amygdaly a pallida)
 Number of clusters: zvolit pocet shlukl (napf. 3)

 Method: prepnout na ,Classify only” v pfipadé, Ze zndme stredy shluku, které
muUZeme nacist pomoci , Read initial“

* lterate... — Maximum lterations (volba poctu iteraci — metoda k-priméru je
iterativni metoda)

e Options... — zatrhnout ,,Cluster information for each case”, abychom ziskali
tabulku, do kterého shluku patri ktery subjekt
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Software R — hierarchické aglomerativni shlukovani

funkce dist na vypocet vzdalenosti objektl (Ci subjektd) :

,euclidean” — Euklidovska metrika

,maximum“ — Ceby%evova metrika

,manhattan“ — Hammingova (manhattanska) metrika
,canberra”— Canberrska metrika

,minkowski“ — Minkovského metrika

funkce hclust na vypocet shlukové analyzy:

yward.D“ a ,ward.D2“ — dva algoritmy pro Wardovu metodu
,single”“ — metoda nejblizSiho souseda (single linkage)
,complete” — metoda nejvzdalenéjsiho souseda (complete linkage)
,average” — metoda primérné vazby (nevazena) (average linkage)
,mcquitty” — metoda primérné vazby (vazena)

,median” — centroidovd metoda (vazena) = medianova metoda
,centroid” — centroidova metoda (nevazena)

podrobna ukazka v souboru Shlukovky skript.R
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Software R — nehierarchické shlukovani

e funkce kmeans
e ukazka:

cl <- kmeans(data.vyber, 3) # provedeni shlukove analyzy
table(clScluster,groupCodes) # zjisteni, kolik subjektu bylo spatne zarazenych
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Matlab — hierarchické aglomerativni shlukovani

* funkce linkage, ktera umoznuje volbu shlukovaciho algoritmu i volbu
metriky vzdalenosti mezi objekty (subjekty)

* volba shlukovaciho algoritmu:
— ,average” — metoda prameérné vazby (nevdzena) (average linkage)
— ,centroid” — centroidova metoda (nevazena)
— ,complete” — metoda nejvzdalenéjsiho souseda (complete linkage)
— ,median” — centroidova metoda (vazena) = medidanova metoda
— ,single” — metoda nejblizSiho souseda (single linkage)
— ,ward“ - Wardova metoda
— ,weighted” — metoda priimérné vazby (vazend)
* volba metriky vzdalenosti — stejna nabidka jako u funkce pdist
e ukazka:
[num, txt] = xIsread('Data_neuro_shlukovky.xIsx',1);
data=num(:,[23,24,26]);

Z=linkage(data,'complete’,'euclidean’); % provedeni shlukove analyzy
dendrogram(Z2) % vykresleni dendrogramu

c=cluster(Z,'maxclust',3); % vytvoreni definovaneho poctu shluku
crosstab(c,num(:,3)) % zjisteni, kolik subjektu bylo spatne zarazenych
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Matlab — nehierarchické shlukovani

funkce kmeans
ukazka:

[idx,C]=kmeans(data,3); % provedeni shlukove analyzy (matice C — centroidy skupin)

crosstab(idx,num(:,3)) % zjisteni, kolik subjektu bylo spatne zarazenych

funkce kmedoids
bohuzel neni ve starych verzich Matlabu
ukazka:

[idx,C]=kmedoids(data,3); % provedeni shlukove analyzy (matice C — medoidy skupin)

crosstab(idx,num(:,3)) % zjisteni, kolik subjektu bylo spatne zarazenych
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Podékovani

Priprava vyukovych material( predmétu
,DSANO2 Pokrocilé metody analyzy dat v neuroveédach”
byla financné podporovana prostredky projektu FRMU
¢. MUNI/FR/0260/2014 , Pokrocilé metody analyzy dat

v neurovédach jako novy predmét na LF MU“
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