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Prinos kurzu

e orientace v principech vicerozmérné analyzy dat s durazem na zpracovani
medicinskych dat, a to predevsim z neurovédniho vyzkumu

 schopnost zvolit a aplikovat adekvatni metodu analyzy a klasifikace dat
k dosazeni pozadovanych vysledk

* schopnost spravné interpretace dosazenych vysledkl véetné vyhodnoceni
uspeésnosti klasifikace
* schopnost praktické analyzy dat v software MATLAB, STATISTICA, SPSS ¢i R
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Osnova kurzu

1. Uvod do pokro¢ilé vicerozmérné analyzy dat:
— vyznam, cile a priklady vyuziti vicerozmérné analyzy dat
— vicerozmeérna data a jejich tabulkové a grafické zpracovani

2. Vicerozmérné statisticke testy a rozlozeni:
— vicerozmérny prameér, kovariancni matice, matice korelacnich koeficientd
— vicerozmeérny t-test, vicerozmérna analyza rozptylu
— transformace a jiné Upravy vicerozmeérnych dat

3. Podobnosti a vzdalenosti ve vicerozmérném prostoru:
— metriky pro urceni vzdalenosti
— metriky pro urceni podobnosti a asociacni matice

4. Shlukova analyza:

— shlukova analyza hierarchicka — hierarchické aglomerativni shlukovani,
hierarchické divizivni shlukovani

— shlukova analyza nehierarchicka
— identifikace optimalniho poctu shluk
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Osnova kurzu — pokracovani

5. Ordinacnianalyzy I:
— principy redukce dimenzionality dat; selekce a extrakce proménnych
— analyza hlavnich komponent (PCA), faktorova analyza (FA)

6. Ordinacni analyzy Il:
— analyza nezavislych komponent (ICA), korespondencni analyza (CA),
vicerozmérné skalovani (MDS), redundancni analyza (RDA), kanonicka
korelaéni analyza (CCorA)

7. Klasifikace I:

— principy a cile klasifikace
— diskriminacni analyza pomoci diskriminacnich fci, minimalni vzdalenosti a
pomoci hranic — Fisherova LDA

8. Klasifikace II:
— metoda podpurnych vektoru (SVM), prehled dalSich klasifikacnich metod

— hodnoceni uspésnosti klasifikace
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Pozadavky ke kolokviu

 Predmét je ukoncen kolokviem sestavajicim se z teoretickych otazek a
analyzy praktickych priklad( na pocitaci.

* Je nutné porozumét probiranym tématim a umét aplikovat vicerozmérné
statistické metody pfi analyze realnych datovych souboru.
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Uvod do pokro¢ilé vicerozmérné
analyzy dat
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Oshova

1. Vyznam, cile a priklady vyuziti vicerozmérné analyzy dat
2. Vicerozmeérna data, jejich popis a vizualizace
3. Predzpracovani dat

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB.E MIMI 8



Vlyznam, cile a priklady vyuziti
vicerozmeérné analyzy dat
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Vyznam a cile vicerozmeérné analyzy dat

e vetSina dat porizenych pfi vyzkumu jsou data vicerozmérna — chceme
zjistit celou radu vlastnosti danych subjektl ¢i objektl

PROMENNE (VLASTNOSTI)
D | Pohlavi Vék  Vaha MMSE  Objem
skore hipokampu
E muz 84 85,5 29 7030
§ 2 Zena 25 62,0 28 6984
-
(Vp)

e zpravidla nestaci analyzovat kazdou proménnou zvldst — pro uplné
pochopeni vztahU vétSinou potreba analyzovat proménné soucasné

- pouZiti VICEROZMERNYCH METOD

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB.E MIMI 10



Vlyznam a cile vicerozmeérné analyzy dat |l

* vicerozmérné metody umoznuiji:
— znazornit a popsat vicerozmeéerna data
— zjistovat vztahy mezi jednotlivymi proménnymi a mezi subjekty (resp. objekty)

* mnoho zpUsobl déleni vicerozmérnych metod do skupin — napr. déleni
podle cile, kterého chceme vicerozmeérnou analyzou dosahnout:

1. Testovani hypotéz o vicerozmeérnych datech
2. Vytvoreni shlukd subjektl, objektd nebo proménnych
3. Redukce vicerozmérnych dat

4. Klasifikace subjektl ¢i objektt
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Hippocampus_volume (mm3)

Cile vicerozmérné analyzy dat
1. Testovani hypotéz o vicerozmeérnych datech

Priklady:

vyzkum vztahu pohlavi a typu onemocnéni na objem hipokampu

zjisténi, zda je rozdilna spotreba elektrické energie ve méstech a na
vesnicich béhem tydne a o vikendu

overeni, zda objem hipokampu, amygdaly a putamenu dokaze odlisit
pacienty se schizofrenii od zdravych subjekt(

7600 .
7400 ¢}
7200 ¢}
o] 1 g
6800 ¢}

6600 | I

6400 ¢}
2200 | | B [

6000

objem putamenu

5800 ¢

5600

' ' ' B Gender: M
CN MCI AD
[BlGender: F
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Cile vicerozmérné analyzy dat
2. Vytvoreni shlukl subjektu, objektl nebo proménnych

.
Priklady:
e vytvoreni skupin diagndz onemocnéni s podobnymi [éCebnymi naklady
* vytvoreni skupin lokalit podle vyskytu urcitych druht rostlin a Zivocichu
e vytvoreni skupin genu a subjektt na zakladé dat genové exprese

* vytvoreni skupin subjektl se schizofrenii podle kognitivnich skére a
neurologickych parametru

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB.A_ M 13



Cile vicerozmérné analyzy dat
3. Redukce vicerozmeérnych dat

Priklady:

vytvoreni

souhrnného

z pavodnich nékolika proménnych

skore odpoveédi

pacientu

radioterapii

vytvoreni mensiho poctu novych proménnych z pavodnich dat, které nam

umozni znazornit vicerozmeérna data ve 2-D Ci 3-D grafech

vybér oblasti mozku, které nejvice odlisuji pacienty s neuropsychiatrickym
onemocnénim od zdravych subjekt(

!

!

!
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A B C D E

ID Group Gender Age MMSE
101 1 1 84 28
102 1 F 76 29
103 1 1 79 30
104 1 F 89 30
105 1 F 71 30
106 1 F 70 30
107 1 F 68 30
108 1 F a6 28
109 1 F a4 29

F
Hippocampus
6996
7187
7030
7263
6867
7331
6705
6586
7036

G H
Amygdala Thalamus)
2725 12800
2916 12277
2835 12906
2919 12432
2887 12383
3081 12415
2823 12575
2860 12454
3017 12361

3914
3606
3638
3678
36589
3553
4150
3945

3827

J

| Pallidum ||Putamen_

11227
11236
11430
11018
11304
11372
11303
11328
11382

K
[Nucl caud
3528
3773
4294
3585
3723
3969
2886
3741
3737

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach

6a W 14



Cile vicerozmérné analyzy dat
4. Klasifikace subjektl ¢i objektl

Priklady:

zjisténi (diagnostika) schizofrenie na zakladé kognitivnich testu

rozhodnuti, zda banka poskytne C¢i neposkytne hypotéku danému
subjektu na zakladé jeho prijmQ, rodinné situace atd.

diagnostika demence (tzn. zarazeni nového subjektu do skupiny pacientt
Ci kontrol) podle obrazku mozku

Novy subjekt
Zdravé
subjekty
Pacienti Pacient? x Zdravy?

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB'E MIMI 15



Vicerozmerna data,
jejich popis a vizualizace
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Vicerozmerna data

OBJEKTY (SUBJEKTY)
A WODN -

PROMENNE
D | Pohlavi Vék  Vaha MMSE  Objem
skére  hipokampu
muz 84 85.5 29 7030
>ena 25 62.0 28 6984

Poznamka: proménné oznacovany i jako znaky, pozorovani, diskriminatory,

priznakové promeénné Ci priznaky

Anglicky oznaceni pouze jednim terminem: feature

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach
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Typy dat - opakovani

« Kvalitativni (kategorialni) data:
- Binarni data

- Nominalni data

- Ordindlni data

e Kvantitativni data:

- Intervalova data p— S
- Pomérova data s

/ /

e UL

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB.A_ ’-,,,M 18



Vizualizace jednorozmeérnych dat - opakovani

[ ]
Kolacovy graf Sloupkovy graf
12 -
Pohlavi % 10 .
N=102
8 .
6 ]
47,1% .
52,9% , |
0 T T T
[ Zeny (N=54) [ Muzi (N=48) oo w v
Stadium onemocnéni
Histogram Krabicovy graf (Box Plot)
25 ~ 100 - —
20 -
75 T Maximum
157 O Median
10 - 50 4 D 75% percentil
5 - o 25% percentil
0 — 25 - L Minimum
0 10 20 30 40 50 60 70 80 90 —
0 !
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K ¢emu nam muze pomoci vizualizace dat?

— odhaleni problémU v datech

id vek pohlavi cholesterol vyska vaha obvod_pasu obvod_boku BMI sys_tlak dia_tlak
1 38 Z 4.6 164 45 60 87 16.7 120 80
36 Z 4.35 167 90 97 112 32.3 130 80
3 26 VA 178 70 72 94 22.1 127 80
4 25 VA 4.2 165 59 65 92 21.7 130 80
5 47 M 5.65 158 92 96 26.8 155 90
6 21 Z 6.35 72 61 69 98 20.6 135 80
7 23 Z 3.45 1X0 82 92 113 28.4 130 80
8 35 M 7.99 17 90 101 110 28.1 140 88
9 33 VA 4.88 167 57 70 92 20.4 140 85
10 48 YA 9.56 164 70 93 107 26.0 250 97
11 25 M 3.1 186 5 81 102 21.7 120 70
12 41 Z 10 167 6 71 101 22.2 140 90
13 29 7 4.2 165 58 66 98 21.3 120 80
14 24 M 5.62 174 80 92 107 26.4 156 90
15 58 f VA 7.9 164 63 73 100 23.4 135 90

/ N \
Chybné hodnoty Chybéjici hodnoty Odlehlé hodnoty

- k vytvoreni predstavy, jaké vysledky analyzy mame asi oCekavat
- ke zjisténi vztahu mezi proménnymi, ...

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach



Vizualizace vicerozmeérnych dat

* 3D sloupkoveé grafy

e dvourozmeérny histogram

* maticové grafy

* krabicové grafy pro vice proménnych

e jkonové (symbolové) grafy:

profilové sloupce

profily

paprskové (hvézdicové) grafy
polygony

pavucinoveé grafy
Chernoffovy tvare
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3D sloupkové grafy
L

e vzajemny vyskyt kategorii dvou kategorialnich proménnych

v softwaru Statistica: Graphs — 3D Sequential Graphs — Bivariate
Histograms...

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB.A_ ’,,”lw 22



Dvourozmeérny histogram

* pro vykresleni vztahu dvou spojitych proménnych

v softwaru Statistica: Graphs — 3D Sequential Graphs — Bivariate
Histograms...

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach fB.E MIMI 23



Ukol 1

e vykreslete dvourozmeérny histogram pro vek a objem hipokampu
 zmeénte barvu pozadi grafu na transparentni
 zménte barvu sloupeckld (napf. na ¢ervenou)

e zvétSete velikost pisma u popiskl os (u hodnot i nazvl promeénnych)
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Teckovy graf

* rovnéz pro vykresleni vztahu dvou spojitych proménnych
e v softwaru Statistica: Graphs — Scatterplots...

3600

3400 +

3200 +

3000 ¢

2800 -

2600 +

Amygdala_volume (mm3)

2400 +

2200

2000 ¢ .

1 BD.:I i i i i i i i i i
5600 5800 6000 6200 8400 6600 GB0O0 7000 7200 7400 7600

Hippocampus_volume (mm3)

My o,
W
IBA ¥



Teckovy graf — pridani kategorialni proménné

/7 /7

zahrnuti kategorialni proménné do grafu pouzitim rdznych symbolu di

barev pro jednotlivé skupiny uréené danou kategorialni proménnou

v softwaru Statistica: Graphs — Scatterplots — na zalozce Categorized
zahrnout On u X-Categorized, vybrat kategorialni proménnou pomoci
Change Variable a zménit Layout na Overlaid

3600

3400

3200

Amygdala_volume {mm3)

2000

1800

3000

2800

2600

2400

2200 +

o Group 3kat: CN

5600 5800 &000 6200 6400 o600 800 700D 7200 V400 VeOO

Group_3kat: MCI
< Group_Jkat: AD

Hippocampus_volume (mm3)
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Maticovy graf

vykresleni vztahu vice spojitych proménnych

v softwaru Statistica: Graphs — Matrix Plots...

upozornéni: nastaveni, jak se vyporadat s chybéjicimi hodnotami

Age

Hakght

Hipoocampus_volume (mms3)

e

=
o

Amygoala_volume (mm3)

1

Koritakova, Dusek: Pokrocilé metody analyzy dat v neurovédach
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Maticovy graf — na diagonale krabicové grafy

v softwaru Statistica: Graphs — Matrix Plots...; na zalozce Advanced

zatrhnout Display: Box plot

_&

Hakght

Hipoocampus_volume (mms3)

=
o
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Ukol 2

* vykreslete maticovy graf pro proménné: objem hipokampu, amygdaly,
thalamu, pallida a putamenu, pricemz na diagonale budou krabicové grafy

« zménte barvu krabicového grafu na ¢ernou (muizZete nastavit i vypln)
« zménte barvu teckovych grafl
e zruste ¢ary mrizky u teckovych grafl (gridlines)



Krabicové grafy pro vice proménnych

e ukazi nam, zda maji proménné podobny rozsah hodnot

V softwaru STATISTICA — 2 zpusoby: 14000

1. oznacit pfislusné sloupecky v 12000 T
datech — Graphs — Graphs of

i

10000
Block Data — Box Plot: Block
columns 8000 T
2. Statistics — Basic Statistics/ 6000 | %j
Tables — Descriptive statistics— |
Box & whisker plot for all :§: EEJ
variables 2000 ¢
0 e
[nit] (] (] (2] (] [nit]
E E E E E £
E E E £ E E
2K @ @ fof] @ Q@
E E E E E E
= = = = = =
=] [=} = [=] o o
;;I ;| ;| ; Q _EI
0 o =] E (uT . (1]
§._ E - = o § 1 Nen-Outlier Range
F o Outliers
#* Extremes
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Vicenasobné krabicové grafy

* umoznuji znazornéni vztahu nékolika kvalitativnich proménnych a jedné
kvantitativni proménné
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lkonové (symbolové) grafy

* hodnoty znakl znazornény jako geometrické Utvary ¢i symboly

 kazdému objektu (subjektu) odpovida jeden obrazec slozeny z téchto
geometrickych utvarid ¢i symbolu

e umozni vizualné porovnat, které objekty (subjekty) jsou si podobné
 mnoho druhd, v softwaru Statistica napft.:

Profilové sloupce

Profily

Paprskové (hvézdicové) grafy

Polygony

Pavucinové grafy

SR A A

Chernoffovy tvare

........



lkonové grafy — profilove sloupce

* vysky sloupcu odpovidaji relativnim hodnotdm proménnych (relativni
hodnota je podil plvodni hodnoty a maxima z absolutnich hodnot dané
proménné)

v softwaru Statistica: Graphs — lcon Plots... — Graph type: Columns
— zvolit proménné — na zalozce Options 1 zatrhnout ,Display case labels”

gl L Ly o, |
Uy Loy Ly 10 1H 1
uLlJJuJJL[Ll.JL

Left to right:

Hippocampus_volume (mm3)
Amygdala_volume {mm3)

I . I Thalamus_volume (mm3)
Pallidum_veolume (mm3)

Putamen_volume (mm3)
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lkonové grafy — profily

obdoba profilovych sloupcll, jen se stfedy hornich hran profilovych
sloupcl spoji useCkami

v softwaru Statistica: Graphs — lIcon Plots... — Graph type: Profiles
— zvolit proménné — na zalozce Options 1 zatrhnout ,Display case labels”

101 102 103 104 105
106 107 108 109 110
201 202 203 504 505

Left to right:

Hippocampus_volume (mm3)

Amygdala_volume {mm3)
AA Thalamus_volume (mm3)

Pallidum_veolume (mm3)

Putamen_volume (mm3)
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lkonové grafy — paprskové (hvézdicoveé) grafy

vzdalenosti od stredu odpovidaji relativnim hodnotam promeénnych

v softwaru Statistica: Graphs — lcon Plots... — Graph type: Stars
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

Clockwise:

Hippocampus_volume (mm3)
ﬁ:, ="  Amygdala_volume (mm3)

Thalamus_volume (mm3)
Pallidum_volume (mm3)

908 309 310 Putamen_volume (mm3)
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lkonové grafy — polygony

obdoba paprskovych graft, jen jsou vyplnéné

v softwaru Statistica: Graphs — lcon Plots... — Graph type: Polygons
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

Left to right:

Hippocampus_volume (mm3)
‘ T~~~  Amygdala_volume (mm3)

Thalamus_volume (mm3)
Pallidum_volume (mm3)

908 309 310 Putamen_volume (mm3)
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lkonové grafy — pavucinoveé grafy

* obdoba paprskovych grafli, pridano znazornéni maxima absolutnich hodnot

v softwaru Statistica: Graphs — Icon Plots... — Graph type: Sun Rays
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

101 102 103 104 105

106 107 108 109 110

801 802 803 804 805
Clockwise:
Hippocampus_volume (mm3)
Amygdala_volume {mm3)
Thalamus_volume (mm3)

306 807 308 809 310

Pallidum_volume (mm3)
Putamen_volume ([mm3)
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lkonové grafy — Chernoffovy tvare

e promeénné znazornény jako casti obliceje
e v softwaru Statistica: Graphs — lcon Plots... — Graph type: Chernoff Faces
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

90000

101 102 105
.@.
106 107 108 109 10
.6.
201 202 203 504 505

— face/w = Hippocampus_volume {mm3)
. + i H L - P . P — earflev = Amygdala_volume {mm3)
— halfface/h = Thalamus_volume (mm3)
306 807 809 310

905 — upfacelecce = Pallidum_volume (mm3)
— lofacelece = Putamen_volume (mm3)
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Ukol 3

 zvolte si typ ikonovych grafa, které se Vam zdaji nejprehlednéjsi, a
vykreslete graf pro subjekty 201 az 230 s vyuzitim proménnych vék,
MMSE, objem hipokampu a objem nucleus caudatus

........



Vizualizace vicerozmeérnych dat - shrnuti

* 3D sloupkové grafy
* dvourozmeérny histogram ¥

 maticové grafy

 krabicové grafy pro vice proménnych ~
e ikonové (symbolové) grafy: 7% % 7% %( %
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Predzpracovani dat
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Schéma analyzy a klasifikace dat

Data

[ ———————

Predzpracovani

e e —————

Redukce

S

Klasifikace

S

Ukazka - kognitivni data apod.

id

|
1
2
3
4

A B C
vek pohlavi
1 38 Z
2 36 M
3 282
A B C
vek pohlavi
1 38 Z
2 36 M
3 26 Z
A B C
vek pohlavi
1 38|Z
2 3o|M
3 26|Z

D
vyska

D
wyska

vyska

164

178

164
167
178

164
167
178

E
vaha

E
vaha

80
70

vaha

S0
70

Ukazka - obrazova data
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Predzpracovani obrazovych dat

MR obrazy

Morfometrie zalozena

Nativni prostor

na na
deformacich voxelech
(DBM) (VBM)
» Registrace

Obrazy Slicované

. obrazy

deformaci ) .

intenzit
Segmentace

éabk)na + Vyhlazeni

Obrazy hustoty
Stereotakticky prostor Sedé hmoty

IBA

MU LT
- B,
| | ' z
: H
% &
‘."AIA e



Predzpracovani obrazovych dat

Dalsi typy dat, které mohou vzniknout po predzpracovani obraz(:

Informace o tloustce Sedé hmoty v Informace o plose
jednotlivych oblastech mozku jednotlivych oblasti mozku
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Predzpracovani dat — chybeéjici hodnoty

snaha, aby v datech viibec nenastaly

pokud vsak nastanou, je silné nedoporucovano délat kazdou analyzu na jinak
velkém souboru (tzv. ,pairwise” odstranovani objektt) - 3 mozna reseni:

1. vyloucit z analyzy vSechny objekty, u nichz se vyskytla néjaka chybéjici
hodnota (tzv. ,casewise”= ,listwise” odstranéni objektu):
- pokud chybéjicich hodnot mnoho, zbyde pouze mélo objektd

- pozor na systematicky chybéjici hodnoty — muUze dojit ke zkresleni
vysledkl analyz

- obcas vhodné odstranit proménné s mnoha chybéjicimi hodnotami misto
objektl, pokud proménné nejsou dulezité pro analyzu
2. definovani souboru s vyplnénymi ,klicovymi“ proménnymi:
- na tomto souboru provedena vétsSina analyz
- dalsi analyzy déldny na podsouboru s mensim poctem subjekt(

3. doplnéni chybéjicich hodnot (tzv. imputace):
- doplnéni primérem z hodnot, které jsou pro danou proménnou k dispozici
- doplnéni hodnot na zakladé regresnich modelt
- pozor! doplnéni hodnot vsak muze zkreslit vysledky analyz

o Mu o,
W
IBA %



Predzpracovani dat — odlehlé hodnoty

 k identifikaci odlehlych hodnot mohou pomoci teckové, maticové Ci
krabicové grafy

 dalsi mozné metody k identifikaci odlehlych hodnot budou probrany na
pristi prednasce
* jetreba rozlisovat:

1. odlehlé hodnoty, které jsou zpusobeny chybou (méficich pfistroji apod.) -
jsou to vétSinou neredlné hodnoty - je vhodné je smazat a dale s nimi
zachazet jako s chybéjicimi hodnotami

2. odlehlé hodnoty, které jsou fyziologické (tzn. jsou to realné hodnoty) = je
vhodné tyto hodnoty v datech ponechat, pokud je to mozné a nezkresli to
analyzu a pouzit neparametrické metody analyzy dat

- priklad, kdy je vhodné odlehlou hodnotu v souboru ponechat: pacienti
Alzheimerovou chorobou v nasem souboru maji hodnotu MMSE skdre vétsi
nez 15, jeden pacient ma vSak hodnotu skdre 7 (je to realna hodnota,
smazanim bychom umeéle snizili variabilitu)

- priklad, kdy je nevhodné odlehlou hodnotu v souboru ponechat: chceme méfit
vySku 15-letych déti — dité trpici nanismem meéfrici 80 cm by prdmérnou vysku
velice zkreslilo, proto ho ze souboru vyradime

o Mu o,
W
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Podékovani

Priprava vyukovych materiald predmétu
,DSANO2 Pokrocilé metody analyzy dat v neurovedach”
byla finan¢né podporovana prostredky projektu FRMU
¢. MUNI/FR/0260/2014 ,,Pokrocilé metody analyzy dat

v neurovedach jako novy predmeét na LF MU“
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