Kriticka prace s daty
2

Radek Cech



Frekvence

* smysluplna pouze jako ,vztahova“ veliCina

* distribuce jednotek urcitého typu
* rankova frekvencni distribuce
* frekvence délek slov/vét...

 vztah frekvence a jinych vlastnosti
* frekvence slovnich druht vs. typ textu
* frekvence vs. délka slova
* frekvence vs. polysémie



Distribuce jednotek

e Havel 1990: rankova frekvencni distribuce slov
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Distribuce jednotek

e Skacel: Odvaha k tomu: rankova frekvencni distribuce slov
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Distribuce jednotek

* SYN2005: : rankova frekvencni distribuce primarnich predlozek
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Distribuce — modely a interpretace

e diverzifikovanost sytému:
* type-token ratio
* repeat rate

* entropie

 vysledkem jedna hodnota



Priklad

* V =10 jednotek
* N =50 vyskytU

e dve ruzné distribuce






Priklad
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Priklad — type-token pomer

e diverzifikovanost/slovni bohatstvi

TTR—V
N

eVVvV/

(souboru), ktery bude mit délku N = 50 slov?



Priklad — type-token pomer

* nejvyssi hodnota = kazdé slovo pouze jednou

V
TTR 0 = N



Priklad — type-token pomer

* nejvyssi hodnota = kazdé slovo pouze jednou

V50
TTRy g = —

:—:1
N 50



Priklad — type-token pomer

* nejvyssi hodnota = kazdé slovo pouze jednou

V50
TTRy g = —

:—:1
N 50

e VV/



Priklad — type-token pomer

* nejvyssi hodnota = kazdé slovo pouze jednou

V50
TTRmaxZ NZEZ 1
* nejnizsi hodnota = jedno slovo v celém texu
vV 1
TTRmin — N — % — 002



Priklad — type-token pomer

* a co nase hypoteticka data?

* |iSi se jejich TTR? pofadi f poradi f
1 23 1 40
2 10 2 2
3 5 3 1
4 3 4 1
5 2 5 1
6 2 6 1
7 2 7 1
8 1 8 1
9 1 9 1
10 1 10 1



Priklad — type-token pomer

* a co nase hypoteticka data?

* |iSi se jejich TTR? pofadi f potadi f
1 23 1 40

2 10 2 2

V10 3 5 3 1

I'TRptikiaa = Nt 0.2 : ; : 1
6 2 6 1

7 2 7 1

8 1 8 1

9 1 9 1

10 1 10 1



Priklad — index opakovani (repeat rate)

* mira koncentrace jednotek (napt. slov) v souboru

V
RR = ) pf
r=1

_Jr
N

%

1 2

RR =) f;
r=1

Pr



Priklad — index opakovani (repeat rate)

* nejvyssi koncentrace = jedno slovo v celém texu

% 50% 2500
max- N2 502 2500

e VvV/

7 124+1441%..+1% 50
e N2 502 2500




— index opakovani (repeat rate)

e VV/

mm:,viiu

* pro nase hypoteticka data, V = 10 plati

1
=—=20.1

1
RRmin = 7 = 15



Priklad — repeat rate

* a co nase hypoteticka data?
* [iSi se jejich RR?

* Excel




Priklad — repeat rate

° EXCEI poradi  f fa2

1 23 229
2 10 100
3 3 25
4 3 S
=] 2 4
6 2 4
F 2 4
8 1 1
9 1 1
10 1 1
fa2 678
MNA2 2500

RR 0.2712



Priklad — repeat rate

* vypocitejte RR pro oranzova data



Priklad — repeat rate

fa2 fa2
529 1600
100 4
25 1
9 1
4 1
A 1
A 1
1 1
1 1
1 1
Ifa2 678 Ifa2 1612
MNAZ 2500 MNA2 2500
RR 0.2712 RR 0.6448




Entropie

* mira neurcitosti systému

* mira diverzity
* Cim je hodnota entropie vétsi,
tim systém diverzifikovanéjsi
(tj. méné koncentrovany)
* napf. vysoka hodnota entropie

je napr. znakem velkého
slovniho bohatstvi




Entropie

vV
H=- z prlog,py
r=1

_ I
pr=

V
1
H =log,N — Nz frlog, f;
r=1



s VV/

50(log,50)
50

Hpin = l0g,50 — = log,50 — log,50 = 0



Priklad — entropie

eVvvVvV/

50YY_.log,1 0
H, .. =1log,50 — Z’EB 92° _ 104,50 ~ <o = 10g,50 = 5.64
Hopax = log,V

* nejvyssi entropie pro nase hypoteticka data V = 10

H.,.,. =1log,10 = 3.32



Priklad — entropie

* pro porovnani dat rizného rozsahu - relativni entropie
* <0; 1>

H B H
Hmax lOQZV

Hyo =



Priklad — entropie

* a co nase hypoteticka data?
* |iSi se jejich H?

* Excel




Priklad — entropie

poradi f f*log 2%f

1 23 104.042
2 10 33.219
3 5 11.610
4 3 4.755
5 2 2
) 2 2
I 2 2
a8 1 0
9 1 0
10 1 0
if*log 2%f 159.620
If*log 2*f/N 3.193
log 2N 5.644

H 2.451
H_max 3.322

H rel 0.738



Priklad — repeat rate

* vypocitejte H pro oranzova data



Priklad — entropie

*log_2*f *log 2*f

104.042 212.877

33.219 2

11.610 0

4.755 0

2 0

2 0

2 0

0 0

0 0

0 0

If*log_2*f 159.626 If*log 2% 214.877
If*log 2*f/N 3.193 If*log 2% 4,298
log 2N 5.644 log 2N 5.644
H 2.451 H 1.346
H_max 3.322 H_max 3.322
H_rel 0.738 H_rel 0.405




TTR, RR, H

* | nevhodné pro porovnavani souboru nestejné délky (napf. textu)

e viz QuitaUp (https://korpus.cz/quitaup/)

e priklad vhodného pouziti - distribuce padu


https://korpus.cz/quitaup/

Priklad - distribuce padu vs. sémantika

* ProcC (a jaky) by méla mit sémantika vliv na distribuci padd substantiv?

 vychodiska (predbéznad)
* substantiva denotujici osoby maji tendenci se vyskytovat nejcastéji v
nominativu (vlivem tendence vyskytovat se v sémantické roli agentu)

* u substantiv denotujicich napr. nezivé predmeéty nebo abstraktni entity neni
jejich morfosyntakticky status jednoznacny



Subst. maskulina
anim. vs. tnanim

Anim. sg. (SYN2010)

2161013
gen. 532579
acc. 278806
instr. 233327
dat. 170042
loc. 39956

Inanim. sg. (SYN2010)

1649641
acc. 1546412
nom. 1422769
loc. 1045981
instr. 613918
dat. 184674



Subst. maskulina
anim. vs. iInanim
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Subst. maskulina
anim. vs. inanim

*RR,,,=0.439 RR =0.207

anim inanim



Distribuce padu vs. semantika

* Jaké obecné principy ridici jazykové chovani by mohly mit vliv na
predpokladany vztah mezi sémantikou a distribuci padu?
* Jaké jsou tzv. hraniéni podminky?
* rod
* Cislo
* polysémie atd.

* pozn. vice o hranicnich podminkach u tématu Hypotéza a jeji vlastnosti



Teoretické predpoklady

e distribuce padu je vysledkem tzv. diverzifikacniho procesu

* diverzifikace (obecné)

 jednotka (napf. slovo) — kategorie (pad, rod, Cislo atd.) — jednotlivé instance
(nom., gen...; mask., fem., neut....)

* pokud jednotka v ramci kategorie podléha diverzifikaci, frekvence nejsou
distribuovany rovnomeérne

* jedna se o obecny jev, ktery je charakteristicky pro jazykovy systém



Hypotéza

e padové distribuce jednotlivych substantiv (anim. a inanim u vSech tri
rodu) se vyznamne lisSi vzhledem k Zivotnosti

* HO: mezi distribuci padu zivotnych a nezivotnych substantiv neni
rozdil

* H1: mezi distribuci padu zivotnych a nezivotnych substantiv je rozdil



Data

* SYN 2010
* 5 nejfrekventovanéjsich anim. a inanim. substantiv
e 10 v ramci kazdého rodu (mask., fem., neut.)

e celkem analyzovano 30 substantiv
e konkrétni substantiva
* bez vlastnich jmen
* pouze singular



Distribuce padu vs. semantika

relative frequency
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Distribuce padu vs. semantika

anim. inanim.
* Clovek e dim
* RR=0.414 * RR=0.24
*H_=0.676 * H_ =0.874
* muz e stll
* RR=0.423 * RR=0.225

* He =067 * H_ =0.903



Distribuce padu vs. semantika

anim. inanim.
* Clovek e dim
* RR=0.414 * RR=0.24
*H_=0.676 * H_ =0.874
* muz e stdl
* RR=0.423 e RR = 0.225
* He =067 * H_ =0.903

pozn. z danych hodnot je mozné udélat aritmeticky prumér a statisticky
testovat rozdily mezi skupinami slov - vice pozdéji



Distribuce — modely a interpretace

* matematicka funkce jako model

e distribucni funkce
* spojité veliciny
* diskrétni veliciny



Model — funkce

e [inearni
y =X
Yy = ax
y=b+ax

X, Y ... promenné
a, b ... parametry



Model — funkce
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Model — funkce
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Model — funkce
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Model — funkce
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Model — funkce
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Model — funkce
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Model — mochinna funkce



y =100x">
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y =100x">

e diverzifikovany systém
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y = 100x~1
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y = 100x~1
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* méneé diverzifikovany systém

» jednotky se Castéji opakuiji
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y = 100x79>
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y = 100x79>

* nejmeéne diverzifikovany system

(z prezentovanych pfikladu)
* jednotky se opakuji jesté castéji
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Model vs. realita

* model
» predpoklada pusobeni mechanismu
* idealni stav

* realita
* mechanismus ovlivnén rlznymi faktory
* fluktuace
* nahodné jevy



Model vs. realita
e postup

* model predikuje chovani systému
e porovnavame model s daty
* je mozné vyjadrit miru modelu s daty



Model vs. realita
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Model vs. realita
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Model vs. realita
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Model vs. realita
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Model vs. realita
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Model vs. realita

* modelujte mocninnou funkci zelena a oranzova data



Priklad — modelovani frekvencni distribuce
tzv. dependencnich ramcu

* Cech, R., Mili¢ka, J., Macutek, J., Kod¢ova, M., Lopatkova, M. (2018).
Quantitative Analysis of Syntactic Dependency in Czech. In Jiang, J.,

Liu, H. (eds.). Quantitative Analysis of Dependency Structures. De
Gruyter, 53-70.

e http://www.cechradek.cz/publ/2018 Cech etal Quantitative Analysi
s Syntactic Dependency.pdf



http://www.cechradek.cz/publ/2018_Cech_etal_Quantitative_Analysis_Syntactic_Dependency.pdf
http://www.cechradek.cz/publ/2018_Cech_etal_Quantitative_Analysis_Syntactic_Dependency.pdf

Distribuce

« Cech, Uhlifova

(2014)

v/

ovecnych urceni

a

Or1S

Adverbial [r |[f f.
Place 1 (273 273
Time 2 1204 (204
Manner 3 1172 17.2
Means 4 |68 6.8
Aspect 5 |6l 6.1
Condition [6 |59 59
Measure 7 152 5.2
Cause 8 130 3.0
Result 9 |18 1.8
Origin 10| I8 1.8
Purpose 11117 1.7
Concession | 12 | 16 1.6
Originator | 13 | 12 ].2
Y 1 000 | 100

Adverbial | Noun | Adverb | Clause
Place 263 |9 l
Time 96 104 4
Manner 79 75 18
Means 68 - -
Aspect 46 13 2
Condition | 30 - 29
Measure 21 30 l
Cause 11 - 19
Result 18 - -
Origin 18 - -
Purpose 10 - 7
Concession | 4 - 12
Originator | 12 - -

) 676 | 231 03
R’ 098 |1 0.96




frequency

Figure 1. The distribution of all adverbials and the result of the fitting of the
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Figure 2. The distribution of adverbials expressed by nouns and the resu

fitting of the Zipf-Alekseev fimetion to the-dta Figure 4. The distribution of adverbials expressed by clauses

and the result of the fitting of the Zipf-Alekseev function to the data.
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Figure 3. The distribution of adverbials expressed by adverbs
and the result of the fitting of the Zipf-Alekseev function to the data.



Case study

» Radek Cech, Emmerich Kelih, Jan Maé&utek: Impact of semantics on
case diversification



Rankoveé frekvencni distribuce
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Rankoveé frekvencni distribuce

(fem.)
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Rankoveé frekvencni distribuce

(neut.)
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Model

X ... poradi padu
y ... frekvence padu
a, b ... parametry

specialni pripad Wimmerova-Altmannova modelu



Vysledky aplikace modelu na data (mask.)

mask. anim. mask. inanim.
Clovék 123208.0 1.059 0.9723 dum 29591.9 0.411 0.9400
muz 91962.4 1.149 0.9711 stul 11730.4 0.375 0.9772
pan 39832.5 0.685 0.9887 mesic 18996.9 0.738 0.9852
otec 48060.8 1.014 0.9476 vzduch 8805.4 0.374 0.9268

reditel 46335.5 1.142 0.9950 byt 10488.9 0.456 0.9221



Aplikace modelu na lemma ,,clovek”

20000 30000 40000
I I I

10000
I

0
|




Aplikace modelu na lemma ,,dum*

10000 15000 20000
| | |

5000




Vysledky aplikace modelu na data (fem.)

fem. anim.

zena 46525.9

matka 32093.7

pani 56238.4
divka 17406.2
dcera 8179.4

0.723

0.772

1.247

0.889

0.471

0.9664

0.9108

0.9667

0.9771

0.9757

fem. inanim.

femma__|_a_|_b_| & Mlemma | a | b | R

hlava

ruka

skola

ulice

tvar

32671.4

25636.7

25894.7

31193.3

11521.9

0.380

0.385

0.506

0.772

0.308

0.9046

0.9366

0.9778

0.9802

0.8232



Vysledky aplikace modelu na data (neut.)

neut. anim.

neut. inanim.

femma_|_a__|_b_| & Mlemma | a | b | R

dite

dévce

miminko

décko

détatko

19762.8

2220.8

1135.3

0.492

0.596

0.403

0.430

0.555

0.9743

0.9281

0.8960

0.9574

0.9854

mesto 53158.3
télo 15578.0
auto 10164.0
divadlo  11608.6
srdce 7553.4

0.515

0.369

0.299

0.423

0.295

0.9819

0.9673

0.8910

0.9291

0.9777



Prumeéery parametru b

mask. 1.010 0.471
fem. 0.821 0.471
neut. 0.495 0.380
1.2
1 L 2
0.8 4
0.6 ¢ anim.
| | ¢* M inanim.
0.4 B
0.2
0

masc. fem. neutr.



Rozdéleni dat

e diskrétni modely
* muze nabyvat pouze spocetné izolovanych hodnot z mnoziny



Table 4.4
b) As to Text 2: fithng of the 1-displaced hyper-Poisson distribution to the
word lengths (syllables per word) in: Pestalozzi, Das Menschenvertilgen (Pesta-
lozzi, Fabeln, p. 42£) Table 4.5
As to Text 3: fitting the 1-displaced hyper-Poissen distribution to word length
(syllables per word) in: BSll, Brief an E -A Kwmnz 11.11.52

X My NP,
1 130 12899 X My NF,
2 93 87.97 1 226 226.22
3 £ 20.03 2 125 128.00
4 10 6.70 3 57 51.05
3 1 133 4 13 15.70
a=06791 X =4.566 :ﬁ* T i.g;
- 0298 F-010 a=13462 X =123
b=23775 P=075
F_" 1
140
120 200 4
100 +
150 4
80
50+ 100 4
20
I.
g - ' T T -_l T o r r r -_l ——
1 2 3 4 5 1 2 3 4 5 B

Figure 4.4. Concerning the data in Table 4.4 Figure 4.5, Concerning the data in Table 4.5



Table 4.4
b) As to Text 2: fithng of the 1-displaced hyper-Poisson distribution to the
word lengths (syllables per word) in: Pestalozzi, Das Menschenvertilgen (Pesta-
lozzi, Fabeln, p. 42£) Table 4.5
As to Text 3: fitting the 1-displaced hyper-Poissen distribution to word length
(syllables per word) in: BSll, Brief an E -A Kwmnz 11.11.52

NP,
128.99 x My NE,
97 07 1 226 22622
20 93 2 125 128.09
570 : 57 51.05
B 4 13 15.70
133
Y7 = 1566 5 4 3.03
P—0.10 76 I\ | 1.01
' a=13462 X =1233
b=23775 P=075
2500
140
120 200
100
150 4
B0
&0 - 100 4
&0 -
I.
o - r r r -_| r oA r r r -_l — —
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Figure 4.4. Concerning the data in Table 4.4 Figure 4.5. Concerning the data in Table 4.5
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