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1 Vicerozmeérné analyzy a jejich vyuziti

Vicerozmérné analyzy predstavuji velice uziteCny nastroj pro uchopeni, zjednoduseni a

vizualizaci velmi slozitych dat.

”

Na druhou stranu mohou v ptipad¢ nespravného uziti vést k zavadéjicim vysledkim, jejichz
chybnost nemusi byt ov§em na prvni pohled ziejma, protoze je skryta za slozitou strukturou

dat a komplikovanosti vypoctu.

Cilem tohoto vyukového dokumentu je ptedstavit ve struéné a prehledné formé zaklady

vyuziti riiznych typi vicerozmérnych analyz vCetné jejich interpretace a potencialné slabych

mist.

1.1 Co je vicerozmérna analyza?

Veskery svét kolem nas je vicerozmérny, kromé vnimani tfirozmérného tvaru mizeme kazdy
objekt popsat celou fadou dalSich charakteristik, jako je tfeba barva, hmotnost, chut atd. atd.
Pfes tuto skute¢nost, kterou vnimame kazdy den je pro nas ovSem problémem predstavit si

tuto skutecnost popsanou ve formé datové tabulky a nebo ji dokonce néjakym zpiisobem

popsat jinému ¢loveéku — nastava zde tedy misto pro specidlni typ analyzy, tedy

vicerozmérnou analyzu.

Obrazek Pfimé vnimani vicerozmeérné reality vs. naSe schopnost jejiho zaznamu.

Rok
ID Sex | narozeni | VySka | Hmotnost | Vzdélani
1 muz 1943 183 90 | V8
2| zena 1953 162 61|z
3 muz 1955 172 86 | Z
4| zena 1956 164 65 | SS's mat.
5 muz 1927 170 85 | V8
6| Zena 1928 158 71 | S8 s mat.
7| zZena 1983 182 68 | SS's mat.
8 muz 1977 195 85 | S8 s mat.
9| zena 1976 173 73 | V8§
10 muz 1960 180 103 | SS s mat.
11 muz 1956 189 96 | SS s mat.
12 | Zena 1955 179 74 | VS
13 | Zena 1976 164 57 | S8
14 muz 1966 172 63 |2
15 muz 1938 172 96 | SS
16 muz 1955 178 110 | S8
17 muz 1979 180 63 | VS
18 muz 1951 185 126 | VS
19 muz 1955 172 78 | S8
20 | zena 1974 169 98 | S§




1.2 Proc¢ vicerozmérna analyza?

Ackoliv klasicka statistika zné fadu zptsobl popisu jednotlivych méfenych nebo
pozorovanych parametrd, je pro nas v ptipad¢ hodnoceni velkého mnozstvi parametri velmi
obtizné si tyto vystupy slozit v mozku do jednolitého obrazu vedouciho k pochopeni podstaty.
Prave vicerozmérnd analyza dat je ndstrojem slouzicim k usnadnéni tohoto procesu a jeji
piinos lze shrnout nasledovné:
* Nalezeni smysluplnych pohledi na data popsana velkym mnoZstvim parametrii
* Nalezeni a popsani skrytych vazeb mezi parametry a tak zjednoduseni jejich
struktury
* Jednoducha vizualizace dat, kdy v jediném grafu se skryva informace napft. z 20
proménnych
* Umoznéni a/nebo zjednoduseni a interpretace dat na zaklad¢ jejich zjednoduseni a
vizualizace vicerozmérnou analyzou

1.3 Principy vicerozmérnych analyz

Ackoliv je v ptipad€ vicerozmérnych analyz pouZzivana cela fada matematickych postupi,
jedno maji vSechny tyto analyzy spole¢né — hledaji, které namétrené parametry nebo objekty
spolu n&jakym zplisobem souvisi a které je tedy mozné jako podobné sloucit a tak snizit
slozitost namétenych dat.

Extrémnim ptipadem by byla napft. situace, kdy by vyska ¢lovéka byla méfena zaroven

v centimetrech a v milimetrech (=2 parametry), oba parametry piedstavuji ve skute¢nosti
pouze parametr jediny. V praxi samoziejme tuto absurdni situaci nenajdeme, nicméné rizné
vazby mezi parametry existuji vzdy a umoziuji nam tak zjednodusit ziskana data.

Pokud by mezi naméfenymi parametry Zadna vazba neexistovala nebo byla velmi slaba nema
smysl vicerozmérnou analyzu viibec pocitat !!!

1.4 Datové podklady

Podkladem kazdé vicerozmérné analyzy je vzdy tabulka obsahujici v fadcich jednotlivé
meiené objekty (respondenty) a ve sloupcich parametry méfené na téchto objektech. Kazdy
parametr piedstavuje jeden rozmér (dimenzi) objektu. Ukazka datové tabulky je niZe.

Cislo Test Test Test Soucet Body pro
prihlasky | Nazev programu fyzika chemie biologie (max. 180) prijeti Prijat
1608025 | VSeob. lékarstvi 52 44 28 124 104 ano
1624822 | VSeob. Iékarstvi 48 46 52 146 104 ano
1607697 | VSeob. Iékarstvi 34 36 42 112 104 ano
1685031 | VSeob. Iékarstvi 32 24 46 102 104 ne
1681248 | VSeob. Iékarstvi 44 36 42 122 104 ano
1356491 | VSeob. Iékarstvi 18 36 46 100 104 ne
1355689 | VsSeob. Iékarstvi 40 30 46 116 104 ano
1384362 | VSeob. Iékarstvi 38 34 32 104 104 ano
1503013 | VSeob. Iékarstvi 34 44 52 130 104 ano
1683334 | VSeob. Iékarstvi 22 42 40 104 104 ano
1478234 | VSeob. Iékarstvi 48 48 38 134 104 ano
1569543 | VSeob. Iékarstvi 28 34 46 108 104 ano
1642344 | VSeob. Iékarstvi 44 42 54 140 104 ano
1660003 | VSeob. Iékarstvi 44 30 50 124 104 ano
1654911 | VSeob. Iékarstvi 30 32 40 102 104 ne




Hodnoty parametrii definuji pozici objektl ve vicerozmérném prostoru, v nejjednodussim
piipad¢ jde dvourozmérny prostor, ktery lze zobrazit v XY grafu. Problémem samoziejmé je,
ze pro vice nez tfi dimenze nejsme schopni vytvofit odpovidajici zobrazeni a potiebujeme
vicerozmérna analyzu, kterd ptisluSna data zjednodusi a umozni zobrazit.
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ID Sex Vék Vyska Hmotnost .
1 muz 62 183 90
3 muz 50 172 86 120
5 muz 78 170 85
8 muz 28 195 85 10| -
10 muz 45 180 103
11 muz 49 189 96 N .
14  muz 39 172 63 g 100
15  muz 67 172 96 £ . .
16  muz 50 178 110 E ol .
17 muz 26 180 63 .= .
18 muz 54 185 126
19  muz 50 172 78 8oy .
70 +
60
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Vyska

Protoze vicerozmérna analyza zjednodusuje namétend data na zdkladé analyzy jejich
vzajemnych vazeb je nezbytnym krokem v dal$i analyze vytvoreni métitka vazby:

* Namétenych parametrt

* Nameétenych objektii

» Skupin objektti k parametrim



Jako méftitko vazby parametr je nejcastéji vyuzivana korelace a kovariance, vznikla tzv.
asocia¢ni matice parametrtl, ktera je podkladem pro faktorovou analyzu a analyzu hlavnich
komponent.

Krvni tlak  Krvni tlak
ID vék Vyska Hmotnost systolicky diastolicky
1 62 183 90 140 60
3 50 172 86 130 85
5 78 170 85 140 80
8 28 195 85 135 90
10 45 180 103 125 75
11 49 189 96 140 90
14 39 172 63 130 85
15 67 172 96 145 95
16 50 178 110 140 80
17 26 180 63 130 80
18 54 185 126 135 90
19 50 172 78 150 95
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Tabulka. Ukézka asocia¢ni matice (matice korelaci mezi parametry):

TK TK
Vék VySka Hmotnost systolicky diastolicky
Vék 1.00 -0.47 0.37 0.50 -0.12
Vyska -0.47 1.00 0.30 -0.16 -0.05
Hmotnost 0.37 0.30 1.00 0.10 0.03
TK systolicky 0.50 -0.16 0.10 1.00 0.32
TK diastolicky -0.12 -0.05 0.03 0.32 1.00




Pro zjisténi vazby objektil (nejcastéji za i€elem nalezeni jejich skupin) jsou pouzivany tzv.
vicerozmérné vzdalenosti objektii. Jde o vzajemnou vzdalenost objektli ve vicerozmérném
prostoru; tabulka vSech vzdalenosti mezi métenymi objekty vytvafi tzv. matici vzdalenosti
objektii. Matice vzdalenosti objektti je nejcastéji podkladem pros hlukovou analyzu.

Obrazek. Vzdalenost objektl v tiirozmérném prostoru (D = Euklidovska vzdalenost).

Tabulka. Jednotliva pfestaveni a jejich pocet v kinech Palace Cinemas ze dne 16.3.2006..

Slovansky Novy Park Olympia _Velky
dim Smichov Hostivaf Lethany Centrum Spalicek
(Praha) (Praha) (Praha) (Praha) (Brno) (Brno)
Capote 0 2 0 0 0 0
Casanova 4 3 3 2 3 3
Faktétum 0 0 0 0 0 1
Zmrazena pojistka 5 6 4 3 2 4
Bambi 2 2 2 0 1 2 0
Dobrou noc a hodné stésti 3 0 0 0 0 0
Erasmus 2 2 0 0 0 0 0
Fimfarum 2 1 3 2 0 0 0
Gejsa 3 2 0 2 2 1
Hostel 1 2 1 1 2 0
Jak se kroti krokodily 0 1 2 1 2 0
Karcoolka 3 4 1 1 2 2
Letopisy Narnie 0 2 0 0 0 0
Pycha a predsudek 1 3 0 0 0 1
Raft’aci 9 15 6 6 6 7
Rizovy panter 4 6 3 3 3 3
Underworld: Evolution 1 3 1 2 2 1
Univerzalni uklizecka 1 0 0 0 0 0
Valka svétl 1 0 0 0 0 0
Walk the Line 1 0 0 0 0 0
Zkrocena hora 3 4 2 2 1 3




Tabulka. Tabulka vzdalenosti kin Palace Cinemas podle hranych pfedstaveni (ukazka
vicerozmérnych vzdalenosti; pouzita byla Euklidovska vzdalenost).

Slovansky Novy Olympia _Velky
dim Smichov Park Letiany Centrum Spali¢ek

(Praha) (Praha) Hostivar  (Praha) (Brno) (Brno)

Slovansky diim (Praha) 0 9.110 7.211 6.708 7.071 5.916

Novy Smichov (Praha) 9.110 0 11.790 11.916 12.124 10.863

Park Hostivar 7.211 11.790 0 3.606 4.472 3.873

Letnany (Praha) 6.708 11.916 3.606 0 2.646 3.464

Olympia Centrum (Brno) 7.071 12.124 4.472 2.646 0 5.000
Velky Spaliéek (Brno) 5.916 10.863 3.873 3.464 5.000 0

Z tabulky vidime, Ze podle nabidky filmu jsou si nejblize kina Letiany (v Praze) a Olympia
(v Brn¢).

Konec¢né tfeti moznosti je vyhodnoceni vazby mezi skupinami objektd a parametry. Pro
hodnoceni skupiny respondentli je spocitana zastupna statistika parametrti (napt. pocet hodnot
(zde vznika tzv. kontingenc¢ni tabulka), primér, suma nebo jind smysluplna statistika).
Vznikl4 tabulka je nejc¢astéji vstupem pro korespondencni analyzu.

Tabulka. Ukazka kontingenc¢ni tabulky. Pocet studentl pfihlaSenych na programy lékaiské
fakulty z riznych kraji CR.

Studijni program Specializace ve VSeobecné Celkovy
Kraj Osetrovatelstvi  zdravotnictvi lékarstvi Zubni lékarstvi | soucet
JihoCesky 30 45 101 31 207
Jihomoravsky 47 115 170 53 385
Karlovarsky 11 27 49 15 102
Kralovehradecky 23 42 89 22 176
Liberecky 21 35 68 12 136
Moravskoslezsky 60 123 215 59 457
Olomoucky 25 54 96 30 205
Pardubicky 14 57 85 18 174
Plzerisky 25 46 81 22 174
Praha 53 118 186 49 406
StfedoCesky 44 104 165 58 371
Ustecky 35 78 127 40 280
Vysocina 21 43 85 20 169
Zlinsky 31 48 98 31 208
Celkovy soucet 440 935 1615 460 3450




2 Zakladni typy vicerozmérnych analyz

Jak jiz bylo naznaceno existuje celd fada vicerozmérnych metod s rozdilnym cilem analyzy a
aplikovatelné na rtizné typy dat:
* Shlukova analyza hled4 v datech skupiny obdobnych objektli nebo parametrt, 1ze ji
dale rozdélit:
0 Hierarchické aglomerativni metody vytvaii strom objektii (parametrt) podle
jejich podobnosti, strom vznikd postupnym nartistanim
0 Nehierarchické metody rozd¢luji objekty do zadaného poctu shlukt tak aby si
objekty v jednotlivych shlucich byly navzajem co nejpodobné;si
0 Hierarchické divizivni metody vytvaii strom objektl podle jejich podobnosti,
strom vznik4 postupnym rozdélovanim dat
* Ordina¢ni metody se snazi data zjednodusit a vysledek analyzy napt. 20 parametrti
prezentovat idealné v dvou rozmérech XY grafu, ktery by zarovenn mél nést vétSinu
informace z ptivodnich dat.
0 Koresponden¢ni analyza
0 Faktorova analyza a analyza hlavnich komponent
» Klasifikace a modelovani jsou vyuzivany pro predikci charakteristik respondentii
nebo jejich zatazeni do zndmych skupin, z této skupiny je v dokumentu zminéna
detailngji pouze diskriminacni analyza
0 Diskrimina¢ni analyza
Rozhodovaci stromy a lesy

0
0 Neuronové sité
0 Atd.



3 Korespondenéni analyza (Correspondence analysis)

Koresponden¢ni analyza je nastrojem pro analyzu vztahi mezi fadky a sloupci
kontingenc¢nich tabulek.

Kontingenéni tabulky jsou zdkladnim nastrojem pro zkoumani vztahti mezi dvémi
proménnymi. Kontingen¢ni tabulkou rozumime frekvencni tabulku (klasicky dvouvstupou),
ktera ndm zaznamenava kumulativni ¢etnosti dvou nominalnich (kategoridlnich) proménnych.
Kazdy sloupec a kazdy tadek tabulky pak reprezentuje jednu kategorii dané proménné.

Priklad: Uvazujme n druhd spolecnosti a p mést, ve kterych tyto spole¢nosti sidli. Chceme
zjistit, jestli ur¢ity druh spole¢nosti preferuje néjaké mésto (nebo jinak, jestli existuje n¢jaky
location index, ktery se vztahuje k danému typu spolecnosti).

4 0 2| < finance
X101 1]« energie
1 1 4| hi-tech
1 Frankfurt
1 Berlin
1 Mnichov

Hodnota x; v tabulce X o rozmérech n x p oznacuje pocet pozorovani ve vzorku, které
soucasn¢ nalezi do i-t¢ “fadkové” kategorie a j-t¢ “sloupcové” kategorie proi = [, ..., n a
j=1, .. p.

Zékladni myslenkou metody korespondenc¢ni analyzy je vytvofit ¢i odvodit indexy
(pokud mozno “jednoduché”), které budou néjakym zplsobem oznacovat (kvantifikovat)
vztahy mezi fddkovymi a sloupcovymi kategoriemi. Z téchto indext pak budeme schopni
odvodit, ktera sloupcova kategorie ma vétsi ¢i mensi vahu v daném tadku a naopak.

Metoda je zaméfena na kategoridlni proménné, proto je tieba v ptipadé spojitych
proménnych nejprve provést jejich diskretizaci — rozdéleni do kategorii podle néjakych
interval.

Korespondencni analyza se také vztahuje k otdzce sniZzeni dimezionality dat podobné
jako napf. analyza hlavnich komponentl (principal component analysis: PCA) a ke snaze o
dekompozici tabulky na faktory.

V ptipad¢ koresponden¢ni analyzy se snazime ziskat indexy v klesajicim stupni
dualezitosti tak, aby se hlavni informace obsazend v tabulce dala shrnout do prostoru s co
mozna nejmensi dimenzi. Napt. pokud jsou pouzity pouze dva faktory (indexy), mizeme
vysledky zobrazit pomoci dvourozmérného grafu.

Grafické znazornéni vztaht, které obdrzime z korespondencni analyzy, je zaloZeno na
myslence reprezentovat vSechny sloupce a tadky a interpretovat relativni pozice bodl jako
vahy pfisluSné danému sloupci a fadku. Systém indext, ktery si pomoci této metody
odvodime, nam tedy bude poskytovat souradnice kazdého sloupce a fadku. Tyto souradnice
zakreslime do grafu, ze kterého miZeme poznat, které sloupcové kategorie jsou vice dulezité
v fadkovych kategoriich a naopak.

Vyse uvedeny jednoduchy ptiklad umime zobrazit v tfirozmérném grafu.



Obrazek. Znazornéni tfi mest podle druhu spolecnosti v tfirozmérném prostoru.

Mnichov

oo,

Frankfurt
*

LY
m— e — -~ __ ¢

Vysledkem korespondenéni analyzy je graf, tzv. ordina¢ni diagram, kde plati, ze:

* blizkost dvou tadka (sloupcti) znaci podobny “profil” v téchto dvou fadcich (pojmem
profil oznacujeme distribuci podminéné Cetnosti)

* pokud jsou od sebe fadky ¢i sloupce vzdaleny, jejich ,,profil“ je zna¢né¢ odlisny

* blizkost urcitého fadku a urcitého sloupce znamena, ze tento fadek ma diilezitou vahu
v daném sloupci

* pokud jsou od sebe urcity fadek a sloupec daleko, nejsou v daném sloupci témét zadna
pozorovani ptislusejici danému radku

Priklad:
Jako ptiklad pouziti této metody mizeme uvést analyzu dat, které byly ziskany pii analyze
prodeje novin v Belgii.

Obyvatelstvo bylo rozdéleno do 10 skupin podle oblasti, ve které dand osoba zila
(Antwerp, Western Flanders, Eastern Flanders, Hainant, Liege, Limbourg, Luxembourg,
Flemish-Brabant, Wallon-Brabant, Brussels). Obfané byli dotazovani, ktery druh novin
pravidelné ctou. Existovalo 15 moznych druhii odpovédi (novin), které byly rozdéleny do tii
kategorii (vlamské — pfedpona v, francouzské — ptredpona f, oba jazyky — pfedpona b). V
pruzkumu byla zkoumana mimo jiné zavislost mezi bydlistém a druhem novin, které lidé z
dané oblasti ¢tou. V prizkumu byl ziskén nésledujici soubor dat.
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X1: WaBr Walloon Brabant
X2: Brar Brussels area
X3: Antw Antwerp
X4: FIBr Flemish Brabant
X5: OcFl Occidental Flanders
X6: OrFI Oriental Flanders
X7: Hain Hainaut
X8: Lieg Liege
X9: Limb Limburg
X10: Luxe Luxembourg

WaBr Brar Antw  FIBr OcFl  OrFl Hain  Lieg Limb  Luxe
va 1.8 7.8 9.1 3.0 4.3 3.9 0.1 0.3 3.3 0.0
vb 0.1 3.4 17.8 1.0 0.7 4.1 0.0 0.0 0.2 0.0
ve 0.1 9.4 4.6 7.7 4.4 5.8 1.6 0.1 14 0.0
vd 0.5 15.6 6.1 12.0 10.5 10.2 0.7 0.3 5.4 0.0
ve 0.1 5.2 3.3 4.8 1.6 14 0.1 0.0 3.5 0.0
ff 5.6 13.7 3.1 24 0.5 1.7 1.9 2.3 0.2 0.2
fg 4.1 16.5 1.9 1.0 1.0 0.9 24 3.2 0.1 0.3
fh 8.3 29.5 1.8 7.3 0.8 04 5.1 3.2 0.2 0.3
fi 0.9 7.8 0.2 2.6 0.1 0.1 5.6 3.8 0.1 0.8
bj 6.1 18.2 10.8 4.1 4.5 5.3 2.0 2.6 3.4 0.2
bk 8.3 354 6.2 11.0 5.0 6.1 55 3.3 1.5 0.3
bl 4.4 9.9 6.7 3.4 1.1 3.9 2.1 1.5 2.1 0.0
vm 0.3 11.6 14.2 4.7 5.1 7.9 0.3 0.5 3.0 0.0
fn 5.1 21.0 1.3 3.4 0.2 0.2 2.3 4.4 0.0 0.4
fo 2.2 9.8 0.1 0.3 0.0 0.7 2.3 3.0 0.3 1.0

Prvnim krokem analyzy je vypocet tzv. vlastnich Cisel matice (eigenvalues) a urceni Casti
rozptylu vysvétleného jednotlivymi ordina¢nimi osami.

Spravidla n€kolik mélo prvnich os vysvétluje vétSinu celkového rozptylu dat. V nasem

ptipadé prvni dvé vlastni Cisla pfinaseji priblizné 81% celkového rozptylu, coz je pomérné
dost, a tedy Ze si vystacime s dvoudimenzionalni reprezentaci.

11



Obrazek. Vysledek korespondenc¢ni analyzy. V grafu jsou zobrazeny jak fadki (noviny) tak i
sloupce (oblasti) piivodni tabulky. V prezentovaném znazornéni je patrnd poméerné silna
zavislost mezi oblasti, ve které doty¢na osoba Zije, a novinami, které pravidelné cte. V Belgii
je tento fakt dany predevsim jazykovymi dispozicemi (Valoni a Vlamov¢).
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Vstup koresponden¢ni analyzy:
Kontingenéni tabulka

Vystup korespondenéni analyzy:
Ordinac¢ni diagram
Skore (soutadnice) fadki a sloupcii na ordina¢nich osach

P¥i pouZziti korespondenéni analyzy je nutno pamatovat na niZe uvedena omezeni:

* velky poc¢et malych skupin respondentti miize zptsobit problematickou interpretaci
vysledkt a nestabilitu vypoctu
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4 Analyza hlavnich komponent a faktorova analyza

4.1 Analyza hlavnich komponent (Principal component analysis
PCA)

Ptedpokladejme ze naSe mnohorozmérné pozorovani se skladaji z p proménnych méfenych na
n objektech a vytvareji tak datovou matici o rozméru n x p. Z této datové matice ziskame
kovarian¢ni i korela¢ni matici rozméru p x p. Analyza hlavnich komponent je definovéana pro
kovarian¢ni a korelacni matici. Korelace jsou kovariance standardizovanych proménnych.
Hlavni komponenty, které ziskdme z korelacni matice neodpovidaji komponentiim ziskanym
z kovarian¢ni matice. Vzdalenosti mezi objekty v t€chto dvou ptipadech nejsou stejné.

NxP MATICE ASOCIACNI MATICE

— (N — N = W) WO
L I B et et e et wfed e
FTRR ) L L v L L™
o0 L L L DL DD
E E E — e ot e s e
sEs 3883883
m M M ]
ikt 1 o a objekt 1
opje .
J objekt 2
objekt 2 :
objekt 3 Slell s
objekt 4 objekt 4
objekt 5 DbjEkt 5
objekt 6 objekt 6
Hodnoty parametri pro Korelace, kovariance,
jednotlivé objekty vzdalenost, podobnost

Jsou-li jednotlivé proménné vyjadieny ve zcela rozdilnych jednotkdch méteni, nemaji linearni
kombinace ptivodnich hodnot — kterymi hlavni komponenty jsou — velky vyznam, a je proto
vhodnéjsi zalozit PCA na normovanych proménnych, tj. na korelacni matici. Jsou-li
jednotlivé proménné vyjadieny v ptibuznych jednotkach, je ze statistického hlediska
vhodnéjsi pouzit kovariancni matici.

PCA vytvoii hlavni komponenty, které jsou linedrni kombinaci ptivodnich proménnych.
Zaroven plati, ze vSechny komponenty jsou ortogonalni (tj. nezavisly, kolmy na sebe). Tento
proces je postupny; nejdiive se vytvoii prvni hlavni komponenta, tj. takova proménna, ktera
vysveétluje nejvetsi Cast variability ptivodnich dat. Po nalezeni prvni hlavni komponenty je
nalezena druhd hlavni komponenta — linedrni kombinace, ktera vysvétluje nejvetsi ¢ast
zbytkové variability ptivodnich dat a zaroven je nezavisla (ortogonélni) na prvni hlavni
komponente. Proces pokracuje hledanim dalSich komponent, az kym dosdhneme stavu, kdy
nalezené hlavni komponenty vysvétluji vice nez urcité procento variability pivodni datové
matice. Po sobé jdouci komponenty vycerpavaji maximum zbyvajiciho rozptylu u souboru
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proménnych a jsou vzdjemné nezavislé. Algebraicky PCA hleda vlastni hodnoty a vlastni
vektory matice.

Ve vétsing piipadi pracujeme s korela¢ni matici, kde rozptyl (variabilita) vSech proménnych
je rovna 1.0. Pak je celkova variabilita datové matice rovna poctu proménnych. Naptiklad,
kdyz mame 10 proménnych, kazdou s rozptylem 1, pak je celkova variabilita, kterda mtaze byt
vysvétlend, rovné 10. Jednim z vysledkl analyzy hlavnich komponent (PCA) je také tzv.
vlastni hodnota (eigenvalue) hlavni komponenty, kterd vyjadiuje variabilitu vysvétlenou
hlavni komponentou. Jednim z nejcastéji pouzivanych kriterii k volbé poc¢tu hlavnich
komponent, které zachovame je tzv. Kaiserovo kriterium, které navrhuje ponechat pouze
komponenty s vlastni hodnotou vétsi nez 1. V takovém ptipadé totiz hlavni komponenta
vysvétluje alespon takovou ¢ast variability, jako jedna pivodni proménna.

Geometricky vyznam hlavnich komponent

Vybér rozsahu n z p-rozmérného rozdéleni si miizeme geometricky piedstavit jako ,,shluk* n
bodi v p-rozmérném euklidovském prostoru, jehoz osy odpovidaji jednotlivym proménnym
X1, X5, ..., X,. Bez snizeni obecnosti mizeme predpokladat, Ze za stied souradnicového
systému byl vzat bod se soutfadnicemi danymi vybérovymi pruméry proménnych. Nalezeni
linedrnich kombinaci proménnych (PCA) geometricky odpovida rotaci plivodni soufadnicové
soustavy provedené tak, Ze nové osy prochdzeji sméry maximalniho rozptylu shluku bodu.
Tato transformace soutfadnicového systému tedy umoziuje zachytit na nékolika prvnich osach
maximum informace o prostorové struktute souboru vicerozmérnych pozorovani.

Obrazek. Vysledek analyzy hlavnich komponent (PCA korelaci 5 parametrti; data z tabulky
na stran¢ 5).
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Z grafu je ziejma silna kladna korelace véku a systolického tlaku krve. To znamena, ze

s nartstem hodnot jednoho parametru rostou i hodnoty druhého parametru (s v€kem se
zvysuje krevni tlak). Vyska respondentl s jejich hmotnosti koreluje kladn€, ovSem ne velmi
vyrazng.

Interpretace hlavnich komponent

PCA transformuje ptivodni proménné na ortogonalni, popt. ortonormalni veli¢iny
sumarizujici rozptyly ptivodnich proménnych. Zda jsou tyto nové veli¢iny umélymi
charakteristikami, ¢i zda skutecné¢ odrazeji urcité realné faktory, tj. maji ur¢ity predmétny
obsah, je otdzkou interpretace, kterou je tteba provadét na zdkladé vécnych znalosti
zkoumanych proménnych.

Pfi interpretaci hlavnich komponent (podobné jako pfi interpretaci faktort ve faktorové
analyze) vyhleddvame proménné, které s jednotlivymi komponentami koreluji, a snazime se
tyto komponenty interpretovat jako vzajemné nezavislé, zobecnéné, v pozadi stojici vlivy,
vyvolavajici variabilitu a ovliviujici strukturu zavislosti proménnych. Pi pokusu o
interpretaci hlavnich komponent je vhodné se omezit predevS§im na prvni komponenty s
vysokymi vlastnimi hodnotami. Interpretace komponent s vyssimi poradovymi ¢isly byva
neziidka obtiznd a problematicka.

Pro kazdy objekt Ize urcit jeho pozici v prostoru definovaném kombinaci parametrti
charakterizujicich tento objekt. V idedlnim ptipad¢ se podél hlavnich komponentl vycleni
skupiny objektd, jak je tomu v ptipadé uzivatelli mobilnich telefonli (obrazek nize). Pomoci
hlavnich komponent (soufadnic objektii na prvnich dvou komponentech) 1ze definovat
n¢kolik smysluplnych skupin, které l1ze dale analyzovat jinimi metodami.

Obrazek. VyuZiti pozice respondentil v prostoru PCA k definici hodnotovych skupin na
telekomunika¢nim trhu
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4.2 Faktorova analyza (Factor analysis)

Faktorova analyza je vicerozmérna statisticka metoda, jejiz podstatou je rozbor struktury
vzajemnych zavislosti proménnych na zaklad€ predpokladu, Ze tyto zavislosti jsou diisledkem
plsobeni urcitého mensiho poctu v pozadi stojicich nezméftitelnych velic¢in. Tyto veli¢iny jsou
oznacovany jako spolecné faktory. Cilem faktorové analyzy je na zdkladé zavislosti
pozorovanych proménnych odpovédet na otazku, jaka je struktura spolecnych faktort
stojicich za vzdjemné korelovanymi proménnymi. Faktorova analyza se pfitom snazi odvodit
povahu spole¢nych faktorii tak, aby tyto (hypotetické) veli¢iny objasiiovaly pozorované
zavislosti co nejjednoduseji a aby pocet nalezenych faktort byl co nejmensi.

Faktorova analyza vznikla v oblasti psychologie a byla po dlouhou dobu pouzivdna témét
vyhradné v tomto oboru.

Faktorovou analyzu lze povazovat za rozsifeni metody hlavnich komponent. Na rozdil od
PCA vychdazi ze snahy vysvétlit zavislosti proménnych. Mezi nedostatky PCA patii zejména
fakt, ze neni invariantni vi¢i zménadm métitka proménnych. Pfistup faktorové analyzy
umoziuje odstranit tento nedostatek, trpi v§ak na druhé stran¢ nejednoznacnosti odhada
faktorovych parametrt (problém rotace). Piednosti faktorové analyzy je vétsi Gispornost a
obecnost, je vSak nutné predpokladat, ze pozorovani pochazeji z vicerozmérného normalniho
rozdéleni, a specifikovat pocet spolecnych faktorti pred provedenim analyzy.

Ve faktorové analyze se vysvétluje vzdjemna linearni zavislost pozorovanych proménnych X7,
Xo, ..., X, existenci menSiho poctu nepozorovatelnych veli¢in 13, 1>, ..., f (zvanych spole¢né
faktory) a p dalSich zdroja variability €y, €, ..., &, (zvanych chybové ¢i specifické faktory
nebo téz rusivé ¢i rezidudlni slozky). Spolecné faktory vyvoldvaji korelace mezi proménnymi,
zatimco chybové faktory pouze ptispivaji k rozptylu jednotlivych pozorovanych proménnych.
Predmétem z4jmu faktorové analyzy jsou predevsim spolecné faktory.

Faktorova analyza pracuje podobn¢ jako PCA. Rovnéz jako PCA pracuje s korela¢ni nebo
kovarian¢ni matici a naléza prvni hlavni faktor tak, aby vysvétloval nejvétsi ¢ast variability
datové matice. Dalsi faktory jsou konstruovany tak, aby byly nezavislé. Rozdil mezi
faktorovou analyzou a analyzou hlavnich komponent je v dals§im kroku analyzy. Tady jsou
hlavni faktory rotovany tak, aby co nejjednoduseji popisovaly proménné, tj. aby byly co
nejblize situovany co nejvice pivodnim proménnym. To je dosazeno v situacich, kdy hlavni
faktory jsou nejblize skupiné siln¢ korelovanych proménnych.

Pro rotaci faktort existuje nékolik moznosti. Ortogonalni rotace zachovavaji nezavislost
faktori, kym pfi neortogonalni rotaci dochazi k tomu, ze faktory se stdvaji do ur¢ité miry

korelovany. Nejznamej$i metody ortogonalni rotace jsou varimax a quartimax.

I kdyz prvni faze faktorové analyzy probiha stejné jako PCA, interpretace vysledki je jind nez
pti PCA, co je zplsobeno pravé rotaci faktorii v druhé fazi analyzy.
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Obrazek. Nerotovany prostor.

Obrazek. Ortogonalni rotace.

Obrazek. Neortogonalni rotace (oblique).
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Vstup analyzy hlavnich komponent a faktorové analyzy:
Matice korelaci nebo kovarianci ptivodnich proménnych

Vystup analyzy hlavnich komponent a faktorové analyzy:
Ordinac¢ni diagram
Korelace ptivodnich proménnych s hlavnimi komponenty, resp. s faktorovymi osami

P¥i pouZziti analyzy hlavnich komponent a faktorové analyzy je nutno pamatovat na nize
uvedena omezeni:

* parametrickd metoda

e problém odlehlych hodnot

*  7z4vislé na rozlozeni proménnych

* nelze pouzit kdyz jsou faktory upln¢ nezavislé (jejich korelace je 0)

* zabyva se pouze variabilitou, nezabyva se pfi¢innymi vztahy
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5 Diskriminaéni analyza (Canonical variate analysis)

Castym cilem v socialnich i pfirodnich védach je diskriminovat jiz znamé skupiny objektii na
zaklad¢ skupiny kvantitativnich parametrti (deskriptorti). Diivodem pro to mize byt pfifazeni
nového objektu do jedné ze skupin (identifikace) nebo jednoduse urceni vlastnosti zastupcii
jednotlivych skupin (diskriminace).

Diskrimina¢ni analyza se zabyva zavislosti jedné kvalitativni proménné na nékolika
kvantitativnich proménnych. Objekty jsou charakterizovany sérii deskriptorti (parametri).
Tyto parametry musi byt kvantitativni. Déle je znama ptislusnost vSech objekti do jedné ze
skupin. Diskrimina¢ni analyza se pouziva k ur¢eni parametri, které jsou diskriminujici mezi
dvéma nebo vice skupinami.

Diskrimina¢ni analyza je parametrickd metoda linedrniho modelovani. Nejprve testuje rozdily
mezi prediktory v jednotlivych pfeddefinovanych skupinach danych kategorialni zavislou
proménnou a nasledné hleda linearni kombinace (diskriminacni funkce) prediktorti, které
nejlépe diskriminuji mezi jednotlivymi skupinami. Vypocet tak sméruje k nalezeni
diskriminac¢ni funkce a k zjiSténi relativniho ptispévku jednotlivych parametra (deskriptort)
k celkové diskriminaci skupin.

Priklad. Ukazka tabulky objektii pfislusicich do dvou skupin. Objekty jsou charakterizovany
dvéma raznymi deskriptory.

Skupina y4 y2
A 3 5
A 3 7
A 5 5
A 5 7
A 5 9
A 7 7
A 7 9
B 6 2
B 6 4
B 8 2
B 8 4
B 8 6
B 10 4
B 10 6

Kwvalitativni Kvantitativni proménné
proménna (deskriptory)

Vysledkem diskrimina¢ni analyzy je diskriminaéni funkce (koeficienty deskriptorti).
Proménné s nejvétSimi (standardizovanymi) koeficienty nejvice prispivaji k predikci
prislusnosti do skupin. Vysledkem naseho ptikladu jsou tyto koeficienty:

Skupina Raw Standardized
coefficients coefficients

Y1 -0.6124 -1.0

Y2 0.6124 1.0

konstanta 0.6124

Vlastni hodnota 3.9375 3.9375

Oba deskriptory ptispivaji stejnou mirou k diskriminaci skupin.
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Obrazek. Dvée skupiny, kazda se sedmi objekty, nemtizeme oddélit pomoci deskriptori y;
nebo y; (histogramy na osach). OvSem tyto skupiny lze idealn¢ oddélit pomoci diskriminacni
funkce d.
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Obrazek ukazuje idedlni piiklad dvou skupin popsanych pouze dvéma deskriptory. Skupiny
nemizou byt oddéleny zadnym ze dvou deskriptorii. ReSenim je novy diskriminaéni
deskriptor d, ktery je linearni kombinaci ptivodnich deskriptorti. Diskriminaéni osa d ptechazi
smérem nejvetsi meziskupinové variability.

Tento analyticky model mtze byt zobecnén na nékolik skupin a mnoho deskriptort.
Vysledkem je nalezeni diskriminacnich funkci (jejich pocet je rovny poctu skupin snizeny o
jednu; v ptipad€ dvou skupin je vysledkem jedna diskrimina¢ni funkce).
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Vstup diskriminaéni analyzy:
Tabulka objektt charakterizovanych nékolika kvantitivnimi parametry a jednou kvalitativni
proménnou (které ptifazuje objektiim ptislusnost ke skuping)

Vystup diskrimina¢ni analyzy:
Ordinac¢ni diagram (osy = koteny = diskrimina¢ni funkce)
Kofeny diskriminacni analyzy (diskrimina¢ni funkce)

Pti pouziti diskrimina¢ni analyzy je nutno pamatovat na niZe uvedena omezeni:
* parametrickd metoda
e problém odlehlych hodnot
* 7z4vislé na rozlozeni proménnych
* vysledky udava v pravdépodobnostech
* neni schopna zachytit nelinearni vztahy mezi prediktory
* nelze pouzit na siln¢ korelované prediktory
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6 Shlukova analyza

Jednou z moznosti vyuziti informace obsazené ve vicerozmérnych pozorovanich je rozttidéni
objektit do n¢kolika pomérné homogennich shlukti. Rliznymi moznostmi a aspekty tvorby
homogennich skupin objekti se zabyva shlukova analyza. Shlukovou analyzou se snizi pocet
dimenzi objekt tak, ze fadu uvazovanych proménnych zastoupi jedina proménna, vyjadiujici
ptislusnost objektu k definované skupiné.

Uplatnéni metod shlukové analyzy vede k pfiznivym vysledklim zejména tam, kde se
studovany soubor redln¢ rozpada do tiid, tj. objekty maji tendenci se seskupovat do
prirozenych shlukti. Pouzitim vhodnych algoritmt se pak podafi odhalit strukturu studované
mnoziny objektil a jednotlivé objekty klasifikovat. Zbyva pak jiz pouze najit vhodnou
interpretaci pro popsany rozklad, tj. charakterizovat vzniklé tfidy.

Shlukovou analyzu pouzivame i v pfipadech, kdy objekty nejevi tendenci k tvofeni
prirozenych skupin, ale spiSe pfipominaji viceméné homogenni chaos. Cile analyzy zde musi
byt ovSem skromnéjsi. Formalné mize byt cil shlukové analyzy popsan nasledovné: Mame

k dispozici datovou matici X typu n x p, kde n je poCet objektli a p je poCet proménnych.
Uvazujeme riizné rozklady S® mnozZiny » objektii do k shluki a hleddme takovy rozklad,
ktery by byl z ur¢itého hlediska nejvyhodnéjsi. Zde ptipoustime pouze rozklady

s disjunktnimi shluky, tj. jeden objekt patii pouze jednomu shluku. Cilem je dosdhnou, aby si
objekty uvniti shluku byly co nejvice podobné a s objekty z riznych shlukli co nejméné.
Existuje n¢kolik typt shlukové analyzy, které se 1i$i postupem shlukovani. Shlukovani miize
byt hierarchické nebo nehierarchické. Pti hierarchické shlukové analyze kazda skupina mtize
obsahovat né€kolik podskupin niz§iho fadu a sama mutize byt soucasti skupiny vyssiho fadu.
Vysledek se da graficky znazornit dendrogramem. Naproti tomu nehierarchicka klasifikace
rozdeli soubor na nékolik skupin stejného fadu.

6.1 Hierarchické shlukovani

Hierarchické shlukovaci metody uspotadaji skupiny do hierarchické struktury. Jsou dvé
moznosti k vytvoreni hierarchické klasifikace: aglomerativni a divizivni. Pfi aglomerativnich
metodach spojujeme objekty navzajem nejpodobnéjsi a poté s kazdou skupinou pracujeme
jako se samostatnym objektem az do okamziku, kdy ziistane pouze jedna skupina.

Pti divisivni klasifikaci délime cely soubor objektl nejcastéji na dvé ¢asti — a kazdou z nich
potom povazujeme za samostatny soubor, ktery znovu délime. Metody jsou konstruovany tak,
aby podobnost uvniti skupin a rozdil mezi skupinami byly co nejvétsi..

Hierarchické aglomerativni shlukovéani

Aglomerativni shlukova analyza pracuje se samostatnymi objekty, které jsou shlukovany do
vétsich shluki. V mnohych védnych disciplinach jsou aglomerativni techniky pouzivany
Castéji nez divizivni metody. Existuje mnoho aglomerativnich metod, kazda z nich vyuziva
jiny pohled na data.

Zékladnim krokem této metody je vypocet podobnosti mezi vS§emi dvojicemi objekti.

V rlznych etapach algoritmli posuzujeme podobnost dvou objektli, podobnost objektu a
shluku a podobnost dvou shluki. Zptsob vypoctu podobnosti zdsadnim zptasobem ovliviiuje
vysledek klasifikace. V nasledujicim textu jsou uvedeny rtizné miry podobnosti; vétSinou
pozadujeme, aby nabyvaly hodnot od nuly pro maximalni rozdilnost po jednicku pro
totoznost. Casto se viak z praktickych diivodii pouZivaji rizné miry vzdalenosti, tentyZ jev je
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tedy méfen v opacném sméru. Nevyplyvaji z toho Zadné problémy; ostatné kazdou miru
vzdalenosti D (D > () 1ze pievést na miru podobnosti 4, 0 <A < I, napi. 4 = ¢ a naopak.

Vzdalenost a podobnost objekta

Po provedeni vybéru proménnych, které budou charakterizovat vlastnosti shlukovanych
objektl, a po zjisténi jejich hodnot rozhodneme o zplisobu hodnoceni vzdalenosti ¢i
podobnosti objektl. Velmi ¢asto je prvni etapou realizace shlukovaciho algoritmu prave
vypocet piislusnych mér pro vSechny pary objektti. Vznika tak symetrickd ¢tvercova matice
typu n x n, ktera ma na diagonale nuly, jde-li o matici mér vzdalenosti D, nebo jednicky, jde-li
o matici mér podobnosti 4. Existuje mnoho mér vzdéalenosti a indexti podobnosti.

Vysledek shlukové analyzy je siln€ ovlivnén vybérem metriky vzdalenosti, resp. indexu
podobnosti.

Dalsim krokem hierarchického aglomerativniho shlukovani je volba aglomerativni metody.
Vsechny aglomerativni metody jsou zalozeny na shlukovani jednotlivych objektli nebo shluk
do vétsich skupin. Skupiny, které jsou si nejvic podobné, jsou slouceny. Definice podobnosti
mezi skupiny se u jednotlivych metod li$i.

* Single-linkage clustering (metoda nejbliz§iho souseda; jednospojna metoda)

Historicky nejstarsi metoda. Vzdalenost mezi dvéma shluky je dané jako minimalni
vzdalenost mezi vSemi moznymi zastupci shlukt. Pfi pouziti této metody se Casto i znacné
vzdalené objekty mohou sejit ve stejném shluku, pokud vétsi pocet dalSich objekti mezi nimi
vytvori jakysi most. Toto charakteristické fetézeni objektli se povazuje za nevyhodu, zvlasté
kdyz mame diivod pozadovat, aby shluky mély obvykly elipticky tvar se zhutnénym jadrem.

e Complete-linkage clustering (metoda nejvzalenéjsiho souseda; vSespojna metoda)

Téato metoda je zaloZena na opacném principu nez jednospojnd metoda. Vzdalenost mezi
dvéma shluky je dana maximalni vzdalenosti mezi vS§emi moznymi zastupci obou shlukii.
Tato metoda produkuje shluky, které jsou mezi sebou dobte odd€leny. Nezadouci fetézovy
efekt zde odpada, naopak je tu tendence ke tvorbé kompaktnich shlukii, nikoli mimoradné
velkych.

* Average-linkage clustering (metoda primérné vazby; sttedospojnd metoda)

Pti této metodé shlukovani je meziskupinova (ne)podobnost definovana jako primérna
(ne)podobnost mezi viemi moznymi pary clentl. Metoda vede casto k podobnym vysledkiim
jako metoda nejvzdalenéjsiho souseda.

e Centroid clustering (centroidni metoda; Gowerova metoda)

Tato metoda nevychdzi jiz ze shrnovéani informaci o mezishlukovych vzdalenostech objekta.
Kritérium je euklidovské vzdalenost centroidi. Pii této metod¢ je vzdéalenost mezi shluky
pocitana jako vzdalenost mezi centroidy téchto shlukd.

*  Minimum variance clustering (Wardova metoda):

Wardova metoda je podobna stfedospojné a centroidni metodé. Kritérium pro spojovani
shlukti je ptirtstek celkového vnitroskupinového souctu ¢tverct odchylek pozorovani od
shlukového priméru. Piirastek je vyjadieny jako soucet ctvercli v nove€ vznikajicim shluku,
zmenseny o soucty ¢tvercii v obou zanikajicich shlucich. Wardova metoda ma tendenci
odstrafiovat malé shluky, tedy tvoftit shluky zhruba shodné velikosti, coZ je €asto vitana
vlastnost.
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Na tuto vzdalenost se pta single linkage
= = ' Na tuto vzdalenost se pta complete linkage

Vysledek shlukové analyzy je velmi ovlivnén také vybérem métitka vzdalenosti, resp. indexu
podobnosti.

Vysledkem hierarchického shlukovani je dendrogram.

Obrazek. Ukazka vysledku shlukové analyzy. Pouzita byla shlukovaci metoda complete
linkage, mira vzdalenosti: Euklidovské vzdalenosti.

va
bl u
vc

ve
fi
fo
i
fg
fn
vd
bj
vm
vb
fh
bk

|=

0 5 10 15 20 25 30 35 40
Linkage Distance

25



Dendrogram znazoriiuje podobnost novin, které pravidelné ¢tou obyvatelé 10 rtiznych oblasti.
(Ptiklad je totozny s piikladem pii korespondenéni analyze). Celkem 15 druhtli novin bylo ze
tfi kategorii: vlamské (ptedpona ,,v*), francouzské (ptfedpona ,,f**) a oba jazyky (pifedpona
,»b). Interpretace dendrogramu je nasledujici: Na uréené hladin€ vzdalenosti se vytvofilo 5
shlukii novin. Prvni shluk (A) obsahoval noviny oznacené jako va, bl, vc, ve, fi, fo. V ramci
tohoto shluku jsou si nejpodobnéjsi novini fi a fo (jsou slouceny pii nizsi hladin€ vzalenosti).
Druhy shluk (B) zahrnuje pouze francouzky psané noviny (ff, fg, fn; tady jsou si podobné&;jsi
novini ff a fg), tieti shluk vldmské noviny (vd, vim) a také noviny psané obéma jazyky (bj).
Ctvrty shluk tvofi pouze jeden objekt — vlamsky psané noviny vb. Posledni paty shluk je
tvofen novinami ozna¢enimi th a bk.

Hierarchické divizivni shlukovani

Divisivni metody mohou byt monotetické — déleni souboru probiha podle jediného parametru,
nebo polytetické — déleni probiha podle komplexni charakteristiky, ziskané na zéklad€ vSech
parametri v rdmci souboru.

Divizivni metody pracuji ze zacatku se vSemi objekty jako s jednou skupinou. Nejdiive je tato
skupina rozd¢lena do dvou mensich skupin, které jsou opakované déleny na dvé podskupiny,
az dokud neni splnéno kritérium, které ukonc¢i analyzu (napt. ptedem definovany pocet
krokil). Principem tohoto zptsobu shlukovani je, ze vétsi rozdily pretrvavaji nad méné
dilezitymi rozdily: celkova struktura shluku determinuje podskupiny.

Jsou ¢asto pouzivany v ekologii, konkrétné ke klasifikaci biologickych spolecenstev, nicméné
nic nebrani pouziti téchto metod i na marketingova data, zejména v ptipadé trhu
dominovaného jednim nebo malym poctem faktora.

6.2 Nehierarchické shlukovani

Casto existuji piipady, kdy neni vyhodné pouzivat hierarchickou shlukovou analyzu z toho
divodu, Ze data nevykazuji hierarchickou strukturu. V téchto ptipadech mize byt preferovano
nehierarchické shlukovani, pii kterém jsou skupiny stejného fadu.

Nejbéznéjsi nehierarchickou metodou je metoda k-priméru (K-means clustering). Hlavnim
cilem metody je nalezeni takovych skupin v mnohorozmérném prostoru, kdy vnitroskupinova
podobnost je co nejveétsi. Princip vytvoteni shluki je stejny jako pti Wardove metodé:
minimalizace celkové sumy ¢tvercti vzdalenosti uvnit skupin. Vysledkem je vytvoreni

K skupin, které jsou co nejvice oddéleny.

Algoritmus metody je nasledujici: nejdiive zvolime pocet shlukt, které v souboru objektt
o¢ekavame. Dale jsou ur€eny centroidy pro vSechny shluky. V poslednim kroku jsou zatazeny
vSechny objekty do skupin na zakladé jejich vzdalenosti od centroidu skupiny. Proces je
iterativni. Nevyhodou metody je nutnost definovat pocet skupin K predem. Proto je vhodné
provést analyzu pro nékolik déleni a nasledné ur¢it pomér vnitroskupinové a meziskupinové
variability pro vSechny analyzy (vSechny k). Nakonec bude jako nejlepsi urcen takovy pocet
shlukti £, pti kterém je pomér vnitroskupinové a meziskupinové variability nejmensi.
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Obrazek. Ukazka rozdéleni objekta do shlukt nehierarchickou metodou K-means

shlukovani. Vysledek je ovlyvnén volbou poctu shlukl. Vlevo: pocet shlukt 3 je dobra volba;

vpravo: pocet shlukt 2 je Spatna volba.

Vstup shlukové analyzy:
Matice podobnosti nebo vzdalenosti objektil
nebo
tabulka objekti charakterizovanych nékolika parametry

Vystup diskrimina¢ni analyzy:
Strom (dendrogram) - pfi hierarchické shlukové analyze
Zatazeni objektli do doptedu definovaného poctu shlukii — pii nehierarchické shlukové
analyze

P¥i pouziti shlukové analyzy je nutno pamatovat na niZe uvedena problémy:
* aglomerativni shlukovani neni efektni pro velmi velké data

* pfii hierarchické aglomerativni analyze je vysledek siln€ ovlivnén vybérem indexu
podobnosti, resp. metrikou vzdalenosti a shlukovacim algoritmem

! neexistuje spravny shlukovaci algoritmus !!!

* pii hierarchické divizivni analyze: monotetickd metoda neni robustni; polyteticka
metoda neposkytuje jednoduchy kli¢ ke zatazeni nového objektu do skupiny

e pfi nehierarchickém shlukovani je nutné urcit pocet skupin pfedem
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