Prizkumova analyza vicerozmérnych dat

Vicerozmérna data: vyskytuji se v situacich, kdy u kazdého z n objekti zjist'u-
jeme hodnoty p znakl X, ..., X,
p-rozmerny datovy soubor: matice n x p:

Xll le

X X

IPEEREE np

Radky charakterizuji objekty, sloupce znaky.

Napi. mame n sportovct, u kazdého sledujeme tyto znaky: pohlavi (0 — Zena, 1
—muz), télesnd vyska (v cm), télesna vaha (v kg), nejlepsi vykon ve skoku do

dalky (v cm), nejlepsi vykon ve skoku do vysky (v cm), nejlepsi vykon v béhu
na 100 m (v s).

Ukoly priizkumové analyzy vicerozmérnych dat:
- odhalit vektory pozorovani nebo jejich slozky, které¢ se jevi jako vybocu-
jici
- postihnout zavislosti mezi sloupci datového souboru
- identifikovat shluky v datech, které svéd¢i o nehomogenité daného vybéru
- posoudit vicerozmérnou normalitu dat.

Omezime se na dva problémy, a to na vizualizaci dat pomoci hlavnich kompo-
nent a na shlukovou analyzu dat.

Vizualizace vicerozmérnych dat

Je-li p =2 nebo p = 3, miizeme hodnoty znakii chapat jako soufadnice v dvou ¢i
tfirozmérném prostoru a ziskame tak dvourozmérny ¢i tfirozmérny teckovy dia-
gram. Ze vzhledu téchto teckovych diagramt lze poznat, zda se v datech vysky-
tuji odlehla pozorovani, zda mezi znaky existuje n¢jaka zavislost nebo zda se
objekty sdruzuji do skupin.

Je-1i p > 3, pouzijeme k vizualizaci dat metodu hlavnich komponent, ktera
umoziuje vyjadiit informace o variabilité obsazené v datovém souboru pomoci
nckolika mélo novych znakt ziskanych jako linearni kombinace znaki ptivod-
nich. Tyto nové znaky, kterym se fikd hlavni komponenty, jsou nekorelované a
jsou uspotadané podle svého klesajiciho rozptylu. VétSina informace o variabili-
té piivodnich dat je tedy soustfedéna v prvni hlavni komponent¢ a nejmén¢ in-
formace je obsazeno v posledni hlavni komponent¢. Ukazuje se, Ze pouze néko-
lik prvnich hlavnich komponent ma dostatecné velky rozptyl. Ostatni pak mu-



zeme zanedbat, ¢imz docilime sniZzeni dimenze dat. V datovém souboru vSak
musi existovat mezi znaky dostatecné silna korelace, aby bylo mozno tuto re-
dukci provést.

Analyza hlavnich komponent miZe byt chapana jako transformace z ptivodniho
do nového soufadnicového systému, jehoz osy jsou tvofeny hlavnimi kompo-
nentami. Osy prochazeji sméry maximalniho rozptylu, protoZe podminka neza-
vislosti komponent vede ke kolmosti os.

Data pak zndzornime v prostoru prvnich dvou ¢1 tfi hlavnich komponent.
Metodu hlavnich komponent (Principal Component Analysis — PCA) popsal v r.
1901 Karl Pearson a ve 30. letech 20. stoleti ji dale rozvinul Harold Hotelling.

Harold Hotelling (1895 — 1973), americky matematik a statistik

Podstata metody hlavnich komponent

Uvazme datovy soubor, ktery vznikl tak, ze 6 zaka absolvovalo 4 testy, které
m¢éti nasledujici veliiny:

X, — ptirodov&dné znalosti,

X, — literarni védomosti,

X3 — schopnost koncentrace,

X4 — logické mysleni.

Testy se hodnoti na skale od 1 do 10 (1 = Spatny vysledek, 10 = vyborny vysle-
dek)

1 2 3 4
X1 X2 X3 X4
1 7 9 10 8
2 9 8 8 10
3 4 3 1 2
4 2 3 2 2
5 3 1 2 4
6 1 1 1 4
Oznaceni
X; = (Xi1, ..., Xip) — vektor pozorovani i-tého objektu,i=1, 2, ..., n

Napt. proi=3 mame x;=(4312)"



1 n
m] = HZXU‘ - prﬁmér]—tého Znaku,j = 19 2: P
i=1

1 _
Napf. pro j = 1 mame m, =g(7+9+4+2+3+1)=4,3
1 n
st :E a (Xij _mj)2 - rozptyl j-tého znaku, j=1,2, ..., p
1 - — _
Napf. pro j = | mame S, =3 (7—4,3)2 "‘---"‘(1—4,3)2]:9,46

Datovy soubor s priiméry, smeérodatnymi odchylkami a rozptyly
1 2 3 4
X1 X2 X3 X4
1 7 9 10 8
2 9 8 8 10
3 4 3 1 2
4 2 3 2 2
5 3 1 2 4
6 1 1 1 4
pramary 4,33 417 4,00 5,00
s.0. 3,08 3,49 3,95 3,29
rozptyly 947 1217 1560 10,80
e R P : : : .
Z; = s (1,))-ta standardizovand hodnota, 1=1,2,...,n,j=1,2, ..., p
J
_ _ 7-4,3
Napt. proi=1,j =1 mame z,, =——= =0,8667
19,46
Datovy soubor standardizovanych hodnot
1 2 3 4
X1 X2 X3 X4

1/0,866703 1,385674/1,519109 0,912871
2| 1,51673/1,098983 1,012739 1,521452
3| -0,10834 -0,33447  -0,75955| -0,91287
4| -0,75836| -0,33447 -0,50637 -0,91287
5
6

-0,43335 -0,90786 -0,50637 -0,30429
-1,08338 -0,90786 -0,75955 -0,30429

Z, = (Zity ooy zip)T — vektor standardizovanych pozorovani i-t€ho objektu, 1 =1, 2,
vy

T [e] W o
m = (my, ..., my)" — vektor priméri

1 T
S = -1 Z (Xi - m)(xi - m) - vybérova varianéni matice
i=1

V nasem ptipadé¢:



Kovariance (pca)

Proménnal X1 | X2 | X3 | X4

X1 9,46667 9,73333 10,60000 8,80000

X2 9,73333 12,16667 13,20000 9,40000

X3 10,60000 13,20000 15,60000 11,60000

X4 8,80000 9,40000 11,60000 10,80000

I T
R=""7 Z;Z; - vybérova korelacni matice
i=1

V nasSem piipade¢:

Korelace (pca)
Proménnal X1 | X2 | X3 | X4
X1 1,000000 0,906937 0,872258 0,870307
X2 0,906937 1,000000 0,958133 0,820031
X3 0,872258 0,958133/1,000000 0,893684
X4 0,870307 0,820031/0,893684 1,000000

(S a R jsou ctvercové symetrické matice fadu p.)

Zakladni pojmy

A - Ctvercova matice fadu p.

Vlastni ¢islo matice A — takové €islo A, které pro libovolny nenulovy vektor
v typu p x 1 spliluje rovnici Av = Av.

Vlastni vektor matice A — vektor v.

Charakteristicky polynom matice A - determinant |A -]

Stopa matice A - soucet jejich diagonalnich prvki (znaci se Tr(A)).

Vypocet vlastnich ¢isel matice A

Rovnici Av = Av upravime na tvar (A — Al) v = 0. Tato soustava p rovnic ma ne-
trividlni feSeni, pravé kdyz charakteristicky polynom matice A je roven 0. Do-
staneme rovnici p-té¢ho stupné. Jejim feSenim jsou vlastni ¢isla A, ..., A,. Jejich
soucet je roven stop¢ matice A.

Ziskani hlavnich komponent

Necht’ vybé&rova variancni matice S ma vlastni ¢isla 1, ..., 1, a vlastni vektory vy,

...y Vp, PIICemZ vavj =1,j=1,..,pa Vijk = 0 pro j # k. Znamena to, zZe vektory

Vi, ..., Vp Jsou ortonormalni. Bez Gymy na obecnosti pfedpokladame, ze 1, > I, >

>

I hlavni komponenta vznikne jako linearni kombinace znaku X, ..., X, kde

koeficienty této linedrni kombinace jsou soufadnice vlastniho vektoru vy, tedy
Y1 = V11X1 + ...+ leXp.

Jeji rozptyl je 1;.

Dosadime-li za X, ..., X,, vektory pozorovani x;, 1= 1, ..., n, dostaneme vektor

souradnic Y1 = (Y11, - yln)T, kde y|; = vi'xi.



2. hlavni komponenta vznikne jako linedrni kombinace znakl X, ..., X,,, kde

koeficienty této linearni kombinace jsou soutfadnice vlastniho vektoru v,, tedy
Yz = V21X1 +...+ Vszp.

Jeji rozptyl je L.

Pitom v;'v, =0, tj. 1. a 2. hlavni komponenta jsou linearn& nezavislé.

Dosadime-li za X, ..., X,, vektory pozorovani x;, 1= 1, ..., n, dostaneme vektor

soutadnic y, = (ya1, ... yzn)T, kde yy; = Vo' Xi.

j-ta hlavni komponenta vznikne jako linearni kombinace znaki X, ..., X, kde

koeficienty této linedrni kombinace jsou soufadnice vlastniho vektoru vj, tedy
Yj = Vj1X1 + ...+ Vijp.

Jeji rozptyl je . Pfitom VjTVk =0, j=1, ..., k-1, tj. j-td hlavni komponenta je li-

nearné nezavisla se vSemi ostatnimi hlavnimi komponentami.

Dosadime-li za X, ..., X,, vektory pozorovani x;, 1 = 1, ..., n, dostaneme vektor

soufadnic y; = (Yj1, ..., Vin) » kde yji = v;' X

Lze dokéazat, Ze celkova variabilita obsazend v datech je rovna stopé matice S, tj.
souctu vlastnich Cisel I, + ... +1,,.

/ « s 1 , C
1. hlavni komponenta tedy vycerpava ﬁlOO% celkové variability.
1 o p

Pokud je ¢islo +1—1+1 dostate¢né blizké 1, znamena to, ze 1. hlavni kompo-
R

nenta dobie nahrazuje cely datovy soubor. Je-li toto Cislo podstatné mensi nez 1,

musime vzit tolik hlavnich komponent, aby jejich soucet déleny stopou matice

S byl dostate¢né blizky 1.

(V mnoha aplikacich se stava, ze i1 pti velkém poctu znaka sta¢i pomérné maly

pocet hlavnich komponent.)

Znazornime-li rozmisténi objektii na ploSe prvnich dvou hlavnich komponent,

mulZeme poznat, které objekty se fadi do skupin neboli shluka.

(Pted provedenim metody hlavnich komponent je tfeba se rozhodnout, zda bu-

deme pracovat s ptivodnimi hodnotami znaka nebo standardizovanymi hodno-

tami.)

DiileZité upozornéni: Proménné X, ..., X, musi byt mezi sebou dostatecné ko-

relované, jinak metoda hlavnich komponent neda dobré vysledky.

Koeficient korelace i-t¢ho znaku X s k-tou hlavni komponentou Yy 1ze vyjadrit

jako R(Xi,Yk):M.

i

Reprodukce vychozi kovarianéni matice: V teorii matic se dokazuje vzorec

p
S=>"Lv,v;" (tzv. spektralni rozklad matice S) Rozhodneme-li se uvazovat pra-
i=1



vé m hlavnich komponent (m < p), pak pomoci tohoto vztahu miizeme posoudit,
jak téchto m hlavnich komponent reprodukuje rozptyly a kovariance ptivodnich
proménnych. Lze posoudit i rezidudlni matici, tj. matici, kterou ziskdme jako
rozdil vychozi kovarian¢ni matice a reprodukované kovariancni matice.

Doporuceny postup pfi analyze hlavnich komponent

a) Provedeme tabulkové¢ a grafické zpracovani datového souboru, abychom se
blize seznamili s daty.

b) Sestavime korelacni matici a provéfime, zda jsou korelace natolik silné, aby
meélo smysl provadét analyzu hlavnich komponent.

¢) Rozhodneme, kolika hlavnimi komponentami Ize popsat datovy soubor bez
podstatné ztaty informace. Ozna¢me tento vhodny pocet jako m. Pfi stanoveni m
muzeme pouzit tato pomocna kritéria:

e Kaiserovo kritérium - za m volime pocet téch vlastnich ¢isel matice R,
ktera jsou vétsi nez 1.

e Sutinovy test (scree test) — grafickd metoda, kterd spoc¢iva v subjektivnim
posouzeni vzhledu sutinového grafu (scree plot), tj. grafu znézornujiciho
velikosti sestupné€ uspotadanych vlastnich ¢isel matice R. Objevi-li se
v grafu urcité zplosténi, pak za m vezmeme to potadové Eislo, kde se
zplosténi projevilo.

o Kiritérium zalozené na kumulativnim procentu vysvétleného rozptylu.
Pozadujeme, aby vybrané hlavni komponenty vysvétlily aspont 70% cel-
kového rozptylu.

o Kritérium zaloZené na rezidualni korelacni ¢i kovariancni matici. Pozadu-
jeme, aby prvky rezidualni matice byly co mozna nejmensi.

d) Pokusime se o interpretaci prvnich m hlavnich komponent. Zkoumame pfi-
tom, jak jsou jednotlivé vybrané hlavni komponenty utvoieny z ptivodnich zna-
ki a jak s nimi koreluji.

e) Vypocitame vektory soutfadnic a nasledné sestrojime dvourozmérné teckoveé
diagramy.

Pro nas datovy soubor nejprve znazornime data pomoci krabicovych diagramii:
Grafy — 2D Grafy — Krabicvé grafy — zvolime Vicendsobny — Proménné - Zavis-



le proménné X1-X4 — OK — OK

Krabicovy graf z vice promé&nnych
pca.sta 4v*6¢

Median; Krabice: 25%-75%; Svorka: Rozsah neodleh.
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Nyni vypocte korelacni matici: Statistiky — Vicerozmérné prizkumné techniky —
Hlavni komponenty & klasifika¢ni analyza — Proménné X1 az X4, OK — OK —
Popisné statistiky — Korela¢ni matice

Korelace (pca.sta)
Poménna| X1 | x2 | x3 | x4
X1 1,000000 0,906937 0,872258 0,870307
X2 0,906937 1,000000/ 0,958133 0,820031
X3 0,872258 0,958133/ 1,000000 0,893684
X4 0,870307 0,820031 0,893684 1,000000

Dale vypocteme vlastni ¢isla a procento vysvétleného rozptylu: na zalozce Za-

kladni vysledky vybereme Vlastni ¢isla.

Vlastni Cisla korela¢ni matice a souvisejici statistiky (pce
Pouze aktiv. proménné

vl. éislo | % celk. |Kumulativ. | Kumulativ.
Poradi vl.¢. rozptylu | vl. Cislo %
1 3,66143191,53577) 3,661431 91,5358
2 0,188636 4,71589  3,850066 96,2517
3 0,134072 3,35181 3,984139 99,6035
4 0,015861 0,39653 4,000000 100,0000




Vidime, ze 1. vlastni ¢islo 1; = 3,66, tedy 1. hlavni komponenta vyCerpava
91,5% variability dat, 2. vlastni ¢islo 1, = 0,19, 2. hlavni komponenta vycCerpava
4,7% variability dat atd.

Podle Kaiserova kritéria by stacilo uvazovat pouze 1. hlavni komponentu, proto-
Ze pouze prvni vlastni €islo je vétsi nez 1. Kviili zndzornéni objekti vSak bude-
me uvazovat prvni dvé hlavni komponenty.

Déle vypocitdme vlastni vektory: na zdlozce Proménné vybereme Vlastni vekto-
ry

Vlastni vektory korelacni matice (pca)
Pouze aktiv. proménné

Proménna| Faktor 1 | Faktor 2 | Faktor 3 | Faktor 4

X1 -0,498301 -0,000518 0,817131 -0,289816
X2 -0,503657 0,582217 -0,082290 0,632916
X3 -0,508833 0,185043 -0,539021 -0,645217
X4 -0,488994 -0,791696 -0,187036 0,314832

1. hlavni komponenta:

Y, =-0,49X, -0,5X, — 0,5X;5 — 0,49X,,

2. hlavni komponenta:

Y2 = -0,000SXl +O,58X2 + 0,19X3 — O,79X4 atd.

Sutinovy graf (scree plot):

Vlastni Cisla korelaéni matice

Pouze aktiv. proménné
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Poradi vl. Cisla

V sutinovém grafu nastava vyrazné zplosténi po 1. vlastnim cisle.

Vypocet koeficientl korelace 1. a 2. hlavni komponenty a ptivodnich ¢tyt pro-
ménnych: na zdlozce Proménné vybereme Korelace faktori & proménnych



Proménna

Faktor 1 | Faktor 2

X1

X2

X3

X4

-0,953492 -0,00022%
-0,963740  0,252869
-0,973645 0,080368
-0,935684 -0,343851

Vidime, Ze 1. hlavni komponenta vysoce zaporné koreluje se vS§emi proménny-
mi. 2. hlavni komponenta slab& kladné€ koreluje s druhou proménnou a stfedné
siln¢ zaporn¢ koreluje s tfeti promeénnou.

Podivejme se rovnéz na vektory soufadnic (v systému STATISTICA se jim fika
faktorové soutadnice ptipada): na zalozce Ptipady vybereme Faktorové soutad-
nice piipadu.

Ptipad | Faktor 1 | Faktor 2
1 -2,34914  0,364696
2 -2,56859 -0,378068
3 1,05532 0,387487
4 1,25040 0,434674
5 1,07964 -0,381138
6 1,563238 -0,427651
Znazornéni objektl (zakl) na plose prvnich dvou hlavnich komponent:
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Faktor 1: 91,54%



Shlukova analyza

Cil shlukové analyzy

Cilem shlukové analyzy je roztfidéni n objekti, z nichZ kazdy je popsan p zna-
ky, do né¢kolika pokud mozno stejnorodych (homogennich) skupin (shluk, clus-
tert1). PoZzadujeme, aby objekty uvniti shluki si byly podobné co nejvice, zatim-
co objekty z riznych shlukl co nejméné. Piesny pocet shlukii vétSinou neni
pfesné znam.

Shlukové analyza nachazi uplatnéni v celé fadé obort, napt. v biologii. U n po-
pulaci zmétime p biometrickych charakteristik a zjiSt'ujeme, zda urcité skupiny
populaci tvoti shluky.

Shlukova analyza je ovSem priizkumovou metodou a méla by slouZit jako urcité
voditko pti dal§im zpracovani dat.

Podobnost objekti

Podobnost (¢i rozdilnost) objekt posuzujeme pomoci riznych mér vzdalenosti.
Pro znaky intervalového €1 pomérového typu nejcastéji pouzivame euklidovskou
vzdalenost. Necht’ k-ty objekt je popsan vektorem pozorovani xy = (Xgj, ..., ka)T
a I-ty objekt vektorem x; = (xyy, ..., xlp)T.

Euklidovska vzdalenost k-tého a I-tého objektu:

p
— 2
dy = Z(ij - le) :
j=1
Vzdalenosti vypoctené pro vSechny dvojice objektl se uspotadaji do matice
vzdalenosti. Je zfejmé, Ze je to ¢tvercova symetrickd matice, kterd mé na hlavni
diagonale nuly.

Matice euklidovskych vzdalenosti pro datovy soubor s tdaji o 6 Zacich:
Statistiky — Vicerozmérné prazkumné techniky — Shlukova analyza — Spojovani
(hierarchické shlukovani) — OK — Proménné X1 — X4 — OK — na zdloZce Detaily
vybereme Shlukovat Ptipady (fadky) — OK — na zalozce Detaily vybereme Ma-
tice vzdalenosti.

Euklid. vzdalenosti (pca)
Piipad|P_1/P_2|P 3|P 4/P 5/P 6
P 1 0,0 3,612,7 12,7 12,6 14,0
P2 |36 00128132125 14,1
P3 (12,7128 0,0 22 32 41
P4 (12,7132 22 00 3,0 32
P5 (126125 3,2 3,0 0,0 22
P6 (140141 41 32 22 00

Hierarchické shlukovani



Pti aplikacich shlukové analyzy se nejcastéji pouziva aglomerativni hierarchicka
procedura. Jeji princip spociva v postupném slucovani objektli, a to nejprve nej-
blizsich a v dalSich krocich pak stale vzdalenéjsich.

Algoritmus;

1. krok: Kazdy objekt povazujeme za samostatny shluk.

2. krok: Najdeme dva shluky, jejichz vzdalenost je minimalni.

3. krok: Tyto dva shluky spojime v novy, vétsi shluk a prepocitdme matici vzda-
lenosti. Jeji fad se snizi o 1. Vratime se na 2. krok.

Funkce algoritmu konc¢i, az jsou vSechny objekty spojeny do jediného shluku.

Vzdalenost mezi shluky se pocita riznymi zplisoby. Uvedeme tii z nich.

a) Metoda nejblizsiho souseda: Vzdalenost mezi dvéma shluky je minimem ze
vSech vzdalenosti mezi jejich objekty.

b) Metoda nejvzdalenéjsiho souseda: Vzdalenost mezi dvéma shluky je maxi-
mem ze vSech vzdalenosti mezi jejich objekty.

¢) Metoda prumérmneé vazby: Vzdalenost mezi dvéma shluky je primérem ze
vSech vzdalenosti mezi jejich objekty.

Vysledky aglomerativni hierarchické procedury se zpravidla znazoriuji pomoci
dendrogramu. Je to graficky zndzornéné posloupnost dvojic {(\)1,8(1)),. ..,(vn ,S(n))},

kde {v;}, je neklesajici posloupnost urovni spojovani a S je rozt¥idéni objekti
odpovidajici trovni v;,i=1, ..., n.

Dendrogram pro metodu nejbliz§iho souseda:

Statistiky — Vicerozmérné prizkumné techniky — Shlukova analyza — Spojovani
(hierarchické shlukovani) — OK — Proménné X1 — X4 — OK — na zalozce Detaily
vybereme Shlukovat Piipady (fadky), pravidlo slu¢ovani ponechame Jednodu-
ché spojeni, miru vzdalenosti ponechdme Euklidovské vzd. — OK — Horizontélni
graf hierarch. stromu



Str. diagram pro 6 pfipadu
Jednoduché spojeni
Euklid. vzdalenosti

0 2 4 6 8 10 12 14

Vzdalenost spoje

Dendrogram pro metodu nejvzdéalenéjSiho souseda:

Na zaloZce Detaily vybereme pravidlo slu¢ovani Uplné spojeni
Str. diagram pro 6 pfipadu
Uplné spojeni
Euklid. vzdalenosti

0 2 4 6 8 10 12 14 16

Vzdalenost spoje

Dendrogram pro metodu uplné vazby: Na zélozce Detaily vybereme pravidlo
slu¢ovani Nevazeny primér skupin dvojic.



Str. diagram pro 6 pfipadu
Nevazeny pramér skupin dvojic
Euklid. vzdalenosti

0 2 4 6 8 10 12 14
Vzdalenost spoje

Vidime, ze vysledky vSech tfi metod jsou velmi podobné a odpovidaji rozmisté-
ni objektl (zakl) na plose prvnich dvou hlavnich komponent.



