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Trait Two Phenotype
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Maximalini verohodnost
(maximum likelihood, ML)

* hod minci 15x —» skore OOHHHOHOOOHOHHO: 7x panna (hlava, H), 8x orel (O)
 pravdéepodobnost, ze padne hlava = p, orel = (1 — p)
» hody nezavislé = pravdépodobnost vysledného skore =

(1 = p)x(1 = p)xpxpxpx(1 = p)xpx(1 = p)x(1 = p)x(1 = p)xpx(1 = p)xpxpx(1 - p) = p’(1-p)°?
* maximum = 0,4666 ~ 7/15

L =(D|H)
podminéna pravdépodobnost
TN\ ziskani dat D pfi hypotéze H

p=1/2=L=3,0517.105

Likelihood

p=13=L=17841.10°

= vysledek hodu 1,7x
pravdépodobné;si
S pravou minci




Maximalni vérohodnost ve fylogenetické analyze

data:
1 TCAAAAATGGCTTTATTCGCTTAATGCCGTTAACCCTTGCGGGGGCCATG
2 TCCGTGATGGATTTATTTCCGCAATGCCTGTCATCTTATTCTCAAGTATC
3 TTCGTGATGGATTTATTGCAGGTATGCCAGTCATCCTTTTCTCATCTATC
4 TTCGTGACGGGTTTATCTCGGCAATGCCGGTCATCCTATTTTCGAGTATT
strom: _ — evoluéni model
.
topologie L
= hypotéza
_I—
délky vétvi — _
L =P(D|H),
kde D = matice dat
Vérohodnostni funkce: jaka je H = r (topologie),
pravdepodobnost ziskani danych v (délky vétvi),

dat pfi dané hypotéze? ¢ (model)



1 J N
TCAAAAATGGCTTTATTCECLTAATGCCGTTAACCCTTGCGGGGGCCATG
TCCGTGATGGATTTATTTECGCAATGCCTGTCATCTTATTCTCAAGTATC
TTCGTGATGGATTTATTGEAGGTATGCCAGTCATCCTTTTCTCATCTATC
TTCGTGACGGGTTTATCTEGELECAATGCCGGTCATCCTATTTTCGAGTATT

N W N =

1 2 3 4
p c C A G

x: 4 nukleotidy

y: 4 nukleotidy
=4 x4=16
moznych scénaru

O
(RN

y=T

1) L(1)=P(A) x P(T) x P(AC) x P(AC) x P(TA) x P(TG)
2) L(j) = P(scénar 1) + .... + P(scénar 16)

3) véechny pozice: L = L(1) x L(2) x ... x L(j) x ... x L(N) = 1z,

4) InL=InL(1) +InL2) + ... +InL(N) = 2, InL,



Verohodnost (ML) a uspornost (MP)

v=0,01 v=10,10 v=10,20 v=1,00
Pocet zmén  Parsimonie (0,2475) (0,2266) (0,20611) (0,11192)
0 100 99,99 99,83 99,31 82,17
1 0 0,00 0,00 0,00 0,00
2 0 0,0011 0,11 0,44 9,13
3 0 0,034 3,55
4 0 0,0027
v=0,01 v=0,10 v=0,20 v=1,00
PoCet zmén  Parsimonie (0,00083) (0,00786) (0,01462) (0,04602)
0 0 0,00 0,00 0,00 0,00
1 100 99,66 96,64 92,36 66,54
2 0 0,33 3,22 6,22 21,19
3 0 0,12 0,48 8,61
4 0 0,003 0,023 2,05
5 0 0,0037 0,42

A G

\Y4



Verohodnost a konzistence

% >4




Verohodnost a konzistence

A “spravny” C
A “‘chybny”

. “long-branch repulsion”
Farrisova 9 P

(anti-Felsensteinova,
inverzni Felsensteinova)
zona



Bayesovska analyza
ML: jaka je pravdepodobnost dat prfi dané hypotéze?
bayesiansky pristup - priklad:
 soubor 100 kostek, ze kterych mame vybrat jednu

* vime, ze ze 100 kostek je 80 v poradku, ale 20 je upraveno tak, aby padala 6
« pravdépodobnosti jednotlivych vysledku

u pravych kostech stejne, u falesnych se lisi: prava falesna

1/6 1/21

+ hazime 2x 1. hod: [*4] 2. hod: [§3 .
e 1/6 3/21
. . . . 1/6 3/21

— Jaka je pravdepodobnost, ze %
nase kostka je faleSna? o 1/6 4/21
S 1/6 4/21
e 1/6 6/21




« aposteriorni pravdépodobnost (posterior probability)
= pr. platnosti hypotézy pfi ziskanych datech: P(H | D)

* a.p. je funkci vérohodnosti P(D | H) a apriorni pravdépodobnosti (prior prob.)
* prior vyjadruje nas apriorni predpoklad nebo znalost
» pfiklad se 2 hody kostkou:

Aposteriorni pravdépodobnost, Ze nase kostka je falesna,
je dana Bayesovou rovnici:

apriorni
vérohodnost pravdépodobnost

— =
P(D | H) x P(H)
P(HID) =

S[P(D | H;)xP(H,)]

suma Citatelu pro vSechny
alternativni hypotézy




» apriorni pravdépodobnost (falesna) = 0.2 prava  falesna

(20/100 falesSnych kostek v souboru) . 1/6 1/21
— . 1/6 3/21
* Pr., Ze dostaneme  [%e| |88] s pravou kostkou: .'
P=1/6x 1/6 = 1/36 o] 16 32
eel  1/6 4/21
* Pr. Ze dostaneme  |*| |§8] s faleSnou kostkou: 16 4121
P =3/21 x 6/21 = 18/441 —
3| 16 6/21

P(*.][§3] [biased) x P(biased)

P(biased| [*.][83] =
P([*.][g§] Ibiased) x P(biased) + P([*|[§]|fair) x P(fair)

18/441 x 2/10

18/441 x 2/10 + 1/36 x 8/10



Bayesovska metoda ve fylogenetické analyze:

aposteriorni
pravdépodobnost

N

P@',v,@

vérohodnost

X )=

==

apriorni
pravdépodobnost

/

P(X\T/V,@)P(T,V,Q)

S Hxzv.0)Ar v,0)]

i=1

suma pres vsechny
mozneé stromy

Parametry pro bayesovskou analyzu: ML odhady — empiricka BA

vSechny kombinace — hierarchicka BA

P&z v 0 = [p&z v,0 ar 4,0



* Problem: prilis slozité = nelze resit analyticky, pouze numericky aproximovat

* feSeni: metody Monte Carlo
» nahodny vybér vzorku, pfi velkém mnozstvi aproximace skuteénosti

» Markovovy rfetézce: Markov chain Monte Carlo (MCMC)
Markovuav proces: t(-1))A—>T(0)C > T(+1) G

... P stejna po celé fylogenii = homogenni Markovuv proces
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Metropolistiv-Hastingsuv algoritmus:

Zména parametru x — X’
1. jestlize P(x’) > P(x), akceptuj x’
2. jestlize P(x’) < P(x), vypocti r= P(x’)/P(x)
protoze plati, ze P(x’) < P(x), musi byt r< 1
3. generuj nahodné Cislo U z rovhomérného rozéleni z intervalu (0, 1)
4. jestlize r= U, akceptuj x', jestli ne, ponechej x

usmerneny pohyb robota v aréne:

5000 kroki 25000 kroki || yrstevnice"
areny

3




J

stacionarni faze (plateau) “burn-in’

a) b)
-7000 -7300
-8000 - -7350
- ~
= -9000 - c -7400
-10000 - -7450
-11000 - - | -7500 . . .
0 0.25 0.50 0.75 1.00 0 0.25 0.50 0.75
Generation (x 10°) Generation (x 10°)

MrBayes: http.//morphbank.ebc.uu.se/mrbayes/
4 independent chains, Metropolis-coupled MCMC

Problém apriornich pravdepodobnosti: subjektivnost

1.00


http://morphbank.ebc.uu.se/mrbayes/

Hledani optimalniho stromu a meéreni spolehlivosti

1. Exaktni metody: a) vyCerpavajici hledani (exhaustive search)
b) branch-and-bound

/
G B ..,
R F na zacatku 3 taxony,
3 A postupné pridavani
Cl12 C / R /
) \ 5 . \ ) ; /'

e |

je-li tento strom delSi nez nahodné
vybrany, algoritmus dal nepokracuje
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2. Heuristicky pristup:

tromy
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2. Heuristicky pristup:

stepwise addition

heuristické hledani

star decomposition
branch swapping
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* nearest-neighbor

interchanges (NNI)

* subtree prunning
and regrafting (SPR)

* tree bisection and
reconnection (TBR)



Méreni spolehlivosti stromu

Metody opakovaného vybéru . bez navraceni = jackknife
* S navracenim = bootstrap

a)

—| vzorek 1 —»{ strom 1 [+

| odhad skute¢né
. = . fylogenie
. - ._|—>|\-z0rek2|—>| st10m2| R
skutecna neomezena
fylogenie data > vzorek 3|—»| strom 3 |
. . | rozptyl vybéru pro
: ¢ skutec¢nou fylogenii
| vzorek n—p| strom n |-
orelc 1 > C3trom 11
| vzorek 1 —>( strom 1]
e
strom 2
skute¢na omezeni — veorek 2 rozptyl vybéru
fylogenie » data —p pro odhad
s yseudo - kuteiné fv ;
| strom 3 skutecné fylogenie

vzorek 3

pseudo -
vzorek n

strom n

odhad skutec¢né
fylogenie

 parametricky bootstrap: evolucni model
 aposteriorni pravdépodobnosti



Testovani hypoteéz

Test molekularnich hodin A

* Relative rate test (RRT): AC=BC?

* linearizované stromy
odstranéni signifikantné odliSnych taxonu

* relaxované molekularni hodiny
umoznuji zménu rychlosti podél vetvi



Srovnani stromu

Je jeden strom lepsi nez druhy?

Testy parovych pozic:
* winning sites test

* Felsensteinlyv z test

» Templetonuyv test

» Kishinuv-Hasegawuv test (KHT, RELL)

Pro vice nez dva stromy:
* Shimodairtv-Hasegawuv (SH) test

Jsou dva stromy signifikantneé odlisne?

Distance mezi stromy:
e partition metric
 quartet metric

* path difference metric ] _ . .
» metody inkorporujici délky vétvi  Probleémy s distancemi mezi stromy



Konsensualni stromy

e striktni konsensus
* majority-rule

 problém s konsensualnimi stromy — kombinovana vs. separatni
analyza, supermatrix vs. supertree

» konsensualni stromy v metodach opakovaného vybéru,
bayesovska analyza



Fylogenetické programy

- alignment:
ClustalX http://inn-prot.weizmann.ac.il/software/ClustalX.htm/

 PAUP*

 PHYLIP

* McClade ... MP

« MOLPHY, TREE-PUZZLE ... ML
- MrBayes ... BA

 prace se stromy:
TreeView http://taxonomy.zoology.gla.ac.uk/rod/treeview.html



