Linearni diskrimina¢ni analyza

Motivace:

Diskrimina¢ni analyza patii k vicerozmérnym statistickym metoddm a zabyva se klasifikaci objekt do r > 2 skupin na z4-
klad€ znalosti vektorli pozorovani téchto objektl. Zakladatelem DA je R. A. Fisher

Uved'me ptiklad z technické praxe: u vyrobku daného typu potiebujeme rozhodnout, zda snese urcitou zatéz. Na vyrobku
muzeme zmétit hodnoty p kvantitativnich znakt, napt. hmotnost, odchylky rozmérli od normy, chemickeé slozeni apod., kte-
ré tvoii vektor pozorovani x = (x;, ..., X,)". Jestlize vyrobek vystavime zaté€zi, mize to znamenat jeho poskozeni nebo dokon-
ce zniceni. Proto vystavime zatézi jen omezené mnozstvi vyrobkil, feknéme n vyrobk, které tvoti tzv. informativni vybeér.
Pokud vyrobek zatéz vydrzi, zatadime ho do 1. skupiny (necht’ takovych vyrobki je n,) , jinak do 2. skupiny (téchto vyrob-
ki je ny). Na zaklad¢ znalosti chovani informativniho vybéru pak rozlozime prostor R, na mnoziny B, B,. Mame-li

k dispozici néjaky dalsi vyrobek t¢hoz druhu s vektorem pozorovani x, zatadime ho do 1. skupiny, kdyZ x _ B; a do 2. sku-
piny, kdyZz x _ B,. Vyrobek tedy nemusime vystavovat zatézi a riskovat jeho poskozeni nebo dokonce zniceni.

Ukol diskrimina&ni analyzy spo¢iva v nalezeni takového rozkladu prostoru R, na mnoziny By, ..., B,, ktery umozni optimal-

ni rozhodnuti o ptislusnosti objektu ke skupiné.



Nahodny vybér z vicerozmérného rozlozeni
Necht je dano n objektli a na kazdém z téchto objektii métime p znakll. Znamena to, Ze i-ty objekt je charakterizovan p-
rozmé&rnym vektorem pozorovani x; = (i, ..., Xjp) ', ktery povazujeme za realizaci nahodného vektoru

X; = (Xj, ..., Xjp)', 1=1, ..., n. VSechny vektory pozorovani usporadame do datové matice typu n x p: ' - L
Predpokladame, Ze ndhodny vektor X; ma
vektor stfednich hodnot
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Lze dokézat, ze nestrannym odhadem vektoru p je vektor vybérovych prumeéri

- Mh

=1 | kde _ n@g je vybérovy prumér j-t€ho znaku, j=1, ..., p

\MJ

a nestrannym odhadem matice X je vybérova varian¢ni matice

_ n_lli\n?X_M(X_M Fadu p.



Testy hypotéz o varian¢nich maticich a vektorech stfednich hodnot

Necht jsou dany dva p-rozmérné nahodné vybéry o rozsazich n; a n, z p-rozmérnych normalnich rozloZeni Ny(p;, X)) a

Np(p2, X;). Ozna¢me M, M, vektory vybérovych priméra, S;, S, vybérové varianéni matice a S vazeny primér vybérovych

S, Y
varian¢nich matic, tj. S = &— = .
v, -

a) Test shody varian¢nich matic (Boxiiv test)

Testujeme hypotézu Hy: X, = X, proti alternativni hypotéze H;: X, # £, na hladin¢ vyznamnosti a. Test je zalozen na

M=(mn;+n,—2)In(detS)—(n;—1) In (det S1) - (n;— 1) In (det S,).

Ozna¢me konstantu q) :1 qu i) 1’11—1 Fnzl—l ‘IEITZ\)' (Tato konstanta zlepSuje aproximaci.)
42

Plati-li Hy, pak testova statistika MC, ma asymptoticky rozlozeni f/ppz}'l \

Kriticky obor: W = <X21_ \/ppz"l/ } o

Pokud MC, W, H, zamitame na asymptotické hladin¢ vyznamnosti a.



b) Test shody vektorii stifednich hodnot
Nezamitneme-li na zvolené hladin¢ vyznamnosti hypotézu o shod¢ variancnich matic, miizeme piistoupit k testovani hypoté-
zy Hy: py = p, proti alternativni hypotéze H,: p; # p, na hladin€ vyznamnosti a.

Oznatme 2 = n?l;nz( M, - My)' (M, - My).
1

Nulovou hypotézu zamitneme na hladin€ vyznamnosti o, kdyZz testova statistika

H-I- — - >F n;+ny-p-1)
p}11_|_ 3 > Fi.o(p, nitny-p-1).

Poznamka:
Zamitneme-li hypotézu o shod¢ vektorti sttednich hodnot, je vhodné provést testy dil¢ich hypotéz
Ho;: w1 = pj2 proti Hyj: g # iz, j =1, ..., p. K tomu slouzi dvouvybérovy t-test.

Hypotézu H(; zamitneme na hladin€ vyznamnosti o ve prospéch oboustranné alternativy, kdyz

. ™M_B
W)

- PJ + _A , kde s;; je j-ty diagonalni prvek matice S.



Odvozeni bayesovského rozhodovaciho pravidla pro dvé skupiny objekti

Necht’ v 1. skupiné€ je n; objekti, ve 2. skupiné n, objektl, pticemz kazdy objekt je charakterizovan p-rozmérnym nahodnym
vektorem X = (X, ..., X})"

Ptedpokladame, ze v i-t€¢ skupiné méa nahodny vektor X hustotu ¢;(x),1=1, 2.

Necht H; je jev ,,objekt patii do i-té skupiny*.

Apriorni pravdépodobnost P(H;) pfisluSnosti objektu k i-t¢ skupin€ oznaCime m;, 1 =1, 2.

Zname-li u néjakého objektu vektor pozorovani x, mizeme podle Bayesova vzorce vypocitat aposteriorni pravdépodobnost

piislusnosti objektu ke skupiné:

P(H/X=x) = — T -
T o+

,1=1,2.

Nabizi se jednoduché rozhodovaci pravidlo: zatadit novy objekt do té skupiny, u niz je aposteriorni pravdépodobnost vetsi.
Tedy objekt s vektorem pozorovani x zatadime do 1. skupiny, kdyzZ m;¢,(x) > m,@,(X), jinak ho zatadime do 2. skupiny.
Soucin m;p;(x) se nazyva

Lze ukazat, Ze bayesovské rozhodovaci pravidlo je optimalni v tom smyslu, Ze minimalizuje celkovou pravdépodobnost

mylné klasifikace.



Konstrukce Fisherovy linearni diskrimina¢ni funkce pro dvé skupiny objekti
Pfedpoklédei'me nyni, Ze hustota pravdépodobnosti v i-té skupin€ je normalni a ma parametry p;, X;, tj.

X~ 1 N N\ j=
(px/:' m\ex\@_ﬂ& _H/Zr & _u\/ 1,2.

Jestlize zlogaritmujeme diskriminac¢ni skor mip;(x) a vynechame clen _gh‘%.t, ktery je spolecny pro obé& skupiny,

I I - -
dostaneme tzv. pro i-tou skupinu ve tvaru 11‘(162\_ ((_u\zr z&_u\ 4+ o 1=1,2.
Jsou-li varian¢ni matice v obou skupinach stejné (spolecnou varian¢ni matici ozna¢ime X), obsahuji oba kvadratické
I I -
diskriminacéni skory tyz ¢len h’fie}:‘_ X2- ¢. Po jeho vynechani obdrzime pro i-tou skupinu
f— I - _ )
—tzv. - ve tvaru N X\:}lZTX_ u)lu+ e I, 2.

Objekt s vektorem pozorovani x tedy zafadime do 1. skupiny, kdyz A;(x) > A,(x), jinak ho zatadime do 2. skupiny.
Vzhledem k tomu, Ze méme jen dvé skupiny objekti, 1ze rozhodnuti o zatazeni objektu do skupiny ucinit na zakladé€ rozdilu

1N - | I — T - -

Mx) = Mi(X) - Aa(X) = ‘q_u,\frx_ P‘ZH hw, o
Funkce A(X) se nazyva . Oznacime-li

x I
B=@ H¥= . . Butw)tinm-Inm,

)
muzeme Fisherovu linedrni diskriminacni funkci psat ve tvaru
Mx) =Px +7.
Znamena to, Ze jsme nasli takovou linearni kombinaci vektoru pozorovani x, kterd ndm umozni minimalizovat celkovou
pravdépodobnost mylného zatazeni objektu do skupiny. Objekt s vektorem pozorovani x tedy zafadime do 1. skupiny, kdyz
Mx) > 0, jinak ho zatadime do 2. skupiny.



7 we

Posouzeni ucéinnosti diskriminace resubstitu¢ni metodou

spociva v uplatnéni zkonstruovaného rozhodovaciho pravidla na informativni vybér. Uvazujeme po-
stupn¢ vSechny objekty z informativniho vybéru a jejich zafazeni podle rozhodovaciho pravidla porovname se skute¢nou

ptislusnosti ke skupin€. Stanovime podil spravné a mylné zarazenych objektt.

skutecnost zafazeni soucet | Podil spravné zafazenych objekti:
1. skupina | 2. skupina m_i_ 2

1. skupina nj np n;=n oL

2. skupina ny ny» n; =ny | Podil mylné zafazenych objekti:

soucet n; n, n I]l ) + 1
11



Modifikace pro pripad neznamych parametri
Pti praktickém pouziti diskriminacni analyzy vét§inou nezname parametry p,, p,, X ani apriorni pravdépodobnosti w;, ;.

V takovém ptipad¢ pouzivame odhady:

ui_)Mi9i=192
zﬁszil—hﬁ LY
w, _ -
n

i —,.:1,2.
T — n 1

Odhad Fisherovy linearni diskrimina¢ni funkce A(x) = p'x + vy:
L(x)=b'x + g, kde

I
b'=(M,;-M,)S",g=_ b(M;+M,)+Inp;,—Inp,.



Postup pri linearni diskrimina¢ni analyze

1. Vzhledem k povaze ulohy ur¢ime veli¢iny X, ..., X,, a pofidime n; + n, p-rozmérnych pozorovani tak, aby n; objektii
pochazelo z 1. skupiny a n, objektl z 2. skupiny.

2. Na zvolené hladin€ vyznamnosti a testujeme hypotézy o normalité rozloZeni v obou skupinach.

3. Vypocteme odhady M, My, S, S,, S, p1, p».

4. Na zvolené hladin€ vyznamnosti a testujeme hypotézy o shodé€ varian¢nich matic a vektort stiednich hodnot v obou
skupinach.

5. Vypocteme odhad L(x) Fisherovy linearni diskriminacni funkce. Objekt s vektorem pozorovani x ptiradime k 1. skupiné,
kdyz L(x) > 0, jinak ho ptifadime ke 2. skupiné.

6. Uc¢innost diskriminace posoudime metodou resubstituce.



Pozadavky na vstupni soubor dat:
a) charakteristické znaky jednotlivych prvki musi byt kvantitativni,

b) Zadny ze znakil nesmi byt linearni kombinaci ostatnich znakt (linearni nezavislost),

V diskriminacni analyze musi pro pocty skupin, pocty znakii, pocty objektii ve skupinach a celkové
pocty objektu platit:

a) skupiny objektti musi byt minimalné dvé,

b) kazda skupina musi mit alespon dva objekty,

c¢) pocet znaki pouzitych v analyze musi byt mensi nez pocet objektii zmenseny o pocet skupin,

d) zddny znak by nemél byt konstantni v jakékoliv skupiné.



Priklad

V souboru 50 rodin byly zjistovany tyto udaje:

zda v poslednich dvou letech rodina navstivila jistou rekreacni oblast (veli¢ina ID, nabyva hodnoty 0 pro odpovéd’ ,,ne®,
hodnoty 1 pro odpovéd’ ,,ano*)

rocni prijem v tisicich dolari (veli¢ina X;)

postoj k cestovani (veli¢ina X,, devitibodova skala, 1 = naprosto odmitavy, 9 = veskrze kladny)

vyznam pficitany rodinné dovolené (veli¢ina X3, devitibodova skéla, 1 = nejnizsi, 9 = nejvyssi)

pocet ¢lenl rodiny (veli¢ina Xy)

vek nejstarsiho ¢lena rodiny (velicina Xs).

Pro uvedena data sestrojte Fisherovu linearni diskriminacni funkci, kterd pomoci veli€in X, ..., X5 umozni rozlisit rodiny

navstévujici uvedenou rekreacni oblast od rodin, které do této oblasti nejezdi.



Datovy soubor:

¢islo|ID Xl Xz X3 X4 X5 ¢islo|ID Xl X2 X3 X4 Xs
1.10 |32,1|5 [4 |6 [58,0]26. |0 |48,2|3 |5 [4 [43,0
2.10 140,0{4 |4 |3 [42,0]127. |0 |54,5|7 |3 |3 |37.0
3.10 (36,214 |3 |2 [55,0]28. |0 |38,2]2 |5 |3 49,0
4.10 143,212 |5 |2 [57,0]129. |0 |41,7[4 |2 |3 |40,0
5.10 [50,4|5 |2 |4 (37,0]30. |1 |50,2]5 |8 |3 |43.,0
6.]10 |45,2/4 |4 |4 |42,0)131. |1 |70,3|6 |7 |4 61,0
7.10 [44,116 |6 |3 [42,0|32. |1 [629]7 |5 |6 |52,0
8.10 |383|6 |6 |2 |45,0|33. |1 [48,5[7 |5 |5 [36,0
9.10 55,0/ 1 |5 |4 [57,0134. |1 [52,7]6 [6 |4 |55,0
10.J0 |56,1|3 |5 |5 |51,0)35. |1 [75,0{8 |7 |5 68,0
11.10 [48,2/4 |3 |6 [47,0136. |1 [46,2|5 |3 |3 62,0
12.]0 35,016 |4 |5 |64,0]137. |1 |57,0/12 |4 |6 [51,0
13.]0 [37.312 |7 |3 |54,0]138. |1 |64,1{4 |5 |4 [57,0
14.10 [41,8/5 |1 |5 [56,0139. |1 |68,1]4 [6 |5 |45,0
15.10 |57,0{8 |3 |4 [36,0]40. |1 |73,4|6 |7 |5 |44,0
16.10 [33,4/6 |8 |4 [50,041. |1 [71,6|5 |8 |4 |64.0
17.10 |41,5|5 |6 |3 [38,0042. |1 [56,2]1 |8 |6 |54,0
18.10 [39,8(4 |5 [4 [42,0)43. |1 |493(4 |2 |3 [56,0
19.]0 [37,5/3 |2 |3 [48,0]44. |1 |62,0|5 |6 |2 |58,0
20.10 [41,3]3 |3 |2 [42,0]45. |1 [50,8{4 |7 |3 [45.0
21.10 [35,0{4 [3 |4 [54,0]46. |1 [63,6/7 |4 |7 |55,0
22.10 149,6|5 |5 |5 [39,0)147. |1 |54,0{6 |7 |4 |58,0
23.10 145,514 |4 |4 |41,0}48. |1 [49,0{5 |4 |3 [60,0
24.10 {39416 |5 |3 |44,0]149. |1 |68,0|16 |6 |6 |46,0
25.10 |37,0{12 |6 [5 |51,0150. |1 [62,1{5 |6 |3 |56,0




ReSeni:

Testovani normality ndhodnych veli¢in X, ..., X5 v danych dvou skupinach rodin pomoci S - W testu:

Pro skupinu rodin, které danou rekreacni oblast nenavstévuji: Statistiky — Zakladni statistiky/tabulky — Select cases — ID=0 —
OK — Tabulky cetnosti — Proménné X1 az X5 — OK — Normalita — zaSkrtneme S-W test — Testy normality

[esty normaliity (d
%\jhrnéyt podm%l((u

Proménna

XT: rocni prijem v tisicich dola
XZ: posto| K cestovani (skala ¢
X3: vyznam rodinné dovolene
X4: pocet clenu rodiny

XO: veK nejstarsino clena

20,940 0,101
2'0,904 0,412
20,904 0,420
20,91/ 0,020
20,944 0,131

Pro skupinu rodin, které¢ danou rekreacni oblast navstévuji: Statistiky — Zakladni statistiky/tabulky — Select cases — ID=1 —
OK — Tabulky cetnosti — Proménné X1 az X5 — OK — Normalita — zaSkrtneme S-W test — Testy normality

['esty normality (d
. Zhrnout podminku
Proménna N W
XT:r1ocni prijem v tisicich dolajZ 0,935 U, T80
AZ. POsto] K cestovani (skala £| 2 0,930 0,139
X3: vyznam rodinné dovolene |2 0,934 0,1/1
X4: pocet clenu rodiny 2 0,926 0,120
XO: vekK nejstarsino clena 2 U, Y06/ 0,6/Y

Na hladin€ vyznamnosti 0,05 zamitdme hypotézu o normalité u veli¢iny X, ve skupiné rodin, které danou rekreacni oblast

nenavstévuji.




N-P ploty:
Grafy — 2D Grafy — Normalni pravdépodobnostni grafy — Proménné X1 az X5 — OK — na zéaloZce Kategorizovany
zaSkrtneme Kategorie X Zapnuto — Zménit proménnou — ID — OK — OK
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Odhad vektori sttednich hodnot M; a M, Ize ziskat vice zptsoby, uvedeme napf. tento:
Statistiky — Zéakladni statistiky/tabulky — Select cases — ID=0 - Popisné statistiky — Proménné X1 az X5 — Grupovaci
proménna ID=0 — OK — Detailni vysledky — zaSkrtneme pouze N a primér — Souhrn

Eopisne stalisliky (g
_|Zhrnout podminKu.

Promé[N platnT Prum

X1 2 42,04

X2 2 4,24

X3 2 42/

X4 2" 3,(2¢

X0 246,93
Krabicové grafy:
Grafy — 2D Grafy — Krabicové grafy — Vicenasobny — Zavisle proménné X1 az X5 — OK — OK

Kencow gat zvicepanemich
deasa6/3E
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Nyni zménime podminku ID = 1

Popisne stalisfiky (c1
. |[Zhrnout podminKu:
Promé [N plainT Prum
Xl Z 0Y,/b
X2 2 9,14,
Ao 2 9,/0°
X4 2 4,33,
X0 2 03,01
Keboowge zvicepangmydh
daadab/ar
Zmatjediz B
0 Midan Kebcs 23’/0?3/6;?5016 Reschrenden
yoll
@
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Q|
D
D
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Odhad varian¢ni matice S;:
Statistiky — Vicerozmérna regrese — Select cases ID=0 — OK — Proménné - Zavisla proménné X5, Seznam nezavisle pro-
ménnych X1 az X4 — OK — OK - Residua/predpoklady/piredpoveédi — Popisné statistiky — Dalsi statistiky - Kovariance

Kovariance (dovolena.sta)

. |Zhrnout podminku: 1D=0
Prome| X1 XZ T X3 X4 X5

X1 49 1¢ 0,99 2,24 1,094 -Z4,T
X2 0,9¢ 2./6" -0,31 0,140 -4,/
X3 22¢ -031 2638 -0,1/1 1,12
X4 1,08 0,140 -U,1/ 1,2/8 1,94
X5 240 -4 (3 1128 1,944 5/ %

Odhad varian¢ni matice S;: Zménime podminku ID=1

Kovariance ﬁovolena.sta)
. |[Zhrnout podminku: ID=1

Promé X1 X2 X3 X4 X5
X1 03,99 4,500 06,390 4,70 10,20
X2 4 300 2,728 0,03¢ 0,200 1,09
X3 0,390 0,035 2,790 0,03 -1,04
X4 4, /0. 0,200 0,03 1,83. -2,40
XO 10,25 1,09/ -1,04 -2,460 63,84




Odhad spole¢né varian¢ni matice S:

Statistiky — Vicerozmérné priizkumné techniky — Diskriminaéni analyza — Proménné — Grupovaci ID, Seznam nezav.
proménnych X1-X5 — OK, zapneme Dalsi mozZnosti (krokova analyza) — OK — Popisné statistiky — Zobrazit popisné
statistiky — Vnitini kovariance a korelace.

A xR R X %
Al 0o, 2,< 1,¢ 2, -/,
) Vi 2,< 2,1 -0/ 0,17 -2,
D) 1,0 -0/ 2,1 -0,( U,
X4 2,t U,7 -0, 1,< U,
RO -, -2, U,« U,7 60,




Boxtv test shody varian¢nich matic:
Statisttka M = (n; + n, —2) In (det S) — (n; — 1) In (det S;) - (n, — 1) In (det S,) = 26,6179

Konstanta zlepSujici aproximaci 1 — =0,8847
Rl Rt e o)
Testova statistika MC, = 23,5468

Kriticky obor: W = <X21_ \/ppz\»l/} o <J; »5} Qoo 24,995(%

ProtoZe testova statistika nelezi v kritickém oboru, nezamitame na asymptotické hladin€ vyznamnosti 0,05 hypotézu o shodé¢
varian¢nich matic X;, X,.

Provedeni testu v systému STATISTICA:

Statistiky — Pokrocilé linearni/nelinearni modely — Obecné linedrni modely — Typ analyzy: Jednofaktorovd ANOVA - Me-
toda specifikace: Rychlé nastaveni — OK — Proménné — Seznam zavislych proménnych: X1 — X5, Kategor. nezavisla pro-
ménnd (faktor): ID — OK — OK — Vice vysledkli — na zélozce Piedpoklady vybereme Boxtiv M-test.

B%)XUV IVl test (dovolen
Efekt: ID .
(Vypocteno pro vSechr

Boxov( Chi-k|S)
boxovc Zb,b1 2,04 1. 0,075

Protoze p-hodnota je vétsi nez hladina vyznamnosti 0,05, hypotézu o shod¢ variannich matic nezamitame na asymptotické
hladiné vyznamnosti 0,05.




Test shody vektort stfednich hodnot:

Testové statistika Wi+ — - AR (np ML) ST(M, - M) = 14,2194
)L U
Kvantil Fy_o(p, nj+ny-p-1) = Fo95(5,44) = 2,427

ProtoZze testova statistika se realizuje v kritickém oboru, zamitame na hladin€ vyznamnosti 0,05 hypotézu o shod¢ vektorii
sttednich hodnot p,, p,.

Vypocet testové statistiky v systému STATISTICA:
Statistiky — Vicerozmérné prizkumné techniky — Diskriminaéni analyza - Proménné — Grupovaci proménna ID, Seznam ne-
zavislych proménnych X1 az X5 — OK — OK

Bi¥ Diskriminatni analjza: dovolena.sta =%

mamaz

Z:kladni nastaveni | Detaiy | Klasifikacs |

YWipocet proménne v model | Storno |

Bl Proménné necbsafend v modelu | E MoZnosti




Upozornéni: Test shody vektoru stfednich hodnot 1ze v systému STATISTICA provést 1 jinak:

Statistiky — Zakladni statistiky/tabulky — t-test, nezavislé, dle skupin — OK — Proménné — Zavisle proménné X1 az X5, Gru-
povaci proménnd ID — OK — na zaloZzce MoZnosti zaSkrtneme Vicerozmérny test. V zahlavi vystupni tabulky se zobrazi rea-
lizace testové statistiky a ptislusna p-hodnota.

-festy; grupovano: 1D (dovolena.sta)
Skup: 17 navstéva ne; Skup, 2: navstéva ano
Hotellingovo 77,5606 F(5 4)=14,219 p<,00000

Prume  Prumer t sV p | PocC p|< Poc.plal Sm,0dc¢ Sm,odc

Promé| navstev navsteve navs ev navsSteve navstev navstéve
X7 47 84 59,76 -7/,40 470,000 Z Z 7,013 9,147
X2 4 z4 b,’l4; -1,89 4. 0,063 2 Z 1 bb’l 1 bb’l
X3 4210 5 /6" -3,151 40,002 2 2 1623 1.6/0
X4 3. (2 4 33. -1,(3 410,089 2 2 1,130 1,354
XO 46,93 23,01 -3,01.4/0,004 2 Z [,0008 /,990

Vidime, Ze na hladin€ vyznamnosti 0,05 jsou odlisné stfedni hodnoty proménnych X, X3, Xs. U proménnych X, a X, se od-
liSnost neprokézala, z dal§iho zpracovani je vSak vytazovat nebudeme.



Stanoven% gdhadu apriornich pravdépodobnosti:
mn ~ -

P -~ D

Stanoveni odhadu Fisherovy linearni diskriminaéni funkce:
b'=(M, - My)'S™" =(-0,2865 -0,2556 -0,4169 0,0736 -0,1527)
|

g=_ b (M;+M,)+Inp,—Inp,=24,7666
L(x)=b'x + g=-0,2685X; — 0,2556X, — 0,4169X;5 + 0,0736X, — 0,1527X;5 + 24,7666
Statistiky — Vicerozmérné priazkumné techniky — Diskriminacni analyza - Proménné — Grupovaci proménna ID, Seznam

nezavislych proménnych X1 az X5 — OK — OK — na zélozce Klasifikace zvolime Klasifika¢ni funkce. Dostaneme tabulku
tvaru:

KIasifikacni TUNKce; grupovj

. [navsiévidnavstéva
Promé| p= 580 p=,420(
X1 0,62 0,9C
XZ 1,/ 2,U0¢
X3 1,3¢ 1,/<
X4 1,1¢ 1,11
XO U.Yz 1,0/
Konstel -44,6 2 -694]

Abychom ziskali odhad Fisherovy linedrni diskriminacni funkce, ptiddme do této tabulky novou proménnou a do jejiho
Dlouhého jména napiSeme =v1-v2

KIasifikacni Tunkce, grupov
navsieved nhavsieval NPro

Prome| p=,580 p=,420( =v1-\
A1 U,bc 0,90 -0,Z26b
X2 1,/¢ 2,04 -0.25
A3 1,3 1,/7¢ -0,41
X4 1,1¢ 1.110,0/3
RO U, Y« 1.0/ -0,15

Konstel 44,6 09,4 Z4.76




Posouzeni ucinnosti diskriminace resubstitu¢ni metodou:

skutecnost zafazeni soucet | Podil spravné zafazenych objektu:
navstéva | navstéva ano g, > 7, -
" Al 24 3
11 [CAV/
ndvstéva ne 27 2 29 Podil mylné zatazenych objekti:
navstéva ano 5 16 21 n S ~
2 1 L
soudet 32 I8 S e

Na zalozce Klasifikace zvolime Klasifika¢ni matice.
Klasiikacni matlce,(dovotj;

Radky: pozorovang klasifi
Sloupce: predpovezene k

Y0 |navsiev¢nhavsteva
Skup. spravn| p=,580 p=,420(
navsieva| 93,10 2 p
navsteva| /6,19 < 11
Celkem 60,00 3. K
Pro ur¢eni chybné zatazenych ptipadi zvolime na zalozce Klasifikace moznost Klasifikace ptipadi. Zjistime, ze v 1. skupi-

n¢ doslo k mylnému zatfazeni u rodin ¢. 9 a 10, ve 2. skupiné u rodin Cislo 30, 33, 36, 43, 45.

Klasifikace nového pripadu

Predpokladejme nyni, Ze jsme prozkoumali dalsi rodinu, kterd ma ro¢ni ptijem 51,8 tisic dolarti, k cestovani zaujima postoj
ohodnoceny 6 body, rodinné dovolené pticita vyznam ohodnoceny 7 body, ma 4 ¢leny a nejstarSimu Clenovi je 51 let. Na
zéklad¢ téchto tidaji se pokusime pomoci Fisherovy linearni diskrimina¢ni funkce zatadit tuto rodinu do skupiny rodin, kte-
ré bud’ navstévuji nebo nenavstévuji danou rekreacni oblast.

L(x) =-0,2685X; — 0,2556X, — 0,4169X; + 0,0736X, — 0,1527X5 + 24,7666 =

=-0,2685.51,8 = 0,2556.6 — 0,4169.7 + 0,0736.4 — 0,1527.51 + 24,7666 = -1,0836.

Protoze L(x) < 0, zafadime tuto rodinu do skupiny rodin, které navstévuji danou rekreacni oblast.



Porovnani s nahodnou klasifikaci

Kdybychom zatazovali rodiny do skupin nahodné, pouze s ohledem na apriorni pravdépodobnosti mt;, m,, tak bychom s prav-
dépodobnosti m; nasli rodinu pattici do 1. skupiny, avSak s pravdépodobnosti 7, bychom ji mylné zatadili do 2. skupiny. Na-
opak s pravdépodobnosti 7, najdeme rodinu pattici do 2. skupiny, kterou s pravdépodobnosti ; mylné zafadime do 1. sku-
piny. Celkova pravdépodobnost myln¢ klasifikace je tedy: m;m, + mm; = 2w (1- m;). Nahradime-li apriorni p}r&ydépodobnosti

- L

m;, M, jejich odhady p,, p, , dostaneme odhad celkové pravdépodobnosti mylné¢ klasifikace 2p;(1- p;) = £ 5¢-50 0,4872.

Pouzitim diskrimina¢ni analyzy jsme tedy dosahli vyrazného zlepSeni, pravdépodobnost mylné klasifikace klesla na 0,14.

Grafické znazornéni pripadi na ploSe prvnich dvou hlavnich komponent
Jako aktivni vstup pouzijeme Faktorova skore podle korelaci z analyzy hlavnich komponent. Grafy — Kategorizované grafy

— Bodové grafy — Rozlozeni Pies sebe — Proménné X: Faktor 1, Y: Faktor 2, X Kategorie: ID - OK
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