Linearni diskrimina ¢éni analyza

(Predpoklad — variaini matice jsou ve vSech skupinach shodné.)

Odvozeni bayesovského rozhodovaciho pravidla pro &skupiny objektu

Nech’ v 1. skupii je n, objekii, ve 2. skupit n, objekti. Kazdy objekt je charakterizovan
p-rozmernym vektorem pozorovad = (X, ..., Xp)".

Predpokladame, ze v h-té skupima nahodny vektoX hustotup,(x), h =1, 2.

Nech’ Hy je jev ,objekt pati do h-té skupiny*.

Apriorni pravapodobnost P(k) prislusnosti objektu k h-té skugimzna&imen,, h = 1, 2.
Zname-li u gjakeho objektu vektor pozorovami mizeme podle Bayesova vzorce vyjfiat

aposteriorni prawipodobnost fislusnosti objektu ke skupin

= X)= Tlh(l)h(x) —
P IX = 0,00+ o)




Rozhodovaci pravidlo: novy objektizalime do té skupiny, u niz je aposteriorni
pravdEpodobnost #tsi.

Objekt s vektorem pozorovarizaradime do 1. skupiny, kdy#ze:(X) > mea(X), jinak ho
zaradime do 2. skupiny.

Souin mhon(X) se nazyva

Lze ukazat, ze bayesovské rozhodovaci pravidl@ienalni v tom smyslu, ze minimalizuje

celkovou pravépodobnost mylné klasifikace.



Konstrukce Fisherovy linearni diskriminaéni funkce pro dvé skupiny objekti

V diskriminani analyze sefedpoklada, ze hustota v h-té skup@ normalni a ma parametry
Wh;, Ehs t_l

0, (x) = Jdet(lzmz )ex;{—%(x—uh)'zh’l(x—uh)), h=1,2.

Jestlize zlogaritmujeme diskrimiéai skorn,pn(X) a vynechameélen —gln(Zn), ktery je

spole&ny pro ol skupiny, dostaneme tzk. pro h-tou skupinu ve
tvaru —%In(det):.h ) —%(x -n, )X (x-p )+InTr, h=1,2
Jsou-li variagini matice v obou skupinach stejné (spobau variakni matici oznéimeXx),
obsahuji oba kvadratické diskrimifrd skory tyzelen —%In(det}l) —%x'Z'lx. Po jeho
vynechani obdrzime pro h-tou skupinu — tz\:

- ve tvaruA, (x) = p, 27X —%uh'):_luh +InTt,h=1, 2.

Objekt s vektorem pozorovaritedy zadadime do 1. skupiny, kdyz(x) > Ax(x), jinak ho
zaradime do 2. skupiny.



Vzhledem k tomu, Zze mame jenédskupiny objeki, Ize rozhodnuti o Zazeni objektu do

skupiny &init na zaklad rozdilu

. 11 L
) = ha(x) - Ao(x) = (1, —p,) E 1X-§(u12 w, ~p, 2, )+ InTg - In T,

Funkcel(x) se nazyva : Ozn&ime-li

s 1
B = (0= p,) 27y = =0 Bl + ) + Inma - I

muzeme Fisherovu linearni diskrimiird funkci psat ve tvaru

AMX) =P'X +.

Znamena to, Ze jsme nasli takovou linearni kombiwnaktoru pozorovarnk, ktera nam umozni
minimalizovat celkovou pravgodobnost mylného zazeni objektu do skupiny. Objekt

s vektorem pozorovamitedy z@adime do 1. skupiny, kdydx) > O, jinak ho zéadime do 2.
skupiny.



Modifikace pro pripad neznamych parametfi

Pri praktickém pouziti diskrimin@ni analyzy ¥tSinou nezname parameiy, p,, X ani apriorni
pravdEpodobnostity, m,. V takovém pipadt pouzivame odhady:

m— My, h=1,2

1)S, +(n, -1)S,

n+n,-2

2 —>Sz(n1_

n
T[h —>—h,h:1,2.
n

Odhad Fisherovy linearni diskrimiéra funkcei(x) = p'x +v:
L(x) =b'x + g, kde

b'=(M,-My)'S? g:—% b'(M,+My) +Inp —Inp.



Posouzeni dinnosti diskriminace resubstitu¢ni metodou

spaiiva v uplateni zkonstruovaného rozhodovaciho pravidla na opjekt

se znamouislusnosti ke skupé Uvazujeme postugnvSechny tyto objekty a jejich zazeni

podle rozhodovaciho pravidla porovhame se skuae gislusnosti ke skupé Stanovime podil

spravig a mylre za‘azenych objekt

skutenost zarazeni souet
1. skupina 2. skuping
1. skuping N1 N1 n=mn
2. skuping No1 Ny N =mn
souet Ny N2 n

Podil spravia za‘azenych objekt
nll + n22

n
Podil mylre zarazenych objeki
n12 + n21

n



Postup @i linearni diskrimina ¢éni analyze

1. Vzhledem k povaze ulohydime veltiny X, ..., X, a pdidime n + n, p-roznernych
pozorovani tak, aby;mobjekii pochazelo z 1. skupiny a abjekti z 2. skupiny.

2. Na zvolené hladinvyznamnosti testujeme hypotézy o normélitozlozeni v obou
skupinach a orienta¢ posoudime linearitu vztdhmezi sledovanymi proémnymi v obou
skupinach.

3. Vypaiteme odhadW 1, M,, S, S5, S, i, P

4. Na zvolené hladivyznamnosti testujeme hypotézy o shodariartnich matic a vektdr
strednich hodnot v obou skupinach.

5. Vypaiteme odhad LX) Fisherovy linearni diskrimir@ai funkce. Objekt s vektorem
pozorovank priradime k 1. skupi) kdyz L(x) > 0, jinak ho piradime ke 2. skupén

6. W&innost diskriminace posoudime metodou resubstituce.



Priklad:
V souboru 50 rodin byly zji®vany tyto udaje:

zda v poslednich dvou letech rodina navstivilayjigiekreani oblast (vektina ID1, nabyva hodnoty O pro
odpowd’ ,ne“, hodnoty 1 pro odpad’ ,ano”)

castka, kterou je rodina ochotna vydat za dovalgivelicina ID2, nabyva hodnoty 1 pro variantu ,mal
2 pro variantu ,sedni“ a 3 pro variantu ,velka")

rocni prijem v tisicich dolar (velicina X;)

postoj k cestovani (veéina X,, devitibodova Skala, 1 = naprosto odmitavy, 9 skvee kladny)

pocet clena rodiny (veltina Xy)

vék nejstarSiha@lena rodiny (veliina Xs).

Pro uvedena data pra¥ linearni diskriminéni analyzu pro dvskupiny objeki, tj. pro ¥idéni podle ID1.

(Pristoupime pimo k provedeni LDA, protoze ékovani gredpokladi o datech a testovanim hypotéz odkho
variartnich matic a shadvektoii stednich hodnot jsme se jiz zabyvalitegnasce o kanonické diskrimi-
nani analyze.)



Vyznam jednotlivych proménnych v modelu

Statistiky — Vicerozrirné pfizkumné techniky — Diskrimirgai analyza — Proémné - Grupova-
ci ID1 — Seznam nezav. prémmych X1 az X5 — OK — OK — Vypet: pronénné v modelu.

Vysledky diskriminaéni funkéni analyzy (dovolena.sta)

Pocet prom. v modelu: 5; grupovaci: ID1 (2 skup)

Wilk. lambda: ,38229 pfibliz F (5,44)=14,219 p< ,0000

Wilk. Parc. F na vyj p-hodn. Toler. 1-toler.

N=50 Lambda Lambda (1,44) R"2
X1 0,627513 0,609207  28,22504 0,000003 0,879866/ 0,120134
X2 0,388609 0,983729 0,72778 0,398223 0,934715 0,065285
X3 0,400086  0,955507 2,04884) 0,159388 0,977164 0,022836
X4 0,382565  0,99927C 0,03215 0,858527 0,921303 0,078697
X5 0,439318  0,870177 6,56444  0,013904/ 0,956782 0,043218

V zahlavi této tabulky je uvedena Wilksova Lambula §kale od 0 — nejlepsi diskriminace do 1 — Zalisa
kriminace) a jeji pepaiet na testovou statistiku F pro Hotellingtest shody vektarstednich hodnot
(14,219) a odpovidajici p-hodnota (je blizka 0).

V 1. sloupci (Wilk. Lambda) jsou hodnoty Wilksovaimbdy i vyfazeni dané pro&gnné z modelu (vysSi
hodnoty jsou lepsi).

2. sloupec (Parc. Lambda) obsahuje unikatisippvky promennych k diskriminaci.

Ve 3. sloupci jsouiepaity parcialnich Lambda na testové statistiky a vel@upci pak odpovidajici p-
hodnoty. Podle p-hodnot u jednotlivych préimych soudime, Ze pro diskriminaci jsou vyznammdrpnne
X1 a Xs.

5. sloupec (Tolerance) udava unikatni variabilitorpinné nevysetlenou ostatnimi prosmnymi v modelu.
6. sloupec (1-toler., R udava variabilitu prognné vys¥tlenou ostatnimi progmnymi.



Mahalanobisova vzdalenost v diskrimingni analyze

Pouziva se pro popis vzajemnych vzdalenosti cealitjednotlivych skupin.

Statistiky — Vicerozrrné pfizkumné techniky — Diskrimirgai analyza - Progmné — Grupovaci prognna
ID, Seznam nezavislych pr@émmych X1 az X5 — OK — OK — na zalozce Detaily znva VVzdalenosti mezi

skupinami. Sotasré dostaneme i p-hodnoty pro testy hypotéz, Ze vnddkejsou nulové:

ID1

Mahalanobisow vzdélenosti*2 (dovolena.sta) |

navstéva ne

navstéva ano

navstéva ne
navstéva ano

0,000000
6,36 7867

6,367867
0,000000

ID1

p-hodnot (dovolena.sta)

navstéva ne navstéva ano

Lze take ziskat Mahalanobisovy vzdalenosti jedwpth objekfi od centroid skupin.

navstéva ne
navstéva ano

0,000000

0,00000C

Na zalozce Klasifikace zvolime Mahalanobisovy vzdéai®2:

Mahalanobisovy vzdalenosti (dovolena.sta)
Mesprawna klasifikace je oznacena *
Pozorova navstéva ne navitéva ano

Pfipad Klasif. | p=.58000 p=.42000
1 navitéva nel 9,18363 18,11825
2 navitéva ne 0.,88533 10,53314
3 navitéva ne 3.90372 12,30937
4 navstéva ne 5,35649 8.74744
5 navstéva ne 4 41397 11.30806
B navitéva ne 0.62136 7.62423




Stanoveni odhadu Fisherovy linearni diskrimingni funkce:

L(x) =b'x + g, kdeb' = (M- M,)'S?, g :—% b'(M1+My) +Inp —In p.

Odhad vektoru gednich hodnot v 1. skugin

Popisné statistiky (dovolena.sta
Zhrnout podminku: 1D=0

Proménné | N platnych | Primér

X1
X2
X3
X4
X5

29
29
29
29
29

42,84483
4,24138
4,27586
3,72414

46,93103

Odhad spoléné variagni maticeS:

Odhad vektoru gednich hodnot ve 2. skugin

Popisné statistiky (dovolena.sta
Zhrnout podminku: ID=1
Proménna | N platnych | Primér

X1 21 59,76190
X2 21 5,14286
X3 21 5,76190
X4 21 4,33333
X5 21 53,61905

X, X, Xs X, Xs
X1 63,53 2,37 1,36 2,60  -7,32
X2 2,37 2,75  -0,17 017  -2,32
X3 1,36 -0,17 2,70 -0,09 0,22
X4 2,60 0,17  -0,09 1,51 0,11
X5 732 -2,32 0,22 0,11 60,02

Odhady apriornich pra¥godobnosti:

n, 29

P, =—
n

50

n

= 058,p, :ﬁ:%: 042

Postup v systemu STATISTICA :

Statistiky — Vicerozrérné pizkumné techniky —
Diskriminatni analyza — Proémné — Grupovaci ID, Seznam
nezav. prornnych X1-X5 — OK, zapneme DalSi mozZnosti
(krokovéa analyza) — OK — Popisné statistiky — Zalira
popisné statistiky — Vnihi kovariance a korelace.



Po dosazeni dostaneme
b'=Mq- MZ)'S'1 = (-0,2865 -0,2556 -0,4169 0,0736 -0,1527)

g= -% b'(M;+M,) +Inp — In = 24,7666
L(x) = b'x + g = -0,2685% — 0,2556% — 0,4169% + 0,0736% — 0,1527% + 24,7666

Postup v systemu STATISTICA :

Statistiky — Vicerozrérné pazkumneé techniky — Diskrimirgai analyza - Progmné — Grupovaci profnna
ID, Seznam nezavislych prémmych X1 az X5 — OK — OK — na zaloZce Klasifikavelime Klasifika&ni
funkce. Dostaneme tabulku tvaru:

Klasifikacni funkce; grupovaci : 1D (dovolend
navstéva ne |navstéva ano

Proménna | p=,58000 p=,42000

X1 0,6369 0,9054

X2 1,7840 2,0395

X3 1,3391 1,7560

X4 1,1866 1,1130

X5 0,9216 1,0743

Konstant -44,6709 -69,4375

Abychom ziskali odhad Fisherovy linearni diskringinafunkce, pidame do této tabulky novou prémou
a do jejiho Dlouhého jména napiSeme =v1-v2

Klasifikaéni funkce; grupovaci : ID (dovolen

navstéva ne |navstéva ano | NProm
Proménna| p=,58000 p=,42000 =vl-v2
X1 0,6369 0,9054 -0,26847
X2 1,7840 2,0395 -0,25557
X3 1,3391 1,7560 -0,41694
X4 1,1866 1,1130 0,073566
X5 0,9216 1,0743 -0,15266
Konstant -44,6709 -69,4375 24,76658




Klasifikace nového @Fipadu

Predpokladejme nyni, ze jsme prozkoumali dalsi roditera

ma rani prijem X; = 51,8 tisic dolat,

k cestovani zaujima postoj ohodnoceny=>6 body,

rodinné dovolenéiiita vyznam ohodnocenyzX 7 body,

ma X, = 4¢leny

a nejstarSimdlenovi je X = 51 let.

Na zaklad téchto udaj se pokusime pomoci Fisherovy linearni dislinacni funkce zéadit

tuto rodinu do skupiny rodin, které diunavstévuji nebo nenavsvuji danou rekre@i oblast:

L(x) =-0,2685X — 0,2556% — 0,4169X% + 0,0736X% — 0,1527X% + 24,7666 =
= -0,2685*51,8 — 0,2556*6 — 0,4169*7 + 0,0736*4,2327*51 + 24,7666 = -1,0836.
Protoze LX) < 0, za&adime tuto rodinu do skupiny rodin, které navsji danou rekremi

oblast.



Posouzeni dinnosti diskriminace resubstitu¢ni metodou:

Na zalozce Klasifikace zvolime Klasifika matice

Klasifikacni matice (dovolena)
Radky: pozorované klasifikace
Sloupce: pfedpovézeneé klasifikace

% navstéva ne |navstéva ano
Skup. spravnych p=,58000 p=,42000
navstéva ne 93,10345 27 2
navstéva ano 76,19048 5 16
Celkem 86,00000 32 18

Podil sprava zarazenych objekt

n,+n, _27+16 _ 086
n 5C

Podil mylre zarazenych objekit
n,+n, _5+2_ 014

n 5C

Pro ugeni chybg zarazenych fipadi zvolime na zalozce Klasifikace moznost Klasifikace

pripadi. Zjistime, ze v 1. skupéndoslo k mylnému zZazeni u rodirg. 9 a 10, ve 2. skupin
u rodin¢islo 30, 33, 36, 43, 45.



Vybér prom énnych pro klasifikaci krokovou metodou

Krokova metoda postuprvyhledava nejvhodijsi soubor pronnych pro diskriminaci. Pouzi-
va se bd’ jako dogedna nebo jako zZma.

Vyznam jednotlivych proknmnych pro diskriminaci se k kazdém kroku zkouma poinzavad-
ciho a odstrgovaciho kritéria.

Vybirani prondnnychdi jejich odstraaovani skoni, kdyz zadné dalSi pramné nespiuji zava-
déci nebo odstigovaci kritérium.

Upozorreni: Pred za&azenim j-té prodnné do modelu se stanovi jeji toIerarEleeRj2 (Rj2 je

ctverec vicenasobného koeficientu korelace, tj. ikaftu, ktery ndti tésnost linearni zavislosti
veli¢iny X; na ostatnich valinach). Tolerance je implicithnastavena na 0,01.



Priklad: Pouzijte krokovou dafdnou (a poté Ztnou) metodu pro Zazovani rodin do dvou
skupin.

Reseni:

Statistika — Vicerozgrné pizkumné techniky — Diskrimirgai analyza — Progmné -

Grupovaci ID1 — Seznam nezav. pgamych X1 az X5 — OK — zaskrtneme DalSi moznosti
(krokova analyza) — OK — Metoda — zvolime krokowe@rédna. Na zalozce Detailyieme
zmenit Moznosti kroku (ponechame implicitni nastavemtaké pomoci ttdtka Vysledky
muzeme zvolit, zda chceme zobrazovat vysledky po éwswzkkoku nebo chceme pouze shrnuti
(ponechame shrnuti) — OK.

Zvolime-li tlagitko Vypacet: pronénné v modelu, dostaneme tabulku

Vysledky diskriminaéni funkéni analyzy (dovolena.sta)
krok 3, po€. prom. v modelu: 3; grupovaci: ID1 (2 skup)
Wilk. lambda: ,38880 pfibliz F (3,46)=24,104 p< ,0000

Wilk. Parc. F na vyj p-hodn. Toler. 1-toler.
N=50 Lambda Lambda (1,46) R"2
X1 0,719493 0,540386/ 39,12428 0,000000 0,974791  0,025209
X5 0,441811| 0,880024 6,27128  0,015879  0,985042  0,014958
X3 0,405987  0,957678 2,03285 0,160683 0,988398 0,011602

Vidime, ze algoritmus skl po trech krocich a vybral protnné X, Xs a X.



Zvolime-li tlacitko Prongnné neobsazené v modelu, zjistime, ze jde o fmamX% a X;.

Na zalozce Klasifikace vybereme Klasiftka funkce. Dostaneme linearnskriminani skory
pro 1. a 2. skupinu objakt Do vzniklé tabulky idame novou prognnou L, do jejihoz
Dlouhého jména napiSeme =v1-v2 a tim ziskame oBls@rovy linearni diskrimiriai funkce:

Klasifikacni funkce; grupovaci : ID1 (dovolena.sta) |
navstéva ne navstéva ano L
Proménna p=,58000 p=,42000 =v1-v2
X1 0,7504 1,0247 -0,2742808
X5 0,8693 1,0128 -0,1434212
X3 1,1355 1,5365 -0,4009242
Konstant -39,4479 -63,0649 23,6170025

Vidime, ze LK) = -0,2743*X1 — 0,1434*X5 — 0,4009*X3 + 23,617

Klasifikacni matice je stejna jako wipad diskriminace podle vSech prénmych a chybé
zarazeneé fipady jsou takeé stejné.
KlasifikaCni matice (dovolena.sta)

Radky: pozorované klasifikace
Sloupce: pfedpovézené klasifikace

% navstéva ne navstéva ano
Skup. spravnyc p=,58000 p=,42000
navstéva ne 93,10345 27 2
navstéva ano 76,19048 5 16
Celkem 86,00000 32 18

Pouzijeme-li krokovou ztinou metodu, je vybrana pouze p&ma X a &innost diskriminace
poklesne na 80 %.



Porovnani s nahodnou klasifikaci

Kdybychom z#&azovali rodiny do skupin naho&lmpouze s ohledem na apriorni pré&wadob-
nostin,, 7, tak bychom s prawgodobnostit; nasli rodinu paici do 1. skupiny, avsak s pravd
podobnostit, bychom ji mylre zaradili do 2. skupiny. Naopak s prajgbdobnostit, najdeme
rodinu patici do 2. skupiny, kterou s prasgbdobnostit; mylné zaradime do 1. skupiny.
Celkova pravdpodobnost mylné klasifikace je tedyin, + momy = 211(1- y).

Nahradim-li apriorni pravédpodobnostit, 7, jejich odhady p p, , dostaneme odhad celkové
g 21
prevdépodobnosti mylné klasifikace gd@i- p) = 2% % =0,4872.

Pouzitim diskrimin&ni analyzy jsme tedy dosahli vyrazného zlepSeai@podobnost mylné

klasifikace klesla na 0,14.



Klasifikace pomoci LDA pro r > 3 skupin
Opet predpokladame, ze ve vSech r skupinach se vektomyrpeaniridi p-roznérnym
normalnim rozlozenim, variani matice jednotlivych skupin jsou shodné a vztaiegi
sledovanymi p prognnymi jsou @iblizné linearni.
Linearni diskrimin&ni skor pro h-tou skupinu (Andersonova diskrindimiastatistika) ma tvar:
- 1 -
A (X)=p, X 1X_§Hh2 m, tInT,h=1, .., 1
Jeji odhad ziskame dosazeriiy, S a p:
— -1 1 ‘-1 |
L (x)=M_S x—EMhS M, +Inp,

Objekt neznaméhotpodu, jehoz vektor pozorovanixebude z&azen do skupiny s nejvyssi

hodnotou L(x).



Priklad: Soubor rodin nyni ro#t’te do ti skupin podle prognne ID2, tj. podle toho, jak
velkoucastku je rodina ochotna vydat z dovolenou (varigntgla®, ,stredni”, ,velka®).

Re3eni:Predl®zné analyzy iz byly provedenyjigtoupime proto fimo k LDA pro ti skupiny
objekti.

Pti zadavani prognnych zvolime jako grupovaci prénmou ID2. Zvolime-li Vypdet:
promgnné v modelu, dostaneme tabulku:

Vysledky diskriminaéni funkéni analyzy (dovolena.sta)

Pocet prom. v modelu: 5; grupovaci: ID2 (3 skup)

Wilk. lambda: ,26322 pfibliz F (10,86)=8,1626 p<,0000

Wilk. Parc. F na vyj p-hodn. Toler. 1-toler.

N=50 Lambda Lambda (2,43) R"2
X1 0,602832| 0,436636/ 27,74006/ 0,000000/ 0,805704| 0,194297
X2 0,289522  0,909148 2,14852  0,129016 0,959666 0,040334
X3 0,270302 0,973794 0,57859 0,564991 0,899531 0,100469
X4 0,269947  0,975075 0,54960 0,581183 0,883696 0,116304
X5 0,319480, 0,823896 4,59552  0,015533 0,948842 0,051158

V zahlavi této tabulky je uvedena testova stadstiko Wilkgiv test shody vektdrsiednich
hodnot (8,1626) a odpovidajici p-hodnota (je bligka

Podle p-hodnot u jednotlivych pr@égmnych soudime, ze pro diskriminaci jsou vyznamne
promenne X a Xe.



Na zalozce Klasifikace zvolime Klasifi&ai funkce

KlasifikaCni funkce; grupovaci : ID2 (dovolena.sta) |
mala stfedni velka

Proménna p=,24000 | p=,48000 | p=,28000

X1 0,5525 0,8026 1,0981
X2 2,3285 2,4727 3,1155
X3 0,6466 0,3530 0,3648
X4 0,7459 0,4926 0,1242
X5 0,8874 0,7754 0,9120
Konstant -42,2581 -45,1663 -70,7708

Zde jsou uvedeny koeficienty pro odhady Andersorcbwjiskriming&nich skoti pro 1., 2. a 3.
skupinu:

L,(x) = 0,5525*X1 + 2,3285*X2 + 0,6466*X3 + 0,7459*X40;8874*X5 — 42,2581
Lo(X) = 0,8026*X1 + 2,4727*X2 + 0,3530*X3 + 0,4926*X407754*X5 — 45,1663
L3(x) = 1,0981*X1 + 3,1155*X2 + 0,3648*X3 + 0,1242*X40(;9120*X5 — 70,7708



Klasifika¢ni matice:

Klasifikaéni matice (dovolena.sta)

Radky: pozorované klasifikace

Sloupce: prfedpovézené klasifikace

% mala stfedni velka
Skup. spravnyc | p=,24000 | p=,48000 | p=,28000
malé 66,66666 8 4 0
stfedni 91,66666 1 22 1
velka 78,57143 0 3 11
Celkem 82,00000 9 29 12
8+22+11

Spravi zaazeno bylo =0 [100% =82% pripadi, chybré 18 % gipadi.
V 1. skupirg rodin byly chyb® zaazeny pipady 8, 10, 19, 201—_% =33,3%), ve 2. skupiy

pripady 4, 47 é = 8,3%) a ve 3. skupitipripady 24, 34, 431\24 = 21,4%)



Zarazeni nového pipadu

Nyni podle &chto skoti zaradime do jedné zéitskupin rodinuktera

ma rani prijem X; = 51,8 tisic dolatr,

k cestovani zaujima postoj ohodnoceny=%6 body,

rodinné dovolenéiiita vyznam ohodnocenysX 7 body,

ma X, = 4¢leny

a nejstarSimdlenovi je X =51 let.

Otevweme novy datovy soubor s osmi pamymi a jednim fipadem. Do prvnichgh promen-
nych napiSeme zadané hodnoty a do Dlouhych jmdediadsh ti proménnych napiSeme vyjad-

feni pro odhady diskrimigaich skod.

1 2 3 4 5 6 7 8
X1 X2 X3 X4 X5 L1 L2 L3
1 51,8 6 7 4 51 53,0996/ 55,23138 54,36618

Nejvétsi hodnotu ma skor ve 2. skupitedy zkoumana rodina vyda za dovolendadsticast-
ku.



Dale v LDA pouzijeme pro vydr proménnych krokovou metodu.

Vysledky pro krokovou dagdnou metodu

Pronenné obsazené v modelu

Vysledky diskriminaéni funkéni analyzy (dovolena.sta)
krok 3, po€. prom. v modelu: 3; grupovaci: ID2 (3 skup)
Wilk. lambda: ,27663 pfibliz F (6,90)=13,519 p<,0000

Wilk. Parc. F na vyj p-hodn. Toler. 1-toler.
N=50 Lambda Lambda (2,45) R"2
X1 0,652311| 0,424084| 30,55552| 0,000000/ 0,984948 0,015052
X5 0,338537| 0,817147 5,03482 0,010635 0,953070 0,04693C
X2 0,303098  0,912692 2,15236  0,128024 0,967370 0,032630

Klasifika¢ni funkce

Klasifika¢ni matice

KlasifikaCni funkce; grupovaci : ID2 (dovolena.sta) |
mala stfedni velka
Proménna p=,24000 | p=,48000 | p=,28000
X1 0,6401 0,8551 1,1311
X5 0,8991 0,7824 0,9163
X2 2,3409 2,4846 3,1046
Konstant -41,3768 -44,8553 -70,5840

Klasifikaéni matice (dovolena.sta)
RAdky: pozorované klasifikace
Sloupce: predpovézené klasifikace

% mala stfedni velka
Skup. spravnyc | p=,24000 | p=,48000 | p=,28000
mala 75,00000 9 3 0
stfedni 83,33334 3 20 1
velka 78,57143 0 3 11
Celkem 80,00000 12 26 12

Uspsnost klasifikace poklesla z 82 % na 80 %.




Vysledky pro krokovou zginou metodu

Prontnné obsazené v modelu

Vysledky diskriminaéni funkéni analyzy (dovolena.sta)
krok 4, po€. prom. v modelu: 1; grupovaci: ID2 (3 skup)
Wilk. lambda: ,36521 pfibliz F (2,47)=40,846 p< ,0000

Wilk. Parc. F na vyj p-hodn. Toler. 1-toler.
N=50 Lambda Lambda (2,47) R"2
X1 1,000000 0,365211 40,84639 0,000000 1,000000 0,00
Klasifika¢ni funkce Klasifika¢ni matice
Klasifika¢ni funkce; grupovaci : ID2 (dovolena.sta) | Klasifika¢ni matice (dovolena.sta)
mala stredni velka Radky: pozorované klasifikace
Promé&nna p=,24000 | p=,48000 | p=,28000 Sloupce: pfedpovézené klasifikace
X1 0,7506 0,9498 12413 % mala stredni velka
Konstant -15,7327  -23,6411  -40,3976 Skup. spravnyc | p=,24000 | p=,48000 | p=,28000
mala 83,3333 10 2 0
stfedni 100,0000 0 24 0
velka 78,5714 1 2 11
Celkem 90,0000 11 28 11

Je-li ke klasifikaci rodin do skupin pouzita poyrentnna X, je usgsnost klasifikace
nejvyssi, a to 90 %.

Aplikujeme-li toto klasifik&ni pravidlo na rodinu s vektorem pozorovani (56,87 4 51)’
dostaneme vysledek

1 2 3 4 5 6 7 8
X1 X2 X3 X4 X5 L1 L2 L3

1 51,8 6 7 4 51 23,14838  25,55854  23,90174




Mahalanobisovy vzdalenosti mezi skupinami a jejictstatisticka vyznamnost

V systemu STATISTICA lze vypitat kvadrat Mahalanobisovy vzdalenosti mezi vSemi
dvojicemi skupin a ziskat p-hodnotu pro test hypptee tyto vzdalenosti jsou nulove.

V panelu Diskriminani analyza vybereme zalozku Detaily a poté Vzdaamoezi skupinami.

(Uvedené vysledky jsou praipad, kdy k diskriminaci pouzijeme vSechny piomeé)

Mahalanobisovy vzdalenosti*2 (dovolena.sta) |

ID2 mala stredni velka

mala 0,00000 3,227044  14,35858
stredni 3,22704  0,000000 6,14948
velka 14,35858 6,149479 0,00000

p-hodnot (dovolena.sta)

ID2 mala stredni velka
mala 0,001585  0,000000
stredni 0,001585 0,000002
velka 0,000000  0,000002

VSechny ti dvojice skupin se liSi na hladirvyznamnosti 0,05, nejvice pak skupina 1 a 3.



Poznamka o klasifikaci objek#i pomoci unglych neuronovych sitich

Diskriminaci objeki je mozno provatt také pomoci neuronovych siti. Ty nekladou zadne
predl@zné pozadavky na data (normalita, homogenita vamiah matic, linearita vztai).
Pouziti neuronovych siti v systemu STATISTICA ukaiena datovém souboru dovolena.sta, a
to jak pro klasifikaci do dvou skupin, tak do ¢kupin.

Statistiky — Automatizované neuronové&sitNova analyza — Klasifikace — OK — Pr&imé —
Kategoricka cilova protmna: ID1, Spojité prediktory: X1 az X5 — OK. Na@&te Vzorkovani
zadame velikost trénovaci mnoziny 100 %tkporovnani vysledi s vysledky kanonické DA
nebo linearni DA). Velikosti zbylych dvou mnozimispak 0 %. Nasledrzvolime tl&itko
Trénovat. Zjistime, ze vSechnyégposkytly trenovaci vykon 100 %. Pomocicttaa Vybker
aktivnich siti vybereme napsit s indexem 1 — OK. Na zalozce Detaily vybereme &4ati
zanen;

ID1 (Souhrn Kklasifikaci) (dovolena)
Vzorky: Trénovaci
ID1-navstéva ano ID1-navstéva ne ID1-VSechny

1.MLP 5-9-2 Celkem 21,0000 29,0000 50,0000
Spravné 21,0000 29,0000 50,0000
Chybné 0,0000 0,0000 0,0000
Spravné (%) 100,0000 100,0000 100,0000
Chybné (%) 0,0000 0,0000 0,0000

Vidime, ze vSechny rodiny byly spravklasifikovany, coz je lepSi vysledek nez poskyiA.



Na zalozce Vlastni predikcetrreme zadat vektory pozorovani objek neznamou fislusnosti
ke skupig. Pouzijeme udaje o rodinjejiz vektor pozorovani je 51,8 6 7 4 51.
Ziskame tabulku Vlastni predikce:

Tabulka s uZzivatelskymi predikcemi (dovolena)
Ptipady 1.1D1 (1) X1 X2 X3 X4 X5
1 navstéva an¢  51,8000C 6,00000C  7,00000C 4,00000C 51,0000C

Neuronova gizaadila tuto rodinu do skupiny rodin, které danouasbhavaivuiji.

Stejny postup zopakujeme pro klasifikaci rodin fickupin podle prognné ID2.
Prvnictyii sit¢ maji trenovaci vykon 100 %, pata 98 %. Vyberenvaipst'.

Matice zandn (tj. klasifikacni matice):

ID1 (Souhrn Klasifikaci) (dovolena)
Vzorky: Trénovaci
ID1-navstéva ano ID1-navstéva ne | ID1-VSechny

1.MLP 5-9-2 Celkem 21,0000 29,0000 50,0000
Spravné 21,0000 29,0000 50,0000
Chybné 0,0000 0,0000 0,0000
Spravné (%, 100,0000 100,0000 100,0000
Chybné (%) 0,0000 0,0000 0,0000

Neuronova giopst dosahla lepsSiho vysledku nez LI



Poznamka o kvadratické diskriminatni analyze

Kvadratické diskriminani analyza se pouziva v situacich, kdy p-réamé vektory pozorovani
objekti v danych r skupinach pochazeji z normalnich reaidzktera maji rozdilné variami
matice.

Pri klasifikaci objekfi se pouzivaji kvadratické diskrimira skory

1 1 S
Qh(x)=_Eln(detzh)_é(x_uh)zh (X‘llh)+|nﬂh, h=1,..r,

pricemz v praxi neznameé paramejry, 2, aTi, nahradime jejich odhadyy, S, a p. Tim
ziskdme odhad kvadratického diskrimindno skéru

Q,(x)=In(dets )~ (x~M,)'S,*(x-M,) +Inp,

Objekt s neznamouislusnosti, jehoz vektor pozorovanixjezaadime do té skupiny, pro niz je
Q, (x) maximalni.

QDA je velmi citliva na porusenitredpokladu normality. V systemu STATISTICA neni
implementovana.



