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Kontrola dat v ramci microarray sklicka

L
= Replikaty sond

= Sumarne Statistiky replikatov spotov (nekvalitné spoty uz vylucené)

Replicate
clone 1 , 5 mean median SD No. ?Lgﬁ)ga-Ileasgged
A_23 P347643 -0.186 -0.265 -0.313 -0.254 -0.265 0.052 3
A_23_P60243 0.523 flagged flagged 0.523 0.523 0 1
A_23_P116057 0.039 -0.978 flagged -0.495 -0.495 0.5 2
A_ 23 P203743 -0.614 0.537 1.589 0.504 0.537 0.899 3

= Bud vyhodit sondy s priliS velkou variabilitou medzi replikatmi...

= ...alebo si uschovat informaciu o pocte validnych replikatov (a
vyhodit klony len s jednym replikatom)

= Kvalita microarray sklicka
= Percento nekvalitnych spotov nesmie byt priliS velkeé (<25 %)

= Systematické odchylky odstranime procesom NORMALIZACIE
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Systematické odchylky v ramci microarray skliCka

= Nerovnomerna hybridizacia (priestorové odchylky)

= PriCina: nerovhomerne umyty Cip, nerovhomerne distribuovana
vzorka, print-tip efekt (defektna ihla)

= Signal pozadia

= Moze byt velmi silny, bud zle umyty Cip, alebo zla segmentacia
(Cast popredia je kvantifikovana ako pozadie)

= Efekt farbiva (rozdiely intenzit medzi kanalmi)

= PricCina: odliSna schopnost inkorporacie molekul farbiva (Cy3, Cy5)
odliSna reakcia na excitaciu (slabsia intenzita UV, ...)

ODHALUJEME GRAFICKOU REPREZENTACIOU



Diagnostika nerovnomernej hybridizacie

Virtualna rekonstrukcia microarray
skliCka, vykreslenie heatmapy
log2 pomeru Cy5/Cy3 intenzit na

zaklade ich pozicie na sklicku _ . ]
Color Ky Box-ploty jednotlivych oblasti

i (najCastejSie print-tip)
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Diagnostika efektu farbiva

Casto je efekt farbiva viaési u sond s nizkou expresiou

Graf intensit kanalu
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Cy3 =B0 + B1*Cy5
(Cy3-B0)/B1=Cy5’

Neukaze nelinearne trendy

MA graf
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M = log (R/G)
A =1/2 (log(R)+log(G))

Ukaze nelinearne trendy!






Normalizacia v ramci microarray sklicka I.

@
= Ciel: Upravit hodnoty signalu tak, aby sme odstranili
sytematicke odchylky v ramci microarray skliCka

= Princip: Centrovanie alalebo skalovanie hodnbt expresie
M

M-
Mnorm — S ’

kde / a s su normalizacné hodnoty centra a Skaly



Normalizacia v ramci microarray sklicka |

Typy normalizacie:

1) Logaritmicka transformacia - vacsinou pouzivana z dévodov
transformacie dat na normalne rozdelenie

M, orm = logZ(M)

2) Korekcia na pozadie
- odstranuje efekt pozadia
- odlisné pristupy:

1) odpocita sa odhadnuty signal pozadia — zaloZené na predpoklade
aditivity signalu
Pozorovany signal (OS) = Signal pozadia (BS) + Signal sondy (TS)
TS = OS-BS

- bud’ Nnra leavA\7 ennt nenhitna alahn AlAhAlINa

M, oym =M—1

odhadnuty signal pozadia
2) bez korekcie!




Normalizacia v ramci microarray sklicka Il.

3) Normalizacia priestorového efektu a rozdielov intenzit medzi kanalmi

Log Mean Signal

= Centrovanie medianom

= odcCita median od intenzit vSetkych spotov
* najjednoduchsi, ale nie je schopny skorigovat nelinearitu
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je median intenzit vsetkych spotov



Problémy s medianovym centrovanim

@
Jedna sa o globalnu metddu, nie je schopna vyrovnat' lokalne efekty,
problémy odliSnych intenzit, print-tip efekty atd.
Graf intensit kanalu MA graf
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S nelinearitou si vedia poradit lokalne regresné metody
(lo(w)ess)



Lowess normalizacial

Princip:

1.0dhad krivky pomocou neparametrickej lokalnej vazenej regresie (lowess -

locally weighted scatterplot smoothing)
2.0dpocitanie odhadnutej krivky od nameranych hodnét

Vyhoda : nie je nutné poznat funkciu krivky, je odhadovana z dat!
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Lowess normalizacia ll

Princip lowess

*\V kazdom kroku sa urCi lokalna mnozina dat, na ktorej sa odhadne krivka s
pomocou polynomialu a metédy najmensich stvorcov

«Parameter A urCuje stupen polynomialu (A=0 priemer, A= 1 linearna
regresia, A=2 kvadraticka regresia)

*Mnozina dat na ktorej sa pracuje sa urCuje pomocou algoritmu najblizSieho suseda

*\V/yhladzovaci parameter o ur€uje velkost tejto mnoziny (no bodov v okoli
odhadovaného bodu)

*a nadobuda hodnoty medzi (A + 1)/na 1



Normalizacia v ramci microarray sklicka ll.

Krivky odhadujeme:
na zaklade signalov vsetkych sond na mikroc€ipe

Predpoklad: expresia vacsiny genov, ktoré sondy
predstavuju, nie je zmenena medzi porovnavanymi
skupinami! (zavisi od mikroCipu a od testovanej hypotézy)

na zaklade signalu skupiny sond:

1) skupina sond by mala mat priblizne rovnaku expresiu vo vsSetkych
vzorkach (aby sme neodstranili realne biologickeé rozdiely)

ii) mnozina by mala byt dostatoCne velka, aby zachytila variabilitu
skliCka

Napr. housekeeping geny



Priklad IV — normalizace uvnitr Cipu

= Aplikujme centrovani medianem na M hodnoty prvniho mikrocCipu
z pfikladu a skontrolujme, jak se normalizace (ne)poprala s nelinearnimi
efekty:

> plot(swirl[,1])

> swirl.norm <- maNormMain(swirl[,1l], f.loc =
list (maNormMed (x=NULL, y="maM") ) )

> plot(swirl.norm)

= Ated aplikujme normalizaci pomoci loess:

> swirl.norm.loess <- maNormMain (swirl[,1l], f.loc =
list (maNormLoess ()))

> plot (swirl.norm. loess)
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Normalizacia medzi sklickami |

Ked su vsetky datové matice mikroCipov znormalizovane, tak vytvarame
finalnu datovu maticu, ktory pouzijeme pre naslednu analyzu

riadky ~ vzorky, stipce ~ gény

Jednotlivé subory musime normalizovat navzajom, aby sme odstranili
efekty medzi sklickami, sp6sobené rozlicnou hybridizaciou, rozlicnym
mnozstvom vzorky (mRNA), rozlicnym efektom skenovania, chybami v
segmentacii... apod.

Princip — zjednotenie rozlozenia (priemer, smerodatna odchylka,
pripadne kvantily)



Normalizacia medzi sklickami Il

O
= Globalne centrovanie

Nastavi priemer a skalu vSetkych sklicok na jednu hodnotu (median,
priemer, orezany priemer... vsetkych Cipov alebo hodnoty
referencného Cipu)

Nevyhoda: predpoklada, ze rozdiely su len posunové, linearne
= Skalovanie

Tato metoda zjednocuje variabilitu jednotlivych mikrocCipov,
napriklad podelenim hodn6t medianovou absolutnou odchylkou
ich intenzit. Obvykle sa kombinuje s centrovanim.

= Loess

Prebieha cyklickym sp6sobom — vzdy medzi parmi mikrocCipov az do
konvergencie. Takisto je mozneé vybrat mnozinu sond na ktorych
sa spravi odhad loess krivky



Normalizacia medzi sklickami lli

=  Kvantilova normalizacia

Je zalozena na poradi pozorovani, a teda neparametricka. Bud na skupine
vSetkych sond, alebo len na skupine vybranych sond.

Princip: U kazdého mikroCipu sa zoradia hodnoty expresie a potom sa
nahradia priemernou hodnotou kvantilu, ktory predstavuju v celom
sklicku

hodnoty poradie zoradené
Gén Ccip1l Cip2 cCip3 Gén cip1l Cip2 Cip3 Gén cip1l Cip2 cCip3
A 5 4 3 A iv il | A 2 1 3
B 2 1 4 — B | i i — B 3 2 4
C 3 4 6 i i C 4 4 6
D 4 2 8 v D 5 4 8

priemer normalizované hodnoty

Gén Gén Cipl ¢&ip2  <Cip3

A (213)/3= A 5.67 4.67 2.00

B (324)/3= B 2.00 2.00 3.00

C (446)/3= C 4.67 4.67
D (548)/3= D @ 3.00 567



Priklad V — normalizace mezi Cipy

mezi Cipy a znovu vykreslime krabicové grafy.

> swirl.norm <- maNormMain (swirl)

> swirl.norm.scale = maNormScale (swirl.norm)

> maBoxplot (swirl.norm.scale)

Provedeme normalizaci pomoci loess a nasledné skalovou normalizaci



Zhrnutie

Zakladné data nie su mRNA koncentracie

Musime skontrolovat kvalitu dat na réznych urovniach
= Uroven sondy
= Uroven skliGka (vetky sondy na skli¢ku)
= Uroveri génu (gén medzi sklickami)

Vzdy transformujte svoje data logaritmom

Normalizujte data aby ste odstranili systematicke (technické)
chyby



