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Kapitola Ill.

Spolecné principy analyzy genomickych
a proteomickych dat

Vyuka IBA




Génova expresia
mMRNA

prepis ~
expresia

DNA

* Povieme, ze gén je exprimovany, ked sa prepisuje do
MRNA

= Ak sa geén prepisuje, znamena to, ze je aktivny

= Aktivitu génu mézeme merat meranim mnozstva
prislusne] mMRNA v bunke
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Tradicne schemy analyzy .

= Kazdy experiment ma odlisne ciele, v zavislosti od typu dat
a zaujmov vyskumnikov, ale existuju tradicné schemy ktorée
sa opakuju:
= Ucenie s ucitelom (supervised learning)
Znama struktura dat musi byt’ zovseobecnena na nové
data
* Porovnavanie skupin (class comparison)

* hfadame rozdiely v expresii, v pocte kopii Ci strukture
genov/proteinov medzi uz definovanymi skupinami

* Predpovedanie skupin (class prediction)

* na znamych skupinach sa snazime sa vytvorit
klasifikator, ktory by dokazal zaradit noveho pacienta
w do jednej zo skupin

[




Tradicne schemy analyzy II.

= Ucenie bez ucitela (unsupervised learning)

» Objavovanie skupin (class discovery)

= Struktira v datach nie je znama,je potrebné ju
vytvorit,objavit!

* Na zaklade informacii o génoch/proteinoch hfadame
nové skupiny

= Priklady:
Existuju nejaké subory géenov ktoré sa exprimuju rovnako vo
vsetkych podmienkach?

Ochorenie X je velmi heterogénne. M6zeme identifikovat
specifickejSie podtypy,ktoré by mohli byt ciefom cielenegj
terapie?




Spolecna schéma analyzy dat

™

Biologicka otazka
(hypotéza)

— -

Dizajn experimentu

l

Provedeni experimentu
(hybridizace mikrocipu,
hmotnostni spektrometrie...)

l

N matic zakladnich dat
(jedna pro kazdy z N vzorku)

Kontrola kvality
Normalizace
Sumarizace

Finalni datova matice
N vzorku a K genu

(protein)

Matice informaci o vzorcich
NxP

(napf. klinicka data v mediciné)

Objevovani skupin?

(Shlukovani)

Nové skupiny
genl nebo vzorki

Charakterizace novych
skupin

Porovnani skupin?

List genu
s odliSnou expresi

(Testovani)

mezi skupinami vzork(

Predikce skupin?

Klasifika€ni pravidlo
vyuzivajici

(Klasifikace)

genovou expresi

Seznam

\/

Analyza preziti

prognostickych gent

!

Analyza Casovych fad

List genu

Analyza genov

A\ 4

se stejnym profilem
zmén exprese v ¢ase

sad / genovych

N

~

Interpretace

Publikace

Validace
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Kapitola V.1.
Porovnavanie skupin

Vyuka IBA




Priklady porovnavania skupin

= AKcC
= g

nceme zistit
K€ geny su aktivne/neaktivne

= a

Ky je rozdiel v pritomnych proteinoch

medzi dvoma alebo viacerymi skupinami:

= chori vs. zdravi pacienti

= pacienti pred vs. po terapi

* pacienti v Case diagnozy a v case relapsu

= paktérie v aerobickom vs anaerobickom prostredi
= druh 1 vs druh 2

= porovnavame podtypy chorob

L
IBA




Zakladné metody pre porovnavanie

Mozeme rozdelit’ do troch hlavnych skupin:

» Metody studujuce velkost efektu zmeny medzi
skupinami

= Testovanie hypotéz

= Regresne stratégie
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Zakladné metody pre porovnavanie

Mozeme rozdelit’ do troch hlavnych skupin:

» Metody studujuce velkost efektu zmeny medzi
skupinami
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Velkost efektu / zmeny Il.

. Porovnava sa pomer priemerov/medianov jednej a
druhej skupiny: mean(X)/mean(Y).

. Stanovia sa fixné deliace hranice, ktore urcuju, aka
velkost efektu je pre nas zaujimava

Priklad: génova expresia, mean(X)/mean(Y), kde Xa 'Y
suU genove expresie v skupinach. Pouzita hranica: 2!

Vyhody:

= jednoduché
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Velkost’ efektu / zmeny lII.

Skupina A. Zdrava tkan Skupina B. Nador

mRNA MRNA

) g@s

DNA

. Sample A= B

Sample A =B

ﬂ Sample B= A

® Gen g, je 3x vice exprimovan v nadoru,
- e nez ve zdraveé tkani
@
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Velkost efektu / zmeny IV.

= Nevyhody:
= Aj mensie zmeny mozu byt biologicky vyznamné

(maly efekt génu/proteinu mdéze byt znasobeny kooperaciou
viacerych génov v drahe)

= Data su ovplyvnené technickou a biologickou variabilitou:
= Co ak mame 1.9?

= Pomery mézu byt vychylené smerom k nule (napriklad u
nadorov primesou normalnych buniek vo vzorke)

= Neberu do uvahy variabilitu!

.

Testovanie hypoteéz
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Zakladné metody pre porovnavanie

Mozeme rozdelit’ do troch hlavnych skupin:

= Testovanie hypotéz
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Testovanie hypoteéz

Kladieme si otazku: Je aktivita/mnoZzstvo proteinu/génu) v
skupine A odlisné od priemernej aktivity/mnozstva
proteinu/génu v skupine B?

2

Na kazdy protein/gen aplikujeme statisticky test, ktorym
ziskame T, statistiku a prislusne p-hodnoty

Vyber testu

Pocet skupin pre porovnanie

Data sU normalne Data sU normalne
AV NIE YV\\\I‘O
T-test Mann-Whitney ANOVA Kruskal-Wallis
test test
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Testovanie hypotez Il.

Testuje sa

= Nulova hypotéza (H,):
Gen / protein nie je odliSne exprimovany medzi skupinami

VErsus

= Alternativna hypotéza (H.,):
Gén je odlisne exprimovany medzi skupinami

=>»Na zaklade nasich dat musime rozhodnut, Co je pravda

= Nulovu hypotézu zamietneme len ak existuje dostatocne
silna evidencia, ze je neplatna

= Evidencia — statistika a p-hodnota!
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T-statistika |.

Aby sme rozhodli, ktora hypoteza je pravdiva,sumarizujeme
data do jedneho Cisla

V testovani hypotéz sa toto Cislo nazyva statistika (T-
Statistika,Z-statistika, F-Statistika...)

T-Statistika porovnava signal so Ssumom

= Signal = rozdiel priemerov v skupinach (u microarray dat sa jedna o
log(skupina 1)-log(skupina 2) = log(skupina1/skupina2))

= Sum = smerodatna odchylka rozdielu (SD)

T = log(skupina 1/skupina 2)/SD

T hodnoty daleko od nuly indikuju znizenie alebo zvysenie
expresie v jednej zo skupin
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T-statistika Il.

= Dvojvyberovy T-test pre porovnanie rovnosti dvoch priemerov u1, u2:
= Priemer expresie génu v skupine 1 vs priemer v skupine 2

— Distribution of t-statistic (df =6)
T = lug] lugZ
g
| | o
S — > o
g
variabilita 1 2 o

0.1

= Ak data maju normalne rozlozenie a neexistuje
rozdiel medzi skupinami, tak T-sStatistiky pochadzaju 4 2 o 2
z T-rozlozenia. beles

0.0
L

= p-hodnota = pravdepodobnost’ ze dostaneme danu hodnotu T-statistiky
alebo vacsiu, v pripade,ze neexistuje rozdiel medzi skupinami

p,=Pr(T,<T)
= Dostatoéne mala p-hodnota = vyznamny rozdiel (silna evidencia)
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Testovanie hypotez lil.

HO je pravdiva
(gén nie je odliSne
exprimovany)

HO nie je pravdiva
(gén je odlisne
exprimovany)

HO nezamietneme

Pravdiva negativita
(PN)

Falosna negativita
(FN)

Chyba Il. druhu

HO zamietneme

Falosna pozitivita (FP)
Chyba 1. druhu

Pravdiva pozitivita
(PP)
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Testovanie hypotez IV.

Frequency

Typické rozhodovacie pravidlo:
= Vypocet T-statistiky a p-hodnoty
= ak p < 5%, gén je oznacCeny za odliSne exprimovany

Ddlezité: V pripade, ze plati nulova hypotéza, su p-hodnoty rovhomerne

rozlozené (vlavo). V pripade,ze je znacna Cast génov odlisne
exprimovana, rozlozenie p-hodnoét uz nie je uniformné (vpravo).

Histogram of 100000 p-values under the Null Hypothesis

Histogram of p.new
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Problem mnohonasobného porovnavania

Porovnavame tisice génov/proteinov medzi skupinami.
Hypotézu testujeme pre kazdy gén!
Mame zvySenu Sancu faloSne pozitivhych vysledkov!

Priklad: 10 000 génov, ziadny odliSne exprimovany medzi
skupinami => 0.05 x 10 000 = 500 s p < 0.05.

p <0.05 uz negarantuje vyznamnost’ vysledku

2

Musime teda spravit’ korekciu p-hodnot na
mnohonasobné porovnavanie
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Korekcia probléemu mnohonasobného porovnavania

# nezamietnuté (N2Z) # zamietnuté (2)

Falosna pozitivita (FP)

#bez rozdielu Pravdiva negativita (PN) Chyba 1. druhu

FaloSna negativita (FN)

Chyba II. druhu Pravdiva pozitivita (PP)

# odliSné gény/proteiny

Chyby 1. druhu:

1. Family—wise error rate (FWER): Pravdepodobnost aspon jednej chyby
prvého druhu (faloSnej pozitivity): FWER = Pr(FP > 0)

1. False discovery rate (FDR)(Benjamini & Hochberg,1995):
Ocakavany podiel faloSne pozitivnhych vysledkov medzi zamietnutymi

hypotézami
FDR= E[FP/Z]
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Korekcia p-hodnot

Kontrolujeme FWER
= Bonferroniho korekcia (pre nezavislé testy!)
p<0O/m (napr. p <0.05/10 000)

Kontrolujeme FDR
= Benjamini/Hochberg procedura

FDR =10% (zo 100 zamietnutych hypotéz oCakavame
10 faloSne pozitivhych)
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Ktory typ korekcie pouzit’?

= FWER ak chceme aby VSETKY vybrané gény/proteiny
boli naozaj vyznamne. Na druhu stranu, nevyberieme tak

vSetky vyznamné geny!

= FDR ak preferujeme vybrat vacsinu vyznamnych
genov/proteinov, a nevadia nam nejake falosne pozitivhe

= g-hodnota je najmensia FDR pri ktorej dany gén este
ostava na liste pozitivnych

III.1. Porovnavanie skupin .




Moderovana T-statistika

* Problém v statistickom testovani mikrocCipovych dat:

PriliS malé hodnoty expresie (blizke Sumu) vykazuju malu variabilitu => vysokeé
T-Statistiky u biologicky nerelevantnych génov!

Priklad:
//l _lu /ug] - 29/’th — 259
T =—f—"% s, =0.02
S
s =>T, =25

* Aby sa dali statistiky porovnat, treba zjednaotit’ variabilitu:

« Moderovana T-Statistika:

lug] _lugZ

d — Konstanta korigujtca

g / variabilitu
S, 58,
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.Significance analysis of microarrays (SAM)

Tusher, Tibshirani a Chu (2001)

Zalozena na moderovanej t-statistike (d,), pocita FDR

lugl _lugZ
S, 8,

d =

g

Statisticka vyznamnost d, e nasledne stanovena permutaciami pévodnych
dat a kalkulaciou oCakavaneho skore v pripade, ze plati nulova hypotéza

(de)

Gen je statisticky vyznamny, ked spinuje podmienku |d,, - d, | > A.
Vyhody: jednoduché

Nevyhody: vypocCtovo narocné (permutacie)

Vystup: g-hodnoty

bi ocLit e(“sanr®)

| 1 brary(sanr)
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SAM - algoritmus

o

Genova Skupiny vzorkd

Permutace
(o]
vzorku

(o]
exprese vzorku

Definuj a
spocitej
statistiku d,

Odhadni

rozdeleni d,

Urci potencionalné Vyber A

vyznamné geny

Odhadni FDR
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SAM - algoritmus

Permutacie
vzoriek

Génova
expresia
vzoriek

Charakteristika
vzoriek

Definuj a
spocitaj
Statistiku d,

Odhadni

rozlozenie d,

Urcenie potencionalne
vyznamnych genov

lug] _lugZ
S, 58,

Vyber A

Odhad FDR
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SAM - algoritmus

Permutacie
vzoriek

Génova
expresia
vzoriek

Charakteristika
vzoriek

Definuj a
spocitaj
Statistiku d,

Odhadni

rozlozenie d,

Urcenie potencionalne
vyznamnych genov

Vyber A

Odhad FDR
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SAM - vypocet ocakavanych hodnot

Pre kazdu permutaciu p spoditaj d —
P P SpOcita) do; Mo T Hg
dgp o
s, T8,
Zorad $tatistiky podla velkosti &
dlp > de > dBp > ...

Definuj g-tu ocakavanu hodnotu na zaklade N permutacii

N
q = p=1Ygp
ge N
d, Sefad” Skombinuj permutace d,
3.2 8.3 5.3 184 |79 .. 8.2
1.9 3.2 324429 |.. 33

8.3 : 9 : LY 2.7 | LT | . E> 2.1

H
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SAM - algoritmus

Permutacie
vzoriek

Génova
expresia
vzoriek

Charakteristika
vzoriek

Definuj a
spocitaj
Statistiku d,

Odhadni

rozlozenie d,

Urcenie potencionalne
vyznamnych génov

Vyber A

Odhad FDR
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SAM — urcenie vyznamnych génov |

« Zorad pévodné Statistiky podla velkosti

d, =2d, > d, > -

+ Nakresli graf d, vs d, a definuj A

« Gén je Statisticky vyznamny, ked' spifia podmienku |d, - d. | > A (oznacme t1
a t2 hranic¢né hodnoty, pre ktoré to este plati) |

[J; =TT

A : Positive significance E (
1,007 genes up-regulated

o

| T - ..-

Megative sngnrﬁcan::e-| FLE
y &

1

1,060 genes down-regulated

de




SAM - algoritmus

Permutacie
vzoriek

Génova
expresia
vzoriek

Charakteristika
vzoriek

Definuj a
spocitaj
Statistiku d,

Odhadni

rozlozenie d,

Urcenie potencionalne
vyznamnych genov

Vyber A

Odhad FDR
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SAM - vypocet FDR

t1 a t2 budu pouzité ako hranice

Vypocitaj priemerny pocCet génov, ktore v permutaciach tieto hranice
prekroCili (boli vyznamné)

Odhadni pocet faloSne pozitivhych génov v pripade, ze plati nulova

hypotéza podelenim poCtom vyznamnach génov v originalnom
pozorovani:

1
#lgldgzt,vdgyst,]

FDR =

L
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SAM - vypocet FDR, priklad

d

g 1

dp
83|84 (79| 81
32044125 1.6
19|27 [1.7] 0.1
03|-0.6|1.0|-2.1
7
= =0.5833
3
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SAM - algoritmus

Permutacie
vzoriek

Génova
expresia
vzoriek

Charakteristika
vzoriek

Definuj a
spocitaj
Statistiku d,

Odhadni

rozlozenie d,

Urcenie potencionalne
vyznamnych genov

Vyber A

Odhad FDR
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SAM - ako vybrat’ A

Pocet falosne Pocet oznacenych

pozitivhych za vyznamneé

Parameter (z permutacii) (v orig.) FDR
IV

A=04 1349 288 47%

A=05 78.1 192 41%

A=06 56.1 162 35%

A=09 19.1 80 24%

A= 1.2 8.4 46 18%
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Limma

Smyth, G. K. (2004). Linear models and empirical Bayes methods for
assessing differential expression in microarray experiments. Statistical
Applications in Genetics and Molecular Biology, Volume 3, Article 3.

Linearne modely pre stanovenie odliSnej expresie z mikro€ipovych dat

Balik so suborom funkcii pre normalizaciu dat a porovnanie expresie medzi
skupinami (vratane ¢asovych radov)

Moderovana Statistika: variabilita je vyhladena pomocou empirickych
bayesovskych metod

bi ocLite(“l i mma)

|1 brary(l i nma)
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Volcano plots I.

- log10(g-value) ~ -log10(0.1)=2.3

-logigvalus)

o -
. L]
L]
L]

=2

=+

= Hp-

m
=
=
[]
=
=
5]
[+] = -
v ol

o _|

o -
| T T T | T T 1 T T 1
1.0 0.5 0.0 0.5 1.0 3 -2 1 0 1 2
loa2i(FCHI

log2(FCH)

ml
IBA




Volcano plots Il.

library(linm)
vol canoplot (fit2, highlight=100)

100
I

Log Odds

TBCADS

A4S

ESR1

Log Fold Change
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Zakladné metody pre porovnavanie

Mozeme rozdelit’ do troch hlavnych skupin:

= Regresne stratégie
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Regresne strategie

Ak mame viac ako 1 premennu, ktora moze ovplyvnit
génovu/proteinovu expresiu

= geénova expresia ~ skupina + pohlavie
Linearne modelovanie

Ak sa snazime zistit, ako velmi sa génova expresia zmeni, ak sa
zmeni hodnota nejakej spojitej premennej

= génova expresia ~ prezitie
= génova expresia ~ vek

Linearne modelovanie, Coxov model proporcionalnych rizik

Chceme najst pravdepodobnost, ze vzorka patri do istej skupiny na
zaklade expresnej hodnoty daného génu

Logisticka regresia

L
IBA




Porovnanie skupin

PocCet skupin

/>2

spojita odpovedna
premenna

Normalne data? Normalne data?

PocCet
faktorov

:i
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