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ZAKLADNI VZTAHY MEZI PARAMETRY MODELU
A AUTOKORELACNI POSLOUPNOSTI

ARMA: i

q
y(nT,,) = —; a y(nT,, —KkT,) +g b, x(nT,, —KT,,) \.y(nTVZ -mT,,),E
p

) _; akE[y(nTvz - kTvz )y(nTVZ - mTVZ )

E[y(nTVZ y(nT, —-mT,,) +

q
* > BEX(OT, ~KT,, )y(nT,, -mT,,)
p q
yyy(mTvz ) = _; akyyy(m-rvz - I(Tvz ) +‘Z bkyxy(m-rvz - kTvz )
) i A

Y (MT,,) ... vzajemna korelacni posloupnost mezi x(nT,,) a y(nT,,)

- E i h TVZ )X(nTVZ - kTVZ )'X(nTVZ + mTVZ )E:

Y, (MT,,) =Ely(nT, )x(nT,, +mT,,)

predpokladame kauzalni filtr —’/
= 5 (KT, E

x(nT,,).x(nT, +mT,, +kT,,)

vZ

= z h(kTVZ )yXX(mTVZ + kTVZ ) =
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ZAKLADNI VZTAHY MEZI PARAMETRY MODELU
A AUTOKORELACNI POSLOUPNOSTI

ARMA:
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nelinearni vztah mezi yY,,(mT,,) a parametry a, a b,,
protoze impulzni charakteristika h(kT ) = f(a,,b,)



ZAKLADNI VZTAHY MEZI PARAMETRY MODELU
A AUTOKORELACNI POSLOUPNOSTI

¥ opakovani:

AR:
p
y(nTvz)--; a,y((n-K)T zb X((n=-K)T,,)
Eb2 k=0
b, =1 KT,
o =18 YulkT,2) = Do kz0
P
Za Yy, (MT,, —KT,,) m>0,(q=0)
£
Y,,(MT,,) a..y,,(mT, -kT,)+0; m=0,(0sm<q,q=0)

Y,,(-mT,,) m<0
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MA MODELY

¥ opakovani:

h(k) = {b,}
E52 m=0
DO jindy

E{Xn} — O { n+m n}

W



MA MODELY

B(z)B(z')=D(z) = Zd z™"

(bozo+b,z1+...+byza).(bozo+b;z-1+...+bza) =

b02+ b0b12+...+b0bqZC|+b0b12'1+b12+ b2b12+...+bqb12q-1+...+

(Bobo+bibi+...4+bbg).z0 +(Dobi+biba+...+bg.1bg).z-1 +

+bobgz-a+b,b,z-at14b,b,z-a+24...+ b2 =

do

[]

d.,

+(bibo+bobi+...+bgbg1).zt +...4+(...).z0

d;

q-m|

= %bkbk+m pro |m| < q

|
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MA MODELY

Tedy
(mT) = 00 \m‘ >q
T e, s

a vykonové spektrum
9 .
M) = vy (mT,, ).e 7
m=-q

odhad spektra:

d .
PY(f)= S 1, (mT,,)e ™=
m=-gq

metoda momentd

1M1
nepocitdme parametry MA
modelu, ale jen vykonovou

spektralni hustotu
"

M1 ATO JE KLASIKA 1!
aneb
metoda Blackmanova- Tukeyho

IBA ~
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MA MODELY

ALTERNATIVA:

stanoveni {b,} zalozené na aproximaci MA procesu
AR procesem vysokeho radu,
4. p>»(g

Y dekompozicni teorém (Wold 1938)

jakykoliv ARMA nebo MA proces muze byt
jednoznacné reprezentovan AR modelem max.
o radu;

jakykoliv ARMA nebo AR proces Ize
reprezentovat MA modelem max. « radu;



MA MODELY

ALTERNATIVA:

stanoveni {b,} zalozené na aproximaci MA procesu
AR procesem vysokeho radu,

4. p>»(g

v tom pripadé plati, ze B(z) = 1/A(z), resp.
B(z).A(z)=1 a proto

J M n=0

;n+;bk.;n_k :%) 120

0 02 04 0.6 0.8 1

0 T T T
200 1
400"
-600 0.2 0.4 0.6 0.8 1

Normalized Frequency [xx rad/sample]

Phase [degrees] Magnitude [dB]

frekvencni charakteristiky Hammingovy MA
DP s délkou impuzni odezvy 322 vzorku
(modra) a jeji AR ekvivalent radu 274
(Cernd)
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MA MODELY

ALTERNATIVA:

odhad {b,} miZeme zpiesnit pomoci metody nejmensich &tverct
urcime kvadratickou chybu

O
e—;§n+gjbk.an_kg—1, a,=T%a, =0prok <0

a tu minimalizujeme vyb&rem parametrd {b.}
o

kde
P-li-ig

Rea(fi = ) = ;aném“_”, proij=12,...,q

Pileg e

raa(i):ZEiln.anH, proi=12,....q.

vymyslel to Durbin a ukazalo se, zZe je to pfriblizné odhad
s maximalni vérohodnosti, je-li proces normalni

IBA ~
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URCENIi RADU MA MODELU

¥ pro vyjadreni Uzkych pasem je treba hodné
vysoky rad;

Y intuitivne:
hodnoty odhadu autokorelacni funkce musi rychle
klesat k nule, protoze y,,(mT,,)=0 pro | m| >q

test, zda r,,(mT,,) -0 je zalozeny na srovnavani
ry(qTy;) s rozptylem hodnot r,,(mT,,) pro m<g
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URCENIi RADU MA MODELU

“jinak:

zalozeno na testu ,bélosti™ posloupnosti, ktera je
vysledkem pUsobeni soustavy inverzni k
odhadnutému MA modelu na analyzovanou
posloupnost

v Akaikovo informacni kritérium

_ 29 _ 29
AIC =Inay, +W = In(Eq)+W

AR: AIC, = In(E,) + 2(p+1)/N, nekdy In(E,) + 2p/N;

IBA ~



ARMA MODELY

opét si strucne zopakujeme:

p

Y0T.) ==Y ay((n k)T, + g box(n—k)T.,)

(b2 k=0
KT )=~
Y (KT, ) E 0 K#0
D p
; - ; akyyy(rn-l_vz - kTvz) m > q
yyy(mTvz) =0 p ) q
oD @y (T, ~KT,.)+ 0, 5 bh(kT,, -mT,,) 0<m<gq
— = k=m

2

q
odhad . 0, (T, )1+ Z b, exp(—j2mfkT,,)
vykonového | P, (f) = - .
spektra >

1+ Z a, exp(-j2rtkT,,)




ARMA MODELY

¥ citlivost na sum

stejnosmerna slozka a linearni trend znehodnocuje spektrum na
nizkych kmitoCtech - odstranit predem !!!

zobecnéni problému:
Yo = X, + W, a necht je w, bily Sum s rozptylem 0,2 a je
nekorelovany s X,;

pak vykonové spektrum
. T _.0° ,
P,(f)= vz X +0:T

2 W vz
.\ —j21TiT,,
1+Zap(|).e

Y 2 2 2 * *
P () = T,.0; + 02T, = o, +0.A(z)A*(1/z").T,
i A(z).A*(1/z%) A(z).A*(1/z%)
Il tohle uz ale neni prenosova funkce AR,
alébrz ARMA !!!



ARMA MODELY

mnoho teoreticky optimalnich postupu, ovéem bez

praktického vyznamu, protoze:
jsou vypocetne prilis narocne (maticove operace, iteracCni
optimalizacni postupy);
iteraCni optimalizace nezarucuje konvergenci reseni nebo
konvergenci ke skutecné optimalnimu reseni;

proto suboptimalni postupy :
pouZivaji metody nejmensich ¢tvercu O fedeni soustavy
linearnich rovnic;
oddéleny vypocet AR a MA parametrd
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ARMA MODELY
METODA PRVNI

pro m>q jey,,(mT,,)=1(a,) resp.f(a,)

dosadime y,, a resime p linearnich rovnic (pro modely
vysSich Fadu horsi vysledky diky slabsim odhadidm
Yyw(MT,,) pro vetsi m);

preurcena soustava linearnich rovnic (pro m>q)

jeji reseni opét optimalizaci metodou nejmensich
v (o)
ctvercu



ARMA MODELY
METODA PRVNI

predpokladejme, ze zname odhady autokorelacni funkce az do
zpozdéni M > p+q

Ory@ ry@-1 - r(q-p+NH0&,0 O, (q+1)0

1@+ ry@ o r(a- p+2) TR0, B(a+2)

B : ; - 0:0 O : O

%yy(M_D ry(M=2) - ryy(M_p) E%p% Eryy(M) 5
R,a=-T,

protoze R,, je rozméru (M-q) xp a M-q > p, Ize pouzit metodu
nejmensich OO, o

’ . . . — -1
vysledkem minimalizace je 4Q __(R;I/-y'R ) R;I/-y vy

(muUze byt pouzito i vdhovani k potlaceni méné spolehlivych
odhadd AK funkci)

BN

IBA -



ARMA MODELY
METODA PRVNI

P e

A(z)—1+; Lz

analyzovanou sekvenci vyfiltrujeme FIR filtrem A(z) a
dostaneme

P e
u(nT,,)=y(nT,)+ ; a.y(nT, —-kT_), n=0,1..N-1

kaskadni zapojenj ARMA(p,q) [Harma(2)=B(z2)/A(Z)] s
AR(p) Hax(Z) =A(z) reprezentuje priblizné MA(q)
proces s Hua(z)=B(z)

W



ARMA MODELY
METODA PRVNI

Y(z) _B(2) _g B(z) 01—
X(z) Az) A( )

S e
- =

Y(z) = ﬁ W(z) O U(z) = A(z)DY(2)

H(z) =




T

ARMA MODELY
METODA PRVNI

z filtrované sekvence u(nT,,) pro p<n<N-1 je r,(mT,,), odhad
vykonového spektra potom je

o q
Py ()= r,(mT,,)exp(=j2r¢mT,, )
m=-q

(opét muzeme ,woknovat" k potla¢eni méné spolehlivych
odhadul autokorela¢nich funkci nebo filtrace AR(q) ob&ma
sméry 0 dvé rizné posloupnosti autokorelaéni funkce)

) MA
P@RMA(f) — I:)uu (f)

2
p

1+ ; a, exp(—j2rtkT, )
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ARMA MODELY
METODA DRUHA

vstupni/vystupni identifikace metodou nejmensich OO

opakovani:

D q

nelinearita vztahu pro vypocet yyy(mTVZ) pIyne z toho, ze nezname

Yxy(MT,,-KT,,), protoze nezname x(nT,,)
p

q
y(nTvz ) = _; aky(nTvz - kTvz ) +‘Z ka(nTvz - kTvz )

W
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ARMA MODELY
METODA DRUHA

p

q
Y(0T,.) = =3 (T, ~KT,.)+y bx(nT,, ~KT,)+x(nT,), n=01...N-1

y=HO0+v
y = [y(0) y(T.,) ... y(NT.,-T,))]7
v = [X(0) x(T.z) ... X(NT,-T\,)]7
@ =[-a;-3,... -a, b1 by... bg I

Ly Yo 0 Yo, X4 X5 o Xy U
D ) e o o D
H = Yo Y- Yoo  Xo o Xy X_g+1 ]
0 : S : : S C 0
[] ]
Yn-2 YNz 7 Y1 Xn2 Xns 7 Xneg-1

matice vstupnich/vystuJeh dat o rozméru N x (p+q)
IBA



ARMA MODELY
METODA DRUHA

4

minimalizace nejmensimi OO
©O=HH)'Hy
pocatecCni podminky y.,, ..., Y-1, X4, ..., X1 bud’ specifikovat nebo

nulovée

odhad hodnot vstupniho sumového signalu z analyzované
posloupnosti AR modelem vysokého radu

IBA ~



ARMA MODELY
METODA TRETI

(uz tu Castecne byla)

B(Z) — 1 - S K H = B(Z) = 1 = 1
Az) Cz) kde C(z) =1+ ; C,Z (2) AZ) g((z)) e
Z

koeficienty {c,} se urCi néjakym AR algoritmem a z
nich {a,} a {bk}
M o

C(Z)—']"'ZC Z*, M=p+q

B(z)

je-li p>q, pak %o, AZ) JCED B(Z)ED(Z) A(Z)
nebo v ¢asové oblasti ) bcCnx =@, nN=12,...b, =1

k=



ARMA MODELY
METODA TRETI

protoze by mélo platit a, = 0 pro n>p, je
q & o

gbkcnk—O pron=p+1p+2,..,p+Q

) ) ® )
%.C CJ) ceo .Cp+1 q %'])1 % mp+1 %
DCp+1 Co Cp+2-q D%z [ %pﬂ []
° e [ [ [ [J
@;p+q—1 Cp+q-2 Cp E@q@ @:mqg
® o o °
po urcéeni {b4,0,,....b,} se spoditaji {araz--a,}z
q & o Y )
b.c._.=a, pron=12..p;c,=1



ARMA MODELY

METODA TRETI

coz je maticové
(] [ J

@0 e, 1 0 0 IO

O . O

%m: %2 ¢, 1 0 %15

0:0 0O: : Lo MO

B0 @ e o e [T O

BFod Fp Cp1 Cpo " Cp g0




URCENI RADU ARMA MODELU

2(p + o
AlC(p,q) = Incqu (P q), O,pq j€ 0dhad rozptylu
N vstupni chybové
posloupnosti

dodatecné kritérium:

posouzeni bélosti posloupnosti po inverzni filtraci analyzovane
posloupnosti navrzenou ARMA soustavou

. E () Wa=t) o amPEDE o siene
~ =0 W@+ w(@ - 1W(A=P*2)g modifikova
O R . O né
] B
A,(q+p-1) r,(q+p-2) - r(q g YW
rovnice

det(R’,,)=0, pokud je rozmér modelu vetsi nez rad

analyzovaného procesu

W
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