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1. Motivace

Cil regresni analyzy - popsat zavislost hodnotugliY na hodnotach valiny X.
Nutnost vyeSeni dvou probléin
a) jaky typ funkce se pouzije k popisu dané zavisjosti
b) jak se stanovi konkrétni parametry daného typudefik
Zaklady regresni analyzy polozil kolem roku 188@rteis Galon, anglickyadec,cinny ve velmi mnoha
raznych oborech: psychologii a antropologii, statistigeografii a dalSich. Byl to bratranec Charl@agwi-

na.

Sir Francis Galton F.R.S. 1822-1911




ad a)Pri urceni typu funkce jeféba provest teoreticky rozbor zkoumané zavisldsin mize upozornit nagklad na to, ze

- s taistem hodnot valiny X budou mit hodnoty veliny Y tendenci monotonrinrist ¢i klesat,

- Jde o zavislost, kdy gistem hodnot valiny X dochazi zpdatku k istu hodnot veliiny Y, ktery je po dosazeni &itého
maxima vystidan poklesem,

- apod.

Vzdy se snazime o to aby regresni mode|dnymoduchytj. aby neobsahovakitiSs mnoho parameir Fripada-li v Gvahu

vice funkci, posuzujeme jejich vhodnost pomaezinich kritérii — viz dale.

Nen-li dostatek informaci k provedeni teoretickéhoomzi, snazime se odhadnout typ funkce poma@g&big/ch diagram.

Zde se omezime na funkce, které zaviseji lineaaparametrecp,,B,.....B, .

X1 Yu
ad b)Odhadyhb, ,b,....,b, neznamych paramétg,,B,,...,p, ziskame na zaklgdlvouroznérného datoveého soubofu..

Xn  Yn

metodou nejmensiaitveral, tj. z podminky, aby s@et ctverai odchylek zjis&énych a odhadnutych hodnot byl minimalni.






2. Specifikace klasického modelu linearni regrese
2.1. Zakladni pojmy
Model méa tvarY = m(X;BO,Bl,...,Bp)+8, kde

m(X; By, Byr-- B, ) -

- line&rrg zavisi na neznamych regresnich parametEchl,...,Bp,

- linearrg zavisi na znamych funkcicf@(x),...,fp(x), které jiz neobsahuji neznamé parametry,

p
tj. m(x; Bo,Bl,...,Bp) = Zijl.(x), pricemzf (x) =1. Jde o modelu.
i=0

Slozkag - modelu:

- je to nahodnéa odchylka od deterministické zasgislg na X,

- popisuje zavislost vygtiované prominné na neznamych nebo nepozorovanych pnogch a popisuje i
vliv nahody,

- nelze ji funkné vyjadrit.

Velicina Y -

Veli¢ina X -



X, Y
Paiidime n dvojic pozorovér(l’xl,yl),...,(Xn,yn), tj. dvourozmdrny datovy soubof ...

X, Y.
Proi=1, ..., nplatly, = m(xi;Bo,Bl,...,Bp)+€i.
O nahodnych odchylkach,,...,€  predpokladame, ze
a) E(.Si ) = O(odchylky nejsou systematické)
b) D(.Si ) = 0° >0 (v8echna pozorovani jsou pro¢ad s touz fesnosti)
C) C(si ,Ej): Opro i # j(mezi nAhodnymi odchylkami neexistuje Zadny liné&mtah)
d) &~ N(0,0%).

V tomto @ipact hovaime o



2.2.0znaceni

By.B.,...,B, (nejcastji je ziskame metodou nejmensich

2
n p
étverai, tj. z podminky, Ze V)’/rai(yi —Zijj(Xi)j nabyva svého minima pfy=b,j=0,1, ..., p)
i=1 i=0

bo,bl,...,bp -
m(x;b,,...,b, ) -
= m(xi;bo,...,bp)=j:iob,-f,-(xi) -
veliciny Y)
€ =Y, _yi ;
SE =§(yi _S\/i)2 -
oo S
n-p-1
SR :é(yi _m2)2
SR

fe = n-p-1
1.
(mz :_Zyi) fR: p
n i=t
(S, =S +S)

(i-ta predikovana hodnota



2.3 Vyznam jednotlivych typia souwta ¢tverci

Predpokladejme, ze mame dvourazny datovy soubor, vémz primér hodnot zavisle prosmné velEiny Y je 9 a zavikst
veliciny Y na veltiné X je popsana regresnfimkou y = 2x + 3. Dvourozamny tetkovy diagram obsahuje bod o $adni-
cich (5, 19), ktery pochazi z datoveho souborutdgaesni pimce lezi bod o sdadnicich (5, 13).

Odchylka zjis¢né hodnoty 19 od pméru 9 je v obrazku ozidana , Total deviation“ a po umoéni je to jedna ze slozek
celkového sottu ¢tverai Sy, tj. slozkay, -m,.

Odchylka zjis¢éné hodnoty 19 od hodnoty 13 na regresimpe je v obrazku ozgana ,Unexplained deviation“ a po umoc-
néni je to jedna ze slozek rezidualniho &outveral &, tj. slozkay, -, .

Odchylka hodnoty 13 na regresitimce od piiméru 9 je v obrazku oziana ,Explained deviation a po umauan je to
jedna ze slozek regresniho smctverca S, tj. slozkay, -m,.

20 5 (5,19)

18 =

Unexplained
deviation

Explained
deviation

12 Total
Il - deviation




2.4. Maticovy zapis klasického modelu linearni regrese

Y1 1 fl(xl) fp(xl) Bo €

8 tjy = Xp +¢, kde

1 f(x,) ... f(x,)
(predpokladame, ze Kj = p+1 < n)
B=(8:.B.-B,) - ,
e=(g,....c.) -

Podminky (a) az (d) Ize zkracenapsat ve tvare~ N,(O, o° ).



Priklad
Sestrojte regresni matii pro linearni regresni model
a)y, =B, +Bx +¢, provedeme-li 4 rieni,

b) y, =B, +Bx, +B,x; +B,Inx,, +¢€, provedeme-li 5 #teni.

Reseni:
2
1 x 1 x, X; Inx,
: 1 2 In
1 X X21 X21 X22
— 2 —_ 2
ad a)X = B ad b)X=|1 x, Xx; Inx,
3 2
1 1 X41 X41 In X42
X, ;
1 X, X; Inx

[

52



2.5. Odhad regresnich parameti metodou nejmensiclttverci

Maticow zapsana metoda nejmensétrerai (Y —XB) (y —XB) - minvede naovnice
X'XB =Xy -

b=X'X)'X y-

§=Xb - )

e=y-y-

Vlastnosti odhadb = (X’X)™* X’ y:

- odhadb je linearni, je to linearni kombinace pozorovani.y., y, S matici vaI‘(X'X)_lX';
- odhadb je nestranny, nelfcE (D) = B;

- odhadb ma variagni matici varb = c3(X'X)™

- odhadb ~ Np+1(B, o° (X'X)-1) vzhledem k platnosti podminky (d),gj~ N(0,0°);

-b = (X'X)'1 X'y je nejlepSi nestranny linearni odhad vektru



3. Statisticka inference v klasickem modelu linearhregrese

3.1. Intervaly spolehlivosti pro regresni parametry

S, =SV, - , kde v je j-ty diagonalni prvek maticex(X)™.

B.

b_ —
Proj=0, 1, ..., p statistikg =—— ~ t(n-p~-1), tedy 100(1e)% interval spolehlivosti
s

bj

prof; ma mezeb, t,_,,(n-p-1)s, .

Pokud interval spolehlivosti obsahu nulu (tj. daiméz je zaporna a horni mez je kladna), pak re-

gresni parametr je nevyznamny.



3.2. Testovani vyznamnosti modelu jako celku (celky F-test)

Na hladirg vyznamnosto testujeme

Ho: (B,.....8,) =(0.....0) proti Hy: (B,.....8,) #(0....,0).
(Nulova hypotézdika, ze dostaujici je model konstanty.)
Se/P

Testova statistikaF =

S:/(n
Kriticky obor: W =(F_, (p,n

-p-1)
-p-1),).

I

FOW = Hy zamitame na hladinvyznamnost.

Vysledky F-testu zapisujeme do tabulky analyzy rozptylu:

ma rozlozeni F(p, n-p-1), pokud, Hiati.

zdroj variability sowet ¢tverai | stupré volnosti podil statistika F

model R P S/p S./p
S./(n-p-1)

rezidualni $ n-p-1 $/(n-p-1) -

celkovy S n-1 - -




Priklad:
U 24 osob byl zjiovan jejich ¥k (v letech) a hodnoty systolického krevniho tlgkumm rtuoveho sloupce

1 2 3
i X Y
1 1 34 116
2 2 40 129
3 3 29 111
4 4 23 100
5 5 57 159
6 6 26 112
7 7 31 119
8 8 50 148
9 9 47 139
10 10 66 177
11 11 51 151
12 12 57 158
13 13 40 135
14 14 42 135
15 15 42 135
16 16 58 161
17 17 46 144
18 18 34 126
19 19 61 163
20 20 53 149
21 21 34 122
22 22 53 150
23 23 67 172
24 24 38 128

Predpokladeijte, Ze zavislost krevniho tlaku Blwlze vyjadit regresni pimkou y =B, +B,X + €.
a) Vytvoite graf zavislosti tlaku nasku a MNC najcite odhady neznamych regresnich parairf&irp:.

b) Sestrojte 95% intervaly spolehlivosti pro regrgsaiametryBo, B.



Vytvorime graf zavislosti tlaku nasku:
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Vzhled grafu s¥dc¢i o tom, ze fimka by mohla byt vhodnym regresnim modelem.
MNC ziskame odhadybb, spol&né s 95% intervaly spolehlivosti pf, B1:

b d h
N=24
Abs.Clen 66,808 62,246 71,370
X 1,609 1,511 1,706

Rovnice regresniifimky: y = 66,808 + 1,609x.
S prav@podobnosti 95 % se bude ugkkhachazet v intervalu (62,241; 71,370).
S pravdpodobnosti 9 % se bude simnice3; nachazet intervalu(1,511; :,70€).



Re3eni v sytému R

Nacteme date
>vek_tlak <- read_csv("vek_tlak.csv'")

Pojmenujeme nezavisle prémmou X a zavisle proémnou Y:
> X<-vek_tlak$x

> Y<-vek_tlak$y

Vykreslime dvourozrérny teckovy diagram zavislosti Y na X:
> plot(X,Y,xlab="vek",ylab="systolicky krevni tlak")
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Sestavime regresni model:
> vystup<-1Im(Y~X)
> summary (vystup)

call:
Im(formula = Y ~ X)
Residuals:
Min 1Q Median 3Q Max

-5.4982 -2.2259 0.5037 2.1994 4.5018

Coefficients:
Estimate Std. Error t value Pr(>|t|)

(Intercept) 66.8081 2.1996 30.37 <2e-16 ***
1.6085 0.0472 34.08 <2e-16 ***
Signif. codes: 0 ‘“***’ (0.001 ‘**’ 0.01 ‘*’ 0.05 “.” 0.1 * ’ 1

Residual standard error: 2.836 on 22 degrees of freedom
Multiple R-squared: 0.9814, Adjusted R-squared: 0.9806
F-statistic: 1161 on 1 and 22 DF, p-value: < 2.2e-16

Najdeme meze 95% interviaspolehlivosti pro regresni koeficier
> confint(vystup)
2.5 % 97.5 %
(Intercept) 62.246338 71.369825
1.510642 1.706422



Priklad:
Majitelé prodejny poitacovych her nechali své prodasaabsolvovat kurz prodejnich dovednosti. Potéayigli po dobu

20 dni, kolik osob navstivi #hem oteviraci doby prodejnu (prédmma X) a jaka je v tento den trzba (pkoma Y, udava se
v tisicich K a je zaokrouhlena).

I |1 (2 |3]|14|5]| 6| 7| 8 9 1011({12|13|14|15/16|17]|18|19|20
Xi|20(21]26|27|28[29(30[31|32|34|35(37[38|39|42(4448[49|51|54
VilS |6 |71 7]18] 9] 1011]12]13]13/14]/14115]16/15|15|14|13|13

Dvouroznérny telkovy diagram
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Z grafu zavislosti Y na X vyplyva, ze s rostouciotiem zakaznik se trzby zvysuji, avSakipgennim pétu zakaznik asi
42 dosahuji svého maxima a pak uz zase klesagi(pget zakaznik obsluha prodejny nezvlada a zakaznici odchazeji,
aniz by nakoupili). Zda se tedy, Zze vhodnym modeténislosti trzeb na @tu zakaznilk bude regresni parabola

— 2
y =B, +Bx+Bx" +e.
Odhadrte parametry regresniho modelu a prtteecelkovy F-test.



Reseni
Tabulka s odhadyybb,, b, a mezemi 95% intervalspolehlivosti prdg, 1, Bo:

b d h
N=20
Abs.¢len -20,7723 -27,8892C -13,655307
X 1,5651 1,16517) 1,965036
X2 -0,0173  -0,02264| -0,01194C

Regresni parabola mé tedy tvar: y = -20,7723 +511,%6 0,0173%

Vysledky celkového F-testu:

Soucet sv Priimér F p-hodn.
Efekt Gtvercu Ctvercu
Regres. 199,8141 2| 99,90706 88,52445 0,000000
Rezid. 19,1859 17 1,12858
Celk. 219,0000

Regresni satetctveral je 199,8141, rezidualni 19,1859, testova stasistikabyva
hodnoty 88,524, odpovidajicipdnota je blizka 0, tedy na hladimyznamnosti 0,C
zamitame hypotézu, ze dasifici je model konstanty.

Odhad rozptylu ndhodnych odchylek (rezidualni rglzgirimeérny rezidualni
tverec) $=1,12858.



3.3. Testovani vyznamnosti regresnich parameir(diléi t-testy)

Na hladirg¢ vyznamnosti pro j = 0,1, ..., p testujeme hypoté
Ho: B; = O proti H: Bj # O.

b.
Testova statistikaTl, :g ma rozlozeni t(n-p-1), pokudyiplati.
Kriticky obor: W =(-o,-t,,,(n—p-2)) O(t,,(n—p-1),»).
T.0OW = H, zamitame na hladirvyznamnosti.



3.3. Testovani vyznamnosti regresnich parameir(diléi t-testy)

Na hladirg¢ vyznamnosti pro j = 0,1, ..., p testujeme hypoté
Ho: B; = O proti H: Bj # O.

b.
Testova statistikaTl, :g ma rozlozeni t(n-p-1), pokudyiplati.
Kriticky obor: W =(-o,-t,,,(n—p-2)) O(t,,(n—p-1),»).
T.0OW = H, zamitame na hladirvyznamnosti.



Priklad:
V predesSlém fiklade, kde byla modelovana zavislost trzby n&tpaeakaznilk regresni

parabolou, prowte diki t-testy o nevyznamnosti jednotlivych regresnich pestat

Reseni:
Tabulka odhadu regresnich parametvysledky dilich t-tesi:

b t(17) p-hodn.
N=20
Abs.¢len -20,7723  -6,15792  0,000011
X 1,5651 8,25655  0,000000
X2 -0,0173,  -6,81912  0,000003

Sloupec oznéeny t(17) obsahuje realizace testovych statissloapec paodn. pak odpovidaji
p-hodnoty. Ve vSechtéch Fipadech jsou p-hodnoty mensi nez 0,05, tedy nanilad
vyznamnosti 0,05 zamitame hypotézy o nevyznamnegtesnich paraméifo, B1, Bo.



Interpretace vysledki F-testu a t-testi

Mohou nastat tyto situace:

a) F-test je vyznamny, vSechny t-testy jsou vyzr@amm vhodny model

b) F-test je nevyznamny, vSechny t-testy jsou nesagmeé => nevhodny model

c) F-test je vyznamny, ale&kieré t-testy jsou nevyznamné => vypustime odpgidida
vyswetlujici proménne

d) F-test je vyznamny, ale vSechny t-testy jsowyaramné => model formadrvyhovuje jako
celek, ale zadna vysitlujici prongnna neni vyznamna. Je téstedek silného linearniho vztahu
mezi prongnnymi (tzv. multikolinearita). Je nutné upravit wetcela zmnit model.



3.4. Interval spolehlivosti pro teoretickou regresinfunkci

L] - p ~ 4
V uvaZovaném linearnim modeli = m(XO’BO’Bl""’Bp)-l-S neboli Y = Zijj(Xo)+8 miZeme na za-
=

kladé n dvojic pozorovani (xy,), i =1, ..., n ziskat jak bodové, tak intervalové odhady aegich regres-
nich parametr B, By, ..., Bp.
Lze vSak spéitat téZ meze 100(&) % intervalu spolehlivosti pro teoretickou regresnikitirpii zadané

p
hodnok X, tj. pro hodnotou.m(xo;Bo,Bl,...,Bp): Zij,-(Xo) .
j=0

100(1-a)% interval spolehlivosti pran(X,;B,,B,....,B,) ma meze
Xo'b + tl—a/Z(n P _1)3\/Xol(xlx)_lxo :

Pti spojité zngn¢ argumentu xmezni hodnoty tohoto 100@% empirického intervalu spolehlivosti pro

teoretickou regresni funkci vytiio

n
Pas spolehlivosti je nejuzsi v wodh :H_Zl:xi , SmErem od tohoto bodu se nadktrany rozsuje.
|:



Priklad: U automobilu Skoda 120 byla 2fena spdeba benzinu (v /200 km) v zavislosti na rychigetkm/h).
rychlost X|40 |50 |60 | 70|80 (90 |100({110
spoteba V| 5,7|5,4(5,2|5,2/5,8/6,0/ 7,5 (8,1
Vhodnym modelem je regresni parabyla- BO + [31X + BZXZ. Odhadste jeji parametry a najte 95% pas spolehlivosti
kolem regresni funkce.

ReSeni:

b d h t(5) p-hodn.
N=8
Abs.¢len 9,751786/7,32081487/ 12,1827566/ 10,31183/ 0,000148
X -0,15053€ -0,2194808 -0,081590€ -5,61264| 0,002483
X2 0,001244/0,00078845 0,00169965 7,01912) 0,000905

Spoteba = 9,751786 — 0,150536*rychlost + 0,001244*nysfl

95% pas spolehlivosti kolem regresni funkce:

Bodovy graf z Y proti X
spotreba.sta 3v*8c

Y =9,7518-0,1505*x+0,0012*x"2; 0,95 Int.spol.
85
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3.5. Predikéni interval spolehlivosti
V pripact, kdy chceme zkonstruovat 100@% interval spolehlivosti nikoli pro hodnotu regnésunkce, ale pro jednu
novou pozorovanou hodnotu zavisle pgoameé vekiny Y (tzv. predikni interval), dostaneme meze

1 1 1 -1
Xo b+ tl—cxlz(n P 1)3\/1+ Xo (X X) Xo -
Vidime, Ze tento prediki interval je SirSi nezipdeSly interval spolehlivosti.
Je to interval, ktery nas informuje o tom, v jaké@msahu MmZeme @ekavat jedno dalSi pozorovani s prpablobnosti
aspa 1-a.
Pii spojitt se iEnicimx, vytvori meze tohoto predikiho intervalu spolehlivosti tzy. kolem
regresni funkce.

Priklad: Pro regresni parabolu zgaeslého fikladusestrojte 95% prediki pas spolehlivosti kolem regresni funkce.
ReSeni:

spotreba.sta 3v*8c
Y =9,7518-0,1505*x+0,0012*x"2; 0,95 Int.pfed.

30 40 50 60 70 80 90 100 110 120



4. Kritéria pro posouzeni vhodnosti zvolené regresrfunkce

4.1. Index determinace

ID2=S—R:1—i- (0<ID*<1)
S S
» udava, jakoutast variability zavisle prosmnée velEiny Y Ize vys\tlit zvolenou regresni
funkci (asto se udava v %);
* je zarové mirou €snosti zavislosti progmne Yna prom¢nne X;
* je to obecna mira, nezavisla na typu regresni ke pouzit i pro gfeni nelinearni za-
vislosti);
* je to mira, ktera nebere v Gvahwpbparametr regresni funkce. U regresnich funkeiice
parametry vychazi tedy obvykle vySSi nez u regodshinkci s mé&parametry;
 tato mira neni symetricka.
Za vhodrjSi se povazuje ta regresni funkce, pro niz jexralterminace vyssi. \fipac, ze
porovnavame ¢kolik model s rozdilnym pdtem parametr, pouzivame adjustovany index de-

terminace:
_ 2
|Dadj2 = D2 _(].I—D)p -
n-p-1



V prikladu s prodejem software najdeme index deterneinvacvystupni tabulce regrese:

Vysledky regrese se zavislou proménnou : Yy (prodejna_software.sta)
R=,95519276 R2=,91239322 Upravené R2=,90208653
F(2,17)=88,524 p<,00000 Smérod. chyba odhadu : 1,0623

b* Sm.chyba b Sm.chyba t(17) p-hodn.
N=20 z b* zb
Abs.¢len -20,7723| 3,373256| -6,15792| 0,000011
X 4,52641| 0,548220/ 1,5651| 0,189559| 8,25655| 0,000000
xkv -3,73838/ 0,548220/ -0,0173/ 0,002535| -6,81912/ 0,000003

Index determinace je zde ozea jako R2, nabyva hodnoty 0,9124la nam, ze 91,24%
variability trzeb je vys#tleno regresni parabolou. Adjustovany index deteate je ozn&n

Upravene R2.

Upozorreni: Ve vystupni tabulce regrese najdeme té&rsdatnou chybu odhadu, ktera je

Zn:(Yi -y, )2

v i=1
vypoctena podle vzorc n-p-1




4.2. Testové kritérium celkového F-testu
Za vhodrjSi je povazovana ta regresni funkce, u niz je btadtestoveé statistiky

F= S /P pro test vyznamnosti modelu jako celku vyssSi.
S./(n-p-1)

Ve vystupni tabulce regrese je testova statistikadélena v zahlavi:

Vysledky regrese se zavislou proménnou : y (prodejna_software.sta)
R=,95519276 R2=,91239322 Upravené R2=,90208653
F(2,17)=88,524 p<,00000 Smérod. chyba odhadu : 1,0623

b* Sm.chyba b Sm.chyba t(17) p-hodn.
N=20 z b* zb
Abs.¢len -20,7723  3,373256, -6,15792 0,000011
X 4,52641 0,548220 1,5651| 0,189559 8,25655 0,000000
Xkv -3,73838 0,548220 -0,0173 0,002535 -6,81912 0,000003

V nasem piklack je ozn&ena F(2,17) a nabyva hodnoty 88,524.



4.3. Rezidualni sodet ¢tvercu a rezidualni rozpty!

SE :Z(yi _S\/i)2

i=1
Za vhodrjSi povazujeme funkci, ktera ma rezidualni&dtveral nizsi. Rezidualni saet
¢tverai lze pouzit pouze tehdy, kdyz srovnavame funkcgegaym pdétem parametr.

S

2 — E
n-p-1
Za vhodrjSi povazujeme tu funkci, ktera ma rezidualni rgkpizsi. Rezidualni rozptyl fize-

S

me pouzit vzdy, bez ohledu na to, kolik parainetnji srovhavané regresni funkce.

Obe charakteristiky najdeme v tabulce ANOVA:

Analyza rozptylu (prodejna_software.sta)
Soucet |sv| Prdmér F p-hodn.

Efekt Stvercu Stvercu
Regres. | 199,8141 2 99,90706  88,52445| 0,000000

Rezid. 19,1859 17 1,12858
Celk. 219,0000

Rezidualni sotet ¢tverai je 19,1859 a rezidualni rozptyl je 1,12858.




4.4. S¥edni absolutni procentualni chyba predikce (MAPE)

MAPE =3 Y=Y
ni=| Y,

Za vhodrjSi povazujeme tu funkci, kterda ma MAPE nizsi.

V prikladk s prodejem software je MAPE 9,31%.



5. Analyza rezidui

5.1. Pozadavky kladené na rezidua

Rezidua povazujeme za odhady nahodnych odchylékoaiae na &istejné pozadavky jako na
nahodné odchylky, tj.

- maji byt nezavisla,

- maji byt normala rozlozena,

- maji mit nulovou s$edni hodnotu,

- maji mit konstantni rozptyl (tj. jsou homoskedzst).



5.2. OWiovani pozadavhki kladenych na rezidua

Nezavislost rezidui (autokorelaci) posuzujemernpgpmoci Durbinovy— Watsonovy statistiky,

ktera by se @&la nachazet v interval{il,4;2,6> (to je ovSem pouze oriewdta voditko, korektni

postup spoiva v porovnani této statistiky s tabelovanou &kibiu hodnotou).

Normalitu rezidui o¥fujeme pomoci tedtnormality (nap. Lilieforsovou variantot
Kolmogorovova — Smirnovova testu nebo Shapirovywitkovym testem)i graficky pomoci
N-P plotu.

Testovani nulovosti &#dni hodnoty rezidui provadime pomoci jedn@vglseho t-testu.

Homoskedasticitu rezidui posuzujeme pomoci grafiskasti rezidui na predikovanych

hodnotach. V tomto grafu by rezidualan byt rovnongrné rozptylena.



Priklad: Provel'te analyzu rezidui proriklad < modelovanim zavislosti trzby na §ta zakaznik.

Durbin-
Watson.d

Odhad

0,702506

Hodnota této statistiky je nizka,&ki o tom, Ze rezidua jsou klaglkorelovana.

Je vidtt, Ze rezidua nejsou kolem O rozndiet nahod& Model s regresni parabolou tedy neni &pimodny.

Rezidua

2,0

i3

10

0,5

0,0

-0,5

-10

-1,5

-2,0

-25

Predpovézené hodnoty vs. rezidua
Zavisla proménna: y

Predpov. hodnoty

12 14 16

0,95 Int.spol.



Primér | Sm.odch. | N | Sm.chyba | Referenéni t SV p
Proménna konstanta
Rezidua -0,00000C 1,00488C 20 0,224698 0,00 -0,00000C 19 1,000000

Na hladi vyznamnosti 0,05 nezamitame hypotézu, fedsti hodnota rezidui je O.

Normalini p-graf z Rezidua

Tabulkal 9v*20c
2,0

i3

1,0

0,5

0,0

Ocek. normal. hodnoty

-0,5

-1,0

-1,5

-2,0
-2,5 -2,0 -1,5 -1,0 -0,5 0,0 0,5 1,0 15 2,0

[ Rezidua: SW-W =0,9601;p= 05453 | Pozorovany kvanti

Rezidua séadi kolem idealni fdmky, Ize tedy soudit, ze s$&li normalnim rozlozenim.

Zavér: V neprospch regresni paraboly hokidhodnota Durbinovy — Watsonovy statistiky a gi@iglosti rezidui na predi-
kovanych hodnotach.



Postup pro regresni analyzu souboru prodejna_softwa.txt v systému R

Nacteme dea:

data <- read.delim('prodejna_software.txt',sep = ';',header=T)
Vytvoiime dvourozrarny tetkovy diagram:

plot(x,y,xlab="pocet zakazniku', ylab="trzba')

12 14 16

trzba
10

20 25 30 35 40 45 50 55

pocet zakazniku

Zavedeme novou prainnou xkv:

xkv<-xA2

Sestavime model regresifimky a pomoci analyzy rezidui &vme gedpoklady modelu:
mode1<-Tm(y~x+xkv)

par(mfrow=c(2,2))

plot(model)



Residuals vs Fitted Normal Q-Q

o o~ =
a_ o3 150 ] o 1 20
— o =2
w -, n i 5 9
= o L+ o K- @ -
p— N\ 5o L 469099
E b " e o N O - Qe
@ e g = Qo
A SR P o s Y
g B 660
o -] o
e 4 Bh o los
T T | T T T ' T T | | T
4 6 8 10 12 14 2 1 0 1 2
Fitted values Theoretical Quantiles
Scale-Location Residuals vs Leverage

)
= e——— a0 w 4 —— s
L S ° g ° o R - LR
= T ° ¢ 3= [0
g - 9 $ &~ - ° —
- o N = o ——
- . - o 1 o
s ° ° RGP g E o - O?”-h..,%____,-'
= s— J L] o
E - < 2 @
| o o < g < o 3 . o
= £ o _ 19 w10
H o | Enﬂ ev | 77~ Ceok'sdistance __---""" ___-q1
e o T | | T | T T T = T T

4 6 8 10 12 14 0.0 01 0.2 03 04

Fitted values Leverage

Predpoklad normality rezidui iieme dale posoudit Shapirovym-Wilkovym testem, nogb stedni
hodnoty pomoci t-testu a nezavislost rezidui porbacbinova-Watsonova testu (v R jelba ndist
knihovnu car).



shapiro.test(model$residuals)
Shapiro-wilk normality test

data: model$residuals
w = 0.96007, p-value = 0.5453

t.test(model$residuals)
One Sample t-test

data: model$residuals
t = -6.792e-17, df = 19, p-value =1
alternative hypothesis: true mean is not equal to O
95 percent confidence interval:

-0.4702982 0.4702982
sample estimates:

mean of Xx
-1.52615e-17

durbinwatsonTest(model)
lag Autocorrelation D-W Statistic p-value
1 0.5958889 0.7025064 0
Alternative hypothesis: rho != 0



Podivame se na podrobné informace o modelu:
summary (model)

Call:
Im(formula = y ~ x + xkv)
Residuals:
Min 1Q Median 3Q Max

-1.8817 -0.7343 0.2185 0.5356 1.5361

Coefficients:
Estimate Std. Error t value Pr(>|t])

(Intercept) -20.772255 3.373256 -6.158 1.05e-05 #*=*
1.565102 0.189559  8.257 2.37e-07 ***
xkv -0.017289 0.002535 -6.819 2.99e-06 ***

Signif. codes: 0 ‘***’ (0.001 ‘**’ 0.01 ‘*’ 0.05 °

. 0.1 ¢

Residual standard error: 1.062 on 17 degrees of freedom
Multiple R-squared: 0.9124, Adjusted R-squared: 0.9021
F-statistic: 88.52 on 2 and 17 DF, p-value: 1.027e-09

Vypocet 95% interval spolehlivosti pro regresni parametry:
confint(model)
2.5 % 97.5 %

(Intercept) -27.88920254 -13.65530683
1.16516818 1.96503626
xkv -0.02263843 -0.01193997

1



Vypocet stedni absolutni procentualni chyby predikce:

MAPE<-100 *

> MAPE
[1] 9.308607

mean (abs(model$residuals/y))

Vykresleni regresni paraboly sptie s 95% pasem spolehllvostl a 95% prédikn pasem:
interval.spol <-predict(model,interval="'confidence")
pred.interval <= predict(model, 1nterva1— pred1ct )
plot(x,y,xlab="pocet zakazniku' , y1ab "trzba')

11nes(x 1nterva1 spol[,1],col="red")

>

>
>
>
>
+

11nes(x interval. spo1[ 2],
1ines(x,interva1.spo][,3],
Tines(x,pred.intervall[,2],
Tines(x,pred.intervall[,3],
lTegend("topleft",c('model"',

col=c('red"',

'red’',

col="red', 1ty=2)

col="red', 1lty=2)

col="blue', 1ty=2)

col="blue', Tty=2)

'IS', 'pred. int.'), lty=c(1,2,2),
"'blue'))
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