Vicerozmeérna data, jejich popis a vizualizace




Vicerozmeérna data

PROMENNE
D | Pohlavi Vék  Vvaha MMSE  Objem
skore hipokampu
muz 84 85,5 29 7030
Zena 25 62,0 28 6984

OBJEKTY (SUBJEKTY)
AW N -

Poznamka: proménné oznacovany i jako znaky, pozorovani, diskriminatory, priznakové
proménné Ci pfiznaky
Anglicky oznaceni pouze jednim terminem: feature
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Maticovy zapis datového souboru

PROMENNE
_ || Pohlavi  vek  vaha  MMSE _Objem
> i skore hipokampu
Cx |1 | muz 84 855 29 7030
LLI -
|2 (2 zena 25 62,0 28 6984
O 3z
[ X X X, |
! 2 7 maticovy zapis datového
X = Xor Xy 0 Xy, souboru n objektd
: : : (subjektt), které jsou
popsané p promeénnymi
_xnl xn2 o xnp ]

jeden prvek matice x; je hodnota j-te proménné u i-teho objektu
(subjektu), pricemz j=1,...,pai=1,..,n
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Typy dat - opakovani

* Kvalitativni (kategorialni) data:

* Binarni data Q d

* Nominalni data

e Ordindlni data

 Kvantitativni data:

* |ntervalova data — L, retee————

* Pomérova data
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Vizualizace jednorozmérnych dat - opakovani

Kolacovy graf e Sloupkovy graf
Pohlavi % T
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K ¢emu nam muze pomoci vizualizace dat?

— odhaleni problému v datech

id vek pohlavi cholesterol vyska vaha obvod _pasu obvod _boku BMI sys_tlak dia_tlak
1 38 VA 4.6 164 45 60 87 16.7 120 80

2 36 Z 4.35 167 90 97 112 323 130 80

3 26 VA 178 70 72 94 22.1 127 80

4 25 VA 4.2 165 59 65 92 21.7 130 80

5 47 M 5.65 158 92 96 26.8 155 90

6 21 VA 6.35 61 69 98 20.6 135 80

7 23 VA 3.45 82 92 113 28.4 130 80

8 35 M 7.99 90 101 110 28.1 140 88

9 33 Z 4.88 57 70 92 20.4 140 85

10 48 VA 9.56 164 70 93 107 26.0 250 97

11 25 M 3.1 186 75 81 102 21.7 120 70

12 41 Z 10 167 71 101 22.2 140 90

13 29 Y4 4.2 165 66 98 21.3 120 80

14 24 M 5.62 174 92 107 26.4 156 90

15 57 Z 7.9 164 “ 73 100 23.4 135 \90
Chybné hodnoty Chybéjici hodnoty Odlehlé hodnoty
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Problémy v datech — chybéjici hodnoty

* snaha, aby v datech vibec nenastaly

e pokud vsak nastanou, je silné nedoporucovano délat kazdou analyzu na jinak velkém
souboru (tzv. ,,casewise” odstranovani objektll) - 3 mozna reseni:

1. vyloucit z analyzy vsechny objekty, u nichz se vyskytla néjaka chybéjici
hodnota (tzv. ,listwise” odstranéni objekt():
- pokud chybéjicich hodnot mnoho, zbyde pouze malo objektu

- pozor na systematicky chybéjici hodnoty — mize dojit ke zkresleni
vysledku analyz

- obcas vhodné odstranit proménné s mnoha chybéjicimi hodnotami misto
objektl, pokud proménné nejsou duilezité pro analyzu
2. definovani souboru s vyplnénymi ,klicovymi“ proménnymi:
- na tomto souboru provedena vétsina analyz
- dalsi analyzy délany na podsouboru s mensim poctem subjekt(

3. doplnéni chybégjicich hodnot (tzv. imputace):
- doplnéni primérem z hodnot, které jsou pro danou proménnou k dispozici
- doplnéni hodnot na zdkladé regresnich model(
- pozor! doplnéni hodnot vSak muze zkreslit vysledky analyz
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Problémy v datech — odlehlé hodnoty

* kidentifikaci odlehlych hodnot mohou pomoci nap¥. teckové, maticové Ci
krabicové grafy

* jetreba rozliSovat:

1. odlehlé hodnoty, které jsou zpusobeny chybou (méficich pristroji apod.) -
jsou to vétSinou nereadlné hodnoty - je vhodné je smazat a dale s nimi
zachazet jako s chybéjicimi hodnotami

2. odlehlé hodnoty, které jsou fyziologické (tzn. jsou to realné hodnoty) = je
vhodné tyto hodnoty v datech ponechat, pokud je to mozné a nezkresli to
analyzu a pouzit neparametrické metody analyzy dat

- priklad, kdy je vhodné odlehlou hodnotu v souboru ponechat: pacienti
Alzheimerovou chorobou v nasem souboru maji hodnotu MMSE skdre vétsi
nez 15, jeden pacient ma vSak hodnotu skore 7 (je to redlnd hodnota,
smazanim bychom umeéle snizili variabilitu)

- priklad, kdy je nevhodné odlehlou hodnotu v souboru ponechat: chceme mérit
vySku 15-letych déti — dité trpici nanismem méftici 80 cm by prdmérnou vysku
velice zkreslilo, proto ho ze souboru vyradime
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Vizualizace vicerozmeérnych dat

3D sloupkové grafy
e dvourozmeérny histogram
* maticové grafy
* krabicové grafy pro vice proménnych
* ikonové (symbolové) grafy:
— profilové sloupce
— profily
— paprskové (hvézdicové) grafy

— polygony
— pavucinoveé grafy
— Chernoffovy tvare
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3D sloupkové grafy

vzajemny vyskyt kategorii dvou kategorialnich proménnych
v softwaru Statistica: Graphs — 3D Sequential Graphs — Bivariate Histograms...
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Dvourozmerny histogram

pro vykresleni vztahu dvou spojitych proménnych

v softwaru Statistica: Graphs — 3D Sequential Graphs — Bivariate Histograms...
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Teckovy graf

* rovneéz pro vykresleni vztahu dvou spojitych proménnych
e v softwaru Statistica: Graphs — Scatterplots...
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Teckovy graf — pridani kategorialni proménné

* zahrnuti kategoridlni proménné do grafu pouzitim riiznych symboll ¢i barev pro
jednotlivé skupiny urcené danou kategorialni proménnou

e v softwaru Statistica: Graphs — Scatterplots — na zalozce Categorized zahrnout On u
X-Categorized, vybrat kategorialni proménnou pomoci Change Variable a zménit
Layout na Overlaid
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Maticovy graf

e vykresleni vztahu vice spojitych proménnych
e v softwaru Statistica: Graphs — Matrix Plots...
* upozornéni: nastaveni, jak se vyporadat s chybéjicimi hodnotami
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e v softwaru Statistica:

Maticovy graf — na diagonale krabicové grafy

Display: Box plot

Graphs — Matrix Plots...; na zalozce Advanced zatrhnout
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Krabicové grafy pro vice proménnych

ukazi nam, zda maji proménné podobny rozsah hodnot

v softwaru Statistica: oznacit prislusné sloupecky v datech — Graphs — Graphs of
Block Data — Box Plot: Block columns

220
200

180 ﬂ:‘]
160

140
|
120 ¢

100 4
80 + I%
]

B0 F

40 +

20 + I%

ol E-5

2 —
% E JEZE & JE‘: % E-I g, o Median
g - = e T & [125%-75%
2 g 2 = T Non-Outlier Range
“ b S =, o Outliers
o # Extremes

MU

|
IBA °

e
3
Fi

,

“Pana

BREs,

o

% Ji¥i Jarkovsky, Simona Littnerova, Eva Janousova, Lucie BroZova: Pokrocilé statistické metody

16




Vicenasobné krabicové grafy
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lkonoveé (symbolové) grafy

* hodnoty znaku zndzornény jako geometrické utvary ¢i symboly

 kazdému objektu (subjektu) odpovida jeden obrazec slozeny z téchto
geometrickych utvard ¢i symbolu

* umozZnivizualné porovnat, které objekty (subjekty) jsou si podobné
 mnoho druh, v softwaru Statistica napt.:

Profilové sloupce

Profily

Paprskové (hvézdicové) grafy
Polygony

Pavucinové grafy

S A i

Chernoffovy tvare
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lkonoveé grafy — profilové sloupce

* vysky sloupct odpovidaji relativnim hodnotam proménnych (relativni
hodnota je podil plivodni hodnoty a maxima z absolutnich hodnot dané
promeénné)

* v softwaru Statistica: Graphs — Icon Plots... — Graph type: Columns
— zvolit proménné — na zalozce Options 1 zatrhnout ,Display case labels”

1 P 1 1Y

Left to right:
vek
cel_cholesterol
I 0 I I vaha
sys_tlak
#16 #17 #18 #19 #20 dia_tlak
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lkonoveé grafy — profily

* obdoba profilovych sloupcd, jen se stfedy hornich hran profilovych

sloupct spoji useckami
e v softwaru Statistica: Graphs — Icon Plots... — Graph type: Profiles

— zvolit proménné — na zalozce Options 1 zatrhnout ,Display case labels”

yowvy gy - |
Y YIPW] VI

#16 #17 #186 #19 #20

Left to right:
vek
cel_cholesteral
vaha

sys_tlak
dia_tlak
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lkonové grafy — paprskové (hvézdicové) grafy

e vzdalenosti od stredu odpovidaji relativnim hodnotam proménnych

e v softwaru Statistica: Graphs — Icon Plots... — Graph type: Stars
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

< A N - <K

#1 #2 #3 #4 #5

#b #7 #3 #9 #10

#11 #12 #13 #14 #15
Clockwise:
vek

Q ‘:ﬁ % @ cel_cholesterol
vaha
sys_tlak

#16 #17 #18 #19 #20 dia_tlak
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lkonové grafy — polygony

 obdoba paprskovych grafl, jen jsou vyplnéné

e v softwaru Statistica: Graphs — Icon Plots... — Graph type: Polygons
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

¢ N - @

#1 #2 #3 #d #5
#b #1 #B #9 #10
#11 #12 #13 #14 #15

Left to right:
vek

‘ ﬂ ‘ ‘ cel_cholesterol
vaha

sys_tlak

#16 #17 #18 #19 #20 dia_tlak
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lkonove grafy — pavucinové grafy

* obdoba paprskovych grafli, pridano znazornéni maxima absolutnich hodnot

e v softwaru Statistica: Graphs — Icon Plots... — Graph type: Sun Rays
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

S

#10

Ak ok
4 oA A
Ak oA
ook oA

%

#11 #12 #13 #14 #15
Clockwise:
vek
cel_cholesterol
vaha
sys_tlak

#16 #17 #18 #19 #20 dia tlak

WU ,._,“‘1'\'!”’?"‘,,
.’.B.A_ H M!ﬁ@; Jifi Jarkovsky, Simona Littnerovd, Eva Janousova, Lucie BroZova: Pokrocilé statistické metody 23
%,4_
T &




lkonoveé grafy — Chernoffovy tvare

promeénné znazornény jako casti obliceje

v softwaru Statistica: Graphs — Icon Plots... — Graph type: Chernoff Faces
— zvolit proménné — na zalozce Options 1 zatrhnout , Display case labels”

— facefw = vek

— earflev = cel_cholesterol
— halfface/h = vaha

— upfacelecc = sys_tlak
— lofacelecc = dia_tlak
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Vicerozmeérné statistické rozdéleni a testy




Vlyznam rozdéleni ve vicerozmérném prostoru

* Pouzitelnost mnohych klasickych statistickych metod a postupl vyzaduje
predpoklad o normalnim rozdéleni sledovanych proménnych.

* Podminka normality vyplyva z toho, ze metody zalozené na tomto predpokladu
mohou vyuzit kompletni matematicky aparat schovany za danou statistickou
metodou. Tyto metody jsou také relativné snadno pochopitelné a se ziskanymi
resenimi se dobre pracuje.

e Ovsem v realném svete byva obtizné predpoklad o normalnim rozlozeni dodrzet,
v mnohych oblastech prirodnich a mnohdy i technickych obord neni tento
predpoklad samozrejmosti.

* Predpokladejme vSak normalitu a predpoklad o jedné normalné rozlozené
nahodné proménné muzeme rozsifit na predpoklad simultanniho normalniho
rozlozeni dvou a vice nahodnych proménnych. Nékteré vicerozmeérné postupy a
metody vychazeji z predpokladu vicerozmérného normalniho rozdéleni.
Vicerozmérné normalni rozdéleni mlze byt také velmi uzite¢nou aproximaci
rdznych jinych simultdnnich rozdéleni.
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Rozdéleni dat ve vicerozmérném prostoru

» Klasicka jednorozmérna rozdéleni a testy maji svuj protéjsek ve vicerozmérném
prostoru; analogii Ize nalézt v podstaté ke kazdému z nich

e Obrazky zobrazuji 1D, 2D a 3D normalni rozdéleni

* Pri popisu vicerozmeérnych dat se uplatnuji stejné charakteristiky jako pri popisu
dat jednorozmérnych, nicméné nyni jiz ne jako jedno Cislo, ale jako vektor

5 6 7 8 9 10 11 12 13 14 15
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Pojmy popisu vicerozmérnych rozdéleni

* Centroid
— prdmér nebo medidn nebo jina charakteristika stfredu spocétenda pro vSechny dimenze
— Je popsan vektorem charakteristik stfedu
— Pouzivan jako popisna statistika nebo i jako soucast vypoctu shlukovacich metod
— virtualni stred vicerozmérného shluku”

e Medoid

— Medoid je reprezentativni objekt datového souboru nebo shluku v datech, jehoz primér
podobnosti od vSech ostatnich objektd v datech nebo ve shluku je minimalni.

— Medoid ma podobny vyznam jako primér nebo centroid, jen je vZdy reprezentovan
realnym objektem z datového souboru.

— Medoid byva nejcastéji pouzivan tam, kde neni definovan priimér nebo centroid (napf.
tfi a vicerozmérny prostor). Tento termin se pouziva pri shlukové analyze.
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Vicerozmeérné charakteristiky rozdéeleni

e Zakladni charakteristikou vicerozmérného rozdéleni je vektor strednich hodnot
(vektor prumeéri)

)]
E(X) = FOC)
[E(X,)]
* akovariacni matice 0! 0,0, - 0,0,
¥ = var(X) = cov(X) = 9291 022 JQ:UP
o,0, 0,0, 012]

 kde je 9, kovariance dvou nahodnych velicin, t;j.

o, =cov(X,,X,)=E(X, -E(X,))X, -E(X,))
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Priklad

e Spoctéte vektor strednich hodnot a vybérovou kovariancni matici pro soubor 3
subjektl, u nichz byly naméreny hodnoty objemu hipokampu a mozkovych komor,
pricemz nameérené hodnoty byly zaznamenany do nasledujici datové matice:

2 12
X=14 10
3 8
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— N

Priklad - resen

13

Objem Objem E
ID ] A o 12 o
hipokampu mozkovych komor < .
1 2 12 2 1 * o
4 10 S
£
3 8 o 8 °
S
Vektor stfednich hodnot: 1 2Objem hiiokampu * °
X llzn 1Zn ] [1 24 443) S(12 410 8] (3 10]
X=\|- Xi1 = Xpp| = |z 2+ 4+ — + 10 + =
.y, . S S
Kovariancni matice: S = [ 1 12], kde:
S21 S22

1 — 1 1
511 =E ?:1(3’(1'1—?(1)2 =E((2—3)2+ (4—3)2"' (3—3)2) =E(1+ 1+0) =1
1 - 1
Spo = —— 2 (Xip — Xp)* = ;((12 —10)2+ (10— 10)2+ (8—10)?) =4
1 — —
S21 = S12 = —— Mg (Xi1 = X)(Xiz — Xp) = 55— [ 11 —41]

S (2-3)(12-10) + (4 —3)(10— 10) + 3—3)(8— 10)) = -1
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Priklady vicerozmérného rozdéleni
R — knihovna MSBVAR

[ e Bsctage_wincoms bl

IR R Console

"997" 8.82455813716143 9.16155239420353 9.8921714214068546
"998" 10.3204216587675 9.42518922477533 9.00039864882276
"999" 10.2934553138610 11.0164866424562 10.0676849495944
"1000™ 9.97107440422063 9.40092345810796 10.5632188239131
Rebuilding the help.search() database

database rebuilt
write.table (X, "®.THEL")
vmatl=matrix(c(1,0,0, 0,1,0,
xl<-rmultnorm (1000, c (10,10,
write.table(x1,"®1l.txt™)

0,0,1),3,3)

10}, wvmatl, tol = 1le-10)

vmatl=-matrix(c(1l,0,0, 0,1,0,
xl<-rmultnorm(l1000,c (10,10,

0,0,1),3,3)
10y, vmatl,

vmatZ=matrixic(l1,0.5,0.5,
x2<-rmultnorm (1000, (10,10,

0.5,1,0.5,
109, vmatz,

©0.5,0.5,1),3,

tol = le-1 tol = 1le-10)

write.table(x2,"=x2.txt™)

vmat3=matrix(c(1,1,1, 1,1,1,
Xx3<-rmultnorm (1000, c (10,10,
write.table(x3,"x3.LxL™)

1,1,1),3,3)

10}, vmat3, tol = le-1

vmat4=matrixi(c(1,0.7,0.7,
x4<-rmultnorm (1000, c (10,10,
write.table (x4, "®4.LxL™)

0.7,1,0.7,
10}, vmat4,

2.7,0.1,1),3,
tol = le-1

write.table (x1,"x1.txt")

vmatZ=matrix(c(l,0.5,0.5,

x2<-rmultnorm(l1000,c (10,10,

write.table (x2,"x2.txt")

vmat3=matrixic(l,1,1,

write.table (%3, "x3.txt")

0.5,0.5,1),3,3)

1,1,1,
x3<-rmultnorm(1000,c(10,10,

local {{pkg «<- =select.li=t (sort(.packages(all.availj
if (nchar(pkg)) librarv(pkg, character.onlv=TRUE)})

>
>
>
>
>
>
>
>
>
>
>
>
>
>
>
>
>
+
|

~
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Priklad vicerozmeérného rozdéleni |

vmatl=matrix(c(1,0,0, 0,1,0, 0,0,1),3,3)
x1<-rmultnorm(1000,c(10,10, 10), vmatl, tol = 1e-10)
write.table(x1,"x1.txt")
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Priklad vicerozmeérného rozdéleni Il

vmat2=matrix(c(1,0.5,0.5, 0.5,1,0.5, 0.5,0.5,1),3,3)
x2<-rmultnorm(1000,c(10,10, 10), vmat2, tol = 1e-10)
write.table(x2,"x2.txt")
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Priklad vicerozmeérného rozdéleni Il

vmat4=matrix(c(1,0.7,0.7, 0.7,1,0.7, 0.7,0.1,1),3,3)
x4<-rmultnorm(1000,c(10,10, 10), vmat4, tol = 1e-10)
write.table(x4,"x4.txt")
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Priklad vicerozmeérného rozdéleni IV

vmat3=matrix(c(1,1,1, 1,1,1, 1,1,1),3,3)
x3<-rmultnorm(1000,c(10,10, 10), vmat3, tol = 1e-10)
write.table(x3,"x3.txt")
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Wishartovo rozdéleni

* Wishartovo rozdéleni je vicerozmérnym zobecnénim chi-square rozdéleni

* Prfi odvozeni nékterych dulezitych algoritmu ve vicerozmérné statistické analyze se

uplatnuje dale uvedena vlastnost Wishartova rozdéleni.

e Soucet nezavislych nahodnych matic s Wishartovym rozdélenim se shodnou
stfedni hodnotou je rovnéz Wishartovo rozdéleni se stejnou stredni hodnotou,
pricemz stupné volnosti se scitaji.

A=A +A, +.tA, i
M A, ~W z
A, ~Wp(vh,2),h:1,2,...,H} b P(;Vh j
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Hotellingovo rozdéleni

Jedna se o zobecnéni t- rozdéleni pro p-rozmeérny prostor

UvaZujme reguldrni ¢tvercovou matici A p-tého fadu a rozdélenim W,(v.Z) a na A nezavisly p-
polozkovy vektor a s rozdélenim Np(op,%) Potom kvadraticka forma Q, =cva’A™a m3
Hotellingovo rozdéleni T? (p, v — p+1).

V jednorozmérném normalnim rozdéleni se pfi testovani hypotéz o stfedni hodnoté pouziva
statistika (jednovybérovy t-test)  y - N(w,o?)mm - 222~ t(n-1)
s* (x)

n [ 1 [—
Druhou mocninu této statistiky mdzeme upravit a zapsat ve tvaru t’ =n(x —plsz(x)] 1(x —p)
Tento vyraz odpovida p-rozmérné statistice, vhodné k usudku o y, ktera ma Hotellingovo
rozdéleni T? s p a n—p stupni volnosti, jedna se tedy o zobecnéni t- rozdéleni pro p-rozmérny

prostor. MiZeme tedy psat N (u,£)m - n(x-p)'S™ ~T*(p.n —p)
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Normalita ve vicerozmérném prostoru

Normalita ve vicerozmérném prostoru
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Nenormalni rozlozeni ve vicerozmérném prostoru
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Nenormalni rozlozeni ve vicerozmérném prostoru
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Je normalita v jednorozmérném prostoru jedinou
podminkou vicerozmeérné normality?

400 — T T T T T T T T T T 400
350 350
300 300
250 250
200 + 200
150 150
100 r 100
50 - 50
0 0

5 6 7 8 9 10 11 12 13 14 15
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Je normalita v jednorozmérném prostoru jedinou
podminkou vicerozmeérné normality?

200 20 —————+—+++—
180 f 180
160 160
140 140
120 120
100 100
80 I 80
60 60
40 + 40
20 20
0 —_ 0 - o
60 70 80 90 100 11.0 120 13.0 14.0 60 70 80 90 100 11.0 12.0 13.0 14.0
65 75 85 95 105 115 125 135 65 75 85 95 105 115 125 135
140 -
120 L
100 L
<4
o
440
0 |
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Je normalita v jednorozmérném prostoru jedinou
podminkou vicerozmeérné normality?

200 200 VAR
180 | 180 |
160 160
140 140 +
120 120 +
100 100 +
80 I 80
60 60
40 + 40
20 i i P 20 i i
0 =4 | : I B= 0 i i LI B
60 70 80 90 100 11.0 120 13.0 14.0 . 9.0 100 11.0 120 13.0 14.0
65 75 85 95 105 115 125 135 65 75 85 95 105 115 125 135
14
13 +
12 +
11+
10 ¢ o) )
9l
8l
71
6 1 1 1 1 1 1 1
6 7 8 9 10 11 12 13 14
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Vicerozmerny outlier
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Ovéreni dvourozmeéerné normality

Bagplot =, bivariate boxplot” (tzn. ,,dvourozmérny krabicovy graf”)
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Ovéreni dvourozmeéerné normality

7 A4 7 . (l 0 .
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Srovnani primeru ve vicerozmérném prostoru

* Pro zobecnéni t-testu pro p

rozméru se vyuziva Hottelingovo
rozdéleni

T =0 - -8 S e -, o)

 kded=u -1, (nejcastéji &6 =0), ma
opét Hotellingovo rozdéleni
S parametryp, n—p -1

T-tests; Grouping: group (vicerozmerne_modelove)
Group 1: 1; Group 2: 2
Hotelling T2=23280.9 F(3,1996)=7752.5 p<0.0000

Mean

Mean

t-wvalue

df p [ValidM | Valid M | Std.Dev. | Std.Dev. | F-ratio p
Variable 1 2 1 2 1 2 Variances | Variances
W1 10.00068 1400065 -87.3755) 1998 0.00 1000 1000 1.023659) 1.02365%9 1.000000 1.000000
V2 9.96685| 13.96685) -89.5763| 1993 0.00 1000 1DDD|D.9985D3!D.998503 1.000000  1.000000
V3 10.00140 1400140 -858.5272) 1998 0.00 1000 1000 1.010342| 1.010342  1.000000| 1.000000
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Typy transformaci a jinych uprav vicerozmérnych dat

* normalizace dat (= prevod na normalni rozdéleni)
 standardizace dat

* min-max normalizace

e centrovani dat

e odstranéni vlivu kovariat na jiné proménné

MU “‘1'\“”&*‘,
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Normalizace dat

e prevod na normalni rozdéleni (normalita je predpokladem rady statistickych testi).
* napr. logaritmicka transformace: X = In(Y) nebo X = In(Y+1), pokud data obsahuiji

hodnotu O
Asymetrické rozdéleni Normalni rozdéleni
f(y) f(x)
X = In(Y)
oy >
Median Prumer
->€ > £
Geometricky prameér y Median Primér In (y)

e dalsi priklady:
— odmocninova transf. (pro proménné s Poissonovym rozlozenim nebo
obecné data typu pocet jedincd, bunék apod.: ¥ = ./ynebo X = /Y +1
— arcsin transfomace (pro proménné s binomickym rozlozenim)
— Box-Coxova tranformace
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Standardizace dat

» dlvod: prevod proménnych na stejné méritko

Xi—X

* standardizace: z; = (tzn. odecteni pruméru od jednotlivych hodnot a
podéleni smérodatnou odchylkou)

* promenné budou mit rozsah priblizne od -3 do 3

* ziskame tim soucasné i tzv. z-skore (které vyjadruje, o kolik smérodatnych

e pozor: standardizace je nevhodna v pripade, ze proménné nemaji
normalni rozdéleni a ze se v datech vyskytuji odlehlé hodnoty!!!

14000 ¢ 2

12000 } £3 e ; i

10000 | ) :

2000 | Tt

sooo t %] » 0y I:EII I:E] |E| |:D:| |:D:| E:II

A000 } & %L' ; :

2000 | i3 -3+

D —— -4 Y

T o o 5] =] I= 2 2 2 £ g 2
= = = = = = - - 7 " o =
o o @ g g T 2 = 3 £ 5 3
2 § E 3 E & 2 § E &z § B
% = % ?-ﬁ g EI o Median E g T‘E % g EI 5 Meskan
o e o 'l 5 = £ B
% E £ 3 G em. res: ?‘t < F = []25%-75%
g T Min-Max £ Tt
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Min-max normalizace

» dlvod: prevod promeénnych na stejné méritko
» oproti standardizaci vhodna i na proménné nemajici normalni rozdéleni Ci
obsahujici odlehlé hodnoty

x;—min(x)
max(x)—min(x)

* min-maxnormalizace: y; =

* rozsah hodnot proméennych po min-max normalizacijeod 0 do 1

14000 1.2 1

12000 %j = 10+
10000 | 0.8
3000 | '
o 2 - JH
4000 | = [TLU 04| B
2000 i3 02
D i i i i i i
= ® ©® B B T 0.0 -
;‘-l .‘-=-I .“-'-I 1=-| .=-| Z'-\-I
s} = | i i L i L L
2 8 8 5§ & 3 “TTE E £ E E
E & 8 = & . e 2 g g g2 B _
= E s o g = o Median o A — o o Median
=3 = = []25%-75% = = £ & Z =5 [125%-75%
= T Min-Max E = = T Min-Max
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Centrovani dat

* odecteni prumeéru od dat — ziskame novou proméennou, ktera bude mit
prumér roven nule

*» dlOvod: centrovani je dulleZzitou podminkou nékterych pokrocilych
statistickych metod (napr. klasifikaCnich)

* centrovani:z; = x; — X

14000 3000 ¢
12000 ¢ £ % 2500 ¢
10000 | 2000
1500 +
8000 ¢ %] 1000 |
6000 | m) soo |
4000 ¢ === # 0t |:|:I|
2000 ¢ i3 -500
o 1000y
e g 5 2 2 2 -1500 |
2 = g E g5 3 2000
3 4 'E ‘@ E & E T € € £ €
m = Tf: — = — . 8 o = & S o
2 E g g & = o Median | I T T o Median
8 = = [] 25%-75% £ 2 ® T I 3 []25%-75%
T T Min-Max 5 * = T Min-Max
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Odstranéni vlivu kovariat (tzv. adjustace)

V prvnim kroku definujeme regresni model vztahu kovariaty (napr. véku) a dané proménné

Pro kazdého pacienta je vypocteno jeho reziduum od regresni pfimky

Reziduum (predstavujici hodnotu parametru po odecteni vlivu véku, jeho priimér je 0) je
pricteno k prlmérné hodnoté parametru

4. \Vysledna adjustovana hodnota ma odecten vliv véku, ale zaroven neni zménéna Ciselna
hodnota parametru
Pavodni data Adjustovand data
o o
Vék Vék
e + | +
I I I I I I I I I I I I I I
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2 O] ¥ n kRS | S . 20 Rt s ' = | e
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