Testy o korelacnim koeficientu

Mgr. Zdenka Gerslova

Priklad 1

Konvergence p a £ k normalnimu rozdéleni pro n — oo

Provedte simulaci pseudondhodnych ¢isel z Ny(,), kde py = 0, puy = 0, 07 = 1, 05 = 1,
M = 1000, p =0.8. Pro kazdé m = 1,2, ..., M, vypocitejte realizaci vybérového korela¢niho
koeficientu r,, a Fisherovy Z-transformace zg ,,. Zobrazte histogramy simulovanych r,, a
ZR,m & superponujte je teoretickymi hustotami prislusnych normélnich rozdéleni. Vytvorte an-
imaci zobrazujici rozdéleni vybérového korela¢niho koeficientu R a Fisherovy Z-transformace
pro rtizné rozsahy ndhodného vybéru n € {5,10,15,...,65,70}.

Porovnejte kvalitu konvergence R a Zp k normdalnimu rozdéleni pro n — oo.

Priklad 2

Konvergence p a £ k normalnimu rozdéleni pro p — 1

Vytvorte animaci zobrazujici konvergenci rozdéleni vybérového korelacniho koeficientu R a
Fisherovy Z-transformace k normdalnimu rozdéleni pro p — 0.9. Hodnoty koeficientu p volte
p €{0.1,0.2,...,0.9}, rozsah ndhodného vybéru zvolte (a) n =5, (b) n = 50.

Zamyslete se nad zménou kvality konvergence R a Zg k normalnimu rozdéleni pro p — 0.9
(je-li ngjakd). Také navzdjem porovnejte situace pro n =5 a n = 50.

Postup

Priklady 1 a 2 vypracujeme spolecné. Vytvorime funkci HistRho, kterd pro zadané parametry
vykresli histogramy vybérového korela¢niho koeficientu a Fisherovy Z-transformace superpono-
vané krivkou asymptotického rozdéleni.

Pozn.: ProtoZe tvorime funkci pro oba priklady, musime variancni matici dvourozmérného
rozdélent sestavovat az uvnitt funkce, protoZe v prikladu 2 ménime hodnotu p.



HistRho <- function(n, rho, xliml, x1im2, yliml, ylim2, M = 1000,
mu, sigmal, sigma2){
## xliml, zlim2, yliml, ylim2 ... vstupni parametry pro zmenu Tozsahu 0s
## histogramu: zliml = rozsah osy = pruniho histogramu atd.
## mu ... vektor strednich hodnot dvourozmer. norm. rozd.
## sigmal, sigmaZ2 ... sd pro dvourozmer. mnorm. T0zd.

Sigma <- matrix(c(sigmal ~ 2, rho * sigmal * sigma2,
rho * sigmal * sigma2, sigma2 ~ 2), 2, 2)

. # generovani dat

. # vypocet R a Z_R

. # posloupnosti pro vykresleni hustoty
. # histogram prolozeny krivkou hustoty

Generovani dat

## pruni zpusob - pomocti for cyklu
## vygenerujeme vzdy jedno rozdeleni a spocitame R a Z_R
R <- zR <- NULL
for(i in 1:M) {
XY <- MASS::mvrnorm(n, mu = mu, Sigma = Sigma)
R[i] <- cor(XY[ ,11, XY[ ,21)
zR[i] <- ... # vzorec pro Fisher. Z transformaci

¥

## pomoci replicate - ja osobne uprednostnuji

R <- replicate(M, cor(MASS::mvrnorm(n, mu = mu, Sigma = Sigma))[1, 2])
## vystupem z cor() aplikovaneho na munorm je cela korelacni matice,
## my chceme jen koeficient R, ktery je ma pozici [1,2] (nebo [2,1])
## rovnou uz mame cely vektor

zR <- ... # vzorec pro Fisher. Z transformaci

Asymptoticky:
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Vykresleni histogramu a krivky hustoty

## pro R © Z_R vykreslime histogram superponovany krivkou hustoty

xfit <- ... # sekvence pro vypocet hustoty
## pro R od -1 do 1, pro Z_R od min(Z_R - 1) do maz(Z_R + 1)
yfit <- ... # hustota prislusneho rozdeleni

## parametry graf. okna:
par (mfrow = c(1, 2), mar = c(5, 4, 1, 2))

. # vykresleni histogramu R/Z_R
. # pridani krivky hustoty pomoci lines

Pro vytvoreni animace potom definujeme prislusnou sekvenci n, resp. p a vykreslime animaci
pomoci for cyklu.

Vysledné animace pro priklad 1
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Animace asymptotického rozdéleni R a Zp pro ménici se n



Vsimnéte si, ze Fisherova Z-transformace konverguje k asymptotickému rozdéleni rychleji.

Animace pro pfiklad 2 (n = 5)
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Pro nizké rozsahy kvalita konvergence R neni uspokojiva, pro Zp se zhorsuje s rostoucim p.



Animace pro pfiklad 2 (n = 50)
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Prakticky priklad

Test o korela¢nim koeficientu p

Méjme datovy soubor one-sample-correlation-skull-mf.txt obsahujici idaje o nejvétsi
vysce mozkovny skull.pH (v mm) a morfologické vysce tvare face.H (v mm) starovéké egypt-
ské muzské a zenské populace.

Na hladiné vyznamnosti a = 0.05 testujte nulovou hypotézu o shodé korela¢niho koeficientu
nejvétsi vysky mozkovny a morfologické vysky tvare u muzu s hodnotou 0.251 (hodnota ko-
rela¢niho koeficientu mezi stejnymi proménnymi u novovéké egyptské populace). Testovani
provedte pomoci

(a) kritického oboru,

(b) intervalu spolehlivosti,

(¢) p-hodnoty pfi pouziti

(1) Waldovy testovaci statistiky Zyy,

(2) vérohodnostni testovaci statistiky U .

Dale vykreslete graf zobrazujici 95 % vérohodnostni interval spolehlivosti pro korela¢ni koefi-
cient p ziskany na zakladé U i testovaci statistiky.



Nacteni dat a test normality

Nacteni dat provedeme klasickym zplisobem, vybereme pouze muze. Pozor - soubor obsahuje
mnozstvi NA hodnot, ty je nutné odstranit pomoci funkce na.omit.

Pro otestovani predpokladu dvourozmérné normality pouzijeme testy z knihovny MVN - funkce
mvn, typ testu ménime parametrem mvnTest. Casto se pouziva Mardiuv test, ktery testuje
zvlast sikmost a Spicatost a dvourozmérnou normalitu zamita uz pri poruseni jedné z velicin.

Pozn.: Ve vjstupu funkce mun kromé p-hodnoty testu najdete YES/NO - v tomto pripadé YES
znamend, ze dand testovand velicina nevykazuje odchylku od normdlniho rozdélend.

MVN: :mvn(data.M, mvnTest = 'mardia')$multi

Test Statistic p value Result
1 Mardia Skewness 4.15619988627931 0.385279036110575 YES
2 Mardia Kurtosis -1.28198025744202 0.199849571904474 YES
3 MVN <NA> <NA> YES

## analogicky zkuste dalsi dva testy:
## Henze-Zirkler: munTest = 'hz'
## Royston: munTest = 'royston'

Grafické ovéreni dvourozmérné normality

Pro 3D zobrazeni dvourozmérné hustoty nejprve vypocitame jadrovy odhad hustoty pomoci
funkce kde2d z knihovny MASS a poté ji zobrazime pomoci funkce persp.

Pozn.: Z minulého semestru udajné zndte “trik” k ziskdni stredu intervald pro déleni barevné
skdaly, aby rizné “vysky” hustoty barevné odpovidaly. Pokud nemdte poZadavky na konkrétni
pocet intervalu, do kterjych chcete skalu delit, lze pouZit funkci persp3D z knihouny GA.

## prepocet stredu intervalu do skaly heat.colors
kd <- MASS::kde2d(skull.M, face.M, n = 50,
lims = c(min(skull.M) - 5, max(skull.M) + 5,
min(face.M) - 5, max(face.M) + 5))

x <- kd$x
y <- kd$y
Z <- kd$z
n <- dim(Z) [1]

stredy <- Z[-1, -1] + Z[-1, -n] + Z[-n , -1] + Z[-n , -n]



vyska <- cut(stredy, 12)

par(mar = c(1, 1, 0, 1))
persp(x, y, Z, xlab = ..., ylab = ..., zlab = ...,
theta = -20, phi = 30, col = heat.colors(12) [vyskal)

## pouziti persp3D
par(mar = c(1, 1, 0, 1))
GA::persp3D(x, y, Z, xlab = ..., ylab = ..., zlab = ...,
theta = -20, phi = 30, col.palette = heat.colors, border = 'black')

Graf dvourozmérné hustoty
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Elipsa spolehlivosti

Pro vykresleni elipsy spolehlivosti pouzijeme funkci dataEllipse z knihovny car. Pokud
data pochazeji z dvourozmérného normalniho rozdéleni, pak 95% elipsa spolehlivosti by méla
pokryvat alespon 95% dat.



Pozn.: Prakticky ovérujeme tak, Ze vypocitime 5% z rozsahu ndhodného vybéru a je-li pocet
bodu vné elipsy mensi nebo roven tomuto cislu, povazujeme predpoklad dvourozmeérné normality
za splnéenyg.

par(mar = c(5, 4, 2, 1))
car::dataEllipse(skull.M, face.M, level = 0.95,
xlim = c(122, 150), # nastaveni o neco vice nez je range dat

ylim = c(90, 141),

xlab = '',

ylab = ...,

main = '', pch = ...,

col = ¢c(...,...), # nejprve barva obrysu bodu, potom barva elipsy
bg = ..., # v pripade, ze chcete menit barvu vyplne bodu

lwd = 2, las = 1)
. # doplneni popisku

95% elipsa spolehlivosti
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Mardiuv test: sikmost = 0.3853, spicatost = 0.1998

Testovaci statistiky

Testujeme H : p = pg vs. Hy : p # pg, kde py = 0.251.



Odhad p na zékladé dat (fce cor()): p = 0.3306.
Waldova statistika:

1+R

1—-R

Vérohodnostni statistikas:

(1*/)0/’)\)2 ~ 2<a>
(1—=pg)(1—p?)
Vysledky: zy, = 1.1047989 a uy, p = 1.2417565.

ULR :nln

Intervaly spolehlivosti

Hranice Waldova DIS pro p jsou: tanh(zp — \Zf—fg), tanh(zp + %)

Vérohodnostni DIS: {p, : U g < x3(a)}.

Kritické hodnoty a p-hodnoty spocitdme postupy analogickymi predchozim jednovybérovym
pripadim (napf. testu o stfedni hodnoté). Nezapomerite, ze v R pii vypoctu kritické hodnoty
X3 () zadévame do funkce qchisq argument 1 - alpha.

## sekvence pro wvypocet hranic verohodnostniho DIS
rho.i <- seq(0.1, 0.6, by = 0.0001)

Tabulka vysledkii

statistika Wi Wan IS, ISy p-hodnota
Wald 1.1048 -1.96 1.9600 0.1869 0.4606 0.2692
Vérohodnost 1.2418 NA 3.8415 0.1880 0.4596 0.2651
Protoze hodnota test. statistiky ...... spadd/nespadd do kritického oboru .........., za-

mitdme/nezamitame H, o tom, ze hodnota korela¢niho koeficientu nejvétsi vysky mozkovny
a morfologické vysky tvare u muzi je rovna 0.251.

Protoze hodnota p, = 0.251 nélezi/nenalezi DIS ...................., zamitdme/nezamitame H o tom,
Ze ...
Protoze p-hodnota ........ je mensi/vétsi nez hladina vyznamnosti «, zamitdme/nezamitdme

H, o tom, ze ...

Interpretace: Mezi korela¢nim koeficientem nejvétsi vysky mozkovny a morfologické vysky



tvafe muzu starovéké a novovéké egyptské populace existuje/neexistuje statisticky vyznamny
rozdil.

Mezi nejvétsi vyskou mozkovny a morfologickou vyskou tvare muzu staroveké egyptské popu-
lace existuje mirny stupen primé linearni zavislosti (p = 0.3306).

Graf vérohodnostniho DIS
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