Testy o stredni hodnoté pri neznamém rozptylu

Mgr. Zdenka Gerslova

Teorie

Studijni materidly k pfedndskam: stka_ STATINF _statinference handout_ 02_ 2024 draft.pdf

kniha Aplikované statisticka inferencia I.,
kapitola 6.1 (od str. 143)

Prakticky piiklad

Z archivnich materialii (Schmidt, 1888) méme k dispozici ptuvodni kraniometrické udaje 215
dospélych muzt a 107 dospélych zen ze starovéké egyptské populace o basion—bregmatické
vysce lebky. Udaje jsou k dispozici v souboru two-samples-means-skull.txt. Soudasné
méme k dispozici hodnoty basion—bregmatické vysky (z,,, = 133.977,mm; & 5 = 126.942,mm)
a hodnoty smérodatné odchylky (s,, = 5.171,mm; s, = 4.430,mm) muzii a Zen novovéké
egyptské populace.

Na hladiné vyznamnosti a = 0.05 otestujte hypotézu o shodé stfedni hodnoty basion-
bregmatické vysky lebky zen staroegyptské populace se stiedni hodnotou basion-bregmatické
vysky lebky Zen novoveké egyptské populace, tj. nulovou hypotézu

Hg : pp = 126.942 oproti alternativni hypotéze

Hy « iy # 126.942.

Pred testovanim ovéite predpoklad normality.

Testovani provedte pomoci

(a) kritického oboru;

(b) intervalu spolehlivosti;

(¢) p-hodnoty

pfi pouziti testovacich statistik (1) Ty, (2) Uy, (3) Ug, (4) UL R.

Déle vykreslete grafy zobrazujici vérohodnostni intervaly spolehlivosti pro test o stfedni hod-
noté ziskané na zdkladé testovacich statistik Uy, Ug a U, .



Nacteni dat

Nacteme data, vyfiltrujeme (pomoci ==) pouze Zeny a proménnou skull.H, odstranime NA
hodnoty. Stfedni hodnotu a rozptyl nezname, proto je odhadneme pomoci mean() a var(Q),
resp. sd().

read.delim("cesta k souboru", sep = '\t', dec = '.")
skull.F <- datal[data$sex == 'f', 'skull.H']
skull.F <- na.omit(skull.F)

i = 125.682243
s = 4.6532564

Ovéreni normality

Normalitu ovéfime graficky (histogram, qq-plot) a testem (adekvatné rozsahu nah. vybéru)
U histogramu je nutné nastavit pocet tiidicich intervali pomoci Sturgesova pravidla

r <- 3.3 + loglO(n) + 1 # 6.32 —> 7
range(skull.F) # 117 136 -> 19 -> 21/7 = 3

Zaokrouhlime na nejblizsi vyssi celé ¢islo, spocitdme rozsah proménné a adekvatné ho rozsirime
tak, aby byl délitelny timto ¢islem, ¢imz ziskdme Sitku tiidicich intervali. Tedy v nasem
pripadé rozsitime rozsah na 116 - 137 a délka intervalu je 3.

b <- seq(116, 137, by = 3)
hist(..., breaks = b, ...)
lines(..., dnorm(..., mean(skull.F), sd(skull.F)), ...)

qgnorm(skull.F, ylab = 'vyberovy kvantil', ...)

qqline(skull.F, ...)

mtext ('teoreticky kvantil', side = 1, line = 2.2)

mtext(paste('Lillie-test: p-hodnota =', round(nortest::lillie.test(skull.F)$p.val, 4)), si
# zpusob, jak zadat vysledek testu do popisku grafu



Grafy pro ovéfeni normality
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basion—-bregmaticka vyska lebky ( Lillie-test: p—hodnota = 0.098!
Protoze p-hodnota Lillieforsova testu je ......., zamitdme/nezamitdme HO na hladiné vyz-

namnosti 0.05, a tedy predpokldddme, ze data pochdzeji/nepochizeji z normalniho rozdéleni.
Vizualnim posouzenim vidime/nevidime vyrazné odchylky od normality.

Testovaci statistiky

Vypocitame testovaci statistiku ¢y;, a ostatni statistiky vypocitdme pomoci vztahii mezi jed-
notlivymi typy statistik:

_ . mn 42 _ _nty
Uy = nflt » Us = n—1+t3, ’
” =nln(1+ iy kde t., = —Z—Ho_
LR n—1 )’ w S,_1/vn

(pozn.: pouzivime smérodatnou odchylku S tj. funkci sd())

n—1»

Vytvorime funkce pro vypocet statistik na zakladé statistiky ty;,, kde vstupem bude pravée
statistika ¢y;, a rozsah ndh. vybéru n.

UW <- function(tw, n){
uw <- tw "2 * (n/ (m - 1))
return (uw)

}



Vysledky:
ty = -2.8004105, uyy, = 7.9162827, ug = 7.3709506, uy, r = 7.6371306.

Funkce t.test()

V R lze pro vypocet t-statistiky testu o stfedni hodnoté pouzit rovnéz funkci t.test ()

t.test(skull.F, mu = 126.942)

One Sample t-test

data: skull.F
t = -2.8004, df = 106, p-value = 0.006067
alternative hypothesis: true mean is not equal to 126.942
95 percent confidence interval:
124.7904 126.5741
sample estimates:
mean of x
125.6822

Test pomoci kritického oboru

Waldav test: ¢,,_1(1 —a/2),t,,_1(a/2)

Test pomérem vérohodnosti: x?(a) (pozn.: v R zaddvdme jako 1-alpha)

alpha <- 0.05
(qw <- gt(alpha / 2, n - 1))

[1] -1.982597

(gqlr <- qgchisq(1l - alpha, 1))

[1] 3.841459

Méme tedy kritické obory Wy, = (—o0, —1.98) U (1.98,00) a W p = (3.84, 00).



Testy pomoci IS a p-hodnoty
Walditv IS méme ve vystupu funkce t.test () (vzorcem si vypoéitejte samostatné jako DU).

dhW <- t.test(skull.F, mu = 126.942)$conf.int[1]
hhW <- ...

Pro vérohodnostni IS musime sestrojit posloupnost pro p priblizné mezi hodnotami £—s, z+s o
minimélni délce 2000 (¢im vice bodu, tim presnéjsi mame hranice IS), vytvorit vektory hodnot
test. statistik v této posloupnosti a porovnat je s kritickou hodnotou:

mu_i <- seq(m - s, m + s, length = ...)
tW_i <~ (m - mu_i) / s * sqrt(n)
uW_i <- ... # statistika uW pro tW_i

dh_uW <- round(min(mu_il[uW_i < qlrl), 4)
hh_uW <- round(max(mu_i[uW_i < qlr]), 4)
# analogicky pro uS a ulR

## p-hodnoty

pW <= 2 * min(pt(tW, n - 1), 1 - pt(tW, n - 1))
p_uW <- 1 - pchisq(uW, 1)

p_uS <- ...

p_ulR <- ...

Nakonec sestavime tabulku vysledki, kde budou pro jednotlivé statistiky jejich hodnoty, hran-
ice IS, kritickych obora a p-hodnota testu.

Tabulka vysledkii

statistika Wi Wan IS, 1S, p-hodnota
tw -2.800 -1.983 1.983 124.790 126.574 0.006
Uy 7.916 NA 3.841 124.806 126.558 0.005
Ug 7.371 NA 3.841 124.792 126.572 0.007
Urp 7.637 NA 3.841 124.797 126.568 0.006

Interpretace: Mezi basion-bregmatickou vyskou lebky zZen starovéké a novovéké egyptské pop-
ulace existuje statisticky vyznamny rozdil (u — pg = -1.259757).



Grafy IS

par(mar = c(5, 4, 1, 0), mfrow = c(2,2))

plot(mu_i, uW_i, type = '1', ylim = c(0, 20), xlab = '',
ylab = bquote(U[W]), las = 1)

lines(mu_il[uW_i < qlr], uW_i[uW_i < qlr], col = 'coral', lwd = 2)

abline(...) # seda carkovana cara v hodnote kvantilu

mtext (bquote(mu), side = 1, line = 2.2)

mtext (bquote(paste('IS = (', .(dh_uwW), ', ', .(hh_uW), ')' D),
side = 1, line = 3.3)
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Priklad 2

Rozdéleni testovacich statistik ty;, a t%;

Necht nahodny vybér X pochazi z normalniho rozdéleni, t.j. X ~ N(u,0?), kde u = 150 a
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Postup

Vygenerujte M = 1000 pseudondhodnych vybért o rozsahu n = 5. Pro kazdy ndhodny vybér
vypocitejte hodnoty realizaci testovacich statistik. Vytvorte histogramy téchto testovacich
statistik a superponujte je krivkami prislusného rozdéleni. Déle vytvoite animaci, pomoci
které vizualizujete presnost rozdéleni testovacich statistik pfi raznych rozsazich nahodného
vybéru. Animaci vytvorte pro ménici se n € {5, 10,15, 20, 25, 30, 35, 40, 50, 100, 250, 500} .

V R vytvorime funkci TStat, ktera nadm pro vstupni parametry rozdéleni spocita test. statistiky
a v zavislosti na typu statistiky (parametr type) ndm vykresli histogramy prolozené kiivkou
prilusného rozdéleni.

Funkce TStat

TStat <- function(mu, sigma, M = 1000, n, type = 'tW') {
x <- rnorm(M * n, mu, sigma)
X <- matrix(x, nrow = M)
m <- apply(...) # vektor prumeru
s <- apply(...) # vektor vyb. sd
tW <- ... # tW

if (type == 'tW') {
X <- tW
main <- expression(t[W])
xlim = c(-7, 7)
xx <- seq(-7, 7, length = 512)
yy < ... # hustota Student. rozdeleni
# o n-1 stupnich volnosti

}
if (type == 'tW2') {...}
# rozsah x pro tw”2 volte (0,15)
if (type == 'uW') {

X <= ...

main <- ...



xlim = c(0, 10)

xx <- seq(0, 15, length = 512)
yy <- ... # hustota prislusneho rozdeleni pro uW
}
## doplnte pro uS a uLR
Tipy pro nastaveni histogramu:
## pokracovani funkce TStat
## nastavent histogramu
hist(..., main = '', ylim = c(0, 0.5),
xlim = xlim, breaks = 15)

box(bty = 'o')

. # vykresleni krivky hustoty
mtext(main, side = 1, line = 2.2)
mtext (bquote(paste(n == .(n))), side =

Vysledné animace

A}

#| fig-show: animate

#| eval: false
library(gifski)

n <-

par(mfrow = c(1, 2), mar =
for (i in 1:length(n)) {

TStat(mu = ..., sigma = ...

TStat(mu = ..., sigma =

}

Vyslednd animace pro Ty, a T3,

c(5, 5, 1, 1))
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Animace pro vérohodnostni statistiky
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Priklad 3

Porovnani testovacich statistik Uy, Ug a U »

Pomoci simula¢ni studie porovnejte tvary téchto tfi testovacich statistik a ukazte, ze plati
vztah US < ULR < UW

Vygenerujte M = 1000 ndhodnych vybéra X ~ N (0, 3) a pro kazdy vybér vypocitejte hodnoty
testovacich statistik Uy, Ug a U, g pro test nulové hypotézy
Hg : = pg = 0 oproti alternativni hypotéze H; : u # pg.

(A) Pro kazdou testovaci statistiku nésledné najdéte jeji jadrovy odhad a kiivky jadrového
odhadu pro pevné zvolené n vykreslete do jednoho grafu. Vytvorte animaci zobrazujici tvary
kiivek jadrovych odhadt testovacich statistik pri rostoucim rozsahu ndhodnych vybéra n.
Rozsah vybéra n volte postupné n = 2,3, ...,9,10, 15, 20, 25, 30, 35, 40, 50, 100, 250, 500.

(B) Déle vypocitejte prumérné hodnoty testovacich statistik Uy, Ug a Uy, g pro n = 5, 10,
100 a 1000 a zaneste je do jednoho grafu.
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Funkce PorovnaniU

PorovnaniU <- function(n, M = 1000, muO, mu, sigma, plot = T) {
X <- t(replicate(M, rnorm(n, mu, sigma)))
. # vypocet m, s, tw, uW, uS, ulLR jako u pr. 2

prumery <- c(mean(uW), mean(uS), mean(uLR)) # predchystani pro B)
if (plot == T) { # graf se vykresli pouze pro plot = T
plot(uW, # priprava prazdneho grafu
type = "n", ylim = c(0, 1), x1lim = c(0, 4),
xlab = "", ylab = "hustota", main = "", las =1
)
lines(density(uW, from = 0), col = "red") # krivka jadroveho odhadu hustoty,
# z definice nemuze byt statistika zaporna
. # dalsi 2 krivky, legenda
abline(v = 0, 1ty = 2, col = "gray60") # pridani ref. krivky do O
}
return(prumery = prumery)

}

11



Vysledna animace
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7 animace je patrné, ze se statistiky asymptoticky blizi. Také si muZeme vSimnout, Ze pro
malé rozsahy ndh. vybéru statistika Uy, selhdva a neni tedy pro testy o stfedni hodnoté pri
neznamém rozptylu v pripadech malych n vhodna.

B) graf praimérnych hodnot statistik

# pro vypocet prumeru pouzijeme funkci PorovnaniU s nastavenim plot = F
m5 <- PorovnaniU(muO = 0, mu = 0, sigma = sqrt(3), n = 5, plot = F)

ml0 <- ... # m100, m1000

m <- cbind(m5, m10, m100, m1000)

m_uW <- m[1, ] # prumery uW jsou v prvnim sloupci m

m_uS <- ... # prumery uS jsou ve druhem sloupci m

m_ulR <- ... # prumery uLR jsou ve tretim sloupci m

plot(1:4, m_uW, type = 'o', ylim = c(min(m_uS) - 0.1, max(m_uW) + 0.1),
axes = F, ...)

# ylim nastavujeme podle minima nejmensi a maxima nejvetsi statistiky

# type = 'o' vykresli body spojene carami
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axis(1l, at = c(1, 2, 3, 4), labels = c(5, 10, 100, 1000)) # zmena popisku osy x
# pridame dalsi krivky a legendu
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Priklad 4

Hustota a distribuéni funkce centrilniho a necentralniho t-rozdéleni

Nakreslete

(a) hustotu;

(b) distribu¢ni funkci

jednoho centrélniho a ¢tyf necentrdlnich t-rozdéleni t,, | y (0 = p—pg a A =0d/(c/y/n)) do
jednoho obrazku tak, aby byly odlisitelné barvou nebo typem cary. Zvolte pug = 0, 0 = 1.4,
n=26,6=0,05 08 1a1.2.

Postup v R

delta <- c(...) # vektor delta
barvy <- c(...) # zvolime vektor 5 barev

! , ylab = 'hustota', main = s

plot(0, 0, type n', xlab = 'x

13



las = 1, xlim = c(-4, 9), ylim = c(0, 0.5)) # predchystani grafu

for (i in 1:length(delta)) {

lambda <- ... # parametr necentrality pro deltalil
xfit <- seq(-5, 10, length = ...)

yfit <= ...(..., ..., ncp = lambda)

# hustota student. rozdeleni s n-1 stupni volnosti
lines(..., ..., col = barvyl[il)

## obdobne pro distribucni funkct

# nezapomente spravne nastavit ylim u distribucni fce
# v grafu distrib. fce cheme mit referencni caru

# v hodnote kvantilu t_n-1(1- alpha/2)

# ta by mela protinat krivku ve vysce 0.975

abline(v = qt(0.975, n), col = 'grey60', 1ty = 5)

Vytvoreni legendy

Protoze funkce legend () se prepisuje pii kazdém zavolani, je nutné zadat ji az na konci mimo
for cyklus (pokud bychom ji chtéli ponechat uvnitt cyklu, museli bychom nastavit postupné
posouvani soufadnic, kde se mé legenda vykreslit). K vykresleni symbolu § s ptislusnou
hodnotou mtzeme pouzit 2 zplisoby:

# 1. zpusob
legend('pozice', col = barvy,
legend = c(expression(paste(delta,' = 0.0')), # rucni nastaveni hodnoty
. # totez pro dalsi hodnoty
))
# 2. zpusob
legend('pozice', col = barvy,
legend = c(bquote(paste(delta == .(deltal1]))),
. # analogicky pro dalsi hodnoty
))
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Graf hustoty a distribucni fce
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Z grafu distribuc¢ni funkce 1ze pozorovat, jak necentralita ovliviiuje vztah kvantilu a distribuéni
fce. Déle lze z grafii pozorovat, ze s ménici se hodnotou A se méni nejen stfedni hodnota, ale

i rozptyl Studentova necentralniho rozdéleni.
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