Klasifikace obrazu I
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Tvorba tématickych map

Klasifikace je vedle analogové interpretace snimku
zakladnim krokem tématického mapovani s vyuzitim
obrazovych materialu DPZ
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Kvantitativni charakteristiky jsou transformovany
na kvalitativni

Klasifikace obrazu - zakladni pojmy

* Proces, pii kterém je jednotlivym obrazovym prvkim
piifazovan uréity informacéni vyznam.

¢ Cilem je nahradit hodnoty radiometrickych charakteristik
pavodniho obrazu, které vyjadiuji spektralni vlastnosti
objekti a jevii na ném zobrazenych, hodnotami vyjadiujicimi
tzv. informacéni tiidy (napi. land cover)

* Typ a obsah nové informace (napf. tématické mapy) zavisi
na zaméfeni celého projektu. Hledané informaéni tiidy jsou
definovany na po¢atku procesu klasifikace ve formé tzv.
klasifika¢niho schématu.

« Klasifikace neni procesem jednosmérnym, je procesem
iteracnim

Geometrické zaklady klasifikace

T

Jev je charakterizovan dvéma znaky - T, S

NejpouZivanéjSim kritériem podobnosti je
VZDALENOST.

Obecné - ¢im blize se nachazeji body v m-
rozmérném prostoru, tim jsou si podobné;jsi.

Euklidovska vzdalenost ve 2D

& d; =\/(X:|J _X:Lj)2 +(Xy _ij)2

Euklidovska vzdalenost ve 3D

| d; :\/(X:Li _X:Lj)2 +(Xy _ij)Z +(Xy _ij)z




Vzdalenost v m- rozmérném prostoru

Pomoci vlastnosti Euklidovského metrického
prostoru lze tento typ vzdalenosti bodu
definovat obecné pro m-rozmérny prostor:

dl] :1 Zm:(xkl _ij)z

Euklidovska vzdalenost pfedpoklada ortogonalitu
os definovaného prostoru - to znamena
vzijemnou nezavislost pouzitych znaku.

Klasifikator — rozhodovaci pravidlo

Klasifikace je zaloZena na poufZiti ur¢itych rozhodovacich pravidel
(tzv. klasifikatori), podle nichZ 1ze vSechny prvky obrazu zafadit do
urcité tfidy.

« Klasifikatory mohou byt obecné zaloZeny na nejruznéjsich
vlastnostech objekti a jevi v obraze. Podminkou je, Ze jevy ¢i objekty
v obraze se v hodnotach porovnavanych vlastnosti vzajemné
dostate¢n¢ odlisuji.

* Nejcastéji se vyuziva klasifikatort zalozenych na spektralnim
chovini.

« Klasifikatory tzv. prostorového chovani - zahrnuji rozpoznavaci
piiznaky jako texturu, vzajemnou vzdalenost (proximitu), velikost,
tvar, opakovatelnost ¢ kontext. Tyto klasifikatory se snaZzi simulovat
proces vizualni klasifikace.

*Klasifikatory ¢asového chovani vyuZivaji ¢asovych zmén objekti
jako prostiedku k jejich tfidéni (napf. u zemédélskych plodin se
nékteré jejich spektralni a prostorové parametry méni typicky s
Casem.

Klasifikatory spektralniho chovani

* K zatazeni vSech prvki obrazu do urcité tfidy pouZzivaji
multispektralnich dat a znalosti spektralniho chovani objekta

» Vychazi z predpokladu, Ze rizné objekty vykazuji odlisné
spektralni chovani na zakladé svych odrazovych nebo
vyzafovacich vlastnosti.

* Za nejjednodussi zpiisob automatické klasifikace zaloZeny na
znalosti odrazovych a vyzatujicich vlastnosti vyuZivajici pouze
jednoho pasma multispektralniho obrazu lze povaZovat napf.
techniky prahovani

 V diisledku mnoha vngj$ich i vnitinich vlivi jsou spektralni
vlastnosti riznych objekti v ur¢itém intervalu spektra podobné.
* Cely koncept Ize tedy zobecnit a pouZit pro charakterizovani
objekti a jevu vice charakteristik - vice pasem, ktera potom
definuji osy tzv. multispektralniho prostoru.

Spektralni pfiznaky a pfiznakovy prostor

Pokud naméfena & vypoétena charakteristika kazdého objektu
v urditém pasmu (intervalu spektra) bude zaroven piedstavovat
charakteristiku, podle které bude mozné objekt rozpoznat - tzv.
priznak - potom lze kazdé pasmo oznacit jako jeden rozmér tzv.
priznakového prostoru.
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Klasifikace zaloZena mna teorii spektralniho

chovani je tedy obecné procesem hledani v§ech
spektralnich tiid, které tvoii tfidu informacni.

Bodové klasifikatory

Klasifikatory zaloZzené na spektralnich vlastnostech se oznacuji
také jako bodové (,per-pixel“) klasifikatory,

K zafazeni obrazovych prvki do jednotlivych tfid nepouZzivaji
vlastnosti a pfiznaki okolnich pixeld, ale pouze pixelu
klasifikovaného.

Vzhledem k charakteru b&zné dostupnych obrazovych dat
vychazi cely koncept automatické klasifikace zaloZzené na
spektralnim chovani povrchi z uréitych zjednoduseni:

* citlivost snimaciho zafizeni je konstantni pro vSechna pasma
multispektralniho obrazu

 kazdy obrazovy prvek odpovida presné definované ploSe na zemském
povrchu

* kaZzdy obrazovy prvek predstavuje homogenni povrch ve smyslu jeho
spektralniho chovani

* naméiena data v kazdém pasmu maji norméalni rozdéleni

* kazdy obrazovy prvek miZe naleZet pouze k jedné klasifikované t¥idé




Zakladni druhy klasifikace

« klasifikace fizena, nefizena, hybridni

« klasifikace per pixel a per-object

« klasifikatory parametrické a neparametrické
« klasifikatory ,tvrdé“ a ,mékké“ (fuzzy)

* sub-pixelové klasifikace

« klasifikace zalozené na strojovém ufeni (rozhodovaci
stromy a neuronové sité)

* expertni systémy (knowledge-based, rule-based
classification)

Rizena klasifikace obrazu - obecny postup

1. definovani tzv. trénovacich ploch

2. vypocet statistickych charakteristik (tzv. spektralnich
priznakii) pro trénovaci plochy charakterizujici jednotlivé
tiidy, jejich editace a vybér vhodnych pasem pro vlastni
klasifikaci

3. volba vhodného rozhodovaciho pravidla (tzv.
klasifikatoru) pro zafazeni vSech prvki obrazu do
jednotlivych tiid

4. zatfidéni viech obrazovych prvki do vymezenych tiid

uprava, hodnoceni a prezentace vysledku klasifikace

1. Vytvofeni trénovacich ploch - vzora

B-les

C - zastavéna plocha

Trénovaci (udici) etapa

¢ Trénovaci etapa musi byt kompletni a
reprezentativni.

¢ Méla by zahrnovat téz podpUrna data.

¢ Trénovany jsou spektralni tfidy.

Definovani vhodnych trénovacich ploch
zavisi na téchto faktorech:

¢ Dostateény pocet pixelu v kazdé trénovaci plose: pro
vypocet reprezentativnich statistickych charakteristik je
potieba, aby trénovaci plochy pro kazdou tfidu byly tvofeny
minimalné 100 pixely.

¢ Vhodna velikost trénovacich ploch: Znacné velké trénovaci
plochy budou zvySovat miru nehomogenity pro danou tfidu,
naopak malé trénovaci plochy bude obtizné lokalizovat jak
v obraze, tak i pfi verifikaci v terénu.

¢ Vhodna poloha trénovacich ploch: Pro ucely testovani
vysledka klasifikace by mély byt trénovaci plochy umistovany
tak, aby bylo mozné je pfesné vymezit v terénu.

Definovani vhodnych trénovacich ploch
zavisi na téchto faktorech:

¢ Umisténi trénovacich ploch: trénovaci plochy by nemély zabirat
okrajové pixely daného povrchu, ktery maji reprezentovat, protoze ty
vétsinou obsahuji smiSenou spektralni informaci.

¢ Rozmisténi trénovacich ploch pro danou tfidu: v disledku
vnéjsich (napf. osvétleni scény), ale i vnitfnich vlivll (napf. rlzny
vodni obsah), mohou byt stejné povrchy reprezentovany ponékud
odliSnymi hodnotami radiometrickych charakteristik.

e Mirah genity tré ich ploch z hlediska jejich
spektralniho chovani: Bez ohledu na nasledné pouZité rozhodovaci
pravidlo k zafazeni pixelt do tfid, miry variability pixeld v trénovaci
plose jako rozptyl ¢i smérodatna odchylka jsou zakladnim
ukazatelem jejich vhodnosti. Nutnou podminkou pouZiti fady
klasifikatory je také normalita rozdéleni pixeld v trénovacich
plochach.




Prumér a rozptyl hodnot pixelu pro jedno pasmo

2. Vypocet statistickych charakteristik
jednotlivych tfid

Pixely trénovacich ploch tvoii vzorek (masku), pro ktery jsou
vypoc¢teny statistické charakteristiky, kazdé t¥idy.

Statistické charakteristiky jednotlivych kategorii popisuji tzv.
spektralni pfiznaky.

Spektralni pfiznaky (signatury) jsou charakterizovany mérami
urovné a mérami variability, nejcastéji:

¢ prumérovym vektorem

* rozptylem (smérodatnou odchylkou )

* kovarianéni matici

Rozptyl (variance) dvou pasem = kovariance
ptyl( ) P Prumérovy vektor

praméry z pixelt
v trénovacich
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Hodnoceni trénovacich ploch
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Histogramy znazoriujici rozdéleni hodnot v jednotlivych pasmech Spektro‘gram’[}‘)l\l;l(igfy ’l;;/iaze tr,;?v}[]_g’ B, l(t:' a Jelftn?lt hyha klgmﬁkovana
TM-2, TM-4 a TM-5 pro trénovaci plochy jedné vybrané tiidy pasma ’ a multispektrainino obrazu




+§ Scatter Plot: 3

Hodnoceni vzajemné separace tfid pomoci korela¢niho pole
dvou pasem a elipsy charakterizujici trénovaci mnoZzinu

kazdé tridy

Hodnoceni kvality trénovaci etapy

* Hodnoceni miry odli$nosti (separability) mezi jakymikoliv
dvéma tfidami muze byt vyjadfena také ve kvantitativni formé.
« Statistickou charakteristikou, ktera vyjadiuje miru separace
muze byt tzv. divergence - vazena vzdalenost mezi
prumérovymi vektory uvazovanych tiid

Dy = (€= Ceey = 61 + 2 - 60 - -1
iaj = porovnavané tfidy (signatury)
C; = kovarianéni matice tfidy i
I; = pramérovy vektor tfidy i
tr = ptrace“ funkce - suma prvku na hlavni diagonale
T = funkce transpozice

Matice divergenci

 Divergence nabyva hodnot v intervalu 0 az 2.

* Hodnota 0 znamena dokonalou shodu mezi charakteristikami
spektralnich pfiznaku porovnavanych tfid - tedy nejméné
vhodny vysledek.

* Hodnota 2 znamena idealni vysledek - tedy dostatecné
odliSeni zkoumané dvojice tfid.

* Za dobrou miru separability tfid jsou povazovany hodnoty
divergence v intervalu 1,9 az 2,0.

tiida voda les pole ttp

les 2,000

pole 2,000 2,000

ttp 2,000 1,993 1,879

hola pida 2,000 1,990 2,000 1,999
Priimirna Separabilita: 1.879
Minimalni Separabilita: 1.999
Maximalni Separabilita: 2.000

Vybér vhodnych pasem pro klasifikaci

« Jako objektivniho kritéria k vybéru nejvhodnéjsich pasem,
ktera budou nasledné vstupovat do klasifikace 1ze vyuzit také
hodnot divergenci.

* Statisticky popis spektralnich pfiznaktl je mozno v prvnim
kroku vygenerovat pro vétsi pocet puvodnich
i transformovanych pasem zpracovavaného obrazu.

* Z hodnot divergenci jsou uréena pasma nejvhodné&;jsi
(vétsinou 3 ¢i 4 pasma) a pro takto oznacena vhodna pasma
jsou poté znovu vypocteny statistické charakteristiky
spektralnich pfiznaku jednotlivych natrénovanych tfid.

3. Pouziti vhodného rozhodovaciho pravidla

Vysledkem predchozich dvou etap je tedy statisticky popis
hledanych tfid, vytvofeny na zakladé trénovacich ploch.

V klasifikaéni etapé jsou prostfednictvim vhodného
rozhodovaciho pravidla - klasifikatoru postupné zarazovany
jednotlivé prvky obrazu do jedné z trid.
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Nejuzivanéjsi per-pixel (bodové) Kklasifikatory

* Klasifikator minimalni vzdalenosti stfedi shluka
« Klasifikator pravouhelnikti

« Klasifikator ,K“ nejbliz§ich sousedi

« Klasifikator maximalni pravdépodobnosti




Klasifikator minimalni vzdalenosti stfedu shluka
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Modifikovany klasifikator pravoihelniku
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Klasifikator nejbliZzSiho souseda

Digital number band 3

Digital number band 4
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Klasifikator ,,K“ nejbliZSich
sousedu

* Modifikace klasifikatoru minimalni vzdalenosti.

* Hodnoti pfislusnost pixelu k urcité tridé také na zakladé ™
pocetniho zastoupeni pixelu urcité t¥idy v okoli

« Algoritmus vyhleda ke klasifikovanému pixelu urcity pfedem
stanoveny pocet (K) nejbliz§ich pixelt v analyzovaném

priznakovém prostoru bez ohledu na trénovaci mnoziny.

* Pixel je potom zafazen do tfidy, ktera v mnoziné K sousedt
prevazuje.

¢ Parametr K nabyva hodnot 1-10, pfi vy$§im poctu obsahuje
vysledek velky podil Sumu.

¢ V algoritmu je mozné také omezit pocet hodnocenych
sousedu urcitou mezni vzdalenosti.

Klasifikator maximalni pravdépodobnosti
Pfiklad pro 1D

¢ Parametricky klasifikator

¢ Z pixelt v trénovacich plochach pocita miry trovné i
proménlivosti

» Ty definuji frekvenéni funkci normalniho rozdéleni

A

-3sA LA +3sA

* Kazdé hodnoté prislusi urcita pravdépodobnost vyskytu v
kazdé tride




Klasifikator maximalni pravdépodobnosti - 2D
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Klasifikator maximalni pravdépodobnosti - 2D
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Klasifikator maximalni pravdépodobnosti

- nepfekryvajici se tfidy v pfiznakovém prostoru
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Klasifikator maximalni pravdépodobnosti
- prekryvajici se tfidy
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Klasifikator maximalni pravdépodobnosti
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Bayesuv klasifikator

* Je roz§ifenim klasifikatoru maximalni pravdépodobnosti,
ktery modifikuje pouzitim tzv. a priori pravdépodobnosti.

* Pravdépodobnosti pfislusnosti pixelu k urcité tfidé je vazena
jeho pravdépodobnosti vyskytu. Ta miize byt napf. pfimo
umeérna predpokladanému plo§nému zastoupeni tiidy v
obraze.

¢ P1 - Zjistujeme pravdépodobnost, Zze dany pixel nalezi
k urcité tfidé, nabyva-li tento pixel napiiklad hodnoty 45.

* P2 - Z trénovacich dat lze urcit pravdépodobnost, s jakou
bude mit pixel hodnotu 45, za predpokladu, ze se jedna o
danou tfidu.

¢ Podle tzv. bayesova zakona lze hledanou pravdépodobnost
(P1) vypocist za predpokladu, ze dopfedu (a priori) stanovime
pravdépodobnost (P2).




Podminéné pravdépodobnosti
Potfebujeme zjistit:

P(F|45) — pravdépodobnost vyskytu tfidy les za pfedpokladu
vyskytu pixelu s hodnotu 45

P(C|45) — pravdépodobnost vyskytu tfidy pole za predpokladu
vyskytu pixelu s hodnotu 45

Pravdépodobnost vyskytu jedné ze dvou tfid:
P(F)=0,5 P(C)=0,5

o3

Z trénovacich dat lze zjistit: 45
P(45| F) — pravdépodobnost vyskytu hodnoty 45 za pfedpokladu
vyskytu tfidy les
P(45]| C) — pravdépodobnost vyskytu hodnoty 45 za piredpokladu
vyskytu tridy pole

Podminéné pravdépodobnosti

Piiklad: p(45|F) = 0,75 c

P45|C) =0,25 45
Hledame P(F|45) a P(C|45) abychom je porovnali a zjistili max P
Bayesuv zakon
Thomas Bayes (1702-1761) definoval vztah mezi neznamymi
P(F|45), P(C|45) a znamymi P(45|F), P(45|C), P (F)a P (C)
P(F)P(45|F)
P(F)P(45|F)+ P(C)P(45|C)

P(45|F) = 0,75 P(45|C) = 0,25

P(F |45)=

Obecné vyjadfeni Bayesova zidkona

P(b) P(alb,)

P(b; ay) = P(b) P(a |b,) +P(b,) P(a |b,) +...

Pfednosti a nedostatky Bayesova klasifikatoru

« Jeho pouziti je efektivni v p¥ipadé, Ze dochazi k
piekryviam tfid v pfiznakovém prostoru.

¢ Nabizi vhodny nastroj pro zahrnuti jinych nez
obrazovych dat do klasifikace.

* Nabizi prostfedek k hodnoceni ,,ceny“ za nespravné
klasifikované pixely.

¢ Umoziuje kombinovat razné klasifikatory.

* Slabou strankou je vybér vhodnych trénovacich ploch a
urceni a priori pravdépodobnosti.

4. Zafazeni kazdého obrazového prvku ve
vysledném obraze do jedné ze t¥id zakladnich
druhu povrchu

A A A B B A O

A A B/ B B 0 0

A A A B B 0 O A - voda

A A A B B B 0 B-les

A/A/A AB B B C - zastavéna plocha
Ajcjc|c|c|B|B 0 - nezafazeno

0o c c c Cc B B

5. Sestaveni vysledné mapy zakladnich
druhu povrchu




Kovarianéni matice

band A band B band C band D
band A Vary Covpy Covey Covpy
band B Covag Varg Coveg Covpg
bandC Covac Covge Varg Covpe
bandD | Covap Covgp Covep Varp

Covyp = Covgy

* Matice je ¢tvercova, symetricka

» Je zakladem pro definovani mér podobnosti, pro transformace
(PCA) i pro definovani vétsiny parametrickych klasifikatort




