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Predmluva

Vicerozmérné statistické metody pfedstavuji velice uzite¢ny nastroj pro uchopeni,
zjednoduseni a vizualizaci velmi slozitych dat. Pouzitelnost téchto metod v ptirodnich védach je
velmi Siroka, ¢asto se s nimi setkdvame nejenom v ekologii, experimentélni biologii, mediciné,
antropologii, environmentalni chemii, ale i v geografii a geologii. Zpracovani rozsdhlych
biologickych a hlavné ekologickych dat se bez znalosti vicerozmérnych statistickych metod jiz
neobejde. Na druhou stranu mohou v piipadé nespravného uziti vést k zavadéjicim vysledkim,
jejichz chybnost nemusi byt ovSem na prvni pohled ziejmd, protoZze je skryta za slozitou
strukturou dat a komplikovanosti vypoctu. Znalost vicerozmérnych statistickych metod se tak
stala potfebnou soucasti biologického vzdélani.

Cilem tohoto ucebniho textu neni podrobny teoreticky vyklad jednotlivych typa
vicerozmérnych analyz, ale ve stru¢né a pirehledné formé ptedstavit postupy analyz, objasnit
zaklady jejich vyuziti vcetné potencidln¢ slabych mist a poskytnout navody ke spravné
interpretaci vysledkd.

Dostupnost novych studijnich materiald, kterych je v soucasné dobé stile nedostatek, by
méla prispet k zvySeni odbornosti studentdi matematické biologie i dalSich pfirodovédnych
obord.

Ceska a ani anglicka terminologie pouzivana v dostupné literatufe neni zcela stabilizovana a
Casto se stava, ze totozné metody jsou v riznych ucebnicich a statistickych programech uvadény
pod riznymi nazvy. Z tohoto diivodu uvadime jak anglické ndzvy metod, tak i ceské alternativni
nazvy.

Na tomto misté¢ bychom radi pod€kovali za ptipominky recenzentim, jejichz poznamky
vyrazné zlepsily kvalitu téchto uc¢ebnich texta.
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1 Uvod

1.1 Smysl a cile vicerozmérné analyzy dat

Veskery svét kolem nas je vicerozmérny. Kromé vnimani tfirozmérného tvaru muizeme
kazdy objekt popsat celou fadou dalSich charakteristik, jako je tfeba barva, hmotnost, chut’ atd.
Ptes tuto skutecnost, kterou vnimame kazdy den, je pro nas ovsem problémem ptedstavit si tento
stav popsany ve form¢ datové tabulky nebo jej dokonce néjakym zplsobem popsat jinému
¢lovéku — nastava zde tedy misto pro specialni typ analyzy, vicerozmérnou analyzu. Metody
vicerozmérné analyzy jsou velmi uzite¢nym prostfedkem pro explorativni analyzu slozitych dat.

Ackoliv klasicka statistika znd tadu zplsobl popisu jednotlivych méfenych nebo
pozorovanych proménnych, je pro nas v ptipad¢ hodnoceni velkého mnozstvi proménnych velmi
obtizné si tyto vystupy poskladat do jednolitého obrazu vedouciho k pochopeni podstaty. Prave
vicerozmérna analyza dat je nastrojem slouzicim k usnadnéni tohoto procesu a jeji piinos lze
shrnout nasledovné:

* nalezeni smysluplnych pohledti na data popsana velkym mnozstvim proménnych;

* nalezeni a popsani skrytych vazeb mezi proménnymi a tim zjednoduseni jejich
struktury;

* jednoducha vizualizace dat, kdy se v jediném grafu skryvé informace napt. z 20
proménnych;

* umoznéni a/nebo zjednoduSeni interpretace dat na zaklad¢ jejich zjednodusSeni
a vizualizace.

Ackoliv je v ptipadé vicerozmérnych analyz pouzivana cela fada matematickych postupt,
jedno maji vSechny tyto analyzy spole¢né — hledani souvislosti a jejich vyklad.

Na tomto mist¢ musime uvést i nevyhody vicerozmérné analyzy dat. ZjednoduSeni
vicerozmérného problému je mozné pouze tehdy, kdy existuje vazba mezi naméfenymi
proménnymi. Pokud by mezi nimi zadna vazba neexistovala, nebo byla velmi slaba, nema smysl
vicerozmérné metody pouzivat.

Dalsim kamenem urazu muze byt nespravné pouziti metody, které mize vést k zavadéjicim
vysledkiim. Pfi zpracovavani vicerozmérnych dat ovSem nemusi byt tato chyba patrnd, protoze je
zakryta slozitou strukturou dat a naro¢nosti vypoctu.

Ptiklady wziti vicerozmérnych metod mulzeme najit vriznych oblastech, nejen
v prirodovédnych a medicinskych oborech, ale také v technice, kybernetice, sociologii, ekonomii
1 marketingu. Z oblasti biologickych véd mizeme zminit aplikace v ekologii, ekotoxikologii,
taxonomii, etologii, antropologii atd. Konkrétn¢ zekologie muzeme wuvést vyuziti
mnohorozmérnych metod napt. pifi hodnoceni vlivu environmentdlnich zmén na biologicka
spoleCenstva, klasifikaci vegetacnich i pidnich spolecenstev, atd.



1.2 Statisticky software pro vicerozmérnou analyzu dat

V soucasnosti je k dispozici mnoho néstrojii ke zpracovani a analyze mnohorozmérnych dat.
Nejrozsitenéjsi a nejpouzivangjsi software pro vicerozmérnou analyzu uvadime nize.

Software R (The R Project for Statistical Computing) je voln¢ dostupny software
(http://www.R-project.org) pro zpracovani dat a jejich analyzu s grafickymi vystupy. Vyhodou
tohoto systému jsou algoritmy, které¢ zatim v komer¢nich softwarovych nastrojich nejsou tolik
roz$ifené. Systém R na rozdil od jinych softwaru nabizi napf. hodnoceni vysledkt shlukovani ve
formé¢ tzv. Silhouette plot.

SPSS (Statistical Package for the Social Sciences) je bézny komercni software
s roz§ifenymi moZznostmi zpracovani dat a jejich analyzy. Vicerozmérné metody jsou soucasti
tohoto softwaru, pro specifické potfeby biologa ovSem nemusi vzdy postacovat.

Statistica for Windows je bézny komerc¢ni software na analyzu a zpracovani dat s hezkymi
grafickymi vystupy. Metody vicerozmérné analyzy jsou soucasti tohoto softwaru, ovSem na
rozdil od specializovanych nastroji je vném omezené mnozstvi moznych nastaveni
vicerozmérnych analyz.

Syntax 2000 je software zaméteny na analyzu ekologickych a taxonomickych dat. Obsahuje
metody hierarchického shlukovani, nehierarchického shlukovani a ordinace. Vyhodou tohoto
softwarového néstroje jsou Siroké moznosti uzivatelského ptizplisobeni analyz, které nejsou
v béznych komerc¢nich softwarech k dispozici.

Canoco for Windows 4.5 s dalsimi aplikacemi je soubor néstroji specializovany na analyzu
ekologickych dat se zvlastnim zaméfenim na ordina¢ni metody. K dispozici jsou vSechny bézné
ordinacni metody, jejich kanonické i hybridni formy. U kanonickych ordina¢nich metod
poskytuje moznost statisticky testovat vyznamnost vSech nezavislych proménnych a také
kanonickych os. V aplikaci Canoco console 4.5 ma uzivatel dal$i moznosti nastaveni. Aplikace
CanoDraw for Windows poskytuje hezké grafické vystupy analyz, které 1ze snadno upravovat.

PAST (PAlaeontological STatistics) je volné dostupny software
(http://folk.uio.no/ohammer/past/) vyvinuty puvodné pro analyzu paleontologickych dat
s rozsdhlou nabidkou méné obvyklych vicerozmérnych analyz, vcetné analyzy tvar. Dalsi
vyhodou je 1 nabidka metod pro analyzu biodiverzity, ktera ze software PAST ¢ini univerzalni
nastroj analyzy ekologickych dat.

1.3 Parametricka a neparametricka vicerozmérna statistika

Vicerozmérna statistickd analyza se fidi stejnymi zakonitostmi jako klasicka jednorozmérna
analyza a fada jejich metod je citliva na ptfedpoklady o rozlozeni, ptfitomnost odlehlych hodnot
apod.

Klasickym ptikladem je provdzanost analyzy hlavnich komponent s parametrickou
kovarianci nebo korelaci, kdy pfitomnost odlehlé hodnoty vede k vysoké hodnoté korelace a jeji
vyznamnosti, 1 kdyz zbyvajici data nevykazuji zadny vztah. V piipadé analyzy hlavnich

24

informaci o pfitomnosti odlehlé hodnoty v datech a nijak nepfispiva k pochopeni zdroja
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variability dat. Naproti tomu nékteré vicerozmérné metody lze povazovat za velmi robustni
a analogické k neparametrickym ptistupim klasické statistiky (napt. nékteré shlukovaci
algoritmy).

Z téchto ditvodu je pfi vypoctu vicerozmérnych analyz tieba vénovat odpovidajici pozornost
ovéieni predpokladu, které jsou v ramci ué¢ebniho textu také u jednotlivych metod uvedeny.



2 Datové podklady

Podkladem kazdé vicerozmérné analyzy je vzdy tabulka (Tabulka 2-1) obsahujici v fadcich
jednotlivé méfené objekty (napt. lokality, vzorky, respondenty) a ve sloupcich proménné méfené
na téchto objektech. Kazd4 proménna piedstavuje jeden rozmér objektu.

Tabulka 2-1 Ukézka datové tabulky

Vzorek Pudni typ Quercus Teplota vzduchu Srazky
(B-B stupnice)* (°O) (mé&siéni Gthrn mm)

1 jil 2 21 25
2 jil 1 18 10
3 jil 2 19 30
4 raSelina 1 20 62
5 pisek 4 17 8

6 pisek 3 21 4

* Braun-Blanquetova stupnice

2.1 Typy dat
Data je moZzné méftit v nésledujicich stupnicich (Skalach):

Nomindlni stupnice (nominal scale): Tato stupnice je kvalitativni. Hodnoty nemaji mezi
sebou zadny vztah, plati zde pouze rovnost a nerovnost. Jako piiklad Ize uvést proménnou ptidni
typy, kterd nabyva hodnot ,jil*, ,raSelina®“, ,pisek”. Kody pfifazeny k témto hodnotdm (napf.
1 5,2, ,,3%) pouze oznacuji dané hodnoty a neplati mezi nimi vztah ,,vét$i“ a ,,mensi®.
Specifické postaveni mezi znaky zaznamendvanymi na nominalni stupnici maji znaky binarni —

tyto nabyvaji pouze dvou hodnot (napt. proménna pohlavi: muz, Zena).

Poradova stupnice (ordinal scale): Pro hodnoty na pofadové stupnici kromé rovnosti a
nerovnosti lze urCit také vztah mensi a vét$i. Prikladem proménné méfené na této Skale je
abundance rostlin méfena na Braun-Blanquetové stupnici, ktera pokryvnost rostlinnych taxont
abundance po nejvyssi. OvSem nelze ur€it, zda rozdil mezi hodnotami ,,1* a ,,2 je vétsi nebo
mens$i nez rozdil mezi hodnotami ,,.4“ a ,,5.

Intervalova stupnice (interval scale): Na intervalové stupnici je kromé vlastnosti
predchozich dvou stupnic mozné také s¢itdni a odecitani. Na rozdil od potadové stupnice zde lze
vyjadfit miru rozdilu mezi objekty. Intervalova stupnice ovSem nemd piirozeny nulovy bod.
Ptikladem je teplota méfena v stupnich Celsia. Rozdil 5 stupnd znamena to stejné pies celou
stupnici. Hodnota 0 je redlna teplota; Ize urcit rozdil mezi hodnotou 0 a 5 stupiili, nelze ovSem
urcit, kolikrat je hodnota 5 vyssi nez hodnota 0.

Pomérova stupnice (ratio scale): Pomérova stupnice dovoluje vyjadfit pomér mezi
hodnotami. Tato stupnice ma pfirozeny nulovy bod, lze proto ur€it pomér (napfi. teplota ve
stupnich Kelvina, hodnoty délky, plochy nebo objemu).



Z hlediska statistického zpracovani dat mtizeme proménné rozd¢lit na:
* kvalitativni (qualitative)

0 binarni (binary, dvoustavové, alternativni) — nabyvaji pouze dvou hodnot,
vétSinou je kddujeme O a 1 (napf. pritomnost nebo nepiitomnost urcitého
zivoc¢isného druhu)

0 vicestavové (multistate) — nabyvaji vicero hodnot, napt. vySe uvedené typy
pud

* semikvantitativni (semiquantitative) — do této skupiny patii proménné, jejichz
hodnoty jsou vyjadieny pomoci potadové stupnice, ktera nema konstantni rozdily
mezi sousedicimi hodnotami (napt. Braun-Blanquetova stupnice pokryvnosti)

*  kvantitativni (quantitative) — proménné lze vyjadrit méfitelnou stupnici, na niz jsou
konstantni rozdily mezi jednotkami

0 nespojité, diskrétni (discontinuous, discrete) — proménné, které nabyvaji
pouze urcité realné hodnoty (napt. pocet kvétl)

0 spojité, kontinualni (continuous) — proménné, které mohou nabyvat
nekone¢ného poctu hodnot mezi dvéma pevnymi body dané stupnice (napi.
vyska stromt, koncentrace rtuti v pude apod.).

V analyzich je problematické pouziti vicestavovych kvalitativnich proménnych.
Alternativni moznosti, jak pracovat s takovymi daty, je jejich prevedeni do umélych binarnich
proménnych, tzv. indikatorovych proménnych (dummy variables), kde kazdy stav pfevedeme na
novou binarni proménnou kédovanou 0 a 1, kde 1 znamena piitomnost dané¢ho stavu.

2.2 Mozné problémy dat a jejich FeSeni

Rizné metody vicerozmérné analyzy kladou n¢kolik pozadavkl na vstupni data. V prvni
rad¢ vSechny metody vyzaduji Gplné datové matice bez chybéjicich dat. Nékteré metody jsou
dostate¢né robustni ve vztahu k odchylkdm od normdlniho rozloZzeni dat, n€které metody
vyzaduji mnohorozmérné normalni rozlozeni dat. Tento problém Ize vyfesit vhodnou
transformaci dat. V nékterych piipadech maji méfené proménné rizné jednotky, Casto se fadove
1i8i, a tak je vhodné prevést proménné na stejné metitko. K tomu slouzi standardizace dat.

2.2.1 Chybéjici data

V ptipadé, Ze nékteré¢ hodnoty neni mozné urcit nebo naméfit, je nutné tyto situace oSetfit.
K tomu méme nékolik moznosti:
* Objekty, ve kterych hodnoty chybi, mizeme vypustit. Toto feSeni je vhodné tehdy,
kdyZ jsou chybé&jici data pouze v n¢kolika malo objektech.
* Proménné, u kterych hodnoty chybi, mizeme vypustit, pokud jich neni mnoho
a nejde o klicové proménné.
* Chybéjici hodnoty mizeme doplnit, a to riznymi metodami:
0 doplnéni priméru z hodnot, které jsou k dispozici;
0 dopocitani chybéjicich hodnot pomoci mnohonasobného regresniho modelu
za pouziti objektli bez chybé&jicich hodnot.

Tyto metody ovSem zpusobi duplikaci informace, kterou jiz zname, a dochéazi tim ke sniZeni
poctu nezavislych pozorovani v datech, €ili stupiiii volnosti. Takto upravenym objektim je pak
mozné prifadit mensi statistickou véhu.



2.2.2 Transformace dat

Transformace je mozna nékolika zptsoby. K transformaci se pouzivaji konstanty a funkce
nezavislé na analyzovanych datech.

Linearni transformace (napt. nasobeni hodnot proménné konstantou) neméni vysledky
analyzy v pfipadech, Ze jde o analyzu kvalitativniho vztahu proménnych (napf. korelace);
v ptipad¢, Ze je dulezitd absolutni hodnota proménné, dochazi k vézeni jejiho vyznamu
v analyze.

Dalsim ptikladem je adjustace proménné na vliv jinych proménnych pomoci jejich linearni
kombinace (napf. adjustace hladiny hemoglobinu na vék pacienttl). Tato Uprava méni i
interpretaci vysledné proménné.

Vétsina transformaci, které se pouzivaji v biologii, jsou nelinedrni transformace. Tyto
transformace méni rozdéleni dat.

Logaritmicka transformace

y; =log, x, nebo (kdyZ jsou pfitomny nuly)

(2.1)

Tato transformace se Casto pouziva ze Ctyt riznych divodi:
* k ziskani statisticky vhodnych vlastnosti normalniho rozdé€leni u proménnych s log-
normalnim rozdé€lenim;
* k dosazeni homogenity rozptylu;
* Kk linearizaci vztahu proménnych;
* k pfifazeni mensi vdhy dominantnim proménnym, Cili ke zvyraznéni kvalitativni
stranky dat.

Odmocninova transformace

Vi =A%y (2.2)

Proménné by nemély dosahovat nulovych hodnot, a proto se nékdy pouziva ve tvaru:

Yy =+/x; +0,5 (2.3)

Tato transformace se pouziva:
* pied analyzou proménnych s Poissonovym rozdélenim (napt. pocet jedinct urcitého
druhu ziskanych z jedné pasti za urcitou ¢asovou jednotku);
* k pfifazeni niz§i vahy dominantnim proménnym.

Arkussinova transformace

y; =arcsin/x; (2.4)

* Pouziva se v kombinaci s odmocninovou transformaci a predpoklada, Ze data jsou
méfena v intervalu <O;l> .
* Pouzivd se na Upravu relativnich hodnot vyjadfenych v intervalu <O;1> (napt.

vegetacni pokryvnosti druhi).
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Exponencidlni transformace

yy=a’ (2.5)
Kdyz a je realné ¢islo vétsi nez 1, jsou zvyraznény dominantni proménné, pro hodnoty a <1
se béZné nepouziva.
Transformace na ordindlni Skalu
Hodnoty proménnych jsou pievedeny do tfid. Cim vyssi je &islo téidy, tim vy$si byla
puvodni hodnota. OvSem stejné Cislo tfidy nemusi vzdy znamenat stejnou hodnotu plivodni
proménné a intervaly tfid nemusi byt stejné.

Typickou transformaci na ordindlni Skalu je pouziti Braun-Blanquetovy stupnice pfii
kvantifikaci pokryvnosti vegetace (Tabulka 2-2).

Tabulka 2-2 Braun-Blanquetova stupnice pokryvnosti vegetac¢nich druhii.

stupeit  popis kod
r druh velmi vzacny, jen 1-3 drobné exemplaie 1
+ pokryvnost nizsi nez 1 % 2
1 pokryvnost 1-5 % 3
2 pokryvnost 5-25 % 4
3 pokryvnost 25-50 % 5
4 pokryvnost 50-75 % 6
5 pokryvnost 75-100 % 7
Extrémem je binarizace — transformace na prezenci a absenci.
y; =0 kdyz x; =0 y, =1 kdyz x, >0 (2.6)

Transformaci na ordindlni Skalu se vzdy ztraci ¢ast informace. V nckterych ptipadech je
ovSem tato transformace jedina moznost, jak dosahnout srovnatelnosti dat (napt. tiidy
ekologického stavu). Je ovSem velmi vyhodné sbirat data v terénu na ordinalni Skale tak, jak je to
beézné napft. v botanickém monitoringu.

2.2.3 Standardizace dat

Ke standardizaci se pouzivaji statistiky odvozené z analyzovan¢ho souboru dat (rozpéti,
smerodatnad odchylka, primér, maximum atd.). Proménné se timto postupem provadéji na stejné
méfitko; prestdvd tedy zalezet na skutecném rozméru pfislusné proménné. K nejcastéjSim
upravam patii centrovani a standardizace smérodatnou odchylkou.

Standardizace rozpétim

xij —mlnj{xij}

l’l’lan{xij} - mlnj{xij}

(2.7)

Vi

Doporucuje se pouzit v ptipadech, kdy jsou sice proménné méfeny ve stejném méfitku,
ovSem mezi jejich hodnotami jsou velmi velké rozdily.
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Centrovani

Pti centrovani je od piivodni hodnoty pouze odecitdn prumér proménné, tj. od prvkl sloupce
se odecte jejich sloupcovy aritmeticky pramér.

Vi =X TX; (2.8)

Standardizace smérodatnou odchylkou

Pod pojmem standardizace vétSinou rozumime uUpravu hodnot proménné tak, aby
standardizovana proménnd méla nulovy primér a rozptyl roven jedné. Nova hodnota se ziska
odectenim sloupcového pruméru od ptivodni hodnoty a podélenim sloupcovou stiedni hodnotou.
Vypoctem dostavame tzv. Z-skore.

(2.9)

V dalsi casti jsou predstaveny metody standardizace ekologickych dat, které se pouzivaji
zejména ve shlukové analyze. Standardizace je definovana jako pouziti ur¢it¢ho standardu pro
vSechny proménné (v ekologickych studiich jde napt. o druhy) nebo objekty (vzorky, lokality)
pied spocitanim (ne)podobnosti nebo pied aplikaci analyzy.

Standardizace na celkovy soucet iadku

Hodnoty proménnych v objektu se sectou a kazdd hodnota je vyd€lena timto souctem.
V ekologickych studiich se takto urci relativni abundance (dominance) druhil. V piipad¢, Ze jsou
soucty fadkt velmi rozdilné, je tfeba pouzivat tuto standardizaci opatrné, protoze vzacné druhy
se objevuji az ve vzorcich s vysokym poctem jedinci.
_ Y

Yi = z - (2.10)

i Y

Standardizace na celkovy soucet sloupce

Pro kazdy sloupec (proménnd) je urcen soucet pies vSechny objekty. Pivodni hodnoty jsou
pak podéleny sloupcovym souctem. V ekologickych studiich, kde proménné ptedstavuji
jednotlivé druhy, timto zptisobem ziskame frekvence druhti v objektech.

Tato standardizace silné¢ nadvadzi vzacné druhy apodvazi bézné druhy. Proto se tato
standardizace doporucuje pouze tehdy, kdyz se frekvence druhii v tabulce vyrazné nelisi. Tato
standardizace byva pouzivana v ptipadech, kdy se v seznamu druht vyskytuji riizné trofické
urovné, protoze vyssi trofické urovné jsou méné zastoupeny (a proto miize vyhovovat jejich
nadvazeni).

Yy = S 2.11)

Standardizace na maximum iadku

Vsechny hodnoty v tadku jsou pod€leny maximalni hodnotou dosazenou u nékteré
proménné v fadku. Tato standardizace je aplikovand ze stejného divodu jako standardizace na
celkovy soucet fadku. Je méné¢ citliva na pocet proménnych, je ovSem potieba uzivat ji opatrné v
téch ptipadech, kdy jsou veliké rozdily ve vyrovnanosti vzork.



(2.12)

Standardizace na maximum sloupce

Vsechny hodnoty v sloupci jsou podéleny maximalni hodnotou sloupce. Tato standardizace
je v ekologickych studiich doporu¢ovand, podobné jako standardizace na celkovy soucet
sloupce, kdyZ jsou ptitomny rizné trofické trovné.

_ %

b (2.13)

Yij

Standardizace na jednotkovou délku vektoru radku

Podélenim hodnot proménnych u objektu odmocninou sumy ctvercli hodnot se vSechny
vektory objektl zobrazi na jednotkové kruznici prostoru tvoreného proménnymi (v ekologickych
studiich jde o druhy). Euklidovské vzdalenosti se touto standardizaci redukuji na tétivové
vzdalenosti (chord distance).

X..

Vi = (2.14)
sz‘xijz

2.2.4 Problém dvou nul (double-zero problem)

Problém dvou nul je vekologickych studiich c¢astym problémem. Vyskytuje se
u proménnych, kde nula znamené neptitomnost a ne hodnotu stupnice. Typickym ptikladem jsou
pocetnosti (abundance) druhii. Druhy jsou zndmy unimodalni distribuci niky podél
environmentalniho gradientu. Jestlize se druh na porovnavanych objektech (napi. lokalitach)
vyskytuje, indikuje to jejich podobnost. Neni-li vSak zastoupen na zadné, mize to byt napf.
zpusobeno tim, ze environmentalni vlastnosti nik obou lokalit jsou bud’ ,,vy$$i“ nez na optimalni
nice, anebo ma jedna z nich ,,vys$si“ a druha ,,niz8i“ vlastnosti, nez jsou vlastnosti optimalni niky.
Proto je 1épe ned¢lat ekologické zaveéry ze spolecné absence druhu na porovnavanych objektech
(Obrazek 2.1). Tento problém se samoziejmée netyka pouze binarnich dat prezence/absence, ale 1
kvantitativni analyzy absence/pocetnost. Problém dvou nul je astym problémem vicerozmérné
analyzy v ekologii. Z tohoto divodu neni také vhodné analyzovat slozeni spolecenstev pomoci
analyzy hlavnich komponent PCA, ktera je na tento problém citliva.

V praxi to znamend vybrat pro analyzu takovychto dat pouze vhodné metody (napf.
asymetrické koeficienty podobnosti, korespondencni analyza) neovlivnéné timto problémem.
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Dvojitd pfitomnost

|

11

Dvojita
nepfitomnost

Dvojita
nepfitomnost

00 00

¢

. Hodnoty parametru

Dvojita nepfitomnost

Obrazek 2.1 Problém dvou nul (double-zero problem). Dvojitd neptitomnost neni stejna jako dvojita
pifitomnost.
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3 Vicerozmérné normalni rozdéleni

Pouzitelnost mnohych klasickych statistickych metod a postupli vyzaduje predpoklad
o normalnim rozd€leni sledovanych proménnych. Podminka normality vyplyva ztoho, ze
metody zaloZené na tomto pifedpokladu mohou vyuzit kompletni matematicky aparat schovany
za danou statistickou metodou. Tyto metody jsou také relativné snadno pochopitelné a se
ziskanymi feSenimi se dobfe pracuje. OvSem v redlném svét€ byva obtizné predpoklad o
normalnim rozlozeni dodrzet, v mnohych ptirodnich a mnohdy i technickych oborech neni tento
pfedpoklad samoziejmosti.

Piedpokladejme vSak normalitu a predpoklad o jedné normalné rozlozené néhodné
proménné muzeme roz$ifit na pfedpoklad simultdnniho normdélniho rozlozeni dvou a vice
nahodnych proménnych. Nekteré vicerozmérné postupy a metody vychazeji z predpokladu
vicerozmérného normalniho rozdéleni. Vicerozmérné normalni rozdéleni mize byt také velmi
uzite¢nou aproximaci raznych jinych simultdnnich rozdéleni.

Vicerozmérné normalni rozdéleni je rozsifenim jednorozmérného normélniho rozloZeni pro
vice jak jednu nahodnou proménnou (p > 2). Nahodny vektor x ma vicerozmérné normalni
rozlozeni, ma-li jeho hustota pravdépodobnosti tvar

_p 1 Ty —
f(x):2ﬂ5‘2‘_5 exp((X ll) = (X H)J (3.1)
2
kde p je vektor p stfednich hodnot (vektor primérd) proménnych X, Xs,...X, X je
kovaria¢ni matice (matice sloZzena ze smérodatnych odchylek).
Vicerozmérné normalni rozloZeni ma tyto vlastnosti:
* linedrni kombinace prvka x maji normalni rozlozeni;
* vSechny podmnoziny x maji normalni rozloZeni;
* nekorelovanost ndhodnych proménnych z x znamena jejich nezéavislost;
* vSechna podminéna rozdéleni jsou normalni.
Pro jednorozmérné normalni rozlozeni ma predesly vzorec tvar

f(x)= ;nzjzexp(—(x_‘j)zj (3.2)

X—p
(0)

2
V exponentu je &tverec vzdalenosti u’ 2( j , tedy vzdalenosti x od stfedni hodnoty p,

kde jednotkou vzdélenosti je G.

Pro vicerozmérné normalni rozlozeni mizeme chapat kvadratickou formu v exponentu jako
¢tverec vzdalenosti vektoru x od vektoru p, ve kterém je obsaZena informace z kovarian¢ni
matice

C? =(x—p,)TE_l(x—p,) (3.3)
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C je Mahalanobisova vzdalenost, pro zvolenou hodnotu f (x) je jeji Ctverec geometricky
plocha elipsoidu se stfedem p a osami ¢./A;v; proj =1, 2, ... p,kde %, jsou vlastni ¢isla matice
X avjjsou vlastni vektory této matice.

— Ty -

C* =(x-p)'z"(x-n) ~ x*(p)

Dvourozmérné normalni rozloZeni je specidlni ptipad p-rozmérného normalniho rozde€leni
pro p = 2. Jedna se o vhodné ilustra¢ni schéma obecného piipadu. Mame dvé ndhodné veliCiny

X; a X, se stiednimi hodnotami p; a py, s rozptylyg;, g; a s kovarianci oy,, pak je mozné

determinant kovarianéni matice ¥ mozné vyjadiit jako o0, (l - pz) kde p je korelacni

. , . g . . v I
koeficient definovany jako—>—. Tento determinant je roven nule, kdyZz p = 1. Podminéné
11

rozdéleni X1|x2 je normalni se stfedni hodnotou f3, + 3,x, a rozptylem oy (1 - ,02)
— 0-12 —
B = 2 By =t = B,
0-2
Podminéné rozdéleni X1|x2 zavisi linedrné na x,. Rozptyl X; nezavisi na x,. Pro

dvourozmérné normalni rozdéleni miizeme elipsy konstantni hustoty znazornit graficky
(Obrazek 3.1).

f(xl ,xz) = konst.

008, -

007 i 2
006 15
005 1
:8 0.04 1. 05
2003 >
05
0.02.
/7 -1
0.01 | £
45
2
2 -4 0 1 2

Obrazek 3.1 Hustota dvourozmérného normalniho rozdé€leni a elipsy konstantni hustoty, y; = 1, =0, 6, =
l,0,=2,p=0.
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3.1 Vicerozmérné charakteristiky rozdéleni

Zakladni charakteristikou vicerozmérného rozdéleni je vektor stfednich hodnot (vektor
prameéri)
E(X,))
E(X,)

E(X) =

E(X,)

a kovaria¢ni matice

2

o, 0,0, - 0,0,
o,0, 0, - 0,0,
Y =var(X) =cov(X) =| . . . .
2
o,0, 0,0, - O,

kde 0, je kovariance dvou nahodnych veli¢in, tj.
O = COV(Xi an) =EB(X, —E(X, ))(Xj - E(Xj )) (3.4)

-2 C e, .. C
a o; =o; jerozptyl var(X;). Kovarian¢ni matice je symetricka, nebot’ ; =c .

3.1.1 Medoid

Medoid je reprezentativni objekt datového souboru nebo shluku v datech, jehoz pramér
vzdélenosti od vSech ostatnich objektl v datech nebo ve shluku je minimdlni. Medoid ma
podobny vyznam jako primér nebo centroid, jen je vzdy reprezentovan realnym objektem
z datového souboru. Medoid byva nejcastéji pouzivan tam, kde neni definovan priamér nebo
centroid (napf. tii- a vicerozmérny prostor). Tento termin se pouziva pii shlukové analyze.

3.2 Wishartovo rozdéleni

Uvazujeme v nezavislych nahodnych vektorti w;, 1 = 1, 2, ... v, vesmés s rozdélenim

v
N, (0 Z‘.). Potom nahodnd matice A :Z:uiuiT ma p-rozmérné Wishartovo rozdéleni se

i=1

p°

v stupni volnosti, tedy A ~W_ (V, Z).

Pii odvozeni nékterych dulezitych algoritmi ve vicerozmérné statistické analyze se
uplatituje dale uvedena vlastnost Wishartova rozdéleni.

Soucet nezavislych nahodnych matic s Wishartovym rozdélenim se shodnou stfedni
hodnotou je rovnéz Wishartovo rozdéleni se stejnou stfedni hodnotou, pti¢emz stupné volnosti se
sCitaji.
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A=A +tA,+..+tA, T oA w ° .
A, ~W, (v,,E)h =12, H o ) hZ::;vh’ (3.5)

Souctova véta pro Wishartovo rozdéleni pripomind souctovou vétu pro chi-kvadrat, jehoz je
Wishartovo rozdéleni vicerozmérnym zobecnénim.

3.3 Hotellingovo rozdéleni

Uvazujme regularni ¢tvercovou matici A p-tého fadu a rozd€lenim W, (V, Z) ana A
nezavisly p-polozkovy vektor a s rozdélenim N, (op , %) Potom kvadratické forma
Q,=cra’A™a
ma Hotellingovo rozd&leni T (p, v — p+1).

V jednorozmérném normalnim rozdéleni se pfi testovani hypotéz o sttedni hodnoté pouziva
statistika (jednovybérovy t-test)

s%(x) (3.6)

Druhou  mocninu  této  statistiky —miizeme upravit a zapsat ve tvaru
[— _1 [— . . r 4
t* = n(x - ulsz (X)] (x - u). Tento vyraz odpovida p-rozmémé statistice, vhodné k usudku o p,
ktera ma Hotellingovo rozddleni T> sp a n—p stupni volnosti, jedna se tedy o zobecnéni
t- rozdé€leni pro p-rozmérny prostor. Mliizeme tedy psat

x~Np(p,Z)D]] —>n(x—u)TS_1 ~T2(p,n—p). (3.7)

Obdobnym zpiisobem lze také ziskat zobecnény dvouvybérovy t-test pro p-rozmérny prostor
(Hotellingtiv test). Pak ma dana testova statistika tvar

T2 =2 (o5 -6)'S (v -, ). (3.8)

kde 6 =, —u, (nejcastéji & = 0), ma opét Hotellingovo rozdé€leni s parametry p, n —p — 1.
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4 Asociacni koeficienty

V piedchozi €asti jsme si predstavili pojem matice a asociacni matice. Zopakujme si, ze
vicerozmérna data jsou typicky uchovavana a zpracovavana v maticové formé a vSechny
vicerozmérné metody jsou zaloZeny na maticové algebie. Zakladnim vstupem vicerozmérnych
analyz je matice n objektd (odbéry, vzorky, profily, pacienti apod.) popsana p proménnymi
(chemické parametry, abundance jednotlivych druhti atd.). Na zéklad€ této matice je pocitana
asocia¢ni matice, tj. matice vztahii. Vztahy mohou byt pocitany jak mezi proménnymi (R mode
analyza), tak mezi objekty (Q mode analyza).

Drive, nez budeme predstavovat jednotlivé vicerozmérné metody, musime zminit asociacni
koeficienty. Jako méfitko vazby parametri je nejcastéji vyuzivana korelace a kovariance.
Vznikld tzv. asociatni matice parametrii je podkladem pro faktorovou analyzu a analyzu
hlavnich komponent. Pro objekty lze jako méfitko vztahu pouzit metriky vzdalenosti nebo
koeficienty podobnosti. Miry podobnosti nabyvaji své maximalni hodnoty v ptipadé
identickych objektli a minimalni hodnoty nabyvaji tehdy, kdyZ jsou dva objekty zcela odlisné.
U vzdalenosti je tomu obracené. V piipad¢ potieby lze podobnost prevést na vzdalenost.

4.1 Asocia¢ni koeficienty mezi proménnymi

Vztah dvou proménnych x a y muzeme hodnotit pomoci Pearsonova korela¢niho
koeficientu r.

> (5 =0, =)

Ji(xi D XUEE,

(4.1)

rxy

kde x; je hodnota i-tého objektu proménné x a X je primér dané proménné, y; je hodnota i-
tého objektu proménné y a y je primér dané proménné.
Hodnoty tohoto koeﬁcientu se pohybuji v intervalu <- 1 1> Cim je hodnota Pearsonova

cvwr

y. Cim je bliz$i minus jedné, tim je sﬂnej $1 nepfima linearni zavislost mezi t€émito proménnymi.
Pearsontv korelacni koeficient se pouziva tehdy, kdyz pfedpokldddme normalni rozdéleni
hodnot proménnych.

V piipadé, ze proménné nevyhovuji podmince normality rozlozeni (napt. kdyz jsou hodnoty
proménnych méfeny na ordinalni $kale), mizeme pouZzit Spearmaniiv korelaéni koeficient r’.

r, = - 1) Z( (42)

kde R;, ... R, jsou potadi prvki proménné x a podobné Q;, ... O, jsou potradi prvki
proménné y, n je pocet objektii. Hodnoty tohoto koeficientu se také pohybuji v intervalu <-1, 1>
a jeho interpretace je stejna jako u Pearsonova korela¢niho koeficientu.
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Intenzitu vztahu dvou proménnych x a y muzeme hodnotit také pomoci kovariance.
Kovariance neni na rozdil od korela¢niho koeficientu standardizovana vzhledem k rozdilnym
métitktiim proménnych. Kovariance mtize nabyvat hodnot z intervalu (—o, ).

_ 1 < = -
s Z(x D, =) (4.3)

4.2 Asociacni koeficienty mezi objekty — metriky vzdalenosti

Vztahy mezi objekty lze vyjadfit pomoci metrik vzdalenosti. Jejich spole¢nou vlastnosti je,
ze maximalni hodnotu dosahuji dva objekty, které jsou uplné odlisné, a objekty identické maji
vzdalenost nulovou. Vzdalenost budeme déle oznaovat symbolem D.

Metriky (metrics) musi spliiovat nasledujici kriteria:

* Kdyz jsou objekty shodné, jejich vzdalenost je 0. Kdyz a = b, tak D(a,b) = 0.

* Kdyz objekty nejsou shodné, jejich vzdalenost je kladné cislo. Kdyz a # b, tak
D(a,b) > 0.

* Plati symetrie, vzdalenost objektu a od b je stejna jak vzdalenost objektu b od a.
D(a,b) = D(b,a)

* Plati trojiihelnikova nerovnost, tj. soucet dvou stran trojuhelnika je vzdy roven nebo
vEtsi nez strana treti. D(a,b) + D(b,c) > D(a,c)

Semimetriky (pseudometriky, semimetrics) nevyhovuji posledni podmince trojuhelnikové
nerovnosti a neumoznuji nalezité usporadani objektl v metrickém prostoru (v ,,normalnim"
systému soufadnic).

Mnohé koeficienty podobnosti (S) lze pfevést na vzdalenosti pomoci transformace

D=1-Snebo D=+/1-S a vysledkem jsou casto semimetrické nebo nemetrické koeficienty
vzdalenosti. Nésledujici text shrnuje zakladni metriky vzdéalenosti.

Euklidovska vzddlenost (Euclidean distance)

Jde o nejpouzivanéj$i miru vzdalenosti. Je zaloZend na Pythagorové vété. Metoda je citliva
na rozdilny rozsah hodnot vstupujicich proménnych (vhodnym feSenim muze byt standardizace)
a problém dvou nul. Nema horni hranici hodnot.

Di(x;,%,) = \/Z By = ry)’ (4.4)

Obrazek 4.1 znazoriiuje Euklidovskou vzdéalenost dvou objekti v prostoru dvou
proménnych.
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Obrazek 4.1 Vypocet Euklidovské vzdalenosti mezi objekty x1 a x2.

Jako dalsi meéfitko se pouziva také cCtverec této vzdalenosti. Jeho nevyhodou jsou
semimetrické vlastnosti.

Dl(xlaxz)z :Z(ylj_ij)z (4.5)

Priumérna Euklidovska vzdalenost (average distance)

Euklidovska vzdélenost nema horni hranici. Vzdalenost se zvétSuje s poctem proménnych.
Aby mohly byt zahrnuty proménné s riiznym rozsahem hodnot, je vhodné je ptfed vypoctem
standardizovat nebo transformovat. V pfipadé hodnoceni vzdalenosti spoleCenstev na zaklade
abundanci druhti bylo navrhnuto n¢kolik modifikaci Euklidovské vzdalenosti tak, aby odstranily
nedostatky této metriky. VIiv poctu proménnych (v tomto piipadé druhil) je minimalizovany tak,
ze Euklidovské vzdalenost je pfepoctena na pocet proménnych.

1 P
DZZ(XI’XZ):_Z(ylj_y2j)2 (4.6)
=]
nebo
D (x,,x,) =+/D; (4.7)

Tétivova vzdalenost (chord distance)

Tétivova vzdalenost je Euklidovska vzdalenost po normalizaci. Jeji hodnoty se pohybuji od
nuly po druhou odmocninu z poctu proménnych. Pfi vypoctu pocita pouze s poméry proménnych
v ramci jednotlivych objektl (vzorkl). Jde vlastné o Euklidovskou vzdalenost pocitanou pro
vektory objektl standardizované na délku jedna (Obrazek 4.2), nebo je moZny piimy vypocet,
ktery jiz zahrnuje standardizaci. Odstranuje problém dvou nul a vliv rozdilného rozpéti
proménnych v objektech pii vypoctu Euklidovské vzdalenosti.
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x1 D3

o Dy(x,,x,)= [2[1-

Obrazek 4.2 Ukazka vypoctu tétivové vzdalenosti a geodetické metriky v prostoru dvou proménnych.
Geodeticka metrika (geodesic metric)

Transformace tétivové vzdalenosti je znama jako geodetickd metrika. Pocita délku vysece
jednotkové kruznice mezi normalizovanymi vektory (viz tétivova vzdalenost, Obrazek 4.2).

(4.9)

D2
D,(x,,x,) = arccos{l - M}

2

Mahalanobisova vidalenost

Jde o obecné métitko vzdalenosti berouci v tvahu korelaci mezi proménnymi a je nezavisla
na rozsahu hodnot proménnych. Respektuje rozdilnou variabilitu a také korelacni strukturu
v datech. Pocitd vzdalenost mezi objekty v systému soufadnic, jehoZ osy nemusi byt na sebe
kolmé. V praxi se pouziva pro zjiSténi vzdalenosti mezi skupinami objektd. Jsou dany dvé
skupiny objektl w; a w, 0 n; a n, poctu objektl a popsané p parametry:

DX(w,w))=d,Vd,,, (4.10)
kde d_12 je vektor rozdili mezi priméry p proménnych ve dvou skupinach objektl. V je

vazena disperzni matice (matice kovarianci proménnych) uvnitt skupin objekta.

1

V=, =1, + (n, — 1] @.11)
n +n, =2

kde V; a V; jsou disperzni matice jednotlivych skupin. Vektor E méii rozdil mezi p-

rozmérnymi priméry skupin v p-rozmérném prostoru a V vklada do rovnice kovarianci mezi
proménnymi.
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Manhattanska vidalenost (Manhattan metric, city-block metric)

Zakladni forma Minkowského metriky, pii A =1 je zndma jako Manhattanskd vzdélenost.
Jde vlastné o soucet rozdilti jednotlivych proménnych, které objekty popisuji.

P
D6(xl’x2)zz‘ylj _yz_j‘ (4.12)
=)

Priimérna Manhattanska vzddlenost (mean character difference)

Podobné, jako jsme to vidéli u Euklidovské vzdalenosti, mame i u Manhattanské vzdalenosti
moznost minimalizovat vliv poctu proménnych a piepocitat Manhattanskou vzdalenost na pocet
proménnych. Jeji vyhodou je, Ze se hodnota nezvysSuje s rostoucim poctem proménnych.

1<
D7(x17x2):_z‘y1j _yzj‘ (4.13)
P =

Minkowského metrika (Minkowski’s metric)

Je obecnou formou vypoctu vzdalenosti. Zahrnuje v sobé nékolik metrik jako specialni
piipady. Podle zadaného koeficientu miize odpovidat napt. Euklidovské nebo Manhattanské
metrice. Se stoupajicim koeficientem umocnovani stoupd vyznamnost vétsich rozdili. Existuje
jeste obecnéjsi forma, kdy je koeficient umocnovani a odmociiovani zadavan zvlast.

1

A

Dy (x,,x,) = [Zp:‘yu - yz«/‘/‘} (4.14)
=

A je celé Cislo. V piipadé, ze A = 2, jde o Euklidovskou vzdélenost. V ekologii se nepouZziva
¢islo A ve€tsi nez 2, protoze mocniny veétsi nez 2 davaji prilis velkou diilezitost nejvétsi odchylce

‘yl.i _yz_/‘ .
Vazena euklidovska viddalenost

Vsechny miry odvozené¢ od Minkowského metriky maji spole¢né nevyhody. Jde o jiz
pfedstavenou zavislost na pouzitych jednotkach méteni, které nékdy brani smysluplnému ziskani
jakéhokoliv souctu pro rizné proménné, ale také o to, ze kdyz jsou proménné uvazovany
v souctu se stejnymi vahami, siln¢ korelované proménné maji nepiimétené velky vliv na
vysledek. Prave proto se nékdy pouziva vazena euklidovska vzdalenost.

D9(x19x2)=\/zwj2‘(ylj_y2j)2 (4.15)
=

kde wj je vdha proménné ;.
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Whittakeritv asociacni index (Whittaker's index of association)

Je dobte pouzitelny pro data abundanci. Kazdy druh (proménnd) je nejprve transformovan
na svij podil ve spoleCenstvu (v tomto ptipad¢ spoleCenstvo druhti tvoii soucet hodnot vsech
proménnych ve vzorku — objektu). Nasledujici vypocet je opét obdobou Manhattanské
vzdalenosti. Dopliikem asocia¢niho indexu je nasledujici vzdalenost:

P

1
Dy (x,,x,) :52

J1

Vi Yo,

P P

Z Y1) Z Yaj
I= =

(4.16)

Jeji hodnota je v ptipadé identickych proporci druhil (proménnych) rovna 0.
Canberra metric

Varianta Manhattanské vzdalenosti pouzivand v ekologickych studiich. Pfed vypoctem musi
byt odstranény dvojité nuly a metrika jimi tedy neni ovlivnéna. Zajimavé je, ze stejny rozdil
mezi pocetnymi druhy ovliviluje tuto vzdalenost méné nez ten stejny rozdil mezi druhy
vzacngj$imi. Ani tato vzdalenost nema horni hranici.

2 ‘J’U ey

Dll(xnxz):z (4.17)
7= ThRpLY

Koeficient divergence (coefficient of divergence)

Koeficient divergence je obdobna metrika jako D;;, ale je zalozena na Euklidovské
vzdalenosti a vztaZzena na pocet proménnych. Také se pouziva na ekologicka data druhovych
abundanci po odstranéni dvojich nul z vypoctu (a tedy i z hodnoty poctu proménnych p).

2

1 & V7V

Dy, (x,,x,) = [— D] =L (4.18)
P A\ Ity

Coefficient of racial likeness

Umoznuje srovnavat skupiny objekti, podobné jako Mahalanobisova vzdalenost, ale na
rozdil od ni neeliminuje vliv korelace proménnych. Dvé skupiny objektd w; a w, s poctem
objektit n; a n; jsou charakterizovany primérem proménnych ve skupinach y, a rozptylem

v ’ . 7 2 . . v . , .,
proménnych ve skupinach s;. Tento koeficient byl vyvinut pro potieby antropologickych studii.

D,(w,,w,) = (4.19)
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xz metrika

Prvni ze skupiny metrik zaloZenych na x> vyuzivaném pro vypodet vzdalenosti
kontingenc¢nich tabulek, a tedy frekven¢nich dat. Pfikladem takovych dat mtze byt matice lokalit
(objekty) charakterizovana abundancemi nebo frekvencemi druhli (proménné). V matici nejsou
pripustné¢ zadné zaporné hodnoty. Data plivodni matice abundanci/frekvenci y jsou nejprve
pfepocitana do matice pomérnych frekvenci tak, ze fadkové soucty jsou rovny jedné (druhy jsou
na lokalité¢ vyjadieny svym pomérnym zastoupenim, tedy relativni frekvenci). Jako dodate¢né

p n

charakteristiky uplatiiované pii vypoctu jsou spocteny soucty Z y; a sloupci Z y; celé
j=1 i=1

matice ng lokalit x pg;) druhtl. Vypocet odstrafiuje problém dvou nul. NejjednodusSim vypoctem

je obdoba Euklidovské vzdalenosti

D . .
D(x;,x,)= Y. pyl" - pyz" , (4.20)
DB TN
j=1 j=1
ktera je dale vazena soucty jednotlivych druhi
2
o1 M Yaj
Dyy(x.%,)= D~ y 2 421)

- P T
'/_lzlyij Z]:J’U Zlyzj
i= j= j=

Tuto metriku je mozné vyuzit i pro méfeni vzdalenosti mezi druhy na zakladé jejich
rozlozeni na lokalitach.

)(2 vzddlenost
Vypocet je podobny x* metrice, ale vaZeni je provadéno relativni etnosti fadku v matici
p n
misto jeho absolutniho souctu. Pfi vypoctu se uziva hodnota Zz y; (celkovy soucet matice).

j=1 i=l
* vzdalenost je vyuZivana také pii vypoétu vztahii fadka a sloupct kontingenéni tabulky.

2

1 Vi) Vaj
D15(x1,x2): Z 1j 2j

p
— n p T2
a Zyz-j Zyu Zyzj
1 pi=ln j=1 j=1
220 (4.22)

j=1 i=1

L | Yij Vo
yij z n

— p p

J=
Z Vi Vi Z Yaj
i=l j=1 j=1
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4.3 Asociacni koeficienty mezi objekty — koeficienty podobnosti

Koeficienty podobnosti jsou pouzivany k méfeni asociaci mezi objekty. Oproti vétSiné
koeficientl vzdalenosti nejsou nikdy metrické, diky ¢emuz je vzdy mozno nalézt dva objekty, A
a B, které jsou vice podobné neZ suma jejich podobnosti s jinym, vice vzdalenym objektem C. Z
toho vyplyva, ze podobnosti nemohou byt pifimo vyuzity k umisténi objektd v metrickém
prostoru; musi byt pfevedeny na vzdalenosti. Matice podobnosti ¢asto tvoii zdklad shlukovacich

metod.

Koeficienty podobnosti byly nejprve vyvinuté pro binarni data (data typu prezence/absence;
ano/ne). S pozd¢jsim rozvojem pocitaci byly generalizovany i pro vicestavové proménné. Dalsi
rozdéleni koeficientii podobnosti je ur€eno oSetfenim tzv. problému dvou nul (double zero

problem).

Symetrické Kkoeficienty podobnosti se pouzivaji v pfipadé, ze nulovy stav
reprezentuje stejny druh informace jako kterdkoliv jind hodnota, a tedy neni jen
oznacenim chybégjicich 1daji. Proto tyto koeficienty neni vhodné pouzivat
v ekologickych studiich k hodnoceni proménnych, které predstavuji napf.
ptitomnost/neptitomnost druhti.

Asymetrické Kkoeficienty podobnosti neuvazuji duplicitni nulové hodnoty
u srovnavanych objektl jako informaci o podobnosti. Uplatnéni asymetrickych
koeficientd je zejména v ekologickych studiich, kde proménné piredstavuji druhy
a hodnoceni spole¢né prezence a absence neni symetrické. Na druhé strané
pritomnost druhu pouze v jednom ze dvou objektli naznacuje rozdil mezi témito
objekty.

Nejdiive se budeme vénovat binarnim koeficientim, tj. tém, které pracuji s binarnimi
proménnymi (data typu prezence/absence, ano/ne, atd.). U bindrnich dat dochazi k néasledujicim
pfipadiim u dvou srovnavanych objektt (Tabulka 4-1).

Tabulka 4-1 Hodnoty Sesti binarnich proménnych (pr. 1 az pr. 6) u dvou objektil x; a x,.

pr.1 pr.2 pr.3 pr.4 pr.5 pr.6

objekt 1 (x;) 1 0 1 1 1 0
objekt 2 (x7) 0 1 1 0 1 0
oznaceni stavu b C a b a d

Pozorované stavy miZzeme sumarizovat ve frekven¢ni tabulce (Tabulka 4-2) rozméru 2 x 2
se Ctyfmi poly obsahujici tyto pocetnosti:

a pocet proménnych, které nabyvaji pro oba objekty hodnotu 1

b pocet proménnych, které nabyvaji u i-tého objektu 1 a u j-t¢ho objektu 0

c pocet proménnych, které nabyvaji u i-tého objektu 0 a u j-té¢ho objektu 1

d pocet proménnych, které nabyvaji pro oba objekty hodnoty 0

Platia+b+c+d=p.
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Tabulka 4-2 Sumarizace Tabulky 5.1 ve frekvencni tabulce.

objekt x,
1 0
objekt x; 1 a b a+tb
0 c d c+d
atc b+d p

V nasem priklad¢ z tabulky (Tabulka 4-2) jsou tyto pocetnosti: a=2,b=2,c=1,d=1.

4.3.1 Symetrické binarni koeficienty

Zakladem vSech indexti podobnosti pro kvalitativni binarni data je, ze dva objekty jsou si
vzajemné vice podobné, kdyz maji vice souhlasnych binarnich proménnych, a méné podobné,
kdyz je vice proménnych unikdtnich pro jeden objekt. Pii ureni podobnosti dvou objektl
budeme tedy pozorovat u p proménnych jejich spole¢nou pritomnost, resp. absenci v objektech.

Jednoduchy srovnavaci koeficient (simple matching coefficient) je obvyklou metodou pro
vypocet podobnosti mezi dvéma objekty. Jde o podil poctu proménnych, které koduji objekt

stejné, a celkového poctu proménnych.

a+d

Sy (x,x,) = (4.23)

Koeficient patii do skupiny symetrickych binarnich koeficientii. Koeficienty této skupiny
davaji stejnou véhu pozitivni shod¢ (1-1) i negativni shodé (0-0).

Dals8i variantou tohoto koeficientu je jeho alternativa, ktera pfifazuje vétsi dulezitost
rozdilim nez shodam (Rogers a Tanimoto).

at+d
S R = 4.24
2 (x1,x,) at2b+t2c+d ( )

Dalsi Ctyfi navrzené koeficienty berou v ivahu dvoji nuly, ale jsou navrzeny tak, aby se
snizil vliv problému dvou nul (Sokal a Sneath):

S (x.x,)=—2a*+2d 4.25)
BT a4 b+ce+2d '

tento koeficient dava dvakrat vétsi vahu shodnym proménnym nez rozdilnym;

a+d
b+c

S, (x,x,) = (4.26)

porovnava shody a rozdily prostym podilem v méfitku, které nabyva hodnot od nuly do
nekonecna;
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S (x x)—l @ 44 d + d (4.27)
YT 4la+b ate b+d c+d '
porovnava shodné deskriptory se soucty okrajt tabulky;
a d
Se(x,x,) = (4.28)

J@+b)(a+c) \J(b+d)(c+d)

je vytvoren z geometrickych primért ¢lenti vztahujicich se k a a d, podle koeficientu Ss.

4.3.2 Asymetrické binarni koeficienty

V nékterych pripadech nelze dévat stejnou vahu pro spolecnou prezenci (1-1) a absenci (0-0)
proménnych (napt. druhli) v objektech. Pro tyto pfipady byly vyvinuty asymetrické binarni
koeficienty.

Ty se stejné jako predchozi symetrické koeficienty pouZzivaji ke srovnani objektl, v ekologii
bézné ke srovnani vzorkli nebo lokalit na zaklad¢ druhového sloZzeni. Pouzivaji se zde pro data
prezence/absence druhi. Ve vypoctu nejsou zahrnuty proménné, které u obou srovnavanych
objektll nabyvaji nulové hodnoty. Nejzndméjsi z asymetrickych koeficientii jsou Jaccardiv a
Serensenilv koeficient.

Jaccardiy koeficient (Jaccard'’s coefficient)

a
S, (x,x,) =—— 4.29
()= @29)

dava vSem cCleniim stejnou vahu.
Sorenseniiv koeficient (Sorensen’s coefficient)

Sorensentv koeficient je variantou Jaccardova koeficientu, dava ovSem dvojnasobnou vahu
dvojitym vyskytim. Pfitomnost druhii je vice informativni nez jejich nepfitomnost, ktera miize
byt zplsobena riznymi faktory a nemusi nutné odraZet rozdilnost prostfedi. Vyskyt druhu na
obou lokalitach je silnym ukazatelem jejich podobnosti. Jaccardiiv koeficient je monotonni
k Sorensenovu koeficientu, proto podobnost pro dvé dvojice objektl vypocitand podle S; bude
podobna stejnému vypoctu Sg. Oba koeficienty se 1iSi pouze v méfitku. Jind varianta tohoto
koeficientu dava spole¢nym vyskytlim trojndsobnou vahu.

2a

S = 4,
8(x17x2) Sa+hte (4.30)
3a
S = 431
o (x),x,) 3a+h+e 4.31)
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Rada dalsich koeficientli ddva riiznou vahu jednotlivym kombinacim proménnych. Jako
dopln¢k koeficientu S, byl navrhnut koeficient, ktery dava dvojnasobnou véhu rozdilim
ve jmenovateli (Sokal a Sneath).

a
So(x,x,)=——— 4.32
10( 1 2) a+2b+2¢ ( )

Dalsi koeficient umoziiuje porovnat pocet spoleénych prezenci proti celkovému poctu
proménnych (druhti) ve vSech objektech, v€etné proménnych (druhi), které nabyvaji nulové
hodnoty v obou uvazovanych objektech (d). (Russel a Rao)

a
S (xp,x,) =— (4.33)
P
Dalsi koeficient porovnava duplicitni prezence s diferencemi (Kulczynski).

a
S (x,x,) = htc

(4.34)

Upravou kvantitativniho koeficientu S;g pro binarni data byl vytvofen nasledujici koeficient
(Sokal a Sneath):

1 a a
SL(x,x,)=— + , 4.35
15 (6025, 2[a+b aJ (435)

kde jsou duplicitni prezence srovnavany se soucty okrajti tabulky (a+b) a (a+c).
Obdobou symetrického koeficientu S¢ tak, aby byl odstranén problém dvou nul, je
koeficient, ktery jako miru podobnosti pouzivd geometricky prumér pomérd a k po¢tu druha

v kazdém objektu, tj. se soucty okrajii tabulky (a+b) a (a+c) (Ochiachi).

a

;-(—X—)a PN (4.36)

S (x,x,) =

4.3.3 Symetrické kvantitativni koeficienty

V biologii se miizeme kromé binarnich proménnych setkat i s multistavovymi kvalitativnimi
nebo kvantitativnimi proménnymi. Pro takové ptipady mohou byt vyuzity koeficienty, které
vznikly rozsifenim binarnich koeficienti, aby se pfizptsobily multistavovym proménnym.

Modifikovany jednoduchy srovnavaci koeficient (simple matching coefficient)

Modifikovany jednoduchy srovnavaci koeficient mize byt pouzit pro multistavové
proménné. Citatel obsahuje pocet proménnych, pro které jsou dva objekty ve stejném stavu.

shoda
Sy (x,x,) = o (4.37)
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Napft. je-li dvojice objektli popséna ndsledujicimi deseti multistavovymi proménnymi
(Tabulka 4-3), potom hodnota koeficientu S;, vypocitana pro 10 multistavovych proménnych
bude S;(x;,x,) =4 shody/10 proménnych = 0,4.

Tabulka 4-3 Ukézka vypoctu jednoduchého srovnavaciho koeficientu pro multistavové proménné.

proménné Py
objekt x; 9 3 7 3 4 9 5 4 0 6
objekt x; 2 3 2 1 2 9 3 2 0 6
shoda 0O 1.0 0 061 0 0 1 1 4

Podobnym zpisobem je mozné rozsifit vSechny binarni koeficienty pro multistavoveé
proménné.

Goweriiv obecny koeficient podobnosti

V ptipadé¢, ze mame objekty popsany né¢kolika kvantitativnimi a nékolika kvalitativnimi
proménnymi, lze pouzZit Gowerliv koeficient podobnosti, ktery zahrnuje podobnost podle
ruznych typli proménnych — binarnich, kvalitativnich a semikvantitativnich i kvantitativnich.

Podobnost mezi dvéma objekty je vypocitdna jako primér podobnosti vypocitanych pro
vSechny proménné (témito proménnymi mohou byt napf. druhy nebo i environmentalni
proménng).

1 &
S5 (x15,%,) =;ZS12_/ (4.38)
Jj=1

Pro kaZzdou proménnou j je hodnota parcidlni podobnosti s;, mezi objekty x; a x, vypocitana
nasledovné:

Pro bindrni proménné s; = 1 (shoda) nebo 0 (neshoda). Gower navrhl dvé formy tohoto
koeficientu, symetrickou 1 asymetrickou. Nasledujici forma je symetricka, dava s; = 1 pfipadim
nepfitomnosti bindrni charakteristiky dvou objektii (0-0). Druh4 forma, Gowerlv asymetricky
koeficient, dava ptipadiim 0-0 s; = 0.

Kvalitativni a semikvantitativni proménné jsou upraveny podle jednoduchého srovnavaciho
pravidla zminéného vySe: s; = 1 pfi souhlasu a s; = 0 pfi nesouhlasu proménnych. Piipady shodné
nepfitomnosti binarni charakteristiky dvou objektd (problém dvou nul) jsou oSetfeny stejné jako
v predchozim ptipadé.

Kvantitativni deskriptory (redlna Cisla) jsou zpracovany nasledovné: pro kazdou proménnou

se nejprve vypocte rozdil mezi stavy obou objektl ‘ Yi; = Y,;|> stejné jako v piipadé€ koeficientu

vzdalenosti patficiho do skupiny Minkowského metrik. Tento rozdil je poté vydélen nejvetsim
rozdilem R; nalezenym pro danou proménnou mezi vSemi objekty ve studii (nebo v referencni
populaci — doporucuje se vypocitat nejvétsi rozdil R; kazdé proménné j pro celou populaci, aby
byla zajiSténa konzistence vysledkii pro vSechny parcidlni studie). Z tohoto podilu je
normalizovand vzdalenost odectena od jedné, aby byla transformovéana na podobnost.

B ‘yl(/‘ _y2j‘
R.

J

S = 1 (4.39)
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Goweriv koeficient miize byt nastaven tak, aby zahrnoval vdzeni vyznamu proménnych. U
proménnych, u nichz chybi informace bud’ u jednoho, nebo u druhého objektu, neni vypocitdno
zadné porovnani. Toto zajiStuje c¢len w;, nazyvany Kroneckerovo delta, ktery popisuje
ptitomnost/nepfitomnost informace v obou objektech: je-li informace o proménné y; pfitomna u
obou objektt, tak w;= 1, jinak w;= 0. Kone¢na forma Gowerova koeficientu pak vypada takto:

)4
Zwujsw

Sis(x),x,) = = (4.40)

)4
Z Wiz
I=

Dalsi pfibliZzeni ke komplexnosti umoZziiuje vaZeni riznych proménnych, tj. pfifazeni Cisla
z intervalu <0,1> parametru w; .

Pii vypoctu Gowerova koeficientu musime dobie zvazit, které semikvantitativni proménné
zpracujeme jako kvantitativni a které nikoliv.

Gowertv koeficient nabyva hodnot podobnosti od nuly do jedné, kde jedna znaci nejvétsi
podobnost objekti.

Pro ilustraci vypoctu koeficientu uvadime dva objekty (plochy x; a x;) popsany osmi
kvantitativnimi chemickymi proménnymi p, pro které je znamy maximalni rozdil R; z celé
vzorkované plochy (Tabulka 4-4).

Tabulka 4-4 Ukézka vypoctu Gowerova koeficientu.

Proménné j p)
objekt x; 2 2 - 2 2 4 2 6
objekt x; 1 3 3 1 2 2 2 5
R; 1 4 2 4 1 3 2 5
Wi 1 1 0 1 1 1 1 1 7
Iy1; — ¥2il/R; 1 0.25 - 0.25 0 0.67 0 0.20
W12iS12j 0 0.75 0 0.75 1 0.33 1 0.80 4.63

S5 (x;,x,) =4.63/7 =0.66 (podle Legendre, Legendre 1998).

Dalsi obecny koeficient podobnosti, stejné jako Gowertiv koeficient, poc¢ita podobnost dvou
objektll jako podil sumy parcidlnich podobnosti proménnych a poctu téchto proménnych
(Estabrook a Rogers). Obecny zapis tohoto koeficientu je proto stejny jako Sis:

)4
!
Zwlzjslzj

Sy (x,,x,) = F—— (4.41)

P
Z Wiz,
=

a stejné jako u S;s mohou byt parametry w; (mezi 0 a 1) opét vyuzity jako vahy misto toho,
aby pouze hraly roli Kroneckerova delta. Koeficient se 1i8i vypoctem parcidlnich podobnosti s ;.
V puvodni podobé byly stavové hodnoty kladna celd Cisla a proménné byly bud’ uspotadane,
nebo nesefazené. U tohoto koeficientu je parcidlni podobnost dvou objekti pro danou
proménnou j vypocitdna pouzitim monoténni klesajici funkce ¢astecné podobnosti. Na zakladé
zkuSenosti autofi navrhli pouzit funkci dvou ¢isel d a k:
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. _2(k+1-d)
S12j —f(dlzj,kj)—m rod<k (442)
sty, = fldy; -k, )=0 prod>k,

kde d je vzdalenost mezi dvéma stavy objektil x; a x, pro proménnou j, tj. stejné jako
v Gowerove koeficientu ‘yl Ty j‘ a k je parametr ureny a priori uzivatelem pro kazdou

proménnou, ktery popisuje, jakd maximalni velikost nenulové parcidlni podobnosti je dovolena.
Parametr k (obvykle malé ¢islo) je roven nejvétsimu rozdilu d, pro ktery parcialni podobnost s ';;
proménné j miize byt nenulova.

Autofi vytvofili 1 dal$i miru parcialni podobnosti s;,; pro funkci Sy, pro ptipad, Ze by funkce
f(d,k) nepopisovala spravné vztahy mezi objekty proménné j. Tato modifikace poskytuje
vyhodny néstroj zvIaste pii pouziti kvalitativnich nebo semikvantitativnich proménnych.

4.3.4 Asymetrické kvantitativni koeficienty

Stejn¢ jako v predchozi ¢asti se nejprve zminime o moznostech rozsifeni bindrnich
koeficienti na multistavové.

Jaccardiy koeficient

shoda
S, (x,x,) = , (4.43)
p—-d

kde v ¢itateli je pocet proménnych se stejnou hodnotou v porovnavanych objektech.

Tento koeficient miizeme pouzit v ptipade, ze proménné jsou kodovany malym poctem tiid
a my chceme ziskat velké kontrasty v rozdilech v hodnotach. V jinych ptfipadech samoziejmé
pouzitim takovéhoto koeficientu dojde ke ztraté Casti informace nesené hodnotami jednotlivych
proménnych.

V ekologickych studiich, kde jsou proménné reprezentovany abundancemi druht, je ¢asto
nutnd odmocninova nebo logaritmicka transformace proménnych, protoze distribuce druhovych
abundanci v ekologickém gradientu je Casto velmi nerovnomérna. DalSi moznosti je pouziti
stupnice relativnich abundanci s hranicemi vytvofenymi v geometrické fadé napt. od 0 (absence)
do 7 (velmi €etné zastoupeni). Normalizované abundance 1épe vyjadiuji roli jednotlivych druhii
v ekosystému nez surova data abundanci.

Nékteré koeficienty snizuji vliv velkych rozdili a mohou proto byt pouZity na plivodni data
druhovych abundanci, zatimco ostatni — porovnavajici rozdil v abundancich vice linedrné — je
1épe aplikovat na normalizovana data.

Sorenseniiv kvantitativni koeficient (Bray-Curtis; Steinhaus by Motyka)

Serensentv kvantitativni koeficient (znamy také pod nadzvem Bray-Curtis koeficient) se
pouziva na data abundanci druhtl. Patii mezi ,,klasické* kvantitativni koeficienty.

w 2w

S (x,x,)= =
17 (%,%5) (A+B)/2 A+B

(4.44)
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W je soucet minimalnich abundanci jednotlivych druhti, 4 a B jsou soucty abundanci vSech
druhii ve dvou srovnavanych objektech, tj. celkovy pocet jedinci v kazdém vzorku (Tabulka
4-5).

Tabulka 4-5 Ukazka vypoctu Serensenova kvantitativniho koeficientu.

Abundance druht A B w
vzorek x; 7 3 4 5 1 20
vzorek x; 2 4 7 6 3 22
minimum 2 3 4 5 1 15
2.15
S = =0.714
17 (X1, x,) 20+22

Tento koeficient je piibuzny se Serensenovym koeficientem (Sg). Nahradime-li Cetnosti
druhti daty prezence/absence, zméni se S;7 na Sg.

Kulczynskeho koeficient

Tento koeficient porovnava soucet minim k celkovému poctu jedincti ve vzorku a nasledné
je vypocitan primér ze dvou ziskanych hodnot.

(W w
Se(x,x,) == —+— 4.45
18( 1 2) 2 ( A B ) ( )
Y o . 1(15 15
Pro piiklad z Tabulka 4-5 ur¢ime tento koeficient: S (x,,x,) = E[% + Zj =0.716

Nahradime-li po¢ty druhti daty prezence/absence, zméni se S;s na Sis.
Morisita-Horn koeficient
Dalsim oblibenym koeficientem je Morisita-Horn koeficient:

_ 22”1i”2i

S19 - »
(dl +d2)N1N2

(4.46)

kde n;; a ny; je pocet jedincti i-tého druhu v prvnim a druhém objektu, N; a N, jsou soucty
2 2
ani _ ani

—ad,==-—.

Nl 2

abundanci vSech druhil ve srovnavanych objektech, a d, =

Nasledujici koeficienty jsou prizpiisobeny pro normalizovana data abundanci, tj. adaptovany
na vyrovnané rozlozeni frekvenci. Jsou podobné koeficientim S;s a Syg.

Gower navrhl, Ze jeho obecny koeficient podobnosti miZe vyloucit problém dvou nul
z porovnani (viz vyse) a je tak dobte uplatnitelny pro kvantitativni data abundanci druhti. Protoze

rozdily mezi stavy abundanci jsou vypocteny jako ‘ Vi =V, j‘ a jsou proto linearné zavislé na

méfitku, mél by byt tento koeficient pouzivan na normalizovana data.
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P
Zwujsuj

_ Al
Sy (X, X,) = P ) (4.47)
Zwlzj
j=1

kde

S, =1- [‘y“;—y”q (4.48)

J

jako v Sis a wyy; = 0 kdyZ y;; nebo y; je chybéjici informace, nebo kdyz y;; a yy je
nepfitomny druh (y;; + 5 = 0). w2 = 1 ve vSech ostatnich ptipadech.

U dat abundance druhii mize opét w; stejn€ jako u Sis nabyvat hodnot od 0 do 1, aby ve
form¢ vahy vypoctu pomohlo vyjadfit biomasu, biologicky objem riznych druhd, nebo
kompenzovalo t¢innost odbéru dan¢ho druhu.

Dalsi obecny koeficient podobnosti vychazi z koeficientu S;s a byl navrzen Legendrem
a Chodorowskim. PouZivd modifikovanou verzi funkce ¢aste¢né podobnosti f(d,k) nebo matici
¢astecné podobnosti jako u Sy¢. Protoze S;; zpracovava vSechny rozdily d stejnym zpiisobem bez
ohledu na to, zda odpovidaji vysokym, nebo nizkym hodnotdm v méfitku abundanci, je lepsi
pouzivat ho s vyrovnanymi daty abundanci. Jediny rozdil mezi S a S;; je v oSetfeni problému
dvou nul. Koeficient ve své obecné formé piedstavuje soucet casteCnych podobnosti vSech druhii
vydéleny celkovym poctem druhti nalezenych v obou objektech.

P
1
Z Wi2;S12;

Sy (x,x,) = s (4.49)

p
Z Wiz
=1

kde ( )
;o _2lk+1-d

S1zj_f(d1zjakj)—2k+2+dk prod<k

S, =f(d12_/’k/):0 prod >k,

Si2j = f(dlzf ’kj) =0 kdyz y;; nebo y,; =0 (. y;; x y2; = 0)

anebo s;,, = f\y,;, yzj) danou parcialni matici podobnosti ve které je s; = 0 kdyz y;; nebo

y2=0
wiz = 0 kdyZ y;; nebo y,; je chybé&jici informace, nebo

kdyz y;; a y,; je absence druhu (y;; + 3, = 0)
wiz = 1 ve vSech ostatnich ptipadech.
w1 miZe nabyvat hodnot od 0 do 1, jak bylo vysvétleno vySe pro koeficient Sy.

x2 podobnost (y2 similarity)
Je poslednim kvantitativnim koeficientem, jenz eliminuje problém dvou nul (double zero

problem). Jedna se o doplnék y* metriky (D4).

Sy, (x,,x,) =1—Dl4(x1,x2) (4.50)

34



5 Shlukova analyza

Jednou z moZznosti, jak vyuZit informace obsaZené ve vicerozmérnych pozorovénich, je
rozttidéni objekti do n€kolika pomérné homogennich skupin — shlukt tak, aby si objekty pattici
do stejné skupiny byly podobné&jsi nez objekty z riznych skupin. Rliznymi moZznostmi a aspekty
tvorby homogennich skupin objektii se zabyva shlukova analyza (cluster analysis). Shlukovou
analyzou se snizi poCet dimenzi objektl tak, ze fadu uvazovanych proménnych zastoupi jedina
proménnd vyjadiujici ptisluSnost objektu k definované skupiné.

Shlukova analyza identifikuje skupiny v datech a pomaha tak najit skrytou strukturu
v datech. OvSem i kdyz data tvofi souvislou strukturu, shlukovéa analyza v nich hledé strukturu
skupin; to znamen4, Ze kontinuum je rozdéleno do skupin.

Pouziti metod shlukové analyzy je prospésné zejména tam, kde se studovany soubor realn¢
rozpadd do tfid, tj. objekty maji tendenci se seskupovat do piirozenych shlukd. Pouzitim
vhodnych algoritmi je nasledn¢ mozné odhalit strukturu studované mnoziny objektt a jednotlivé
objekty klasifikovat. Pak jiz zbyva pouze najit vhodnou interpretaci pro popsany rozklad, tj.
charakterizovat vznikl¢ tfidy (shluky, skupiny).

Shlukovou analyzu muizeme pouzit i v ptipadech, kdy objekty nejevi tendenci k tvoteni
ptirozenych skupin, ale spiSe pfipominaji viceméné¢ homogenni chaos. V takovém pftipadé je
ovSem na misté vySsi opatrnost pii interpretaci vysledkd.

Formaln¢ mize byt cil shlukové analyzy popsan nésledovné: mame k dispozici datovou
matici X typu n x p, kde n je pocet objekti (v ekologii nejcastéji vzorky, odbéry, piipadné
lokality) a p je pocet proménnych (v ekologii nejéastéji environmentalni charakteristiky, taxony,
ale také napf. ekologické skupiny — gildy). Uvazujeme riizné rozklady S* mnoziny n objektd do
k shlukli a hledame takovy rozklad, ktery by byl zurcitého hlediska nejvyhodnéjsi. Zde
ptfipoustime pouze rozklady s disjunktnimi shluky, tj. jeden objekt patfi pouze jednomu shluku.
Cilem je dosahnout toho, aby si objekty uvniti shluku byly co nejvice podobné a od objektii
z ostatnich shlukt se co nejvice liSily.

Shlukova analyza pracuje sasociacni matici podobnosti, resp. vzdalenosti objekti.
Problematice asociacnich koeficientl jsme se vénovali v pfedchozi kapitole. Pii vybéru
asocianiho koeficientu je tfeba brat v tivahu metodu shlukovani a charakter souboru dat.
V nékterych ptipadech je zpiisob vypoctu podobnosti/vzdalenosti objektii dan jiz konkrétni
shlukovaci metodou.

Cilem shlukovani je zejména:
* popsat strukturu dat;
* nalézt urcité skupiny podobnych objekti, tj. shluky.

Existuje nékolik typti shlukové analyzy, které se 1isi postupem shlukovani. Shlukovani maze
byt hierarchické nebo nehierarchické.

* Hierarchicka shlukova analyza vytvaii systém skupin a podskupin tak, ze kazda
skupina mtize obsahovat n¢kolik podskupin niz§iho fadu a sama mize byt soucasti
skupiny vyssiho fadu. Vysledek se da graficky zndzornit stromem — dendrogramem.

* Nehierarchicka shlukova analyza (partitioning methods) rozdéli objekty do
nekolika shlukt stejného tadu.

V ekologii byva shlukova analyza pouzivéana ke klasifikaci vzorka (lokalit), ale v nékterych
ptipadech i na klasifikaci druht, resp. taxont, nebo environmentalnich proménnych.
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5.1 Hierarchické shlukovani

Hierarchické shlukovaci metody uspotfadaji skupiny do hierarchické struktury. Jsou dvé
moznosti k vytvofeni hierarchického shlukovani: aglomerativni a divizivni.

* Aglomerativni metody. Pfi aglomerativnich metodach spojujeme objekty navzajem
nejpodobnéjsi a poté s kazdou skupinou pracujeme jako se samostatnym objektem az
do okamziku, kdy zlstane pouze jedna skupina. Tento postup neni vhodny pro velmi
objemna data.

* Divizivni metody. Cely soubor se déli nejcasteji na dvé ¢asti — kazdou z nich lze
potom povazovat za samostatny soubor, ktery se znovu déli.

Metody jsou konstituovany tak, aby podobnost uvnitt skupin a rozdil mezi skupinami byly
co nejvetsi.

Vysledky hierarchickych shlukovacich metod lze graficky znazornit v podobé stromu —
dendrogramu (Obrazek 5.1). Pfedstavime si jej na ptikladu aglomerativniho shlukovani. Na
vodorovné ose je stupnice pro hladinu spojovani. Vlevo zaina strom n vétvemi — objekty
(v prikladu na obrazku je jich pét). V kazdém kroku se spdji dvé vétve v bodé, ktery odpovida
prislusné hladiné spojeni (/inkage distance). V ptikladu na obrazku jsou si nejpodobnéjsi objekty
1 a 2, jsou spojeny na nejniZsi hladin€. Dendrogram lze zobrazit nejen horizontalné (Obrazek
5.1a), ale i vertikaln¢ (Obrazek 5.1b).

a b
J—
2
9
g
3
$ T 2 H
5 — 1 2 3 4 5

hladina spojovani

Obrazek 5.1 Ukazka dendrogramu (stromu) péti objektl. Strom Ize zobrazit horizontalné (a) i vertikalné

(b).

5.1.1 Hierarchické aglomerativni shlukovani

Aglomerativni shlukova analyza pracuje se samostatnymi objekty, které jsou shlukovany do
vetSich shluki. V mnohych védnich disciplinach jsou aglomerativni techniky pouzivany castéji
nez divizivni metody. Existuje mnoho aglomerativnich metod, ptfi¢emz kazdé z nich vyuziva jiny
pohled na data.

Zakladnim krokem tohoto shlukovani je vypocet podobnosti/vzdalenosti mezi vSemi
dvojicemi objektil, tj. vytvofeni asociani matice. V rliznych etapach algoritmu posuzujeme
podobnost/vzdalenost ~ dvou  objektl,  podobnost/vzdalenost objektu a  shluku
a podobnost/vzdalenost dvou shlukli. Zptisob vypoctu podobnosti/vzdalenosti zasadnim
zpusobem ovliviiuje vysledek shlukovani.

V piedchozi kapitole jsou uvedeny rizné miry podobnosti a metriky vzdalenosti. VétSinou
pozadujeme, aby podobnost nabyvala hodnot od nuly pro maximalni rozdilnost po jednicku pro
totoznost. Casto se viak z praktickych divodt pouZivaji riizné miry vzdalenosti, tentyz jev je
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tedy méfen v opaéném sméru. Nevyplyvaji ztoho zadné problémy; ostatn¢ kazdou miru
vzdalenosti D (D > ()) 1ze pievést na miru podobnosti S, 0 < S < I, napt. S = ¢ a naopak.

V dalSim textu stru¢né predstavime nékolik zplisobli stanoveni podobnosti/vzdalenosti mezi
shluky. Stimto postupem se mulZeme setkat také pod nazvem aglomerativni metoda,
aglomerativni postup, nebo shlukovaci algoritmus.

Vzdalenost mezi shluky (aglomerativni metody)

Vsechny aglomerativni metody jsou zalozeny na shlukovéani jednotlivych objektli nebo
shlukii do vétsich skupin. Skupiny, které jsou si nejvic podobné, jsou slouceny. Definice
vzdalenosti mezi shluky se u jednotlivych metod 1isi. Metody se navzdjem lisi chapanim této
vzdalenosti (Obrazek 5.2).

vzdalenost pfi metodé nejblizSiho souseda
= = == vzdalenost pfi metodé nejvzdalenéjsiho souseda

-|— centroid

Obrazek 5.2 Vnimani vzdalenosti pii metodé nejblizsiho a nejvzdalengjsiho souseda.

Metoda nejbliz§itho souseda (jednospojnd metoda, metoda jediné vazby, single-linkage
clustering, the nearest neighbor method)

Historicky nejstar§i metoda. Vzdalenost mezi dvéma shluky (na pocatku analyzy
reprezentované jednotlivymi objekty) je dand jako minimalni vzdéalenost mezi vSemi moznymi
zastupci shluka (Obrazek 5.3). To znamena, ze ve dvou shlucich, o jejichZ spojeni uvazujeme,
nas zajimaji pouze ty dva objekty, které jsou k sobé nejblize. Pfi pouZiti této metody se Casto i
znacn¢ vzdalené objekty mohou sejit ve stejném shluku, pokud vétsi pocet dalSich objektti mezi
nimi vytvoti jakysi most. Toto charakteristické fetézeni objektl se povazuje za nevyhodu,
zvlasté kdyz mame diavod pozadovat, aby shluky mély obvykly elipticky tvar se zhutnénym
jadrem.
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4

Obrazek 5.3 Vzdalenost u metody nejblizsiho souseda a ukazka dendrogramu vzniklého touto metodou
(podle Marhold, Suda 2002).

Metoda nejvzdalenéjsiho souseda (vSespojnd metoda, complete-linkage clustering, the furthest
neighbor method)

Tato metoda je zaloZena na opaném principu neZ jednospojnd metoda. Vzdalenost mezi
dvéma shluky je dand maximalni vzdalenosti mezi vSemi moznymi zéstupci obou shluka
(Obrazek 5.4). Tato metoda produkuje shluky, které jsou mezi sebou dobie oddéleny. Nezadouci
fetézovy efekt zde odpada, naopak je tu tendence ke tvorbé kompaktnich shluka, které nebyvaji
velké.

Obrazek 5.4 Vzdalenost u metody nejvzdalenéjsiho souseda a ukazka dendrogramu vzniklého touto
metodou (podle Marhold, Suda 2002).
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Metoda priimérné vazby (stiedospojna metoda, average-linkage clustering)

Existuji Ctyfi metody primérného shlukovani. Prvni dvé metody, UPGMA a WPGMA,
pouzivaji primérnou vzdalenost mezi vSemi c¢leny shlukl jako kritérium vzdalenosti mezi
shluky. Metody UPGMC a WPGMC pocitaji mezishlukovou vzdalenost jako vzdalenost mezi
UPGMA a UPGMC davaji stejné vahy plvodnim podobnostem a zarovent vahy shlukd jsou
proporcionalni k velikosti shlukli, u metod WPGMA a WPGMC jsou vahy shlukt stejné bez
ohledu na velikost shluku.

UPGMA (unweighted pair-group method using arithmetic averages)
Pfi této metod¢ shlukovani je vzdalenost mezi shluky definovéna jako primér ze vSech

moznych mezishlukovych vzdalenosti objekti (Obrazek 5.5). Metoda vede Casto k podobnym
vysledkim jako metoda nejvzdalenéjsiho souseda.

Obrazek 5.5 Vzdalenost u metody prumérné vazby (podle Marhold, Suda 2002).
WPGMA (weighted pair-group method using arithmetic averages)

Tato metoda je obdobou pfedchozi metody ovSem doplnéna o vazeni shluki jejich velikosti
(pod velikosti shlukli rozumime pocet jejich objektit), tak aby rizné velké shluky mély pii
vypoctu stejnou vahu. Proto by se tato metoda méla pouzivat v ptipadech, kdyz ocekdvame
ruzné velké shluky.

UPGMC (unweighted pair-group method using centroids, unweighted centroid clustering,
Gowerova metoda)

Tato metoda jiz nevychdzi ze shrnovani informaci o mezishlukovych vzdéalenostech objekti.
Kritérium je vzdalenost centroidd (t€zist). Pti této metodé je vzdalenost mezi shluky pocitana
jako vzdélenost mezi centroidy téchto shlukl. Pti shlukovani se tedy spojuji shluky, jejichz
centroidy lezi nejblize. Centroid nového shluku je definovan podle polohy pivodnich objekti,
nikoliv jako centroid vypocteny z centroidli spojenych shlukli (Obrazek 5.6). To znamena, Ze
novy centroid ziskdme jako primér ze vSech bodl nového shluku.

Nevyhodou centroidni metody je skutecnost, ze v ptipad€ spojovani dvou shlukd velmi

2

dokonce uvnitt). Vlastnosti mensiho shluku se tak do jisté miry ztraceji.
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centralni bod

ABDEC 5

Obrazek 5.6 Vzdalenost u centroidni metody a ukazka dendrogramu vzniklého touto metodou (podle
Marhold, Suda 2002).

WPGMC (weighted pair-group method using centroids, weighted centroid clustering, median
method, medidanovda metoda)

Medidnova metoda odstraiuje problém dany rozdilnou velikosti spojovanych shluka.
Analyzované shluky se povazuji za stejn¢ velké a tedy se stejnou vahou pii vypoctu, centroid
nového shluku je proto vzdy v poloviné vzdéalenosti mezi centroidy spojovanych shluki. To
znamena, ze novy centroid ziskame jako nevazeny primér ptivodnich centroid (Obrazek 5.7).
Jde ovSem o vazeny primér ze vSech bodui nového shluku. Tato metoda je preferovana tehdy,
kdyz ocekavame velké rozdily ve velikosti shlukt.

o centralni bod
centralni bod ABDE

ABDEC
Obrazek 5.7 Vzdalenost u medianové metody (podle Marhold, Suda 2002).

Wardova metoda (minimum variance clustering, Ward’s method)

Wardova metoda je podobna stiedospojné a centroidni metodé. Kritérium pro spojovani
shlukli je prirastek celkového wvnitroskupinového souctu ctvercii odchylek pozorovéani od
shlukového praméru (Obrazek 5.8). Prirtstek je vyjadfeny jako soucet c¢tvercli v nové
vznikajicim shluku, zmenSeny o soucty ¢tvercli v obou zanikajicich shlucich. Wardova metoda
ma tendenci odstranovat malé shluky, tedy tvofit shluky zhruba shodné velikosti, coz je Casto
vitana vlastnost.
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Obrazek 5.8 Vzdalenost u Wardovy metody a ukazka dendrogramu vzniklého Wardovou metodou (podle
Meloun, Militky 2004 a Marhold, Suda 2002).

Obecny postup aglomerativniho hierarchického shlukovani

Aglomerativni hierarchicky algoritmus miZeme definovat nasledovné:

* Vypocteme asociacni matici vhodnych mér vzdalenosti.

e Proces zatneme od rozkladu S™, tj. od n shluki, z nichZ kazdy obsahuje jeden
objekt.

* Vasocia¢ni matici najdeme dva objekty/shluky (g-ty a A-ty), jejichZ vzdalenost je
minimalni.

* Spojime dva shluky nalezené vbodé¢ 3 (g-ty a h-ty) do nového shluku (i-ty).
V plivodni matici vymazeme g-ty a h-ty fadek i sloupec a nahradime je fadkem
i sloupcem pro novy shluk. Rad matice se sniZi o jednu.

e Zaznamename potadi cyklu rozkladu I = 1, 2, ... n-1, dale identifikaci spojenych
objektl/shlukil a hladinu pro spojeni.

« Pokud proces vytvafeni rozkladi spojenim viech objektii do jediného shluku SV
neskoncil, pokracujeme znovu bodem 3.

Interpretaci vysledku hierarchického aglomerativniho shlukovani si pfedstavime na
konkrétnim ptikladu. Cilem bylo zjistit podobnost Sesti lokalit ve tfech ¢asovych obdobich
z hlediska vyskytu korysi. Zajimalo nés, jestli si jsou lokality podobnéjsi v ¢ase nebo v prostoru.
Vstupni matici tvofilo 64 taxonl koryst vyskytujicich se v 18 objektech. Objekty predstavovalo
Sest lokalit v zaplavové oblasti Dunaje ve tfech obdobich (1: 1991-1992 pied piehrazenim
Dunaje, 2: 1993-1997 prvnich 5 let po ptehrazeni, 3: 1999-2004 dalSich 6 let po ptehrazeni).
Sledovanymi lokalitami byly: D: Dobrohost, G: Gabcikovo, B: Bodiky, I: Istragov, K:
Kralovska luka, S: Sporna sihot’. PouZita byla vSespojné shlukovaci metoda (complete linkage) a
jako mira vzdalenosti Euklidovska vzdalenost.
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4 6 8 10 12 14 16 18
Linkage Distance

Obrazek 5.9 Ukazka vysledku shlukové analyzy spolecenstev korysu (Illyova, Némethova 2005).

Interpretace dendrogramu je nasledovna (Obrazek 5.9): na urcené hlading spojovani (/inkage
distance) se vytvorilo pét shlukt lokalit. Prvni shluk (I) obsahuje lokality D1, G1, B1 — lokality
Dobrohost, Bodiky a Gabcikovo pred piehrazenim Dunaje. V tomto shluku jsou si
nejpodobnéjsi lokality Gabc¢ikovo a Bodiky (jsou slouceny na nizsi hladin€ spojovani). Druhy
shluk (IT) obsahuje lokality 11, K1 — Istragov a Kral'ovska lika v obdobi pted pfehrazenim. Tieti
shluk obsahuje lokality D2, D3, G2, G3, 12: Dobrohost’ a Gab¢ikovo ve druhém a tietim obdobi
(po ptehrazeni) spole¢né s lokalitou Istragov ve druhém obdobi. V tomto shluku jsou si
nejpodobnéjii lokality Dobrohost’ ve druhém obdobi a Istragov taky ve druhém obdobi. Ctvrty
shluk je tvoteny lokalitami B2, B3, 13, K2: Bodiky (druhé a tieti obdobi), Istragov (tfeti obdobi)
a Kral'ovska luka (druhé obdobi). Posledni paty shluk je tvofen lokality K3, S1, S2, S3: Sporna
sihot’ (vSechna obdobi) a Kralovska luka ve tietim obdobi.

Je velmi zadouci doplnit takové zhodnoceni dendrogramu o popis, co maji dané objekty (v
tomto pfipad¢ lokality v Casovych obdobich) v jednotlivych shlucich spolecné (vyskyt
konkrétnich taxonil) a ¢im se shluky lokalit mezi sebou lisi.

Na Obrazek 5.10 lze vidét, jak rizné jsou vysledné dendrogramy pii pouziti rtiznych
shlukovacich algoritmd.

jednospojna metoda stfedospojna metoda v8espojna metoda

D1 D1 D1
D2 G1 E |— G1

12 B1 B1
D3 1 1

i | —— i
K2 $1 D2
K3 D2 12
S2 12 D3
S3 D3 G2
B2 G2 G3
B3 G3 B2
S ] — BS
S1 B3 13
Gl— 13 K2
B1 —— K2 K3
G2 S2 S1

"1 S3 S2
K1 K3 S3

6.0 6.5 7.0 7.5 8.0 8.5 9.0 9.5 5 6 7 8 9 10 11 12 13 14 4 6 8 10 12 14 16 18

Linkage Distance Linkage Distance Linkage Distance

Obrazek 5.10 Dendrogramy vytvoiené pomoci stejné metriky vzdalenosti (Euklidovska vzdalenost) a tii
ruznych shlukovacich algoritmi: jednospojné (single), stiedospojné (average) a vSespojné (complete
linkage) metody. V piipadé jednospojné metody je zjevné silné fetézeni objektt. (Spolecenstva koryst
Sesti lokalit ve tfech Casovych obdobich; Illyova, Némethova 2005.)
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Vysledek hierarchického aglomerativniho shlukovani je ovlivnén na nékolika urovnich
(Obrazek 5.11). Jde nejenom o typ vstupnich dat, ale také o jejich pfipadnou transformaci
a standardizaci, dile o meétfeni vzdélenosti/podobnosti mezi objekty a nasledné o méfeni
vzdalenosti mezi shluky (shlukovaci algoritmus). Podle Kovafe a LepSe (1986) maji
transformace dat vétsi vliv na vysledek shlukovani nez metoda shlukovani (méfeni vzdalenosti
mezi shluky).

Sbér dat

1* ____________ dulezitostna hodnota - kvantita
(pokryvnost, pocetnost)

transformace, standardizace,

Jemmmmmmmmeee méfeni podobnosti/vzdalenosti
Matice (ne) objektd
podobnosti

14. ____________ méfeni vzdalenosti shlukud
Dendrogram

Obrazek 5.11 Vysledek hierarchického aglomerativniho shlukovani je ovlivnén na nekolika Grovnich
(podle Leps, Smilauer 2000).

Aglomerativni hierarchické shlukovani: shrnuti

Zavérem muzeme definovat tyto hlavni kritické problémy hierarchické aglomerativni
analyzy:
* Velké mnozZstvi proménnych nebo objektli v dendrogramu je obtizné interpretovat.
* Analyza je siln¢ zavisld na zvoleni vhodné metriky vzdalenosti/koeficientu
podobnosti.
* Analyza je siln¢ zavisla na shlukovacim algoritmu (zptisobu méfeni vzdalenosti mezi
shluky).

MuzZe nastat situace, kdy se v asociacni matici vyskytnou tzv. shody (ties) — stejné hodnoty u
ruznych skupin objektl, ptipadné shluk. Dochazi k tomu zejména pfi analyze binarnich dat.
Existuje nékolik moZnosti feSeni téchto shod v zévislosti od typu vazeb mezi objekty (napf.
spojeni vSech objektil najednou, paralelni vytvoreni skupin tzv. multiple fusion, ndhodné spojeni
tzv. silent mode, single linkage, suboptimal fusions). Rlizné zplisoby vypotradani se se shodami
ovSem ovliviiuji vysledny dendrogram.

Hierarchické aglomerativni metody jsou velice populéarni a jejich vyhody jsou nasledujici:

* Jsou vhodné pro méné objemna data.
* Vysledny dendrogram je jednoduse interpretovatelny.

5.1.2 Hierarchické divizivni shlukovani

Divizivni metody pracuji ze zac¢atku se vSemi objekty jako s jednou skupinou. Nejdiive je
tato skupina rozdélena do dvou mensich skupin. Déleni podskupin pokracuje dale, dokud neni
splnéno kritérium, které ukonci analyzu (napt. pfedem definovany pocet kroki, ptipadné rozklad
na samostatné objekty; Obrazek 5.12). Principem tohoto zplsobu shlukovani je, Ze vétsi rozdily
pretrvavaji nad méné dilezitymi rozdily: celkova struktura shluku determinuje podskupiny.
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Divizivni hierarchicky postup mizeme tedy formalizovat nésledovné: vychazime od
jediného shluku S a v kazdém kroku jeden ze shluki roz§tépime na dva, takZe na konci procesu
dostavame rozklad S™.

Divizivni metody mohou byt
* monotetické — déleni souboru probiha podle jediné proménné;
* polytetické — déleni probihd podle komplexni charakteristiky ziskané¢ na zakladé
vSech proménnych v ramci souboru.

y ° LI y o ° o y ) LI
o o ° o o ° e o °
) [} (]
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Obrazek 5.12 Princip divizivniho shlukovéani.

Divizivni metody jsou Casto pouzivany v ekologii, konkrétné ke klasifikaci biologickych
spolecenstev. Jejich vyhody jsou nasledujici:
* divizivni metody jsou vhodné pro objemné datové soubory;
* ke kazdému d¢leni je ptipojeno kritérium, podle kterého déleni probéhlo.

Monotetické metody

Vyznam monotetickych metod je hlavné historicky. Jednou z nich, kterd se osvédcila, je
asociaéni analyza (association analysis). V soucasnosti se jiz nepouziva, my ji zde ovSem
uvadime zejména kviili vysvétleni principu divizivniho shlukovéni.

Asociacni analyza byla pouzivana v ekologii ke klasifikaci spoleCenstev. Pouzitelna je pro
bindrni kvalitativni data (v ekologii jde o data prezence-absence druhil). Shluk se déli na zakladé
jedné proménné (prezence-absence jednoho tzv. kritického druhu). Na zacatku asociacni analyzy
se ur¢i proménna, kterd je maximaln€ asociovana s ostatnimi proménnymi: asociace mezi
proménnymi je odhadovana jako kvalitativni korela¢ni koeficient pro bindrni data, bez ohledu na
jeho znaménko. Pro kazdou proménnou je spo€tena suma vSech asociaci. Proménna, ktera ma
nejvyssi sumarni hodnotu asociaci, urcuje déleni shluku na dvé skupiny. Jedna skupina je
skupina objektii (vzorky, odbéry, nebo lokality), ve kterych je proménna kodovana jednickou,
druhé skupina je skupina objektii, ve kterych je tato proménnd kodovana nulou (Obrazek 5.13).
Tato proménna je vyfazena z dal§iho vypoctu a postup se opakuje pro kazdy z obou vytvofenych
shlukii samostatné.
jiz nepouziva ve svoji ptivodni formé. Z ekologické zkusenosti je ziejmé, ze pfitomnost a zvIaste
neptitomnost urcit¢ho jediného druhu je velmi slabou indikaci pro zatazeni lokality nebo
spoleCenstva k urcité skupiné. Divizivni monotetické shlukovani tedy neni robustni.

Vyhodou monotetické metody je jednoduchy kli¢, ktery muize byt pouzit ke klasifikaci
dalsich objektii podle prezence a absence druhtl. Zfejmou nevyhodou metody je jeji monoteticka
povaha.
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Obrazek 5.13 Ukazka vysledku asociacni analyzy. Binarni kli¢ k identifikaci typt slanisk zapadniho Irska
(Ivemey-Cook, Proctor 1966 v Digby, Kempton 1987).

Polytetické metody

U polytetickych metod probiha déleni souboru na zékladé¢ vSech proménnych. Skupiny
vytvofené polytetickou metodou jsou homogennéj$i nez skupiny vytvofené monotetickou
metodou.

Mezi ekology je velice oblibend metoda two way indicator species analysis a program
TWINSPAN. Jde o polytetickou metodu, kterd d€li objekty (vzorky, odbéry, lokality) podle
vysledki ordinace korespondencni analyzou. Toto rozdéleni je tedy zalozeno na vsech
proménnych (v ekologii druzich).

TWINSPAN pracuje pouze s kvalitativnimi daty. Aby mohla byt zahrnuta informace
o kvantit¢ druhd, byl vyvinut kvalitativni ekvivalent druhové abundance, tzv. pseudo-druh
(pseudo-species). Kazd4a abundance druhu je nahrazena ptitomnosti jednoho nebo vice pseudo-
druhti. Cim vic je druh podetngjsi, tim vic pseudo-druhii je definovano. Kazdy pseudo-druh je
definovan minimalni abundanci korespondujiciho druhu, tzv. hrani¢ni hodnotou (cut level, cut-

off level). Pseudo-druh je tedy pfitomen, pokud zastoupeni druhu ptesdhne hrani¢ni hodnotu
(Tabulka 5-1).

Tabulka 5-1 Ukézka tvorby pseudo-druhti pro TWINSPAN pii pouziti hrani¢nich hodnot 0, 1, 5, 20
(podle Leps, Smilauer 2000, 2003).

Druh Vzorek 1 Vzorek 2
Puvodni tabulka Cirsium oleraceum 0 1
Glechoma hederacea 6 0
Juncus tenuis 15 25
Tabulka s pseudo-druhy  Cirsolerl 0 1
pouzitd v TWINSPAN Glechedel 1 0
Glechede2 1 0
Junctenul 1 1
Junctenu?2 1 1
Junctenu3 1 1
Junctenué4 0 1
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Vyhoda nahrazeni kvantitativni proménné nekolika kvalitativnimi proménnymi spociva v
tom, Ze kdyz abundance druhu vykazuje unimodalni odezvu podél gradientu, kazdy pseudo-druh
také vykazuje unimodalni kiivku odezvy, a kdyz je kiivka odezvy pro abundanci zeSikmena, pak
se kiivky odezev pseudo-druhii 1isi ve svych optimech.

Proces déleni (dichotomy, division) objekti do skupin probihd pomoci korespondencni
analyzy. Objekty se rozdéli do dvou skupin: na levou — zapornou a pravou — kladnou stranu
dichotomie podle jejich skére na prvni ose korespondenc¢ni analyzy. Osa je rozdélena v centroidu

WV

A%

levou nebo pravou stranu dichotomie. Po rozdéleni souboru objekti na dvé ¢asti je kazda cast
dale podrobena dal$i ordinaci, vzniknou ¢&tyfi skupiny, atd. Vyhody TWINSPANu jsou
nasledujici:
TWINSPAN nejenom klasifikuje objekty (lokality), ale poskytuje i kritérium pouzité
pro to které déleni. Klasifikace vzorkt je doplnéna klasifikaci druht.
*  TWINSPAN je uziteny hlavné pfi analyze velkych datovych soubort.

Nevyhodou této metody, tak ¢asto pouzivané v ekologii spoleCenstev, je nutnost zvolit
hrani¢ni hodnoty pro tvorbu pseudo-druhti. Vysledek analyzy je témito hrani¢nimi hodnotami
siln€ ovlivnén.

5.2 Nehierarchické shlukovani

Casto se setkame s ptipady, kdy neni vyhodné pouZivat hierarchickou shlukovou analyzu,
protoze data nevykazuji hierarchickou strukturu. V takovych ptfipadech muize byt vhodnéjsi
pouziti nehierarchického shlukovani, pti némz jsou vytvofeny skupiny stejného fadu. Skupiny by
mély byt uvnitt co nejvic homogenni a mezi sebou odlisné. Nehierarchické metody shlukovani
jsou vhodné pro velmi objemna data.

5.2.1 Metoda K-priméri (K-means clustering)

WV wew

Nejbéznéjsi nehierarchickou metodou je metoda K-priméru. Hlavnim cilem metody je
nalezeni takovych skupin v mnohorozmérném prostoru, kdy vnitroskupinova podobnost je co
nejvetsi. Princip vytvoreni shlukli je stejny jako pti Wardové metod€: minimalizace celkové
sumy ctvercl vzdalenosti uvnitt skupin. Vysledkem je vytvoreni K skupin, které jsou od sebe co
nejvice oddé€leny.

Algoritmus metody je nasledovny:

* Zvolime pocatecni rozklad do K shluki, nejéastéji ndhodné (podkladem ovsem muiize
byt také napt. vysledek jiz provedeného shlukovani, ktery chceme zlepsit).

* Ur¢ime centroidy pro vSechny shluky v aktudlnim rozkladu.

* Postupné zhodnotime pozici vSech objektii. Pokud ma objekt nejblize k vlastnimu
centroidu, ponechdme jej na misté, jinak jej presuneme do shluku, k jehoZ centroidu
ma nejblize.

* Centroidy kazdého z K shlukti jsou pfepocitany.

* Body 3 a 4 se opakuji do té doby, kdy uz zddny dalsi ptesun nezlepsi kritéria. Timto
zpusobem se v K skupinach objekty pfesouvaji tak, aby se minimalizovala variabilita
uvnitf  skupin a maximalizovala variabilita mezi skupinami (jde o relokaéni
proceduru). Proces je tedy iterativni.
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Tento algoritmus je zakladni, existuje ovSem i n€kolik modifikaci:
* Proces lze zahgjit s K vybranymi objekty misto pocatecniho rozkladu. Pak se
dostavame rovnou ke kroku €. 3. Dalsi postup je jiZ stejny.
* Piepocet centroidi lze provést po kazdém piesunu objektu (nikoli tedy jen po
kazdém cyklu). Priibéh shlukovani a vysledek je pak zavisly také na potadi objektt,
ve kterém vstupuji do 3. kroku.

Nevyhodou metody K-primérii je, ze pracuje se Ctverci Euklidovskych vzdalenosti. To
muze byt v nékterych ptipadech problém, zejména pii vyskytu odlehlych objektl. Metoda K-
pramérd je citliva na odlehlé hodnoty.

Dals$i nevyhodou metody je nutnost definovat pocet skupin K ptedem. Je potiebné si
uvédomit, ze takto miizeme ziskat pouze lokalni extrém, o kterém nemame jistotu, Ze je zaroven
extrémem globalnim (Obrézek 5.14). Proto je vhodné provést analyzu pro né€kolik rGznych
pocateCnych K skupin a nasledné ur€it pomér vnitroskupinové a meziskupinové variability pro
vSechny analyzy (vSechny K). Nakonec bude jako nejlepsi uréen takovy pocet shluki K, pti
kterém je pomér vnitroskupinové a meziskupinové variability nejmensi.

"
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Obrazek 5.14 Ukazka rozdé€leni objektd do shluki nehierarchickou metodou K-primért. Vysledek je
ovlivnén volbou poctu shlukd. Vlevo: pocet shluki tii je dobra volba; vpravo: pocet shlukti dva je Spatna
volba.

5.2.2 Metoda X-priméru (X-means clustering)

Pro nejrozsitenéjsi nehierarchickou shlukovaci metodu K-priméri mizeme definovat dva
hlavni problémy: 1. pocet shlukli K musi byt definovan uzivatelem a 2. hledani K shluki podléha
lokalnimu minimu. ReSeni prvniho problému a ¢asteéné i druhého problému nabizi metoda X-
priméri.

V algoritmu metody X-primért se pocet shlukli vypocitd dynamicky, ptficemz je uZivatelem
zaddvana pouze dolni a horni hranice pro K.

Algoritmus je tvofen dvéma kroky, které se opakuji.

* V prvnim kroku je aplikovana tradi¢ni metoda K-priméri pro K shlukl (K je nejprve
rovno dolni hranici uréené uzivatelem).

e Vdruhém kroku se zjiStuje, zda a kde se ma objevit novy centroid, novy shluk.
Tohoo je dosazeno tim, ze se nékteré shluky nechaji rozpadnout na dva. Proces
zacind tak, ze se kazdy centroid shluku (nazveme jej rodi¢ovsky centroid) rozdé€li na
dva centroidy (dcefiné centroidy) v opacném sméru podél ndhodné zvoleného
vektoru. Poté se pro kazdou rodicovskou oblast, ¢ili pro kazdy par dcefinych
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centroidil, vypocita lokalni metoda K-priméru pro dva shluky. Hranice rodi¢ovskych
oblasti se neméni. Srovnanim Bayesovského informacniho kriteria (BIC) pro model
s dcefinymi centroidy a model s rodi¢ovskym centroidem se rozhodne o vysledné
struktufe. Podle vysledku testu je bud’ zachovdn rodiCovsky centroid (a tedy
rodicovsky shluk), nebo je nahrazen dcefinymi centroidy (tj. dvéma dcefinymi
shluky).

* Kdyz K > K,y (horni hranice urena uzivatelem), proces se ukon¢i a vyhodnoti se
nejlepsi model v pribéhu hledéni, tj. sada centroidd s nejlepsi hodnotou testového
kriteria. Jinak se pokracuje znovu krokem 1.

Jako kritérium pro déleni shluku na dva dcefiné shluky mize byt kromé& BIC pouZito i jiné,
napt. Akaikovo informacni kriterium (AIC).

Vyhodou tohoto postupu je také fakt, Ze regiondlni metoda K-primérii s pouze dvéma
shluky je méné citliva na lokalni minima.

5.2.3 Metoda K-medoidii: PAM (K-medoids method: partitioning around medoids)

Metoda K-medoidi je velice podobna metodé¢ K-priméri, s tim rozdilem, Ze zastupcem
sttedu shluku neni centroid, ale tzv. reprezentativni objekt — medoid.

Dalsi rozdil mezi metodami K-primért a K-medoidu je v mife, kterou se hodnoti vzdalenost
objektl od stfedu shluku (centroidd v metod¢ K-prumért, medoidii v metodé K-medoidu).

Princip metody K-medoidi je v hleddni K reprezentativnich objektil, které nazyvame
medoidy. Medoid je definovan jako objekt shluku, jehoz primérnd nepodobnost ke vSem
objektim v shluku je minimalni, tj. je to nejcentralnéji umistény bod v daném datovém souboru.
Shluk je pak definovan jako soubor objekti, které jsou prifazeny ke stejnému medoidu. Metodu
K-medoidli miZzeme povazovat za robustnéjsi obdobu metody K-primért.

Nejcastéjsi realizaci shlukovani K-medoidi je algoritmus PAM Partitioning around
medoids:

* Postupné je selektovano K reprezentativnich objektti. Prvni objekt je ten, pro ktery je
suma nepodobnosti ke vS§em dalS$im objektliim co nejmensi. Tento objekt je umistén
nejvice centralné v sadé objektl. Postupné je v kazdé iteraci vybran dalsi objekt,
ktery sniZzuje sumu (pfes vSechny objekty) nepodobnosti k nejpodobnéjSimu
vybranému objektu co nejvice. Proces pokracuje, az dokud neni nalezeno
K reprezentativnich objektii — medoidi.

e Vsechny objekty jsou spojeny s nejbliz§im medoidem. Mira
nepodobnosti/vzdalenosti je definovéna jakoukoliv platnou metrikou vzdalenosti,
nejCastéji Euklidovskou vzdalenosti, Manhattanskou vzdalenosti, Minkowského
vzdalenosti, 1 — korelace.

e V. druh¢é faze algoritmu se zlepSuje sada medoidi a tedy shlukovani. To se d¢je
srovnanim vSech parti objektil, kde jeden z nich je medoidem a druhy ne. Pro kazdy
medoid m a postupné pro kazdy objekt o, ktery neni medoidem, se vymeéni pozice m
a o a zjiStuje se hodnota kriteria shlukovani pro tuto konfiguraci. Kdyz se zlepsi
kriterium shlukovani, testovany objekt se stane medoidem misto plvodniho
medoidu. Tato procedura se opakuje, dokud jiz nedochazi k zddnému dalSimu
zlepSeni.
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Vyhody metody K-medoidi:

* Metoda nevyzaduje pivodni data, mize byt aplikovdna také piimo na matici
nepodobnosti.

* Shlukovani je mozné na zaklad¢ jakékoliv miry vzdalenosti (dilezité napf.
v biologickych aplikacich, kdy se muze jednat napt. o shlukovani korelovanych
prvki).

* Medoidy jsou robustnimi ptedstaviteli stfedi shluki, jsou méné citlivé k odlehlym
pozorovanim nez centroidy v metodé¢ K-priméra (tato robustnost je dilezita, kdyz
objekty nepatii jasn¢ k Zadnému shluku).

* Shlukovani neni zavislé na potadi objektli v datové matici (s vyjimkou ptipadi. kdy
existuji ekvivalentni feSeni, coz je velice ziidka).

Nevyhodou metody K-medoidi je stejné jak tomu bylo v metodé K-primérG potieba
definovat pocet shlukli pfedem. Tento problém lze feSit pomoci koeficientu siluety (silhouette
coefficient) nebo jinych metod urceni optimalniho poctu shlukii.

5.3 Urceni optimalniho poctu shluki

Validaci shlukové analyzy se rozumi méfeni kvality shlukovani pro jednotlivé algoritmy
nebo stejny algoritmus, ktery pocital nc€kolikrat s jinymi proménnymi. Validace shlukové
analyzy je velmi dillezity krok, protoze vysledek shlukovani musi byt ovéfen ve vétSing aplikaci.
Ve vétsiné pripadl musi byt pocet vyslednych shlukli nastaven uzivatelem. Existuje né¢kolik
ptistupti, jak urcit spravny pocet shlukd.

5.3.1 Analyza rozptylu (ANOVA)

Velmi snadnym a dobie pochopitelnym zplisobem urceni poctu shlukit mize byt analyza
rozptylu (ANOVA), poptipadé jeji neparametricka obdoba Kruskal-Wallisova analyza rozptylu.
Pti pouziti této metody jako valida¢ni techniky sledujeme vliv rozdéleni datového souboru do
shlukil na jednotlivé proménné. Sledujeme, zda proménné maji v jednotlivych shlucich rozdilné
hodnoty. Vybirame takovy pocet shlukii, ktery ndm nejlépe oddéluje pozadované proménné.
Jedna se o jednorozmérnou metodu, kterd pracuje pfimo s datovou matici, na rozdil od ostatnich
metod, které pracuji s asociaénimi maticemi.

5.3.2 Dunniiv valida¢ni index (Dunn’s validity index)

Tento index je zaloZen na ptfedpokladu, Ze nalezené shluky jsou kompaktni a dobte
odd¢lené. Pro vSechny oddélené shluky, kde ¢; predstavuje i-ty shluk, je Dunntiv valida¢ni index
pocitan podle vzorce:

. . d(ci s cj )
D = min< miny —————+
1<isn 1Si$n max{d'(ck )}

i#] 1<i<n

(5.1)

kde d(ci,cj) predstavuje vzdalenost mezi shluky c; a ¢; (mezishlukova vzdalenost), d '(ck) je

vzdalenost uvnitt shluki, z je pocet shluki. Minimum je pocitano pro vSechny shluky, které byly
ziskany. Hlavnim cilem tohoto indexu je maximalizovat vzdalenost mezi shluky a minimalizovat
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vzdalenost uvniti shlukii. Z toho vyplyva, ze vysoké hodnoty indexu indikuji optimalni pocet
shluka.

5.3.3 Daviestiv-Bouldiniv valida¢ni index (Davies-Bouldin validity index)

Daviestiv-Bouldiniv  valida¢ni index je podil sumy vnitroshlukového rozlozeni a
mezishlukového rozloZeni. Hodnoty tohoto indexu ziskame ze vzorce:

5 {Sn(Ql—)+Sn(Q,-)}

DB = 2N (0.0

ni=

(5.2)

kde n je pocet shluki,sS, (Ql.) je prumérnad vzdalenost objektti ve shluku od stfedu shluku a
S, (Q,- ,Qj) je vzdalenost mezi stiedy shlukt. Nizky podil ziskame, kdyZz jsou shluky kompaktni

a daleko od sebe. Nizké hodnoty tohoto indexu indikuji optimalni pocet shlukd.

5.3.4 Valida¢ni metoda siluety

Valida¢ni metoda siluety pocita hodnotu §itky siluety pro kazdy objekt, primérnou hodnotu
Sitky siluety pro kazdy shluk a priimérnou hodnotu §$itky siluety pro cely soubor. Tento pfistup je
zalozen na porovnani pramérné Siiky siluety pro dany shluk. Silueta zde reprezentuje pomér
podobnosti a odlisnosti od ostatnich shlukli. Primérna Sitka siluety mize byt pouzita k validaci
shlukové analyzy a k rozhodnuti o vhodnosti zvoleného poctu shlukii. K ziskani hodnoty S(i)
pouzijeme vzorec:

(b(0) — a(®))

S0 = max{b(i), a(i)}

(5.3)

kde a(i) je primérné odlisnost i-t¢ho objektu od vSech ostatnich vzorkl ve stejném shluku, b(i) je
minimum z pruméra odlisnosti i-tého objektu ke vSem vzorkim v ostatnich shlucich. S(i) mize
nabyvat hodnot <— 1,1>. KdyZ je hodnota siluety blizk4 jedné, znamena to, Ze objekt je zatfazen

do spravného shluku, je-1i hodnota siluety blizkd nule, znamena to, Ze objekt miZzeme zaradit
také do jiného shluku, vzorek lezi stejn¢ daleko od obou shlukli. Hodnota minus jedna nam
indikuje Spatné zatazeny objekt, nachazi se n¢kde mezi shluky. Celkova primérna hodnota pro
cely datovy soubor je jednoduse primér ze vSech ziskanych S(i).

Nejvétsi hodnota celkové primérné siluety indikuje nejlepsi shlukovéani (pocet shluki).
Proto je pocet shlukl s nejvétsi primérnou hodnotou Sitky siluety optimalni feSeni. Vystupem
této metody byva sada grafii, kde jsou vyznaCeny hodnoty siluety pro vSechny objekty ve
shlucich pro vice variant shlukovéani (Obrazek 5.15).
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Graf siluety pro shlukovani metodou K — praméra

n=606, k=6 n=606, k=7 n=606, k=8
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Obrazek 5.15 Graf siluety. Shlukovano bylo 606 lokalit do 6 az 11 shlukd. Optimalni pocet shluki je 8,
kde je nejvyssi hodnota primérné siluety. Také si miizeme vSimnout zapornych hodnot siluety, které nam
indikuji Spatné zatazené shluky.

5.3.5 Izola¢ni index (Isolation index)

Tento index je zaloZen na tvrzeni, ze sousedni vzorky (v prostoru) patii do stejného shluku.
Izolace kazdého shluku je méfena pomoci pravidla k-nejbliz§iho souseda, kde pravidlo pro kazdy
ptipad a je definovano jako procento k-nejblizSich sousedu, které byly zatazeny do stejného
shluku jako a. Primérovanim pies vSechny piipady v datech mliizeme homogenitu rozdéleni
spocitat podle vzorce:

1 n
I == vix) (5:4)

Vysoké hodnoty tohoto indexu znamenaji dobie oddélené shluky. Autoii uvadi, Ze index
odménuje rozklad na kompaktni a dobfe oddelené shluky, avSak nedokdze penalizovat ptipady,
kdy se shluky ptekryvaji, protoze kazdy objekt je limitovan okolim.

5.3.6 C-index

Tento index je definovan vzorcem:

NE
C = min , )
Smax - Smin (5 5)
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kde S je suma vzdalenosti mezi vSemi pary objektii ve shluku. Necht p je pocet takovychto
parii objekth patticich do jednoho shluku a P je pocet takovychto parh objektli v celém datovém
souboru. VSechny pary v datovém souboru sefadime podle jejich vzdalenosti a vybereme p
nejmensich vzdalenosti a p nejvétSich vzdalenosti. Takto ziskdme Spin, c0Z je suma nejmensich p
vzdalenosti v datovém souboru, a Sy,.x, sumu p nejvetSich vzdalenosti. Nizké hodnoty Citatele ve
vzorci znamenaji, Ze v daném shluku se vyskytuji pary objektd s malou vzdéalenosti. Minimalni
hodnoty C-indexu indikuji dobfe odd€lené shluky. Pocet shlukd, ktery minimalizuje hodnotu C-
indexu, je optimalni.

5.3.7 Goodmaniv-Kruskaliv index (Goodman-Kruskal index)

Pro dany datovy soubor Goodmantiv-Kruskaltiv index hodnoti vSechny mozné Ctvetice
objektl (a, b, ¢, d). Necht’ d je vzdalenost mezi dvéma objekty (a a b nebo ¢ a d).

Pak se ¢tvetice nazyva shoda (concordant), kdyz plati d(a,b) < d(c,d), pfiCemz a a b jsou ve
stejném shluku a ¢ a d nejsou ve stejném shluku nebo d(a,b) > d(c,d), pficemz c a d jsou ve
stejném shluku a a a b jsou ve shlucich odlisnych.

Naopak se Ctvetice nazyva neshoda (disconcordant), kdyz plati d(a,b) < d(c,d) a a a b nejsou
ve stejném shluku, zatim co ¢ a d ve stejném shluku jsou. Nebo také d(a,b) > d(c,d) ptiCemZ a a b
jsou ve stejném shluku a ¢ a d nejsou ve stejném shluku. Dobré rozdéleni datového souboru by
mélo obsahovat hodné shod a malo neshod téchto ¢tveric. Ozna¢me pocet shod N a neshod Ng.
Goodmantv-Kruskalliv index dale ziskame podle vzorce

GK =—¢< "4 (5.6)

Vysoké hodnoty GK indexu znamenaji dobfe vytvorené shluky a pocet shluki, ktery
maximalizuje hodnoty indexu, dava optimalni pocet shlukd.

5.3.8 Meansim (MSA)

Nejedna se pfimo o valida¢ni metodu pro uréeni spravného poctu shluki. Jeji vysledky nam
pouze pomohou vybrat optimalni feseni ze shlukl jiz vytvorenych nezavisle na asocia¢ni matici,
ktera byla pouzita pti shlukové analyze. Tuto metodu mizeme pouzit naptiklad v ptipadé¢, kdy
mame datovy soubor obsahujici data jak o slozeni spoleCenstva, tak o parametrech prostiedi.
Objekty (lokality) zde shlukujeme na zdkladé¢ proménnych prostfedi a nasledné nés zajima, jak
dobfe nam tyto shluky oddéluji spoleCenstva ve vzorcich.

Tato metoda hodnoti silu klasifikace (Classification strength — CS). Byla specidlné navrZena
pro mnoho vzorkt a relativné malo shlukt. Klasifikaéni sila shlukovani je stanovena tim, do jaké
miry si jsou objekty ve stejném shluku primérné navzajem podobné oproti podobnosti objektl
s objekty z jinych shlukd.

Analyza je zaloZena na matici podobnosti mezi vzorky. CS je pocitana jako rozdil mezi
pramérem vsech podobnosti uvnitt shlukti (W) a primérem vSech podobnosti mezi shluky (B)
podle vzorce:

CS =W -B. (5.7)

Hodnoty CS se pohybuji mezi nulou a jedni¢kou. Hodnoty blizké jedné indikuji dobrou
klasifikaci mezi skupinami (tj. uvniti skupin je vysoka podobnost a mezi skupinami nizka).
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5.4 Shlukova analyza: shrnuti

* Vstupem shlukové analyzy je:

o
o

matice podobnosti nebo vzdalenosti objektii nebo
tabulka objektii charakterizovanych nékolika proménnymi.

* Vystupem shlukové analyzy je:

o
o

strom (dendrogram) — pfi hierarchické shlukové analyze;
zafazeni objekti do pfedem definovaného poctu shlukli — pfi nehierarchické
shlukové analyze.

»  Pfi pouziti shlukové analyzy je nutno pamatovat na nize uvedené problémy:

0]
0]

o

hierarchické aglomerativni shlukovani neni efektivni pro velmi velka data;

pfi hierarchické aglomerativni analyze je vysledek siln€ ovlivnén vybérem indexu
podobnosti, resp. metrikou vzdalenosti a shlukovacim algoritmem;

pfi hierarchické divizivni analyze TWINSPAN je vysledek siln€ ovlivnén
nastavenim hrani¢nich hodnot;

pfi nehierarchickém shlukovani je nutné urcit pocet piedpokladanych shlukt
predem.
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6 Ordinacni analyza

6.1 Uvod

Pti feSeni mnozstvi problémt se setkdvame se situaci, kdy je pocet sledovanych proménnych
velmi rozsahly, nepiehledny a vztahy mezi nimi jsou velmi tézko interpretovatelné.

Objekty charakterizované p proménnymi si mizeme piedstavit jako body v p-rozmérném
prostoru. V tomto prostoru kazdy zrozméra ptedstavuje hodnoty jedné proménné. Kdyz
pracujeme pouze se dvéma nebo tfemi proménnymi, situaci si miizeme zobrazit v dvoj- nebo
trojrozmérném grafu. Tady lze bez problémi sledovat vztahy mezi objekty, jejich vzdalenost a
seskupeni. Situaci si miizeme ptedstavit na piiklade ekologickych spolecenstev, kde objekty jsou
lokality a proménné druhy (Tabulka 6-1, Obrazek 6.1).

Tabulka 6-1 Zastoupeni tfech druhi ptaki na tfech lokalitach.

Druh 1 Druh 2 Druh 3
Sturnus vulgaris Fringilla coelebs Parus major
Lokalita A 3 5 1
Lokalita B 5 4
Lokalita C 2 3 2
druh 2

Fringilla coelebs A

1
1
I
C 1 B
| |
| [ |
| | I druh1
I vV Sturnus vulgaris
/[ SV /A
Y
VAV A AN
druh 3
Parus major

Obrazek 6.1 Umisténi lokalit (A, B, C) v prostoru vytvofeném tfemi pta¢imi druhy.

Kdyz je pocet proménnych vétsi, nemizeme je jednoduse prozkoumat v trojrozmérném
grafu. Lze se podivat na umisténi objektl v prostoru definovaném dvojicemi proménnych,
ovSem prozkoumat timto zplisobem vSechny mozné pary proménnych by bylo velice pracné;
kromé toho nékteré problémy a vztahy dat nejsou v kombinaci pouze dvou proménnych
pozorovatelné. Mnohorozmérna data se tedy snazime zjednodusit tak, Ze odhalime hlavni trendy
variability v celém souboru proménnych. Mnohorozmérné feSeni spocivd v zobrazeni objektl
v mnohorozmérném grafu s tolika osami, kolik je piivodnich proménnych. Takovy diagram je
ovSem mozné zobrazit ve dvou- nebo trojrozmérném prostoru. Proto se pouziva projekce
takového mnohorozmérného diagramu do roviny nesouci nejvice variability. Pfi tomto procesu

54



nedochézi k vétsi ztraté informace. Tomuto procesu tikdme redukce dimenzionality dat a je
zakladnim principem ordinacnich metod.

Ordinace je obecné oznaceni pro skupinu metod, které slouzi k setazeni objektti podél tzv.
ordinacni osy (teoretického gradientu, resp. hypotetické — latentni proménné) tak, aby byl
zachovan trend a struktura v datech. Ordinaéni metody umoziuji odhalit vztahy mezi
proménnymi stejné jako vztahy mezi objekty. Uspésnost ordinagnich metod zavisi na struktuie
obsazené v datech. Dobfe strukturovand data, tedy data, vnichz existuji vztahy mezi
proménnymi, umoziuji koncentraci podstatné ¢asti variability do n€kolika mélo ordinaénich os.

Vsechny ordina¢ni techniky redukujici dimenzionalitu jsou zaloZeny na vlastni analyze
(eigenanalysis), tj. hledani vlastnich vektorii (eigenvectors) asocia¢ni matice. Vypocet ma dve
nejbéznéjsi feSeni, ob¢ z nich se ve vicerozmérné analyze pouzivaji v riiznych oborech ponejvice
z historickych a interpretacnich divodi:

* vypocetni pfistup maticové algebry (viz pfiloha Zaklady maticové algebry):

0 vysledek je ziskan jednozna¢nym matematickym postupem pomoci vypoctu
vlastnich cCisel a vlastnich vektort ¢tvercové asociacni matice;

0 vlastni vektory matice predstavuji feSeni definujici smér ortogondlnich os
ordina¢ni analyzy ve vicerozmérném prostoru;

0 mira variability nesené na osach ordinacni analyzy je popsdna vlastnimi Cisly
matice; v pfipad¢ existence vztahii mezi piivodnimi proménnymi nesou prvni
ztéchto os ordinacni analyzy vétsi podil variability dat, nez pfipadd na
puvodni proménné;

0 nevwhoda: metoda neni pro nematematické obory intuitivni; vypocetné
narocné pro velké datové matice a proto fada softwaru pouziva iterativni

postup;
* geometricky iterativni pfistup (detailnéji popsan v kapitole o korespondencéni
analyze):

0 metoda je intuitivni z pohledu vyznamu ordinacnich analyz pro praktickou
analyzu dat;
0 pracuje s predstavou rotace pohledu kolem objektd ve vicerozmérném
prostoru, kterd naléza optimalni pohled nesouci nejvétsi mnozstvi variability;
0 interpretatn¢ jde v analyze ekologickych dat o analogii postupu vazeného
pramérovani pouzivané v analyze valen¢nich charakteristik taxoni;
0 jde o iteracni algoritmus:
= vprvnim kroku je ndhodné zvolena osa (vektor) ve vicerozmérném
prostoru;
= je vyhodnocena variabilita spjata stouto osou a ovéieno, zda jiné
prolozeni osy (nyni jiz jde o systematicky postup, ndhodné je pouze
stanoveni osy v prvnim kroku vypoctu) nevysvétluje variabilitu dat
1épe;
= postup je opakovan, dokud neni mozno dosdhnout v dané ose vyssi
vycerpané variability;
= osa je zafixovdna a algoritmus pokracuje hledanim dalsi osy,
ortogonalni k jiz nalezené ose; cely postup je opakovan az do
dosazeni maximalniho poctu os pro dany typ ordinacni analyzy;
0 nevyhoda: metoda nemusi nalézt nejlepsi feseni, pokud pfi iteraénim procesu
nalezne lokalni minimum dostatecné pro zastaveni algoritmu (nicméné
v praxi tento problém nastava vzacng);,
0 nevyhoda: rizné softwarové implementace mohou davat mirn¢ odlisné
vysledky.
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Uvod do vlastni analyzy vlastnich &isel a vlastnich vektort je v P¥iloze: Zaklady maticové
algebry. V kontextu ordina¢nich metod je ovSem nutno zdiraznit nékolik bodi.

* Vlastni analyza probiha na ¢tvercové symetrické matici odvozené z datové matice.

* Vlastni analyza ma jediné feSeni a neni zavisla na fadu matice.

* Smér ordinacni osy je urcen vlastnim vektorem (eigenvector) aje kni ptifazena
vlastni hodnota (eigenvalue).

* Osy jsou sefazeny podle jejich vlastnich hodnot, tudiZ prvni osa ma nejvyssi vlastni
hodnotu, druhd osa druhou nejvyssi atd.

e Vlastni hodnoty maji matematicky vyznam, ktery muize pomoci interpretaci.
V analyze hlavnich komponent (PCA) vlastni hodnoty pfedstavuji vysvétlenou
variabilitu, rozptyl (variance extracted). V koresponden¢ni analyze a metodach od ni
odvozenych ptedstavuji vlastni hodnoty vysvétlenou inercii (inertia extracted).

* Osy jsou navzdjem kolmé (ortogonalni).

* Pocet ordinacnich os je obvykle roven poctu proménnych, resp. poctu proménnych
minus jedna (nebo poctu objektd minus jedna, kdyz je tato hodnota mensi). Pocet
ordinacnich os, které se vyplati interpretovat, by mél byt co nejmensi pfi zachovani
maximalni interpretovatelnosti.

* Pozice objekti a proménnych v ordinacnim diagramu jsou vypocitany zaroven
a proto mizou byt zobrazeny v tom samém ordina¢nim diagramu (takovy diagram se
nazyva biplot).

Ordina¢ni metody jsou piedev§im prizkumné metody, které se pouzivaji ke tvorbé hypotéz
a primarné neslouzi k jejich testovani. Ordina¢ni metody se nezabyvaji pfi¢innymi vztahy.

Rozdil mezi shlukovou analyzou a ordinaci je znazornén na Obrazek 6.2. Shlukova analyza
nachazi v datech skupiny; klasifikuje objekty nebo proménné do skupin. Ordina¢ni metody
sefazuji objekty a/nebo proménné podél ordinacnich os.

b

Y2 Faktorové osy
\

& Co L wo—1i00-

AR

Y1

podobnost

Obrazek 6.2 Dvé moznosti zpracovani mnohorozmérnych dat: a shlukova analyza, b ordinace. y1, y2 —
puvodni proménné.
6.1.1 Interpretace vysledkii ordina¢ni analyzy

Matematicky vyznam vysledkli ordinacni analyzy je jasny — jde o sadu vzdjemné
ortogonalnich (nezdvislych) vektori (ordina¢nich os, dimenzi ordina¢niho prostoru)
preskupujicich variabilitu spjatou s jednotlivymi proménnymi tak, aby se co nejvice z této
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variability dalo vyjadfit v co nejmensim poctu dimenzi. Nad touto matematickou interpretaci je
nicmén¢ jeste interpretace dand Gcelem analyzy:

* zjednoduseni vicerozmérného souboru do co nejmensiho poctu dimenzi bez ohledu
na jejich interpretovatelnost (pouzivd se pro zmenSeni objemu vysoce
dimenzionalnich dat);

* zjednoduseni vicerozmérného souboru do malého poc¢tu dimenzi interpretovatelnych
za pomoci puvodnich proménnych (pouziva se pro zjednoduSeni analyzy, kdy
interpretovatelné vicerozmérné osy vstupuji do dalsich vypocti);

* identifikace korelacni struktury dat (cilem je zjiSténi a vizualizace vzajemnych
vztahli proménnych);

» identifikace ptirozené existujicich shlukii objektt (v ptipadé, Ze rozdéleni objektl do
shlukdi souvisi s variabilitou dat, je mozné tyto shluky identifikovat v prostoru
prvnich ordinacnich os);

* v pfipadé analyzy ekologickych dat jsou ordinacni osy €asto interpretovany jako tzv.
environmentalni gradienty. ProtoZe tato interpretace ma piimou vazbu na fadu
ekologickych teorii vysvétlujicich utvaifeni biologickych spolecenstev, je blize
rozebrana v nasledujicim textu.

Vysledkem ordinace je ordina¢ni diagram (graf). Pro interpretaci ordina¢niho diagramu
plati:

Smér osy (napf. vlevo versus vpravo, nahofe, dole) je ndhodny a neovliviiuje

interpretaci; diky tomu jej miizeme zménit, kdyz je to interpretacné vyhodné.

e Numerickéd skdla osy neni potfebna k interpretaci (s vyjimkou DCA, kde je Skala
jednotkou beta diverzity).

» Tieti a dal§i osy mliZou byt sestrojeny; rozhodnuti, kde skoncit interpretaci dalSich
0s, je zejména zalezitosti kvality a kvantity dat a schopnosti interpretovat vysledky.

* Je vhodné, aby osy nebyly korelované, aby piedstavovaly rtizné latentni proménné.

V¢étSina technik automaticky spéje k nekorelovanym (ortogonalnim) osam.

vvvvvv

zkuSenosti biologa z terénu/laboratofe a znalosti z literatury.

6.1.2 Interpretace os ordinacni analyzy jako environmentalnich gradienti

Vyskyt organismil a potazmo celych biologickych spolecenstev je ovlivnén podminkami
prostiedi prostfednictvim zakoni ekologického optima a minima; tedy organismus se vyskytuje
pouze tam, kde jsou splnény jeho minimalni naroky na podminky prostiedi, a zdznam o vyskytu
organismu v datech je dokladem toho, Ze minimalni naroky organismu byly splnény.

V ordina¢ni analyze ekologickych dat je tento pohled casto interpretacné obracen a
predpoklada se, ze vysledkem analyzy je skryty environmentélni gradient, ktery jako kombinace
realnych faktord prostfedi ovliviiuje vyskyt organismil. V tomto kontextu je vlastné pozice
organismu na ose ordinacni analyzy jejim optimem pro tento skryty gradient a pozice
spolecenstva (lokality) na ose je primérnym véazenym optimem organismi tvoficich toto
spoleCenstvo; ¢im dale od stfedu ordina¢niho prostoru, tim extrémnéj$i podminky na gradientu
jsou pro spolecenstvo nebo organismus optimalni.

Jde o velmi podobny pfistup uplatiiovany v analyze valen¢nich charakteristik taxonti pod
nazvem vazené prumérovani a napiiklad korespondencni analyza, ale i jiné ordinacni metody
byly do ekologickych véd uvedeny s touto interpretaci na pozadi a jsou zde pocitany pomoci
itera¢niho algoritmu vaZeného primérovani (Hill, 1974).
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Tento pfistup je z hlediska interpretace ekologickych dat pfinosny, nicméné je pii ném tieba
mit na paméti i néktera uskali:

skryty gradient nemusi byt piimo spjat s abiotickymi charakteristikami prostiedi
(nadmotska vyska, pH, kontaminace apod.), ale i1 vzdjemnymi interakcemi
organismu, které v datovych souborech ¢asto nejsou podchyceny a u nékterych typii
organismu hraji podstatnou roli;

skryty gradient bez interpretace vaci plvodnim proménnym nemusi oproti
jednorozmérné analyze téchto proménnych pfinaset interpretovatelné a relevantni
informace o studovaném problému;

gradient musi byt vZzdy interpretovan v kontextu pouZité statistické metody
(ptedpoklady metod, velikost vzorku, pomér poctu lokalit vii¢i poctu proménnych
apod.);

reprezentativnost vzorkovani vuci realit¢ determinuje rozhodujicim zplisobem
vysledky analyzy a vytvorené skryté gradienty musi byt vzdy interpretovany v tomto
kontextu.

6.1.3 Typy ordinac¢nich metod

Podobné jako do skupiny shlukovych analyz patii n€kolik riznych metod, i ordinacnich
metod je nékolik.

Analyza hlavnich komponent (PCA, principal component analysis) je limitovana
kvantitativnimi proménnymi.

Faktorova analyza (FA, factor analysis) zastituje analyzu hlavnich komponent a
byva Siroce pouzivana zejména v sociologii a psychologii, ale 1 v jinych oborech.
Korespondencni analyza (CA, correspondence analysis, reciprocal averaging)
umoziuje soucasné zobrazeni fadkul a sloupcti kontingenc¢ni tabulky.

Detrendovana korespondencni analyza (DCA, detrended correspondence analysis) je
detrendovana forma korespondenc¢ni analyzy a je oblibenou metodou mezi ekology.
Analyza hlavnich koordinat (PCoA, principal coordinate analysis, metric
multidimensional scaling) umoziuje zachovat v redukovaném prostoru vzdalenosti
mezi objekty na zéklad¢ metrické asocia¢ni matice.

Nemetrické mnohorozmérné Skalovani (NMDS, nonmetric multidimensional
scaling) pracuje s jakoukoliv metrickou nebo semimetrickou asociacni matici. Je
velice popularni mezi ekology.

Podrobn¢ se témto technikdm budeme vénovat v nasledujicim textu. Samostatnou kapitolu
predstavuji kanonické ordinacni metody (canonical ordination), které spojuji ordinaci s regresi a
umoziuji testovat hypotézy.

6.2 Analyza hlavnich komponent a faktorova analyza

K teSeni problému redukce dimenzionality dat byly vytvoieny dvé ptibuzné vicerozmérné
metody, a to analyza hlavnich komponent (PCA, principal component analysis) a faktorova
analyza (factor analysis). Ob¢ tyto metody vychazeji z analyzy kovarianc¢ni, pfipadné korelacni
matice vychozich proménnych. PokouSeji se najit skryté (neméfitelné, latentni) proménné,
oznacované jako hlavni komponenty nebo faktory, vysvétlujici variabilitu a zavislost pivodnich
proménnych. Analyza hlavnich komponent i1 faktorovd analyza se tedy snazi o vyjadfeni
puvodnich proménnych pomoci latentnich proménnych, které se nedaji pfimo méfit, mizou
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ovSem mit ur¢itou vécnou interpretaci. Cilem je zjednoduseni ptivodniho systému proménnych a
zaroven zjisténi struktury jejich zavislosti.

V analyze hlavnich komponent i faktorové analyze je zavislost vychozich proménnych
zkoumdna symetricky. Proménné tu nejsou apriorné¢ clenény podle sméru zavislosti na
vysvétlujici a vysvétlované; jejich vzajemna zavislost neni vysvétlovana pti¢innymi vztahy mezi
témito proménnymi, ale pisobenim skrytych proménnych — hlavnich komponent, ¢i faktord. Od
hlavnich komponent, resp. faktorti se v obou metodach pozaduje, aby maximalné vysvétlovaly
puvodni proménné. Zptsob, jakym tyto dvé metody reprezentuji ptivodni proménné, je odlisny.

e pii analyze hlavnich komponent (PCA) nové (latentni) proménné (hlavni
komponenty, principal components) vysvétluji maximum celkového rozptylu
puvodnich proménnych, piipadné maximalné reprodukuji celkovou kovariancni
(nebo korela¢ni) matici vychozich proménnych,

e u faktorové analyzy soubor latentnich proménnych (spolecnych faktorti, common
factors, faktorl, factors) maximalné reprodukuje nediagonalni prvky kovarianéni
(korela¢ni) matice puvodnich proménnych, tedy vysvétluje predevSim vzajemné
zavislosti mezi pozorovanymi proménnymi. Metodu faktorové analyzy mozno
povazovat za zobecnéni analyzy hlavnich komponent.

6.2.1 Analyza hlavnich komponent (PCA, principal component analysis)

PCA nahrazuje plvodni soubor proménnych souborem novych (hypotetickych),
proménnych sumarizujicich rozptyly ptvodnich proménnych. Tyto nové proménné nazyvame
hlavni komponenty (principal components) a jsou linearni kombinaci ptivodnich proménnych.
Hlavni komponenty jsou na sobé nezavislé, Cili kolmé (ortogondlni). Zda jsou tyto nové
proménné umélymi charakteristikami, ¢i zda skute¢né odrézeji urcité redlné faktory, tj. maji
uréity predmétny obsah, je otdzkou interpretace, kterou je tieba provadét na zakladé vécnych
znalosti zkoumanych proménnych.

Proces hledani hlavnich komponent je postupny. Nejdfive se vytvoii prvni hlavni
komponenta, ktera je vedena ve sméru nejvétsi variability mezi objekty a tedy vysvétluje nejvetsi
¢ast rozptylu ptivodnich dat. Po nalezeni prvni hlavni komponenty je nalezena druhd hlavni
komponenta, kterd vysvétluje nejvétsi Cast zbytkového rozptylu a zéroven je nezavisla
(ortogonalni) na prvni hlavni komponenté. Podobné jsou nalezeny dal$i komponenty. Vysledkem
jsou nekorelované ortogonalni faktory.

Hlavni komponenty jsou uspotadany podle jejich klesajiciho rozptylu. Proto n€kolik prvnich
hlavnich komponent v sob¢ zahrnuje podstatnou ¢ast rozptylu sledovaného souboru objekta.

Algebraicky PCA hleda vlastni hodnoty (eigenvalues) a vlastni vektory (eigenvectors)
asociacni matice. Prvky vlastnich vektort jsou vahy piivodnich proménnych. Tyto udavaji pozici
objektli vzhledem k novému systému vytvofenému hlavnimi komponentami. Analyza hlavnich
komponent vychazi ze symetrické matice zalozené na plivodnich proménnych. Touto matici
muze byt korelaéni matice nebo kovariancni matice. Hlavni komponenty korelacni nebo
kovarianéni matice jsou uréeny nalezenim vlastnich hodnot a s nimi souvisejicich vlastnich
vektort matice.

Vypocetni algoritmus je nasledujici:

Hlavni komponenty asociacni matice, kterou oznacime A, ziskame feSenim vztahu:

(A-2T)u, =0 (6.1)

kde (A —kkI) je charakteristickd rovnice, ktera se pouziva k vypoctu vlastnich hodnot ;. Ty
ziskame z rovnice:
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A=A =0 (6.2)

kde ‘A - kkl‘ je determinant charakteristické rovnice. Vlastni vektory uy souvisi s vlastnimi

hodnotami Ay, jak lze vidét v rovnici (6.1). Vlastni hodnoty predstavuji rozptyl odpovidajici
hlavnim komponentam. Kazda vlastni hodnota odpovid4d jedné komponenté. Tim dostdvame
tolik vlastnich hodnot, kolik méme proménnych.

VSechny vlastni hodnoty jsou kladné nebo rovné nule, jsou sefazeny od nejvétsi po
nejmensi. Nejvetsi vlastni hodnota a k ni pfislusny vlastni vektor odpovida prvni komponent¢,
ktera vysvétluje nejvetsi podil variability v datech.

Tedy pro PCA plati:

e Vlastni hodnoty urcuji mnozstvi rozptylu vysvétlené ptisluSnou komponentou.

e Vlastni vektory jsou hlavnimi komponentami.

e K symetrické matici fadu p je mozné piifadit p vlastnich hodnot. Pocet vlastnich
hodnot a vlastnich vektort (hlavnich komponent) je tedy stejny jako pocet ptivodnich
proménnych.

* Nezavislost hlavnich komponent vyplyva ze symetrie korela¢ni/kovariancni matice.

* Vlastni komponenty jsou sefazeny podle vlastnich hodnot, tj. mnozstvi vysvétleného
rozptylu. Proto velkd ¢ast rozptylu pivodni datové matice miize byt zachycena
nekolika prvnimi hlavnimi komponentami.

Typy PCA

Analyza hlavnich komponent (PCA) je definovana pro korelatni a kovarianéni matici.
Korelace jsou standardizované kovariance. Hlavni komponenty, které ziskdme z korelacni
matice, neodpovidaji komponentdm ziskanym z kovarian¢ni matice. Vzdalenosti mezi objekty v
téchto dvou ptipadech nejsou stejné. To znamend, ze vysledek PCA zavisi na tom, zda se
rozhodneme pracovat na korela¢ni nebo kovarian¢ni matici.

PCA na kovariancéni matici — centrovana PCA

Pivodni proménné jsou centrovany. Soucet vlastnich hodnot kovariancni matice je roven
souctu rozptylli proménnych. Po¢atecni bod nové soufadnicové soustavy je posunut z ptivodniho
pocatecniho bodu do centroidu ordinovanych objekth. Vzdalenost mezi objekty v nové
soutradnicové soustave zustavaji stejné jako v ptivodni soustave.

Tento typ PCA volime tehdy, jsou-li jednotlivé proménné vyjadieny v piibuznych
jednotkach. Ptikladem miize byt analyza ekologickych spolecenstev, kde jsou vSechny druhy
(proménné) méfeny ve stejnych jednotkéch.

PCA na korelacni matici — standardizovana PCA

Pivodni proménné jsou standardizovany na nulovy primér a jednotkovy rozptyl. Soucet
vlastnich hodnot korela¢ni matice je roven fadu korela¢ni matice, tj. poctu proménnych.
Pocatecni bod nové soutadnicové soustavy je posunut z ptivodniho pocatecniho bodu do
centroidu ordinovanych objektli a zarovenl jsou plivodni proménné pieskalovany tak, aby mély
jednotkovy rozptyl. Vzdalenosti mezi objekty pak nejsou zavislé na jednotkach méteni
proménnych.

Tento typ PCA volime tehdy, jsou-li jednotlivé proménné vyjadieny ve zcela rozdilnych
jednotkach méfeni. Hlavni komponenty jsou totiZ linearni kombinaci piivodnich proménnych a
v ptipad¢ pouziti riznych méfitek u pivodnich proménnych jejich linedrni kombinace nemayji
vyznam. A proto je v takém piipad€ vhodné zalozit PCA na normovanych proménnych, ¢ili na
korela¢ni matici.
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Geometricky vyznam hlavnich komponent

Geometricky je PCA rotaci plivodni datové matice a mize byt definovana jako projekce
objektli do nového systému hlavnich komponent tak, Ze maximum rozptylu je promitnuto neboli
extrahovano podél prvni hlavni komponenty, maximum rozptylu nekorelovaného s prvni hlavni
komponentou je promitnuto na druhé hlavni komponenté, atd. Tato rotace soutfadnicového
systému tedy umoznuje zachytit na nckolika prvnich komponentich maximum informace o
prostorové struktuie souboru vicerozmérnych pozorovani. Prvni dvé hlavni komponenty popisuji
rovinu s nejveétsim rozptylem. Formalné lze tento princip pfedstavit jako zobrazeni shluku »
bodli (objektll) v p-rozmérném euklidovském prostoru, jehoz osy odpovidaji jednotlivym
proménnym X;, X ..., X, Relativni pozice objektid v pivodnim prostoru p proménnych a
v prostoru uré¢eném hlavnimi komponentami je stejnd. Pivodni systém se tedy nata¢i do sméru
maximalni variability mezi objekty, pfi€emZ se zachovévaji euklidovské vzdalenosti mezi
objekty. Stfed soufadnicového systému je bod se soufadnicemi danymi vybérovymi priméry
proménnych. Principem PCA je nalezeni linearnich kombinaci proménnych, coZ geometricky
odpovida rotaci pivodni soufadnicové soustavy provedené tak, ze nové osy prochazeji sméry
maximalniho rozptylu shluku bodu.

Analyzu hlavnich komponent si piedstavime na konkrétnim piikladé. Na Obrazek 6.1 je
zobrazen jednoduchy pftiklad tii lokalit v prostoru tfi proménnych, kterymi jsou pocetnosti
ptacich druhti. Na Obrazek 6.3 je ve stejném prostoru zobrazeno celkem 26 lokalit ozna¢enych A
az Z. Tento jednoduchy ptiklad jsme zvolili kviili ndzornosti, protoZe na vztah tii parametra se
dovedeme podivat v tiirozmérném prostoru. Pro vice rozméri jiz nejsme schopni vytvofit
odpovidajici zobrazeni a potfebujeme vicerozmérnou analyzu, kterou naSe data zjednodusSime a
zobrazime. Pomoci PCA situaci z Obrazek 6.3 také zobrazime v redukovaném prostoru.

3021200 embuild

Obrazek 6.3 Zobrazeni 26 lokalit v prostoru vytvofeném tfemi proménnymi — pocetnostmi tiech ptacich
druht.

Jelikoz vicerozmérnad analyza zjednoduSuje namétfend data na zékladé¢ analyzy jejich
vzajemnych vazeb, v dalsim kroku je nevyhnutné vytvofit méfitko této vazby. Jako méfitko
vazby proménnych v PCA se pouziva korelace nebo kovariance. V nasem piikladé jsme jako
vstup do PCA pouzily matici kovarianci, protoze jednotlivé proménné (v naSem piipadé¢
pocetnosti tii ptac¢ich druhli) byly méfeny ve stejném méfitku. V priibéhu analyzy prob&hne tedy
centrovani a ndslednd rotace soutradnicové soustavy (Obrazek 6.4).
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Obrazek 6.4 Princip rotace prostoru prostoru tii proménnych a jejich zobrazeni v prostoru prvnich dvou
hlavnich komponent PCA (PCA axis 1, 2). Sy, Sy, S3 — centrované pivodni proménné.

Kritéria pro urceni poctu komponent, které interpretujeme

Hlavni komponenty postupné vysvétluji stale mensi a mensi ¢ast celkového rozptylu. Je
proto potieba urCit kolik, komponent je rozumné interpretovat. Pfi interpretaci hlavnich
komponent je vhodné se omezit piedev§im na prvni komponenty s vysokymi vlastnimi
hodnotami. Interpretace komponent s vys§imi pofadovymi Cisly byva neziidka obtizna a
problematicka. Rozumné je brat v uvahu hlavni komponenty, jejichz vlastni hodnoty jsou vétsi
neZ pramér vSech vlastnich hodnot.

Ve vétsing piipadl pracujeme s korelacni matici, kde je rozptyl (variabilita) vSech
proménnych roven 1.0. Pak je celkovy rozptyl datové matice rovny poctu proménnych.
Naptiklad kdyz médme 10 proménnych, kazdou s rozptylem 1, pak je celkovy rozptyl, ktery miize
byt vysvétleny, roven 10. Jednim z nejcastéji pouzivanych kriterii k volb&é poctu hlavnich
komponent, které zachovame, je tzv. Kaiserovo kriterium, které navrhuje ponechat pouze
komponenty s vlastni hodnotou vétsi nez 1. V takovém ptipad€ totiz hlavni komponenta
vysvétluje veétsi ¢ast rozptylu nez jedna ptivodni proménna.

U PCA zalozené na kovarian¢ni matici je suma vlastnich hodnot rovna souctu rozptyld
proménnych. I zde je ovSem velice jednoduché urcit, kolik komponent budeme interpretovat.
Interpretujeme pouze ty komponenty, jejichZ vlastni hodnoty jsou nadpramérné.

Poznamka: Pouziti Kaiserova kriteria v uvedené formé je mozné pfi interpretaci vysledki
PCA zalozZené na korela¢ni matici ze softwaru Statistica. V jinych programech miiZze byt soucet
vSech vlastnich hodnot normalizovany. Tak je tomu napf. v software Canoco, kde je soucet
vSech vlastnich hodnot PCA roven jedné, a to jak u PCA na korelacni matici, tak i u PCA na
kovarian¢ni matici. VSechny vlastni hodnoty hlavnich komponent pak maji hodnoty nizsi nez
jedna. Pak je vhodné zachovat a interpretovat ty hlavni komponenty, jejichz vlastni hodnota je
vétsi neZ podil jedné a poctu ptivodnich proménnych.
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Dalsi moznosti ur¢eni poctu komponent,

které budeme interpretovat, je graf — tzv. [ 82,41%

scree  plot vlastnich hodnot. Hlavni
komponenty jsou postupné vyneseny na ose
X, prislusné vlastni hodnoty na ose y. Kdyz
se divame doprava na komponenty s vysSim
pofadovym c¢islem, vlastni hodnoty klesaji.
Pocet hlavnich komponent, které vysvétluji
podstatnou c¢ast rozptylu, uréime z grafu
podle tvaru ktivky tak, ze sledujeme, kdy al
vlastnich hodnot u naslednych

pokles

komponent
k menSimu ubyvéani hodnot (Obrazek 6.5).

Vlastni hodnota
(oo}

ustane a ki¥ivka se ohne 2| 10)05% 7.54%

PCA axis 1 PCA axis 2 PCA axis 3

Obrazek 6.5 Ukazka tzv. scree plot. Zobrazeni vlastnich hodnot kovarianéni matice; PCA tfi ptacich

druhti a 26 lokalit. (PCA axis 1 — 3: prvni az tieti hlavni komponenta).

Vysledky dilezité pro interpretaci PCA zahrnuji:

Vlastni hodnoty, vlastni ¢isla (eigenvalues) vyjadiuji podil rozptylu pivodniho
datového souboru vyjadien¢ho piislusnou hlavni komponentou. Pro interpretaci
nejsou dulezité konkrétni hodnoty vlastnich ¢isel, ale jejich procentudlni podil ze
souctu vSech vlastnich hodnot.

Korelace proménnych shlavnimi komponenty vyjadiuji vztah plvodnich
proménnych a hlavnich komponent. Cim je absolutni hodnota této korelace vyssi,
tim vys$i vliv ma pfisluSna pivodni proménnd na danou hlavni komponentu. Pfi
interpretaci  hlavnich komponent se tedy zaméfime na proménné, které
s komponentami koreluji.

Ordina¢ni diagram objektli zobrazuje objekty v ordina¢nim prostoru (Obrazek 6.6a).
Objekty jsou znazornény body. Pozice téchto bodi v prostoru hlavnich komponent
jsou dany tzv. komponentnim skdre. Je mozné je interpretovat piimo prostfednictvim
ordina¢niho diagramu nebo pouzit pro dalsi analyzy, napt. shlukové analyzy.
Ordina¢ni diagram proménnych zobrazuje proménné v ordinacnim prostoru
(Obrazek 6.6b). Proménné jsou znazornény vektory spocatkem ve stfedu
soutfadnicové soustavy. Hodnoty proménné kontinualné rostou ve sméru vektoru a
klesaji v opaéném sméru. Cim je vektor proménné deldi, tim v&tsi je jeji vliv. Je
dilezité brat ohled pouze na proménné, které jsou dobfe reprezentovany v roving
prvnich dvou hlavnich komponent. Uhel mezi proménnou a hlavni komponentou je
imérny korelaci mezi touto proménnou a hlavni komponentou. Cim mensi je uhel
mezi vektorem proménné a ptislusnou komponentou, tim silngji proménnd ovliviiuje
pfislusnou komponentu. Vztahy mezi proménnymi se v ordinacnim diagramu
interpretuji na zdklad¢ uhld mezi vektory. Kosinus thlu mezi proménnymi je itmérny
jejich korelaci. Tento thel je stejny jako pti kovarianci, protoze pti pouziti korelace a
kovariance nedochazi ke zmén¢ pozice proménné v mnohorozmérném prostoru, ale
pouze ke zméné v délce jeji osy, tedy délce vektoru.

Biplot je graf, ktery zobrazuje objekty i proménné ve spole¢ném ordinacnim
diagramu. Pii interpretaci je nutno pamatovat na zpuisob hodnoceni vztahii mezi
objekty a proménnymi, kdy je chybou interpretace vztahli objektli a proménnych
podle jejich blizkosti v redukovaném prostoru. Spravnd interpretace vychazi
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z projekce objektil na vektor proménné nebo na jeho prodlouzeni a rovnéz je dilezity
vybér typu biplotu — bud’ biplot vzdélenosti nebo biplot korelaci.

Jako vysledek naseho konkrétniho piikladu uvadime ordina¢ni diagram objektd (Obrazek
6.6a) a ptiivodnich proménnych (Obrazek 6.6b).

a b
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PCA axis1: 82,41% PCA axis 1: 82,41%

Obrazek 6.6 Zobrazeni 26 lokalit (a) a tfi proménnych (b) v prostoru prvnich dvou hlavnich komponent
(PCA axis 1 a PCA axis 2; podle Palmera 2010).

Tabulka 6-2 Vysledek analyzy hlavnich komponent zalozené na kovarian¢ni matici (vlastni hodnoty,
procento vysvétleného rozptylu, korelace ptivodnich proménnych s hlavnimi komponentami).

Hlavni komponenty
1.hl.komp. 2.hl.komp. 3.hl.komp.

Vlastni hodnota 12,964 1,580 1,186
% celkového rozptylu 82,4 10,0 7,5
Kumulativni % 82,4 92,5 100,0
Korelace pivodnich proménnych s hlavnimi komponentami
Sturnus vulgaris -0,89 0,43 -0,17
Fringilla coelebs -0,97 -0,23 0,03
Parus major 0,38 -0,35 -0,86

Analyza hlavnich komponent byla spocitdna v programu Statistica. Vlastni hodnoty hlavnich
komponent byly: A; = 12,964, A, = 1,580, A3 = 1,186. Celkovy pocet komponent je stejny jako
pocet pivodnich proménnych, a to tfi. Soucet vSech vlastnich hodnot je tedy 15,731.
Nadprimérnou vlastni hodnotu ma pouze prvni komponenta (12,964 > 5.244). Je postacujici,
kdyz se pfi interpretaci naSeho vysledku zamétime pouze na prvni komponentu. Tato vysvétluje
82,4% rozptylu pitvodni datové matice (Tabulka 6-2).

Z Tabulka 6-2 a grafu na Obrdzek 6.6b je zfejma silnd zapornd korelace proménnych
Sturnus vulgaris a Fringilla coelebs s prvni komponentou, a tak mizeme prvni komponentu
interpretovat na zaklad¢ téchto dvou ptivodnich proménnych.

V nasem priikladé budeme interpretovat prvni hlavni komponentu. Pivodni proménné jsou
v prostoru hlavnich komponent zndzornény na zéklad€ jejich korelace s nimi. Prvni hlavni
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komponenta souvisi s pocetnosti druhi Fringilla coelebs a Sturnus vulgaris (Obrazek 6.6b,

Tabulka 6-2).

Biplot a jeho typy

Biplot je graf, ktery zobrazuje objekty i1 proménné ve spolecném ordina¢nim diagramu.
V zavislosti na pouzité standardizaci vlastnich vektort (eigenvektoril) existuji dva typy biplotl

(Tabulka 6-3):

* Biplot vzdélenosti (distance biplot)
0 Standardizace délky vlastnich vektorti (eigenvektorti) na jednotkovou délku
0 Pozice objektli na faktorovych osach maji rozptyl rovny vlastnimu ¢&islu
(eigenvalue)
0 Interpretace biplotu

Umoznuje interpretovat euklidovské vzdalenosti objektl v prostoru
PCA (jsou aproximaci euklidovskych vzdéalenosti v plvodnim
prostoru).

Projekce objektu v pravém uhlu na pivodni proménnou aproximuje
pozici objektu na této plivodni proménné.

Délka projekce jednotlivych plvodnich proménnych v prostoru
faktorovych os popisuje jejich pfispévek k definici daného
faktorového prostoru.

Uhly mezi ptivodnimi proménnymi ve faktorovém prostoru nemaji
zadnou intepretaci.

* Biplot korelaci (correlation biplot)
0 Standardizace délky vlastnich vektorti (eigenvektori) na druhou odmocninu
z vlastnich Cisel (eigenvalue)
0 Pozice objektli na faktorovych osach maji jednotkovy rozptyl
0 Interpretace biplotu

Euklidovské vzdalenosti objektti v prostoru PCA nejsou aproximaci
euklidovskych vzdalenosti v ptivodnim prostoru.

Projekce objektu v pravém uhlu na piivodni proménnou aproximuje
pozici objektu na této plivodni proménné.

Délka projekce jednotlivych ptvodnich proménnych v prostoru
faktorovych os popisuje jejich smérodatnou odchylku.

Uhly mezi ptivodnimi promé&nnymi ve faktorovém prostoru souvisi s
jejich korelaci.

Neni vhodny, pokud ma smysl interpretovat vzdalenosti (vzajemné
vztahy) mezi objekty.

65



Tabulka 6-3 Standardizace vlastnich vektori a jeji vliv na projekci proménnych a objektti v biplotu

Piivodni
proménna Standardizace eigenvektoru
(centrovand)
VA ! VA 1
Celkova délka S; 1 1 1
Uhly promenn’ych Proj che , 90° rotace Projekce 90° rotace
v redukovaném kovarianci . . .
. systému os korelaci systému os
prostoru (korelaci)

Hranice ptispévku

k definici A \/% \/% \/%

faktorové osy

Projekce na Kovariance s k Proporcionalni Proporcionalni
faktorovou osu k kovarianci s k Korelace s k korelaci s k
Korelace s U j+f A Uy A
Uy A Uy A
faktorovou osou k s s ‘ :

Kde A je vlastni Cislo (eigenvalue) faktorové osy Kk, 5 je Smérodatna odchylka ptivodni

proménné j, d je pocet pivodnich proménnych, p je pocet faktorovych os a "k je hodnota
eigenvektoru faktorové osy k pro ptivodni proménnou j

Priedpoklady a omezeni PCA.

Predpoklady PCA jsou:

mnohorozmérné normalni rozdéleni proménnych (pokud cilem neni identifikace
shluki spjatych s variabilitou dat nebo vicerozmérné odlehlych hodnot);

proménné jsou kvantitativni a je mozné pro n¢ vypocitat kovarianci nebo korelaci;
nezavislost pozorovani (objektl).

K témto bodim je vhodné doplnit dale:

PCA byla piivodné navrzena pro data s mnohorozmérnym normalnim rozdélenim.
Na mensi odchylky od mnohorozmérného normalniho rozdéleni je PCA dostate¢né
robustni.

Pivodné byla PCA navrzena pro kvantitativni data. PCA je ovSem caste¢né robustni
1 pro zpracovani semikvantitativnich a binarnich proménnych. PCA neni vhodné pro
vicestavové kvalitativni proménné, na které nelze pouzit euklidovskou metriku.
V téchto ptipadech se pouZzivaji jiné metody, napt. PCoA.

KdyZ data obsahuji mnoho nul (double zero problem), neni pro jejich zpracovani
PCA vhodna. V takovémto piipad¢ je vhodné pouzit jinou metodu, napt. PCoA,
NMDS nebo korespondenéni analyzu.

Pocet proménnych p by mél byt mensi, nez je pocet objektd n. Obecné se
doporucuje, aby se pocet objektl blizil druhé mocniné poctu proménnych. Analyzu
lze spocitat 1 v ptipadé vétsiho poctu proménnych, nez je pocet objektl, je ovSem
potieba se zaméfit pouze na nékolik prvnich vlastnich vektord, které jsou malo
ovlivnény tim, zda je matice singularni. Proto napf. pfi hodnoceni molekularnich dat,
kdy pocet proménnych pievysuje pocet objektt, je vyhodnéjsi pouzit napi. PCoA.
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V ptipadé pfilis slozit¢ struktury v datech miize byt interpretace ordinace slozita.
Ptedstavme si soubor objektl, ktery se podél prvni hlavni komponenty rozdé€li na dvé zakladni
skupiny. Pokud jsou tyto dvé skupiny uvnitf ¢lenéné komplikovanym zpiisobem, druhd a dalsi
komponenty byvaji jistym kompromisem mezi strukturou v obou zdkladnich skupindch.
V takovych pripadech je vhodné kazdou skupinu analyzovat samostatn¢.

PCA se Casto pouziva v ekologii biologickych spoleCenstev, kdy jsou objekty — vétSinou
lokality nebo snimky — charakterizovany hodnotami nékolika ZivociSnych nebo rostlinnych
druhli (pocet jedincii, dominance, u rostlin napt. pokryvnost). Pomoci PCA hledame takové
latentni proménné (hlavni komponenty), ke kterym je vztah vSech druhi co nejtésnéjsi. PCA se
da pouzit pouze v piipadech, kdy pfedpokladame linedrni vztah druhi k hlavnim komponentdm.

6.2.2 Faktorova analyza (Factor analysis)

Faktorova analyza je vicerozmérna statistickd metoda, jejiz podstatou je rozbor struktury
vzajemnych zdvislosti proménnych na zdklad€ predpokladu, ze tyto zavislosti jsou disledkem
pusobeni urcitého mensiho poctu v pozadi stojicich nezméfitelnych faktori, které jsou nazyvany
spole¢né faktory (nebo faktory, common factors, factors).

Cilem faktorové analyzy je:

* redukce poctu proménnych (charakterizovani sady p proménnych menSim poctem
spole¢nych faktoril),

* odhaleni struktury vztahi mezi proménnymi.

Faktorova analyza vznikla v oblasti psychologie a byla po dlouhou dobu pouzivana témét
vyhradné v tomto oboru. V poslednich desetiletich ovSem pronikla i do dalSich védnich obori a
nasla uplatnéni i v biologii a mediciné.

Faktorovou analyzu lze povazovat za rozsifeni metody hlavnich komponent. Na rozdil od
PCA vychazi ze snahy vysvétlit zavislosti proménnych. Mezi nedostatky PCA (na kovarianéni
matici) patfi zejména fakt, Ze neni invariantni vi¢i zménam meéfitka proménnych. Pfistup
faktorové analyzy umoziuje tento nedostatek odstranit.

Predpokladem faktorové analyzy je stejné¢ jako u PCA vicerozmérné normalni rozdéleni
proménnych. Problémy ve faktorové analyze mizou spocivat v:

* nejednoznacnosti odhadl faktorovych parametrti (problém rotace);

* nutnosti specifikovat pocet spolecnych faktorti (common factors) ptred provedenim
analyzy.

Ve faktorové analyze se vysvétluje vzajemna linearni zavislost pozorovanych proménnych
X1, Xo, ..., X, existenci men§iho poctu nepozorovatelnych faktort 17, />, ..., fin (zvanych spole¢né
faktory, common factors) a p dalSich zdroji variability €, &, ..., & (zvanych chybové ¢i
specifické faktory nebo téz ruSivé ¢i rezidudlni slozky). Spole¢né faktory vyvoléavaji korelace
mezi proménnymi, zatimco chybové faktory pouze piispivaji k rozptylu jednotlivych
pozorovanych proménnych. Predmétem z4jmu faktorové analyzy jsou pifedevSim spolecné
faktory.

Na tomto misté je potfeba predstavit dva pojmy souvisejici s faktorovou analyzou, a to:
faktorové vahy nebo zatéze (factor loadings) a komunalita (communality).

* Faktorové vahy (factor loadings) jsou korela¢ni koeficienty (nebo kovariancni
koeficienty v pfipadé pouziti kovarianéni matice) proménnych se spole¢nymi
faktory.

* Komunality (communality) proménnych jsou diagondlni prvky redukované
kovarian¢ni/korelacni matice. Komunalita i-té proménné udava ¢ast jejiho rozptylu,
ktera je vysvétlena piisobenim spole¢nych faktort. Zbyvajici ¢ast rozptylu proménné
se nazyva specifickym, ¢i chybovym rozptylem proménné.
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Faktorova analyza pracuje podobné¢ jako PCA. Rovnéz jako PCA pracuje s korela¢ni nebo
kovarian¢ni matici a naléza prvni hlavni faktor tak, aby vysvétloval nejvétsi ¢ast rozptylu datové
matice. Dalsi faktory jsou konstruovany tak, aby byly nezéavislé, Cili nekorelované, a vyCerpavaly
sestupné¢ maximum celkového rozptylu. Na rozdil od PCA faktorova analyza odhaduje, kolik
rozptylu je vysvétleno komunalitou (communality). Rozdil mezi faktorovou analyzou a analyzou
hlavnich komponent je i v dalsSim kroku analyzy. Tady jsou hlavni faktory rotovany tak, aby co
nejjednoduseji popisovaly proménné, tj. aby byly co nejblize situovany co nejvice piivodnim
proménnym. To je dosazeno v situacich, kdy hlavni faktory jsou nejblize skupiné silné
korelovanych proménnych. V téchto situacich mtzou byt hlavni faktory do urcité miry
korelovany (viz niZe neortogonalni rotace faktorti).

Pii specifikaci rotace je potieba urcit pocet faktort, které chceme rotovat, tj. zachovat a
interpretovat. Postup analyzy je pak nasledujici:

* Spocitame analyzu pro stejny pocet faktorti, jako je pocet proménnych (p). Tato
prvni faze analyzy probihd tedy stejné jako PCA. Ziskame provizorni véhy faktort
(factor loadings).

* Podle vlastnich hodnot faktorii (ptipadné podle scree plot-u) ur¢ime pocet faktorii m,
které zachovame a budeme interpretovat, tedy i rotovat.

* Pro stanoveny pocet faktort uré¢ime rotaci faktorti a znovu spocitame analyzu.

I kdyZ prvni faze faktorové analyzy probiha stejné jako PCA, interpretace vysledki je jind
nez pii PCA, coz je zptisobeno prave rotaci faktorii ve druhé fazi analyzy.

Rotace faktor slouzi k usnadnéni jejich interpretace. Cilem je lokalizace soufadnicové
soustavy do prostoru spole¢nych faktori tak, aby co nejjednoduseji popisovala proménné. Kazda
proménnd by proto méla mit vysoké faktorové vahy (factor loadings) u co nejmensiho poctu
spolecnych faktort a nizké ¢i stiedné vysoké vahy u zbyvajicich faktort.

Metody rotace

Pro rotaci faktorii existuje n¢kolik moznosti (Obrazek 6.7). Rotace faktori mize byt:

e ortogondlni (orthogonal) — =zachovdvd nezavislost faktor, tyto jsou tedy
nekorelované;

* neortogonalni (non-orthogonal, oblique) — nové faktory se stdvaji do urcité miry
korelované.

Nejznaméjsi metody ortogondlni rotace jsou varimax (variance maximazing) a quartimax.
Rotace varimax je nejb€znéj$i moznosti rotace. Maximalizuje sumu rozptyli vSech faktort.
Quartimax rotace minimalizuje pocet faktori potfebnych k vysvétleni vS§ech proménnych. Obé
tyto rotace mizou byt pouzity s normalizaci vah faktorti nebo bez této normalizace. VSechny
moznosti jsou soucasti software Statistica.
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Obrazek 6.7 a. Nerotovany prostor, b. Ortogonalni rotace v prostoru dvou faktord F1 a F2, c.

Neortogonalni rotace stejné situace.

6.2.3 Analyza hlavnich komponent a faktorova analyza: shrnuti

* Vstupem analyzy hlavnich komponent a faktorové analyzy je:

(0]

Matice korelaci nebo kovarianci ptivodnich proménnych.

e Vystupem analyzy hlavnich komponent a faktorové analyzy je:

(0]
(0]
(0]

(0]

Ordinac¢ni diagram.

Vlastni hodnoty hlavnich komponent, resp. faktorovych os.

Procento vysvétleného rozptylu hlavnimi komponentami, resp. faktorovymi
osami.

Korelace ptvodnich proménnych shlavnimi komponentami, resp.
s faktorovymi osami.

* Pfi pouziti analyzy hlavnich komponent a faktorové analyzy je nutno pamatovat na
niZe uvedend omezeni:

© O 0O

Parametricka metoda.

Problém odlehlych hodnot.

Zavislé na rozdé€leni proménnych.

Nelze pouzit, kdyz jsou faktory uplné nezavislé (jejich korelace je nulova).
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6.3 Koresponden¢ni analyza (CA, correspondence analysis) a detrendovana
koresponden¢ni analyza (DCA, detrended correspondence analysis)

6.3.1 Koresponden¢ni analyza (CA, correspondence analysis)

Korespondenc¢ni analyza (CA, correspondence analysis) je néastrojem pro analyzu vztahl
mezi fadky a sloupci kontingencnich tabulek. Umoziiuje tak spolecné zobrazeni fadkl a sloupct
kontingen¢ni tabulky. Kontingen¢ni tabulky jsou zdkladnim néstrojem pro zkoumdni vztaht
mezi dvéma proménnymi. Jde o frekvenéni tabulku, kterd zaznamenava kumulativni Cetnosti
dvou nominalnich (kategoridlnich) proménnych. Kazdy sloupec a kazdy tadek tabulky pak
reprezentuje jednu kategorii dané proménné (Obrazek 6.8).

1...§ ... p
1| Y11 Y1j - VY1p

i| Y- Vi - Yip

N | Yn1--- Ynj - ¥Ynp

Obrazek 6.8 Ukazka kontingen¢ni tabulky.

Hodnota y;; v tabulce o rozmérech n x p oznacuje pocet pozorovani neboli frekvenci, které
soucasn¢ nalezi do i-té¢ fadkové kategorie a j-t€ sloupcové kategorie proi =1, .., naj=1,.., p
(Obrazek 6.8).

Zakladni myslenkou korespondenéni analyzy je odvodit tzv. indexy, tj. ordinacni osy, které
budou kvantifikovat vztahy mezi fadkovymi a sloupcovymi kategoriemi. Z téchto indext je pak
mozné odvodit, kterd sloupcova kategorie ma vétsi €1 mensi vahu v daném fadku a naopak.

Korespondencni analyza se také vztahuje k otdzce snizeni dimezionality dat podobné jako
napt. analyza hlavnich komponent a ke snaze o rozklad frekven¢ni tabulky na faktory. Hleda
vlastné podprostor, ktery zachova nejvétsi ¢ast tzv. inerce. Celkova inerce tabulky je definovana
jako celkova y* statistika frekvenéni tabulky pod&lena celkovym souétem pozorovani v tabulce.
Korespondencni analyza rozklada celkovou inerci na sadu vlastnich hodnot, resp. na ortogonalni
faktory.

Podobné jako u dalSich ordinacnich metod se i v ptipadé korespondencni analyzy snazime
ziskat ordinacni osy v klesajicim stupni dilezitosti tak, aby se hlavni informace obsazena v
tabulce dala shrnout do podprostoru s co mozna nejmensim poctem dimenzi. Prvni osa prochazi
smérem maximalni inerce shluku fadkovych (resp. sloupcovych) bodii v prostoru sloupcovych
(resp. fadkovych) kategorii. Druhd osa je ze vSech kolmych sméri na prvni osu takova, kterd
prochazi smérem maximalni inerce shluki bodi, atd. Pocet ordinacnich os, a tedy vlastnich
vektort a vlastnich hodnot je minimum z poctu fadka a poctu sloupcti snizeny o jednu.

VeétSinu celkové inerce plivodni tabulky vysvétluje zpravidla né€kolik malo prvnich os. Proto
vétSinou postacuje znazornit vysledek do prostoru prvnich dvou nebo tfi ordinac¢nich os. Je
ovSem mozné urcit piesnéji, kolik ordina¢nich os je rozumné interpretovat. Miizeme rozhodnout
dvéma zptsoby.

* Zvolime hrani¢ni hodnotu (napt. 80 %) a zjistime, kolik os m4 sumarni inerci vétsi
neZ nami zvolend hrani¢ni hodnota.

* Interpretujeme ordinacni osy, jejichz vlastni hodnota je nadprimérnd, tj. vétsi nez
pramér vSech vlastnich hodnot.
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Algoritmus korespondenc¢ni analyzy je jednoduchy, podobné jako u PCA jde o vlastni
analyzu, a tedy o hledani vlastnich hodnot a vlastnich vektorti matice. Na rozdil od PCA, kde
vlastni hodnoty predstavuji vysvétleny rozptyl ptislusnou komponentou, v ptipadé CA vlastni
hodnoty extrahuji inerci, neboli vztah mezi sloupcovymi a fadkovymi kategoriemi. Rozdilem
oproti PCA je, ze k ziskani vlastnich Cisel datové matice se pouziva rozklad na singuldrni
hodnoty. Vypoctu vlastnich hodnot a vlastnich vektort ptfedchéazi nékolik krokd.

Nejdiive je ptivodni datova matice pievedena na prispévek standardizovanych reziduii, které
ziskame podle vzorce

Z=D."*(P-rc")D.,"” (6.3)

kde matice P a rc pochazeji z plivodni datové matice. Pivodni datova matice rozméru n x p
— y i Y+

(Obrazek 10.1), je nasledn€ pfevedena na matici relativnich hodnot, kde p, =—, r, === a
y Y
¢, = Yei
y
_ ‘ -
Pu Po 0 Pl
P r Py Pn Dy b
=\t 64
¢’ 1 |
P P 7t P B
o G c, 1 1

dale matice D, a D, jsou diagonalni matice, které maji na diagonale prvky vektoru r a c.
Tedy prvky matice Z nabyvaji hodnot podle vzorce
pi' - }’iC .
z; = —— (6.5)
1€

Rozklad matice Z na singularni hodnoty je nasledujici
Z=Urv (6.6)

kde matice U je typu r x ka jeji sloupce jsou tvoreny levymi zobecnénymi singularnimi
vektory. Matice V je typu sx ka je slozena ze sloupcl tvofenych z pravych zobecnénych
singularnich vektort. Matice I je typu k x k a jeji diagondla je tvofena singularnimi hodnotami
(rozklad matice na singularni hodnoty viz Ptiloha: Zaklady maticové algebry).

Vektory matice U jsou rovny normalizovanym vlastnim (charakteristickym) vektorim
matice ZZ", a vektory matice V jsou rovny normalizovanym vektorim matice Z'Z. Singularni
hodnoty matice I' jsou rovny odmocninam vlastnich ¢isel matice ZZ" tedy Z"Z.

Nasledny vypocet soufadnic bodl, které predstavuji bud’ fadky, nebo sloupce ptvodni
datové matice, je zavisly na vazbe, kterou sledujeme:

Pokud nas zajimaji pouze fadky matice, je vypocet souradnic fadka (piipadti) nasledujici:

G =D."*VI (6.7)
K soutfadnicim fadkl se soutadnice sloupcti dopocitaji podle vzorce:

X=D"U (6.8)
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Analogicky je tomu u sloupctl, pokud nds zajimaji pouze vazby mezi sloupci ptivodni datové
matice. Soufadnice sloupcti ziskdme podle vzorce:

F=D."”Ur (6.9)
K témto soutfadnicim sloupcii ziskdme soutadnice fadki podle vzorce:
Y =D’V (6.10)

Dalsi moznost je zobrazeni fadkovych a sloupcovych kategorii v jednom grafu, kde
soufadnice fadkl ani sloupctli nejsou vadzenymi praméry druhé sady kategorii. Soutradnice fadki
ziskame podle vztahu:

F =D;"Ur (6.11)
Matici soutadnic sloupct ziskdme ze vztahu:
G=D."VI (6.12)

Vypocetné muze byt korespondencni analyza feSena také jednoduchou procedurou vazené¢ho
pramérovani (weighted averaging). Oba zplisoby feSeni vedou samoziejmé k obdobnému
vysledku. Jako ptiklad tohoto vypoctu mizeme uvést matici p druhli vyskytujicich se vn
vzorcich. Korespondencni analyza je jednou z oblibenych metod mezi ekology, kteti se zabyvaji
vyskytem rostlinnych nebo zivocisSnych druhti ve vzorcich (na lokalitdch). Korespondencni
analyza sefazuje jednotlivé vzorky na oséach, které jsou urCeny pouze druhovym sloZenim
spoleCenstev. Kazdy vzorek miizeme povazovat za bod v p-rozmérném prostoru, kde p je
celkovy pocet druhil a jednotlivé osy odpovidaji druhtim, tj. skére, neboli soufadnice vzorku na
ose je definovana zastoupenim odpovidajiciho druhu ve vzorku. Ukolem korespondenéni
analyzy je zobrazit mnoZinu bodi, pfedstavujicich jednotlivé objekty (vzorky, lokality), do
redukovaného prostoru tak, aby nové osy zachytavaly co nejvice inerce a aby dochazelo
k minimalnimu zkresleni prostorovych vztahd. Jinymi slovy, aby podobné objekty (vzorky,
lokality) byly ve vysledné projekci blizko sebe a nepodobné daleko od sebe. Vysledek je
podobny vysledku analyzy hlavnich komponent na korelaéni matici. V piipad¢ tabulek
obsahujicich mnoho nulovych hodnot (v ekologii to naznacuje silny environmentalni gradient) je
pouziti korespondencni analyzy vhodnéjsi, protoze predpokladd unimodalni odezvu druhd na
gradient ordinacni osy. Koresponden¢ni analyza byla v ekologii velmi Casto pouzivana v 80.
letech minulého stoleti. V souasnosti je vyznamnéji pouzivana jeji detrendovana forma,
detrendovana korespondenc¢ni analyza.

Princip vaZeného primérovani vysvétlime na piikladé spolecenstev ptacich druht na tfech
lokalitach. Kviili zjednodusSeni pfedpokladejme, ze spolecenstva tvotily pouze tii druhy (Tabulka
6-4). Procedura vazeného primerovani obsahuje proces opakované kiizové kalibrace mezi skore
radki a sloupci, jehoz vysledkem je spolecna ordinace fadki i sloupcii kontingen¢ni tabulky.
Skore fadkl jsou vazenymi praméry skore sloupcti a skore sloupct jsou vazenymi priméry skore
radki. Ordinacni skore fadkt a sloupcti jsou odvozeny tak, aby byla maximalizovana korelace
mezi skore fadki a skore sloupcti.
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Tabulka 6-4 Ukazka vypoctu prvni osy korespondenc¢ni analyzy metodou vazeného primerovani na

priklade tii spolecenstev (A, B, C). WA 1 — WA 5 — skore druhti/vzorkd vypocitané jako vaZzeny prameér
ze skore vzorkd/druhti. Resc. — pfeskalovani na rozpéti 0—100.

pocate
Sturnus | Fringilla | Parus ¢ni
vulgaris | coelebs | major | skore | WA 1| resc. | WA2 | resc. | WA3 | resc. | WA4 | resc. | WA S| resc.
A 3 5 1 1 17.8 0.0 26.0 0.0 28.3 0.0 28.9 0.0 29.0 0.0
B 5 4 3 2 333 | 942 | 43.6 | 100.0 | 46.4 | 100.0 | 47.2 | 100.0 | 47.4 | 100.0
C 2 3 2 3 343 | 100.0 | 413 | 872 | 433 | 82.6 | 438 | 814 | 439 | 81.2
WA 1 1.9 1.8 22
resc. 20.0 0.0 100.0
WA 2 67.1 56.4 80.4
resc. 44.5 0.0 100.0
WA 3 67.4 55.1 79.1
resc. 514 0.0 100.0
WA 4 66.5 54.0 71.5
resc. 53.2 0.0 100.0
WA'5 66.3 53.7 77.1
resc. 53.7 0.0 100.0

Metoda vazeného primeérovani vychdzi z ndhodné zvolenych Cisel ptifazenych ke kazdému
vzorku. Vysledek neni ovlivnén volbou pocate¢nych hodnot, je mozné zvolit libovolné nenulové
¢islo, pro kazdy vzorek vSak rozdilné. Tyto hodnoty budeme oznafovat jako pocatecni skore
vzork (site scores). Dalsi kroky vypoctu jsou:

vahami jsou yj;, tj. po€etnosti druhll ve vzorcich.

Vypocet skore druhti (species scores) jako vazené priméry skore vzorki, pricemz

Restandardizace skoére druhli. V tomto kroku je mozné pouzit libovolné linedrni

preskalovani, napt. pfevedeni na skélu od 0 do 100. Toto zajistuje, aby se rozpéti

hodnot pii iterativnim procesu nezmensovalo.
Vypocet novych skore vzorkl jako vazené priméry ze skore druhi vSech druht

vyskytujicich se v daném vzorku. I zde plati, ze vahy druhi jsou jejich pocetnosti.

Restandardizace skore vzorku.

Algoritmus pokracuje reciprocnim primérovanim a restandardizaci skore vzorkl a druhi,
dokud mezi dvéma iteracemi jiz nedojde k zadné zjevné zméné ve skére druhli a vzorki
(Tabulka 6-4, Obrazek 6.9). Pti procesu vaZzené¢ho primérovani plati, Ze vypocet konverguje ke
stejnému vysledku bez ohledu na zvolené pocateCni hodnoty. Vysledkem je prvni osa

korespondencni analyzy:
korespondencni analyzy.
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Korespondencni Detrendovana

analyza (CA) korespondencni analyza (DCA)
Nahodné zvoleny Nahodné zvoleny pocatecni
pocatecni skére vzorkh skoére vzorkt

| ]

Vypocitané skére druhi Vypocitané skoére druhi
jako vazeny priimér ze [+ jakovaZeny primérze |«
skére vzork skoére vzorkd

Pieskalovani skére druhti Pfeskalovani/skére druhii
y
A

Vypoditané skére vzorkd VypoCitané s’kérae vzorkd
jako vazeny pramér ze jako vazeny primér ze
skoére druhi skore druht

Pieskalovani skore vzorkd Pi‘eékélovénilskére vzorkd

Detrendovani skére vzorkd

M ANO l ANO |

Je zména v skore? — Je zména v skore?

Obrazek 6.9 Algoritmus korespondencni analyzy (CA) a detrendované korespondencni analyzy (DCA)
(podle Palmera 1993).

Vypocet druhé a dalSich os je slozit€jsi, ovSem principialné stejny jako je uvedeno vyse.
Algoritmus vypoctu druhé osy je doplnény o krok, ktery zajisti linearni nezédvislost prvni a druhé
osy, podobné je vypocet treti osy doplnény o krok zajiStujici jeji linearni nezavislost s prvnimi
dvéma osami atd.

Ordinaéni diagram na Obréazek 6.10 znazoriiuje vysledek korespondenc¢ni analyzy tfi ptacich
druhti na tifech lokalitaich (data z Tabulka 6-4) v prostoru prvnich dvou os. Z ordina¢niho
diagramu je zfejmé, Ze pozice druht i lokalit na prvni ordina¢ni ose odpovida vypocitanym skore
z Tabulka 6-4. V ordina¢nim diagramu je ziejma vazba druhu Fringilla coelebs a lokality A a
také druhu Sturnus vulgaris a lokality B; uvedené druhy byly na téchto lokalitdich nejpocetnéjsi.
Rtzné software skaluji skore fadkovych a sloupcovych kategorii riizné€, toto Skalovani ovSem
neovliviiuje interpretaci vysledku.
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Obrazek 6.10 Ukazka ordina¢niho diagramu. Pozice druhti a vzorkt v prostoru prvnich dvou os
korespondencni analyzy.

Grafické znazornéni vztahi, které ziskdme z korespondencni analyzy, je zalozeno na
mysSlence reprezentovat vSechny sloupce a fadky a interpretovat relativni pozice bodu jako vahy
prislusné danému sloupci a fadku. Systém nalezenych ordina¢nich os tedy bude poskytovat
soufadnice kazdého sloupce a tadku, které mlzeme zobrazit v jednom grafu, ordina¢nim
diagramu — biplotu. Z biplotu mizeme poznat, které sloupcové kategorie jsou vice dilezité v
radkovych kategoriich a naopak. V takovém grafu mizeme interpretovat vzdalenosti mezi
fadkovymi kategoriemi a vzdalenosti mezi sloupcovymi kategoriemi, ne ovSem vzdalenosti mezi
fadkovymi body a sloupcovymi body. Mizeme ale interpretovat relativni pozici bodu z jedné
sady s ohledem ke vSem bodtim druh¢ sady. Pro ordinacni diagram obecné plati, ze:

* blizkost dvou fadkl (sloupcti) zna¢i podobny profil v téchto dvou fadcich (pojmem
profil oznacujeme distribuci podminéné Cetnosti);

» pokud jsou od sebe fadky ¢i sloupce vzdaleny, jejich profil je znaéné€ odlisny;

* blizkost urc¢ité¢ho fadku a urcitého sloupce znamend, Ze tento fddek ma dileZitou
vahu v daném sloupci,

* pokud jsou od sebe urcity fadek a sloupec daleko, nejsou v daném sloupci témét
7adna pozorovani, ktera ptislusi danému radku;

* body pobliz sttedu ordinacniho diagramu nemaji vyrazny profil; stted ordina¢niho
diagramu je t€zistém bodl jak fadkovych, tak sloupcovych kategorii.

V ordina¢nim diagramu jsou fadky i sloupce plvodni matice (v naSem ptipadé¢ druhy
a vzorky) znazornény body. Pozice druhii v ordina¢nim prostoru piedstavuje jeho optimum
vzhledem k ordina¢nim osdm. Ordinaéni osy ptedstavuji teoretické gradienty. Korespondenéni
analyza predpoklada unimodalni zavislost druhti na gradientu tvofeném ordina¢nimi osami.

V ordina¢nim diagramu z vySe uvedeného vyplyva:

* vzorky, které maji podobné druhové slozeni, budou v ordina¢nim diagramu umistény
pobliz sebe;

* vzorky, které nemaji spolecné druhy, budou v ordina¢nim diagramu umistény déle
od sebe;

e druhy, které se vyskytovaly spolu ve vzorcich, budou v ordina¢nim diagramu
umistény pobliz sebe;
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druhy, které se vyskytovaly v jinych vzorcich, budou v ordinaénim diagramu
umistény dale od sebe;

druhy umistény pobliZz vzorkil byly pro tyto vzorky typické, resp. se vyskytovaly
pouze v nich;

kdyz se druh v daném vzorku nevyskytoval, budou od sebe v ordina¢nim diagramu
vzdaleny.

PoZadavky na data a omezeni korespondencni analyzy:

Korespondencéni analyza se pouziva ke zpracovani kontingen¢nich tabulek, které
obsahuji pouze pozitivni hodnoty nebo nuly. Pouze pro takovou kontingenéni
tabulku lze urcit podminéné pravdépodobnosti. CA nemiize byt pouzita na data
obsahujici negativni hodnoty. Data proto nesmi byt centrovana nebo
standardizovana.

Kontingen¢ni tabulka nesmi obsahovat fadek s celkovym souctem nula ani sloupec
s celkovym souctem nula.

CA je citliva na odlehlé hodnoty.

Data by méla byt dimenzionalné homogenni, méfeny ve stejnych jednotkach. Pouze
v takovém piipad¢ je smysluplné hodnotit vzdalenosti mezi fadky a mezi sloupci
matice. Pfi fadovych rozdilech hodnot vstupni matice se doporucuje logaritmicka
transformace.

6.3.2 Detrendovana korespondenc¢ni analyza (detrended correspondence analysis, DCA)

Pii zpracovani ekologickych dat koresponden¢ni analyzou casto dochazi ke dvéma
problémiim.

1.

2.

Vzorky nachdzejici se na koncich prvni osy jsou si svoji pozici navzajem blizsi nez
vzorky, které se nachazeji ve stfedni ¢asti osy.

Druhové slozeni je vyborn¢ vysvétlené sefazenim vzorkli a druhti podél prvni osy a
dilezitost druhé osy by méla byt minimalni. Tak tomu ovS§em neni a skore vzorkl na
druhé osy vykazuji kvadraticky vztah s jejich skoére na prvni ose. Tento nedostatek
oznacujeme jako obloukovy efekt (arch effect). Oznaceni podkovovy efekt
ohybat se dovnitf. (Obrazek 6.11). K obloukovému efektu dochazi v ptipadech, kdyz
mame velké mnozstvi dvojic vzorki, které nemaji spolecny zadny druh.

Obloukovy efekt je matematicky artefakt metody a nesouvisi sredlnou strukturou dat.
Dochézi k nému v ptipadech, kdyz prvni osa celkem vysvétluje druhova data. Pak je mozné
ziskat druhou osu pfelozenim prvni osy ve stfedu a slozenim jejich konct k sobé&. Takto
poskladana osa neni linedrné¢ zavisla s prvni osou. I kdyz je v datech skute¢ny druhy gradient,
koresponden¢ni analyza jej neodhali jako druhou osu kdyz je rozptyl mensi nez rozptyl upravené
prelozené prvni osy.

V takovych piipadech se doporucuje pouzit detrendovanou formu korespondenéni analyzy —
detrendovanou korespondenc¢ni analyzu (detrended correspondence analysis, DCA).

Detrendovana koresponden¢ni analyza je odvozena od korespondencni analyzy a li$i se od
ni pouze v jednom kroku, kdy probihd detrendovani (Obrazek 6.9). Detrendovani se tyka druhé,
treti a dalSich ordinac¢nich os. Detrendovani odstrafiuje obloukovy efekt (Obrazek 6.11, Obrazek

6.12).
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Detrendovani je mozné dvéma riznymi metodami.

* Detrendovani segmenty. K detrendovani druhé osy metodou segmentace je prvni osa
rozdélena na segmenty a vzorky uvniti kazdého segmentu jsou centrovéany tak, aby
m¢ély nulovy primér na druhé ose. Postup je opakovan pro riizné ,,startovaci body*
segmentl. Vysledky jsou v nékterych piipadech citlivé na pocet segmenta.
Detrendovani dalSich os se déje podobnym procesem.

* Detrendovani polynomem. Jde o nalezeni polynomické rovnice, kterou vysvétlujeme
vztahy objektli, a odc¢itani jejiho vlivu. Je to elegantnéjSi forma detrendovani nez
metoda segmentace. Nejdiive je provedena regrese tak, aby druhd osa byla
polynomickou funkei prvni osy. Pak je druhd osa nahrazena rezidui z této regrese.
Podobny postup je pouzit pro tfeti a dal§i osy. Bohuzel, vysledky detrendovani
polynomy nemusi byt vyhovujici, a proto byva preferované detrendovani segmenty.

PiesSkdlovani osy segmentaci ma nasledujici dusledky:

* body na konci osy si jiz nejsou navzajem bliz$i nez body uprostied osy;

e unimodalni kfivky vSech druhii maji standardizovanou toleranci 1 s.d., mé&tenou
v nasobcich smérodatné odchylky, tj. vétSina kiivky prochazi ptes 4 s.d.;

* délka ordinacni osy je méfena v nasobcich smérodatné odchylky (s.d.).

* Pii detrendovani segmenty je tedy mozné odméfit délku gradientu os. Je uzitecné
veédét, ze kdyz je délka prvni osy blizka 4 s.d., miZzeme piedpokladat, Ze vzorky na
opacnych koncich prvni osy nemaji spolecny zadny druh.

* Pozadavky na data vstupujici do DCA jsou stejné jako u CA, jelikoz jde o modifikaci
CA.

* Kromé ekologickych studii se detrendovand koresponden¢ni analyza uplatnila napf.
pfi analyze behavioralnich dat.

Detrendovani by se nemélo pouZzivat automaticky, ale pouze pfti prokazatelném obloukovém
efektu v CA. I presto je DCA jednou z nejpopularnéjsich metod analyzy ekologickych dat.

Jako piiklad uvadime analyzu 33 druht m&kkysa ze 42 lesnich lokalit od mékkych luZznich
lesti pfes prechodné luzni lesy az po tvrdé luzni lesy (lokality jsou v Obrazek 6.11 a Obrazek
6.12 oznaceny Cisly 1 az 42). Poc€etnost druhtll byla vyjadiena Etytfstupniovou Skalou podle hodnot
dominance. V souboru dat se vyskytovaly skupiny lokalit, které nemély spolecny zadny druh.
Gradient prvni osy byl dlouhy (3,485 s.d.), coZ se projevilo ve vysledku korespondenéni analyzy
jako obloukovy efekt (arch effect; Obrazek 6.11). Proto byla k analyze téchto dat pouzita
detrendovana korespondencni analyza (Obrazek 6.12), kterd je vhodné&j$i pro komplexni
ekologicka data reprezentujici celou délku gradientu.

Vypocet prvni osy detrendované koresponden¢ni analyzy je naprosto stejny jako u
korespondencni analyzy. Detrendovani se tyka az druhé, tieti a dalSich os. Interpretace prvni osy
CA a DCA je proto naprosto stejnd. Prvni ordinacni osa jak u CA, tak u DCA ptedstavuje
vlhkostni gradient (Ize si vSimnout postupnosti ¢isel lokalit od nizkych hodnot — me&kky luzni les
az po vysoké hodnoty — tvrdy luZni les, Obrazek 6.11, Obrazek 6.12).
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Obrazek 6.11 Vysledek korespondencni analyzy 33 druht mekkyst (oznaceny zkratkou nazvu) na 42
lokalitach (oznaceny Cislem 1-42). A; = 0.547, X, = 0.174, prvni a druhd osa CA vysvétluji 38.8 % celkové
inerce. V ordinac¢nim diagramu je zietelné vidét obloukovy efekt (arch effect). (Cejka et al. 2008)
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Obrazek 6.12 Vysledek detrendované korespondencni analyzy 33 druhtt mékkysi (oznacCeny zkratkou
nazvu) na 42 lokalitach (oznaceny Cislem 1-42). A, = 0.547, A, = 0.122, prvni a druha osa CA vysvétluji
36.0 % celkové inerce. Délka gradientu prvni osy je 3.485 s.d., druh¢ osy 1.943 s.d. (Cejka et al. 2008)
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6.3.3 Korespondencni analyza a detrendovana korespondenéni analyza: shrnuti

* Vstup korespondenc¢ni analyzy:
0 Kontingenc¢ni tabulka.

*  Vystup korespondencni analyzy:
0 Vlastni hodnoty matice.
0 Procento vysvétlené inerce ordina¢nimi osami.
0 Skore (soutfadnice) fadkt a sloupcti na ordinac¢nich osach.
0 Ordinac¢ni diagram kombinujici jak skore tadkid, tak 1 skore sloupct
v ordina¢nim diagramu — tzv. biplotu.

* Pii pouziti korespondenc¢ni analyzy je nutno pamatovat na nize uvedena omezeni:
0 Velky pocet malych skupin vzorki mize zplisobit problematickou
interpretaci vysledki a nestabilitu vypoctu.
0 Problémem korespondencni analyzy muze byt tzv. obloukovy efekt, ktery je
mozné odstranit pomoci detrendované korespondenc¢ni analyzy.

6.4 Analyza hlavnich koordinat (PCoA, principal coordinate analysis, metric
multidimensional scaling)

Mnohorozmérné Skalovani (MDS, multidimensional scaling) se pouziva jako prizkumna
metoda. Cilem analyzy je najit smysluplné dimenze, které umoznuji vysvétlit pozorované
vzdalenosti (nepodobnosti) nebo podobnosti mezi objekty.

Jednoduchou metrickou technikou mnohorozmérného skdlovani je analyza hlavnich
koordinat (PCoA, principal coordinate analysis), nazyvana i klasické Skalovani. PCoA pracuje
s matici vzdalenosti a vysledkem je rozmisténi objektd vnovém prostoru definovaném
ordina¢nimi osami. Podobné¢ jako se ordinac¢ni osy u PCA nazyvaji hlavni komponenty, u PCoA
je oznacujeme hlavni koordinaty (principal coordinates). PCoA je podobna analyze hlavnich
komponent (PCA), umoznuje ovSem pouziti 1 jinych mér vzdalenosti nez euklidovskeé
vzdalenosti. Pti pouziti euklidovské vzdalenosti je PCoA ekvivalentni k PCA.

PCoA je vhodna pro zpracovani vSech typi proménnych — bindrnich proménnych,
vicestavovych kvalitativnich proménnych nebo smiSenych dat. Analyza hlavnich koordinat
zahrnuje dva zakladni kroky.

* Vprvnim kroku se zprimarni matice dat vypocitd asociacni matice vzdalenosti
objektl, kterd je symetrickd (je ekvivalentni korelaéni nebo kovarianéni matici
v PCA).

* Ve druhém kroku se podobné jako u PCA vypocitaji vlastni ¢isla, vlastni vektory
asocia¢ni matice a komponentni skore.

Interpretace vysledkit PCoA je podobna jako u PCA. Vyraznym rozdilem je ovSem
skutecnost, Ze hlavni koordinaty nejsou linearni kombinaci plivodnich proménnych. Proto neni
mozné urcit vliv pivodnich proménnych na jednotlivé hlavni koordinaty. Je ovSem mozné
vypocitat korelace nebo kovariance mezi hlavnimi koordinity a proménnymi a pomoci nich
interpretovat hlavni koordinaty.

Euklidovska vzdalenost objektii v prostoru hlavnich koordinat (v ordina¢nim diagramu) je u
PCoA aproximaci vzdalenosti objektii v asociacni matici, kterd mtize byt zaloZena na libovolném
koeficientu vyjadiujicim vztah mezi objekty. PCoA tedy vytvaii takové rozmisténi objektl
v euklidovském prostoru (na ordina¢nim diagramu), které co nejlépe odrazi vztahy mezi objekty
v asociacni matici; jde tedy o nejlepsi euklidovskou aproximaci neeuklidovské matice. PCoA je
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ovSem citlivd na pouzité metrice vzdalenosti, tj. pfi riznych koeficientech vzdalenosti budou
vysledky analyzy rtzné. V ptipad€ pouziti pseudometrickych nebo nemetrickych vzdalenosti
muze nastat, ze je jedna nebo vice vlastnich hodnot matice negativni. V takovém ptipadu mizou
nastat problémy s interpretaci vysledku.

PCoA se velmi Casto pouziva v biologii, kdy charakter dat vyzaduje pouziti jiné miry
vzdalenosti neZ je euklidovska vzdalenost. Jde zejména o analyzu binarnich nebo smiSenych dat.

PCoA se Casto pouziva v analyze molekuldrnich dat, kde neziidka dochazi k tomu, Ze pocet
proménnych pievySuje pocet objektli. Analyzu je mozné pouzit i v takovém piipadé.

Nevyhodou PCoA je, ze hlavni koordinaty nelze jednoduse interpretovat pomoci pivodnich
proménnych.

6.5 Nemetrické mnohorozmérné skalovani (NMDS, nonmetric
multidimensional scaling)

Nemetrické mnohorozmérné Skalovani (NMDS, nonmetric multidimensional scaling)
analyzuje libovolnou metrickou nebo semimetrickou matici vzdalenosti nebo podobnosti. NMDS
zobrazi pozorované vzdalenosti nebo podobnosti mezi objekty v euklidovském prostoru.

Pomoci nasledujiciho piikladu demonstrujeme princip mnohorozmérného Skalovani.
Predpokladejme, Ze madme k dispozici matici vzdalenosti mést Slovenska z mapy. NaSim cilem
bude reprodukovat vzdalenosti mezi mésty v dvourozmérném prostoru (Tabulka 6-5). Obecné,
NMDS setfadi objekty (mésta Slovenska) v prostoru s ur€itym poctem rozméri — dimenzi tak,
aby byly zachovany pozorované vzdalenosti (Obrazek 6.13). Z vysledkt NMDS budeme schopni
vysvétlit vzdalenosti ve smyslu ordinacnich os, v naSem pfipadé mizeme vysvétlit vzdalenosti
pomoci dvou geografickych rozmért: sever/jih a vychod/zadpad. Aktudlni orientace os je
nahodna.

Vratme se k naSemu piikladu. Ota¢enim mapy libovolnym smérem se vzdalenosti mezi
mésty neméni. Vyslednd orientace os v roviné nebo prostoru je vétSinou vysledkem
subjektivniho rozhodnuti tak, aby byl vysledek co nejjednoduseji interpretovatelny.

Tabulka 6-5 Ukazka asocia¢ni matice — vzdalenosti mést Slovenska v km.

<

< o < e}
20 f 2 2 5 EE: P o:o:
B.Bystrica 0 204 188 214 92 119 124 208 105 53 139 117
Bratislava 204 0 100 402 227 85 328 412 273 257 124 202

Komarmmo 188 100 0 342 214 69 312 396 213 241 160 238
Kosice 214 402 342 0 234 317 120 36 129 195 337 259
Martin 92 227 214 234 O 145 114 198 171 39 103 25

Nitra 119 85 69 317 145 0 243 327 188 172 91 169
Poprad 124 328 312 120 114 243 0 &4 133 75 217 139
Presov 208 412 396 36 198 327 84 0 165 159 301 223

R.Sobota 105 273 213 129 171 188 133 165 O 140 208 196

RuZomberok 53 257 241 195 39 172 75 159 140 O 142 64
Trencin 139 124 160 337 103 91 217 301 208 142 O 78
Zilina 117 202 238 259 25 169 139 223 196 64 78 0
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Obrazek 6.13 Vysledek mnohorozmérného skalovani (ptiklad z Tabulka 6-5)

Cilem nemetrického mnohorozmérného Skalovani (NMDS) je stejné jako v ptipadé
metrického mnohorozmérného Skalovani (PCoA) vytvofit na zakladé asociacni matice
s libovolnou metrikou jeji euklidovskou reprezentaci. NMDS se na rozdil od PCoA neomezuje
na euklidovskou geometrii, pracuje s jakoukoliv matici podobnosti nebo vzdalenosti, bud’
symetrickou, nebo nikoliv. Miize to byt i pfimé hodnoceni podobnosti nebo vzdéalenosti na
semikvantitativni Skéle. Vzdalenosti mezi objekty nemusi byt metrické ani spojité. Metoda si
dokaze poradit i s vy$§im poctem chybéjicich hodnot v asociacni matici, pokud ziistava dostatek
informaci k umisténi kazdého objektu s ohledem na nékolik dalSich objektt.

Hlavni odliSnost NMDS oproti PCoA je v tom, Ze tato technika se nesnazi o zachovani
piesnych vzdalenosti mezi objekty v pivodnim prostoru proménnych, ale o prezentaci objekt
v malém poctu rozmérii (dvou nebo tfech). Namisto zachovani pfesnych vzdalenosti mezi
objekty zachovava jen potfadi vzdalenosti mezi objekty. Problémem metody je nutnost
specifikovat pocet ordinacnich os (dimenzi) pfedem. NMDS je citlivé vic¢i nespravnému
stanoveni dimenzionality. Vysledkem je vypocet soufadnic vSech objektli pro tyto osy. Jde o
iterativni proces.

Obecné¢ plati, ze se objekty nedaji sefadit tak, aby byly v redukovaném prostoru vzajemné
vzdalenosti mezi nimi stejné, jako jsou spocitany hodnoty vzdélenosti/nepodobnosti. Proto je
zavedend mira, kterd jednoduchym ¢islem vyjadiuje, jak dobfe nebo jak Spatné koresponduji
vzdalenosti v redukovaném prostoru s hodnotami vzdalenosti/nepodobnosti. Tato mira se nazyva
funkce stresu (loss function nebo stress function). Nabyva hodnot od nuly do jedné; ¢im je
hodnota nizsi, tim je vysledek lepsi. V pribéhu iterativniho algoritmu je analyza modifikovana
tak, aby byl minimalizovany stres. V NMDS rizné pocateCni nastaveni vedou k riznym
vysledkim vzhledem k lokalnim minimim ve funkci stresu (stress function). Proto se
doporucuje provést vice analyz s riznym nastavenim dimenzi, které chceme extrahovat. Z téchto
pokusii pak zvolime analyzu s minimalni hodnotou stresu.
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Algoritmus NMDS je nésledujici:

Uzivatel  specifikuje  pocet dimenzi (f) a voli pfiméfenou miru
vzdalenosti/nepodobnosti.

Vypocita se matice vzdalenosti.

Je uréeno pocatecni usporadani objektll v -rozmeérném prostoru.

Vypocita se mira stresu (stres — zaména mezi poradim vzdalenosti v asociani matici
a poradim vzdalenosti v ordinact NMDS).

Objekty jsou mirn€ posunuty ve sméru sniZeni stresu.

Piedchozi dva kroky se opakuji, az dokud hodnota stresu nedosdhne minimum.
Finalni uspofadani objekti mize byt rotovano.

Vztah pivodniho a redukovaného prostoru je mozné sledovat pomoci Shepardova diagramu.
Je to grafické zndzornéni reprodukovanych vzdalenosti pro urcity pocet rozmérti vuci
pozorovanym vstupnim datim (vzdalenostem). Na vertikalni ose (y) jsou zndzornény vzdalenosti
v ordina¢nim prostoru, na horizontdlni ose (x) ptvodni vzdélenosti, pfipadné¢ podobnosti
(Obrazek 6.14). V diagramu jsou zndzornény i tzv. D-hat hodnoty, které jsou vysledkem
monotdénni transformace vstupnich dat. V ptipadé, ze vSechny reprodukované vzdalenosti spadaji
na linii D-hat hodnot, fazeni vzdalenosti (nebo podobnosti) perfektné reprodukuje dané feSeni.
Tak je tomu v nasem ptikladé (Obrazek 6.14).

Vzdalenosti/D-Hats

357

30 ¢}

25+t

20 ¢t

15+

10 1

O Vzdalenosti

05} — D-Hats vs. Data

0,0

0 50 100 150 200 250 300 350 400 450
Data

Obrazek 6.14 Ukézka Shepardova diagramu (ptiklad mést Slovenska, Tabulka 6-5, Obrazek 6.13)

Obecné plati, Ze ¢im vic dimenzi pouZivdme k reprodukci matice vzdalenosti, tim 1épe
reprodukovand matice vysvétluje pozorované vzdalenosti v piivodnich datech (tj. tim mensi je
stres). Skute¢né, kdyz pouzijeme tolik rozmért, kolik je proménnych, perfektné reprodukujeme
pozorovanou matici vzdalenosti. Samoziejmé nasim cilem je redukce pozorovanych dat, tj.
vysvétlit matici vzdalenosti pomoci mensiho po¢tu dimenzi. Vratme se k piikladu vzdalenosti
mezi meésty. KdyZ mame dvourozmérnou mapu, jsou vizualizované vzdalenosti mezi mésty o
mnoho informativnéjsi, neZ je samotnd matice vzdalenosti.
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Vysledkem NMDS je findlni uspofadani objektii, tj. urceni skore vSech objekti pro ¢
dimenzi. Uspotfadani je zavislé na poc¢tu zvolenych dimenzi (¢). Prvni dvé osy z tfirozmérného
feSeni nemusi byt nutné podobné dvourozmérnému feseni.
osa, atd. Proto je nékdy uzite¢né vysledek zrotovat (napf. metodou varimax), ackoliv neni mozné
tvrdit, Ze vysledné feSeni predstavuje néjaky ,,gradient™.

Vyhodou NMDS je:

*  Mozné pouziti nemetrické vzdalenosti,

*  Mozné pouziti nesymetrické matice.

* V ptipadé metrickych vzdalenosti NMDS sumarizuje vzdalenosti v méné dimenzich
nez Skalovani v PCoA.

Mnohorozmérné skalovani miize slouzit pro ptipravu podkladii pro shlukovaci metodu -
praméru (k-means clustering) pokud neni mozné na data pouzit euklidovskou vzdalenost.

Metoda nemetrického mnohorozmérného Skalovani je nejenom praktickd metoda, ale
v soucasnosti do jisté miry 1 médni zalezitost.

6.5.1 Mnohorozmérné Skalovani: shrnuti

*  Vstup mnohorozmérného Skalovani:
0 Matice vzdélenosti/podobnosti objektt.

*  Vystup mnohorozmérného Skéalovani:
0 Ordinac¢ni diagram.
0 Skore (soutradnice) objektl na ordinacnich oséch.

* Pfi pouziti mnohorozmérného Skalovani je nutno pamatovat na nize uvedena
omezeni:
0 Latentni dimenze (NMDS) stejn¢ jako hlavni koordinity (PCoA) nejsou
linearné zavislé na hodnotach ptivodnich proménnych.
0 NMDS je velice citliva na vybér metriky vzdalenosti.
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7 Kanonicka ordinacni analyza

7.1 Uvod

V kapitole 6 jsme piedstavili ordina¢ni metody, které slouzi zejména jako prizkumné
metody odhalujici trendy v datech. Kapitola 7 je vénovéana technikdm kanonické ordinacni
analyzy, které vyhodnocuji vztah mezi dvéma sadami proménnych. Postupné si piedstavime
nekolik kanonickych ordina¢nich metod:

» Kanonicka korespondenéni analyza (CCA, canonical correspondence analysis) je
asymetricka metoda, kterd pomoci mnohorozmérné regrese zjistuje, do jaké miry je
skupina zavislych proménnych vysvétlena skupinou nezavislych proménnych.
Pouzivéa se k modelovani vztahu mezi nelinedrnimi zavislymi proménnymi a sadou
nezavislych proménnych.

* Redundan¢ni analyza (RDA, redundancy analysis) podobné jako CCA zjistuje
zavislost jedné skupiny proménnych od druhé skupiny proménnych. Je vhodna
v takovych piipadech, kdy dvé sady proménnych maji linearni vztah.

» Kanonicka korela¢ni analyza (CCorA, canonical correlation analysis) je symetricka
metoda, ktera hledd maximalni lineérni korelaci mezi dvéma sadami proménnych.

* Diskriminacni analyza (DFA, discriminant analysis) se zabyva diskriminaci skupin.

7.2 Kanonicka korespondenéni analyza (CCA, canonical correspondence
analysis)

Kanonickd korespondenc¢ni analyza (CCA) je kanonickou, cili omezenou formou
korespondencni analyzy (CA). Vstupnimi daty pro CCA jsou dvé sady proménnych: matice
nezavislych proménnych X (v ekologii napf. environmentalni data méfena ve vzorcich) a matice
zavislych proménnych Y (v ekologii napf. zastoupeni druht ve vzorcich). CCA pouziva
mnohorozmérnou regresi k urceni linedrni kombinace proménnych, kterd nejlépe vysvétluje
inerci ordinacnich skdre ziskanych ze zavislych proménnych. Podobné jako tomu bylo u CA, 1
CCA maximalizuje inerci skore zavislych proménnych, ovSem tak, aby ordinacni osy byly
linearni kombinaci nezavislych proménnych. Proto ordinacnim osam fikame kanonické, nebo
omezené. Praveé kviili tomuto omezeni jsou vlastni hodnoty kanonickych os CCA mensi nez v
CA.

Nezavislé, vysvétlujici proménné nemusi nutné spliovat predpoklady rozdéleni, nemély by
ovSem obsahovat odlehlé hodnoty ani byt vyrazn¢ asymetrické.

V nékterych ptipadech je ovSem vhodné transformovat nezédvislé proménné. CCA neni
ovlivnéna linearni transformaci nezédvislych proménnych, nelinearni transformace dat ovSem jiz
ovlivituje vysledek analyzy. Nezavislé proménné jsou pied vstupem do analyzy standardizovany.

Do CCA muzeme zatadit vysvétlujici proménné vice typu:

* kvantitativni (spojité)
* semikvantitativni
* nomindlni (kategorialni).

V piipadé, Ze do CCA vstupuji nominalni vysvétlujici proménné, je potifeba uvadét je ve
form¢ tzv. indikatorovych (dummy) proménnych (Tabulka 7-1), tj. kazda kategorie bude
zastoupena jednou proménnou nabyvajici hodnoty 0 (ne — vlastnost nepfitomna) a 1 (ano —
vlastnost pfitomna).
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Tabulka 7-1 Ukézka piepisu kategoridlni proménné na indikatorové promeénné pro pouziti v CCA.

Plvodni Indikatorové proménné
proménna (dummy variables)
Vzorek Rybipasmo  Kod  Lipanové Parmové Cejnové
pasmo pasmo pasmo
1 lipanové 1 1 0 0
2 lipanové 1 1 0 0
3 parmove 2 0 1 0
4 cejnove 3 0 0 1
5 cejnoveé 3 0 0 1
6 parmoveé 2 0 1 0
7 lipanové 3 1 0 0

Pro kazdou kategoridlni proménnou s K kategoriemi mizeme do analyzy zaradit pouze K - /
indikatorovych proménnych. Problém totiZ nastava pfi linearni zavislosti skupiny proménnych.
Je ztejmé, Zze soucet hodnot vSech indikatorovych proménnych pro kazdy vzorek je rovny jedné.
Proto jedna z indikdtorovych proménnych nebude do analyzy zatfazena. Pfitom ovSem nedochdzi
k zZadné ztraté informace; kdyz odstranime proménnou cejnové pasmo, informace o ném zlstava,
protoze cejnové pasmo se vyskytne v kazdém vzorku, kde neni lipanové a parmové pasmo.
Néekteré software (napt. Canoco) odstrani nadbyte¢nou indikatorovou proménnou automaticky.

CCA je siroce pouzivana v ekologii k modelovani kanonickych vztahli mezi druhovym
slozenim a méfenymi proménnymi prostiedi.

Algoritmus vypoctu CCA si predstavime jako roz§ifeni algoritmu vaZzeného primérovani na
ptikladu ekologickych dat. Zavislé proménné tvoti pocetnosti nebo frekvence druhli ve vzorcich
a nezévislé proménné jsou promeénné prostiedi méteny v téch samych vzorcich.

Podobné jako u detrendované korespondencni analyzy (DCA), i pro kanonickou
korespondencni analyzu (CCA) plati, Ze se od korespondencni analyzy (CA) lisi pouze v jednom
kroku (Obrazek 7.1). Tento novy krok je ovSem do algoritmu pfidany ne kvili odstranéni
nezadouciho efektu, ale proto, aby bylo mozné vysvétlit kanonické osy pomoci konkrétnich
nezavislych proménnych.

V CCA jsou skore vzorkd, které jsou determinovany vaZenym primérovanim druhti, dale
podrobeny mnohorozmérné linearni regresi, do které tyto skére vzorkll vstupuji jako zavisla
proménna a environmentdlni proménné jako nezavislé proménné. Nové skore vzorkll jsou
predikované regresni rovnici. Tato regresni rovnice je linearni kombinaci proménnych. Nové
skore vzorkih budeme oznacovat jako LC skore, na rozdil od skoére ureném vazenym
pramérovanim, které ozna¢ime WA (Obrazek 7.1).

Reseni CCA je nejbénéji ziskano algoritmem vazeného primérovani, coz je ekvivalentni
feSeni vlastni analyzy. Nicméné je algoritmus vazeného primeérovani intuitivné Iépe
pochopitelny, a proto ho zde uvadime.
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Obrazek 7.1 Algoritmus kanonické korespondencni analyzy (CCA) (podle Palmera 1993).

Statisticky model, na kterém je zaloZena CCA, piedpokladd unimodalni odezvu druhi na
gradient prosttedi. CCA je aproximaci Gausovské regrese za urcitych predpoklada.

CCA, stejné jako CA, neni vhodnd pro extrémné kratké gradienty, na kterych maji
abundance druhti nebo jejich frekvence linedrni nebo monoténni vztah ke gradientu.

Vysledkem CCA jsou dvé€ sady skore vzorki. Neni jednoznaéné, které jsou vhodnégjsi pro
pouziti v ordina¢nim diagramu, zdali WA skore, nebo LC skore. Ve vétSing situaci se doporucuje
pouziti WA skore. LC skore jsou ziskdny piimo z mnohorozmérné regrese nezavislych
proménnych, a tak maji dva vzorky identické LC skére, kdyz maji stejné hodnoty nezavislych
proménnych, a to i tehdy, kdyz nemaji spole¢ny zddny druh.

Kanonickych ordina¢nich os je tolik, kolik je nezavislych proménnych. Dalsi osy jsou
konstruovany jako neomezené. MiiZe nastat situace, Ze prvni neomezend osa ma vyssi vlastni
hodnotu nez prvni kanonicka — omezena osa. Neomezené osy jsou velice uzitecné v explorativni
analyze, miiZou naznacit, které dalezité proménné pravdépodobné chybi.

Celkova vysvétlend inerce je suma vlastnich hodnot kanonickych os. Celkova inerce
zavislych proménnych (druhovych dat) je suma vlastnich hodnot kanonickych a ordina¢nich os
(omezenych a neomezenych os) a je ekvivalentni sumé vlastnich hodnot, nebo celkové inerci v
CA. Proto miiZzeme vysvétlenou inerci ve srovnani s celkovou inerci pouzit jako miru, kterd
hodnoti, jak dobfe jsou zavislé proménné vysvétleny nezavislymi proménnymi.

Kdyz se pocet proménnych blizi poctu objektl (vzorkill), vysvétlend inerce se blizi celkové
inerci a vysledek CCA se blizi vysledku CA. V takovém ptipad¢ jiz ordinace neni omezena
proménnymi a mize napi. dojit k obloukovému efektu, jak tomu byva u CA. Obloukovy efekt je
mozné¢ v CCA elegantné odstranit vyloucenim proménnych, které koreluji s druhou osou.
Existuje 1 dal$i varianta CCA znama jako detrendovana kanonickd koresponden¢ni analyza
(DCCA), ktera ve svém algoritmu zahrnuje detrendovani i linearni regresi. Detrendovani by
ovSem nemélo byt v CCA potiebné.

Pro interpretaci ordinacniho diagramu CCA plati stejna pravidla jako pti CA, co se tyce
rozmisténi objektl a zavislych proménnych (napf. vzorkli a druhi). Na rozdil od CA nejsou
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ovSem kanonické osy v CCA teoretickymi gradienty, ale linedrni kombinaci nezavislych
proménnych. Ordinacni diagram, ktery nazyvame triplot, zobrazuje vzorky jako body, druhy
jako body a nezavislé proménné jako vektory (nebo body). Kvantitativni nezavislé proménné
jsou v ordina¢nim diagramu zndzornény vektory s pocatkem ve stfedu soutfadnicové soustavy.
Smérovani vektoru proménné udava smér naristu hodnot této proménné, opacny smér udava
smér poklesu hodnot dané proménné. Pozice vektoru nezédvislé proménné vzhledem ke
kanonické ose je déana jejich vzajemnou korelaci. Podobné i vzajemna pozice nezavislych
proménnych v ordinaénim diagramu odrazi korelani koeficienty mezi témito proménnymi.
Nezavislé proménné s delSim vektorem jsou silngji korelované s ordina¢nimi osami nez
proménné s kratkymi vektory. V ptipadé€ kategoridlnich proménnych jsou kategorie znazornény
body umisténymi v centroidu vzorku patticich k dané kategorii.

Nezavislé proménné jsou mezi sebou porovnatelné, protoze byly standardizovany.
Kanonické osy mizeme interpretovat bud’ na zéklad¢ kanonickych koeficientl, nebo na zakladé¢
korelaci nezavislych proménnych s osami. Oba piistupy poskytuji stejné informace v ptipadé, Ze
proménné nejsou korelované. Kdyz jsou nezavislé proménné siln¢ korelovany mezi sebou (napf-.
proto, Ze se pocet proménnych blizi k poc¢tu objektll), kanonické koeficienty nejsou stabilni.
Korelace ovSem netrpi problémem multikolinearity. V ptipadé siln¢ korelovanych nezavislych
proménnych se doporucuje ponechat v analyze pouze jednu proménnou ze skupiny. Vlastni
hodnoty timto klesnou pouze nepatrné. Pfi vyrazn€j$im poklesu vlastnich hodnot doslo
pravdépodobné k vylouceni pfili§ mnoha proménnych, ptipadné k vylouceni nespravnych
proménnych.

V mnohych ptipadech byva triplot CCA piili§ pieplnény. V takovych piipadech jsou
nasledovné moznosti:

* Rozd¢lit triplot na biploty nebo diagramy zobrazujici pouze jeden typ informace
(druhy, vzorky, nebo nezavislé proménné).

» Preskélovani vektort tak, aby pozice druhii a vzork byly vice rozestoupené.

* Zobrazeni pouze nejpocetnéjSich druht (je ovSem vhodné zachovat vzacné druhy
v analyze).

* Nezobrazovat skore vzorkli. Jsou pouze linedrni kombinaci vysvétluyjicich
proménnych. Zobrazeni pozic vzorki je uzite¢né pro identifikaci odlehlych hodnot.

Testovani hypotéz

Vyhodou CCA je moznost testovat hypotézy. Testovani hypotéz v CCA je mozné pomoci
permutac¢niho testu. Prvni vlastni hodnota (piipadné také suma vSech vlastnich hodnot) je
porovnana s prislusnou statistikou ziskanou z ndhodnych permutaci dat. Tyto permutace neméni
aktualni data, pouze nahodné¢ prifadi data vysvétlujici proménné k hodnotam vysvétlované
proménné. Kdyz je pfislusna statistika vétSi nebo rovna 95 % statistik z permutovanych dat,
mizeme zamitnout nulovou hypotézu, ze zavislé proménné nemaji vztah k nezavislym
proménnym. Testovani prvni vlastni hodnoty ur€uje, zda je prvni osa CCA silné€jsi nez ndhodné
vytvoiena osa. Podobné testovani sumy vSech kanonickych os hodnoti, zda existuje celkovy
vztah mezi zavislymi a nezavislymi proménnymi.

Soucasti nékterych software, napt. Canoco for Windows, je moznost vybéru statisticky
vyznamnych proménnych ze skupiny nezavislych proménnych. Takové proménné maji
statisticky vyznamny vztah k matici zavislych proménnych. Postup vybéru statisticky
vyznamnych proménnych se oznacuje terminem ,,forward selection* a pracuje s pouzitim Monte-
Carlo permutacniho testu. Jelikoz CCA je omezena ordinace a vysledek siln¢ z&visi na tom, zda
mame k dispozici spravné nezavislé proménné; doporucuje se vzdy otestovat statistickou
vyznamnost prvni kanonické osy. K tomu rovnéz slouzi Monte-Carlo permutacéni test, jenz je
soucasti software Canoco.
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Software Canoco umoznuje i dalsi sofistikované metody, jako je napft. parcialni kanonicka
analyza, pfi niZ lze od¢itat vliv urCitych nezévislych proménnych a hodnotit pouze vliv ostatnich
nezéavislych proménnych na matici zavislych proménnych.

VeétSina omezeni CCA je stejnych, jako je tomu u mnohorozmérné regrese. Proto je nutné si
uvédomit, Ze:

korelace neznamena kauzalni vztah, a proménna, kterd se zda byt silnd miize mit jen
vztah k neméfenému ale ,,skutecnému® gradientu;

vysoce korelované proménné by nemély byt do analyzy zatazeny; jejich vliv je
velice naro¢né interpretovat;

kdyZ se pocet proménnych blizi poctu objektli, feSeni analyzy neni jiZ omezeno
proménnymi a analyza je neomezena;

interpretovatelnost vysledkii je pfimo zavisld na volbé a kvalité vysvétlujicich
proménnych;

pfestoze mnohorozmérna regrese i1 CCA hledaji linearni kombinaci vysvétlujicich
proménnych, nemame zaruku nalézt skuteény gradient, ktery muize byt vztazen
k neméfené nebo nemétitelné proménné.

Pii pouziti CCA se vzdy doporucuje provést také CA na matici zavislych proménnych
(matice Y). KdyZ jsou skére fadkti a sloupcii matice v CA podobné umistény v ordina¢nim
diagramu, jako je tomu v CCA, miZeme byt spokojeni, Ze méfené nezavislé proménné vysvétluji
podstatnou cast inerce zavislych proménnych.

Jako ptiklad kanonické korespondenéni analyzy uvadime analyzu spoleCenstva makrozoobentosu
makrozoobentosu zahrnujici 63 taxont a 60 vzorkil. Jako vysvétlujicich proménnych bylo pouzito 13
pouzito 13 proménnych charakterizujicich vodni rezim a zékladni fyzikalné-chemické podminky.
podminky. V prabéhu analyzy bylo permutacnimi testy vybrano Sest proménnych, které meély statisticky

statisticky vyznamny vliv na druhova data (Obrazek 7.2,
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Tabulka 7-2).
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Obrazek 7.2 Vysledek kanonické korespondencni analyzy (CCA): 63 taxond makrozoobentosu (oznaceny
zkratkou nazvu) v prostoru prvnich dvou os CCA vytvotfenych jako linearni kombinace Sesti
environmentalnich proménnych (plné nazvy proménnych jsou uvedeny v
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Tabulka 7-2).
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Tabulka 7-2 Vysledek CCA 63 taxon makrozoobentosu a Sesti environmentalnich proménnych.

1. osa 2. 0sa
Vlastni hodnota kanonické osy 0,367 0,267
Kumulativni %  vysvétlené inerce  nezav.
proménnych 7,8 13,4
Celkova inerce 4,727
Suma kanonickych vlastnich hodnot 1,150
Korelace nezavislych proménnych s kanonickymi
osami
temperature: teplota vody (°C) -0,068 -0,096
level: stav vodni hladiny (cm) -0,738 0,250
Q: pratok vody (m3 s-1) -0,054 -0,300
v(0.9): rychlost proudu 0.9 m pod hladinou (m s-1) 0,646 0,655
akal: substrat dna — Stérk (%) 0,612 -0,250
psamal: substrat dna — pisek (%) 0,625 -0,755

Vysledkem CCA je ordinacni diagram, ve kterém jsou druhy i vzorky zndzornény body,
kvantitativni proménné vektory, kategorialni proménné centroidy kategorii (Obrazek 7.2; vzorky
nejsou znazornény, zadné kategorialni proménné nebyly pouzity).

Kanonické osy jsou linearni kombinaci vybranych proménnych prostiedi. Interpretace
kanonickych os je v piipadé CCA piima a vétSinou se opira o korelaci nezavislych proménnych
s kanonickymi osami. V nasem piiklad¢ Ize prvni kanonickou osu interpretovat jako gradient
velikosti toku: od tokli s vysokou vodni hladinou a nizkou rychlosti proudu k tokiim s nizkou
vodni hladinou a vysokou rychlosti proudu (korelace proménné stav vodni hladiny s prvni
kanonickou osou: -0,738, rychlost proudu 0,9 m pod hladinou: 0,646). Gradient druhé kanonické
osy nejlépe charakterizuje korelace s proménnou psamal: piseény substrat dna (korelace
proménné psamal s druhou kanonickou osou: -0,755).

Vlastni hodnota prvni kanonické osy byla A; = 0,367, vlastni hodnota druhé osy A, = 0,267.
Prvni dvé osy vysvétluji 13,4 % inerce druhovych dat. Vybrané proménné prostfedi vysvétluji
celkem 24,3 % inerce druhovych dat (1,150/4,727*%100%).

Z grafu je velice dobfe vidét vazba jednotlivych taxond k vlastnostem prostiedi
charakterizovaném vybranymi environmentalnimi proménnymi. Je potiebné si ovSem uvédomit,
7e vztahy jsou pouze popisné, ne kauzalni.

7.3 Redundancni analyza (RDA, redundancy analysis)

Redundanéni analyza (RDA) je kanonickou, neboli omezenou formou analyzy hlavnich
komponent (PCA). Vstupem do RDA jsou dvé sady proménnych: matice nezavislych
proménnych X (napf. environmentalni data) a matice zavislych proménnych Y (napf. druhova
data).

Cilem RDA je maximalizovat odpovéd’ sady zavislych proménnych Y na sadu nezavislych
proménnych X. Metoda je v podstaté rozSifenim PCA o krok, ve kterém jsou skore objektt sady
zavislych proménnych omezeny tak, aby byly linedrni kombinaci sady nezavislych proménnych.
RDA je proto uzce spjata s mnohorozmérnou regresni analyzou a dava podobné vysledky jako
kanonicka korela¢ni analyza. RDA je mozné popsat jako mnohorozmérnou regresni analyzu
nasledovanou analyzou hlavnich komponent, a to v téchto krocich:

* Regrese kazdé zavislé proménné Y; na sad¢ nezavislych proménnych X pomoci
mnohorozmérné regrese a ziskani regresnich koeficientt.
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* PCA na sadé regresnich koeficienti z mnohorozmérné regrese a ziskani matice
kanonickych vlastnich vektori.

* Pouziti kanonickych vlastnich vektorti k ziskani skére objektti bud’ ve faktorovém
prostoru X nebo prostoru zavislych proménnych Y. Skore v prostoru zéavislych
proménnych jsou znamé jako vazené pruméry (WA), zatimco skore ve faktorovém
prostoru jsou zndmé jako line4drni kombinace (LC). V mnohych aplikacich jsou WA

vvvvvv

Vysledek RDA je mozné zobrazit v biplotu, ktery se sklada z bodl objektt a z vektori obou
sad proménnych. Kosinus thlu mezi vektory proménnych je odhadem korela¢niho koeficientu
mezi témito proménnymi. V piipad¢ vétsiho poctu proménnych nebo objektl je vhodné zobrazit
dva ordinaéni diagramy, a to pro kazdou sadu proménnych samostatn¢.

Pro RDA plati stejné piedpoklady a omezeni jako pro PCA. Je nutno ovSem zdiiraznit, ze
RDA je zalozena na linedrni mnohorozmérné regresi a PCA, a proto by méla byt pouZita na
uplné linearni datové soubory.

Podobné jako predchozi metody i RDA byvé pouZzivana v ekologii spolecenstev. Na rozdil
od koresponden¢ni analyzy a jejich odvozenych forem se PCA a RDA pouzivaji v piipadech,
kdy ocekavame linearni vztah mezi abundancemi nebo frekvencemi druh k proménnym. V
mnoha piipadech neni mozné tento predpoklad dodrzet, da se predpokladat pouze na kratkém
ekologickém gradientu. Proto neni pouziti RDA v ekologickych studiich vyznamné casté.

7.4 Kanonicka korela¢ni analyza (CCorA, canonical correlation analysis)

Kanonické korelacni analyza (CCorA) hodnoti vztah mezi dvéma sadami kvantitativnich
proménnych. Zjistuje, zda se jedna skupina proménnych chové stejné¢ jako druhd skupina
proménnych pro ty samé objekty a kdyZ ano, co je podstatou této shody. Vstupem do CCorA
jsou dv€é matice proménnych, které mizeme povazovat za vzajemné zavislé proménné, nebo
pfistupujeme k jedné matici jako k vysvétlujicim, nezavislym proménnym a ke druhé matici jako
k vysvétlovanym, zavislym proménnym. V druhém ptipad¢ je CCorA velice podobnd RDA.

Podobné jako u analyzy hlavnich komponent a ve faktorové analyze se i1 v kanonické
analyze transformuje systém vzijemné korelovanych proménnych do systému novych
hypotetickych (skrytych) proménnych. V CCorA se vztah mezi dvéma skupinami vzajemné
zavislych proménnych vyjadiuje pomoci mensiho poctu nové vytvorenych proménnych. Tyto
nové proménné jsou linedrnimi funkcemi pivodnich proménnych a jsou zalozeny na analyze
kovarian¢nich nebo korela¢nich matic vychozich proménnych.

CCorA hleda linearni kombinaci proménnych z prvni sady a linedrni kombinaci proménnych
z druh¢ sady, které maji maximalni korelaci mezi sebou. CCorA méii tedy intenzitu linearni
zéavislosti, tj. korelovanosti linedrnich funkci dvou skupin proménnych. Vysledna korelace
linedrnich kombinaci dvou sad proménnych se nazyva kanonickd korelace a je odmocninou
vlastni hodnoty matice v CCorA.

CCorA vytvarti kanonickou funkci, kterd maximalizuje kanonické korela¢ni koeficienty mezi
dvéma linedrnimi kombinacemi proménnych. Ozna¢me pocet proménnych v prvni sadé k a pocet
proménnych ve druhé sad¢ n. KdyZz kje vétsi nez n, existuje k£ moznych vlastnich hodnot,
pficemz k — n znich jsou nulové. Prvni kanonicka korelace je nejvétsi mozna korelace mezi
linedrnimi  kombinacemi prvni sady proménnych a linearnimi kombinacemi druhé sady
proménnych. K ni pfislusi kanonickd funkce, ktera je prvni kanonickou osou. Dalsi kanonické
osy jsou nekorelované s predchozimi kanonickymi osami.

Kanonick4 korela¢ni analyza je generalizaci mnohorozmérné linearni regrese. CCorA na
rozdil od mnohorozmérné regrese nehleda zavislost jedné zavislé proménné na sad¢ nezavislych
proménnych, ale vztah dvou sad proménnych. Kdyz je k rovno jedné, dostdvame pouze jednu
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kladnou vlastni hodnotu a kanonické korelacni rovnice jsou redukovany na problém
mnohorozmérné regrese.

Kanonickou osu interpretujeme pomoci kanonickych vah, tj. korelaci jednotlivych
proménnych a jejich pfislusnych linedrnich kombinaci. Kanonické véahy jsou podobné
faktorovym vaham proménnych a faktori ve faktorové analyze.

Vysledek CCorA je mozné graficky zobrazit v biplotu, ze kterého je mozné vidét ptibliznou
kovarianci, resp. korelaci mezi obéma skupinami proménnych podobné¢ jako v RDA. KdyzZ je
CCorA pocitana z korela¢ni matice a ne z kovarian¢ni matice, interpretace musi brat v vahu
fakt, Ze linearni kombinace se vztahuji k standardizovanym proménnym a ne k pivodnim.
Pozadavky na data:

» data musi byt kvantitativni;

* metoda je citliva na odlehl¢ hodnoty; poZzadavek normality ov§em neni silny;

* pocet proménnych prvni sady plus pocet proménnych druhé sady proménnych musi
byt mensi, nez je pocet objekti;

e proménné maji mit mezi sebou linearni vztah (coz je zfidka mozné piedpokladat
v ekologickych studiich).

Ptestoze CCorA neni tak popularni jako jiné kanonické techniky, jeji pouziti mize byt
uzitecné napt. pii hodnoceni zmén stavu dvou skupin proménnych stejného typu (mizeme napt.
korelovat dvé taxocendzy s cilem zjistit, zda se méni stejnym zplsobem), nebo pii zjiStovani
korelace mezi skupinou fyzikdlnich proménnych a skupinou druhtli, apod. Uplatnéni CCorA
muzeme najit nejen v biologii, ale 1 v mediciné (napt. hodnoceni vztahu skupiny rizikovych
faktorti a skupiny symptomu nemoci), v psychologii, sociologii, atd.

7.4.1 Kanonicka analyza: shrnuti

e Vstupem kanonické analyzy je:
0 Matice zavislych proménnych (kontingen¢ni tabulka napt. druhy x vzorky).
0 Matice nezavislych proménnych métenych na stejnych objektech.

* Vystupem kanonické analyzy je:
0 Ordinac¢ni diagram.
0 Vlastni hodnoty kanonickych os.
0 Procento vysvétleného rozptylu kanonickymi osami.
0 Skoére (soutadnice) tadkli a sloupcli matice zavislych proménnych na
kanonickych oséch.
0 Korelace vysvétlujicich proménnych s kanonickymi osami.

* Pii pouziti kanonické analyzy je nutné pamatovat na nize uvedend omezeni:
0 Velky pocet malych skupin objekti mulze zplsobit problematickou
interpretaci vysledkl a nestabilitu vypoctu.
0 Pii pouziti nevhodnych vysvétlujicich proménnych nebudou vysledky
analyzy relevantni.

7.5 Diskriminaéni analyza (Discriminant function analysis, Canonical
variate analysis)
Castym cilem v pfirodnich i socialnich védach je diskriminovat jiz znamé skupiny objektd

na zaklad€ nckolika kvantitativnich proménnych. Diivodem pro to mize byt pfifazeni nového
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objektu do jedné ze skupin (identifikace), nebo interpretovat dané skupiny, tj. urcit vlastnosti
jednotlivych skupin (diskriminace).

Diskrimina¢ni analyza je velice uzitecny nastroj:

e k urceni proménnych, které diskriminuji mezi dvéma nebo vice skupinami (k tomu
slouzi kanonicka diskriminaéni analyza),

* ke klasifikaci objektd do rGznych skupin (k tomu slouzi klasifika¢ni diskriminaéni
analyza).

Zabyva se tedy zéavislosti jedné kvalitativni proménné (urcuje zatazeni objektd do skupin) na
neékolika kvantitativnich proménnych. Vstupni matici tvoii objekty charakterizovany sadou
kvantitativnich proménnych a jednou kategoridlni proménnou, ktera urcuje ptislusnost objektt
do jedné ze skupin (Tabulka 7-3).

Tabulka 7-3 Ukazka datové tabulky vstupujici do diskriminaéni analyzy. Objekty piislusejici dvou
skupinam jsou charakterizovany dvéma riznymi kvantitativnimi proménnymi (podle Legendre, Legendre

1983).

kvalitativni ~ kvantitativni ~ kvantitativni

proménna proménna 1 proménna 2
ID (skupina) Vi Y2
1 A 3 5
2 A 3 7
3 A 5 5
4 A 5 7
5 A 5 9
6 A 7 7
7 A 7 9
8 B 6 2
9 B 6 4
10 B 8 2
11 B 8 4
12 B 8 6
13 B 10 4
14 B 10 6

Diskriminaéni analyza je parametrickd metoda linearniho modelovani.
Jejimi pfedpoklady jsou:

* proménné charakterizujici kazdou skupinu by mély spliiovat pozadavek
mnohorozmérného normélniho rozdéleni (techniky diskriminacni analyzy jsou vuci
odchylkam od normality celkem robustni, jsou ovSem citlivé na odlehlé¢ hodnoty;
statistické testy normalitu predpokladaji);

* shoda skupinovych kovarian¢nich matic;

* proménné, které se pouziji k diskriminaci skupin, nemohou byt tipIlné€ redundantni, t;.
zadna z proménnych nesmi byt linearni kombinaci jinych proménnych;

* pro pocty skupin (g), pocet proménnych (p), pocCty objektii ve skupinach a celkové
pocty objektl v analyze (n) musi platit:

0 musi byt alesponi dvé skupiny objektt: g > 2;

0 v kazd¢ ze skupin musi byt nejméné 2 objekty;

0 pocet proménnych musi byt mensi nez pocet objektii zmenSeny o pocet
skupin: 0 < p < (n-g); doporuCuje se ovSem, aby pocet objektti v kterékoliv
skuping¢ byl vyrazné vyssi neZ pocet znaki;

0 zadna proménna by neméla byt v nékteré skupiné konstantni.
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7.5.1 Kanonicka diskrimina¢ni analyza

Pro diskrimina¢ni analyzu mé vyznam uvazovat pouze ty kvantitativni proménné, u kterych
byla zjiSténa souvislost s kategoridlni proménnou (tj. byly zjistény rozdily mezi vektory
sttednich hodnot v riznych skupinach). Nasledn¢ se hled4 line4arni kombinace proménnych, které
nejlépe diskriminuji mezi jednotlivymi skupinami. Vypocet tak sméruje k nalezeni
diskriminacnich funkci (kanonickych os, discriminant function, canonical root) a k zjisténi
relativniho pfispévku jednotlivych proménnych k celkové diskriminaci skupin. Pocet
diskrimina¢nich funkci je rovny poctu skupin snizeny o jednu, pfipadné poctu proménnych (v
piipadé, Ze pocet proménnych je mensi neZ pocet skupin sniZzeny o jednicku).

V piipadé dvou skupin je analyza analogickd mnohonasobné regresi a vysledkem je jedna
diskriminacni funkce:

d=a+uy tuy, +..+tu,y, (7.1)

kde a je konstanta a u;, ... u, jsou koeficienty diskriminacni funkce.

Proménné s nejvétsimi (standardizovanymi) koeficienty pfispivaji nejvice k diskriminaci
skupin. V piipadé vice skupin je vysledkem vice diskriminaénich funkei. Koeficienty pro prvni
Koeficienty vypoctené pro druhou funkci musi dale maximalizovat rozdily mezi skupinovymi
centroidy a soucasné¢ hodnoty obou funkci nesmi byt korelovany. Dalsi funkce se odvozuji
stejnym zpisobem. Vysledek diskriminacni analyzy vice nez dvou skupin, a tedy s nejméné
dvéma diskrimina¢nimi funkcemi (kanonickymi osami), lze graficky znazornit v ordina¢nim
diagramu.

S diskrimina¢nimi funkcemi jsou spojeny vlastni Cisla (eigenvalues), které ur€uji miru
rozptylu zachycenou témito funkcemi. Diskrimina¢ni funkce (kanonické osy) byvaji usporadany
podle klesajicich vlastnich ¢isel. Procentudlni podil vlastniho ¢isla vzhledem k souctu vsech
vlastnich ¢isel urcuje diilezitost diskriminacni funkce (kanonické osy).

Vysledkem diskriminaéni analyzy dat v Tabulka 7-3 jsou tyto koeficienty (Tabulka 7-4):

Tabulka 7-4 Vysledky kanonické diskrimina¢ni analyzy dat z Tabulka 7-3.

nestandardizované standardizované korelace proménné
koeficienty koeficienty s diskriminac¢ni funkci
(kanonickou osou)
Vi -0,612 -1,0 -0,5
V2 0,612 1,0 0,5
konstanta 0,612
Vlastni hodnota 3,938 3,938

Ob¢ promeénné pfispivaji stejnou mirou k diskriminaci skupin, coz je zifejmé také
z nasledujiciho obrazku (Obrazek 7.3).
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Obrazek 7.3 Dvé skupiny, kazda se sedmi objekty, nemtizeme odd€lit pomoci proménnych y; nebo y,
(histogramy na osach). Ovsem tyto skupiny lze idealn¢ odd¢lit pomoci diskriminacéni funkce d (podle
Legendre, Legendre 1983).

Obrazek 7.3 a Tabulka 7-4 ukazuje idealizovany piiklad dvou skupin popsanych pouze
dvéma kvantitativnimi proménnymi. Skupiny nemtizou byt oddéleny zadnou ze dvou
proménnych. Re$enim je novéa diskrimina¢ni funkce d, ktera je linearni kombinaci ptivodnich
proménnych. Diskrimina¢ni funkce d prechdzi smérem nejveétsi meziskupinové variability.

Rozdil mezi standardizovanymi a nestandardizovanymi koeficienty diskrimina¢ni funkce je
nasledujici:

* nestandardizované koeficienty diskriminacni funkce (unstandardized coefficients)
jsou zavislé na pouzitém méfitku ptislusné proménng;

» standardizované koeficienty (standardized coefficients) vyjadiuji jedineény
prispévek proménné pro diskriminacni funkci, resp. jedinecny piispévek pro
oddéleni skupin podél dané osy (diskriminac¢ni funkce).

koeficienty mezi jednotlivymi proménnymi a diskrimina¢nimi funkcemi (kanonickymi osami).
Tyto korelacni koeficienty pro pfislusnou proménnou se pocitaji bez ohledu na vliv ostatnich
proménnych na danou diskrimina¢ni funkci. Tim se tyto koeficienty vyznamné li§i od
standardizovanych koeficientd diskriminac¢ni funkce. Pokud jsou piivodni proménné vzéjemné
korelované, vyss$i hodnota standardizovaného kanonického koeficientu bude pfifazena pouze
jedné z dvojice nebo skupiny korelovanych proménnych.

Statistickda vyznamnost diskriminacnich funkci (os) byva testovana pomoci kritéria Wilks’
Lambda, chi kvadrat, ptipadné¢ pomér vérohodnosti (likelihood ratio), které testuji hypotézu, ze
vektory stfednich hodnot jednotlivych skupin jsou totozné a ze dané skupiny se podél ptislusné
osy a vsech dalsich os od sebe nelisi.

7.5.2 Klasifika¢ni diskrimina¢ni analyza

Klasifikacni diskrimina¢ni analyza slouzi k identifikaci objektli. Vysledkem jsou
klasifikacni funkce (classification functions), které muzou byt pouzity k urceni
pravdépodobnosti piisluSnosti objektii do skupin.
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V tomto ptfipadé mame skupinu objekti se zndmym zatazenim do skupin (trénovaci soubor,
informativni vybér) a skupinu objektl, které musime zatadit do jedné ze skupin. Na zdkladé
trénovaciho souboru sestavime klasifikaéni funkce, pomoci kterych urc¢ime pravdépodobnost
zatazeni neznamych objektl do skupin.

Jednou z moznosti odvozeni klasifikaéniho pravidla je vypocet linearni klasifika¢ni funkce
pro kazdou skupinu. Pocet klasifika¢nich funkci je tedy roven poctu skupin. Kazda funkce
umozni vypocitat klasifikacni skore pro kazdy objekt pro kazdou skupinu pii pouziti vzorce:

;=G Fwan twpy, teatw,y, (7.2)

kde i urCuje skupinu, 7,2, ... p oznauji p proménnych, c; je konstanta pro i-tou skupinu, w;
je vaha j-t¢ proménné ve vypoctu klasifikaéniho skére pro i-tou skupinu; y; je pozorovana
hodnota pro ptisluSny objekt a j-tou proménnou, s; je vysledné klasifikacni skore.

Objekt bude zatfazen do skupiny, pro kterou klasifika¢ni skore dosdhne nejvyssi hodnoty.
Klasifikaéni funkce mlzou byt pouZity pfimo pro vypocitani klasifikacniho skoére pro nové
objekty. V nasem ptikladé (Tabulka 7-3) jsou klasifikacni funkce nasledujici:

s, ==10.443+0.750y, +2.250y,

s, ==12.693+3.000y, -0y,

Ucinnost klasifikacniho kriteria 1ze zjistit ndkolika riznymi zptisoby. V tomto piipads je
prislusnost vSech studovanych objektii k jednotlivym skupindm znama.

* Resubstituce (resubstitution) — u€innost klasifikacniho kriteria testujeme na stejném
souboru dat, z né¢hoz se toto klasifikacni pravidlo odvozuje.

* Kiizové ovéteni (leave-one-out cross-validation) — je vhodné v pfipadé mensSiho
poctu objekti. Ze souboru n objektl vybereme n — 1 objektl, které pouZzijeme jako
trénovaci soubor, z n¢hoz odvodime klasifikacni kritérium. Toto pak aplikujeme na
jeden vypustény piipad. Postup opakujeme n-krat.

Vysledkem obou zplisobll je procentudlni vyjadieni uspésnosti zafazeni objektti do skupin
sumarizované v tzv. klasifikacni tabulce (classification table).
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7.5.3 Diskriminaéni analyza: shrnuti

* Vstupem diskriminacni analyzy je:
0 Tabulka objektli charakterizovanych nékolika kvantitativnimi proménnymi a
jednou kategoridlni proménnou, kterd pfifazuje objektim pfislusnost ke
skupiné.

* Vystupem diskrimina¢ni analyzy je:
0 Diskrimina¢ni funkce.
0 Klasifika¢ni funkce.
0 Ordinac¢ni diagram (osy jsou koteny, €ili diskriminac¢ni funkce).

» Pii pouziti diskrimina¢ni analyzy je nutno pamatovat na nize uvedena omezeni:

0 Parametricka metoda, vyzaduje normalni rozdé€leni proménnych v kazdé
skuping.
Problém odlehlych hodnot.
Vysledky udava v pravdépodobnostech.
Neni schopna zachytit nelinearni vztahy mezi proménnymi.
Pii pouziti siln¢ korelovanych proménnych je nutné zvySené opatrnosti pfi
interpretaci koeficientli diskrimina¢nich funkci; siln¢ redundantni proménné
maji vliv na stabilitu modelu a jeho koeficientli a pokud mozZno by v modelu
nem¢ély byt pouzivany spolecné.

© O 0O
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8 Ordinac¢ni metody v ekologii spoleCenstev

Ekosystémy jsou tvofeny mnoha biotickymi a abiotickymi slozkami, které se navzajem
ovlivituji. Zpiisob, jakym abiotické environmentalni proménné ovliviiuji slozeni spolecenstev, je
Casto zkoumdn nésledujicim zplisobem. Nejprve jsou vytipovany vzorky a zaznamenany
vyskytujici se druhy vcetné jejich kvantity (abundance, frekvence). Jelikoz pocet druhl je
zpravidla velky, pouziva se ordinacni analyza na sumarizovani a uspofadani dat v ordinacnim
diagramu. Ten je ¢asto interpretovany podle toho, co je zndmo o prostiedi ve vzorcich.

Kdyz chybi jednoznaéna environmentélni data, k analyze dat pouzivame ordina¢ni metody.
Interpretace ordinacnich os je nepfima, proto tuto skupinu analyz mizeme oznacit jako nepiima
gradientovda analyza (indirect gradient analysis). Kdyz byla naméfena environmentélni data,
muzeme analyzovat vztah druhovych dat a proménnych prostiedi pomoci kanonickych
ordina¢nich metod. Interpretace vysledkil je v tomto pfipad€é formalni, pfima, proto kanonické
ordina¢ni analyzy oznacujeme jako piimad gradientova analyza (direct gradient analysis).

Ordinaéni, ptipadné kanonické osy oznacujeme terminem gradienty, nebo 1 trendy.

Cilem, kterého se snazime v ekologickych vyzkumech dosahnout pomoci ordina¢ni analyzy,
pfipadné kanonické ordinac¢ni analyzy, je zformulovat hypotézy tykajici se vztahli mezi
druhovym sloZenim spolecenstva a zakladnimi gradienty, které jsou bud’ teoretické, nebo urceny
na zéklad¢ environmentélnich proménnych.

Vztah druht k prostfedi mizeme hodnotit na zakladé¢ dvou modelti odpovédi druhu na
gradient prostiedi. Pod teoretickym gradientem si miZeme piedstavit napiiklad vlhkost.
Predstavme si vztah néjakého rostlinného druhu k vlhkosti prostfedi. Z ekologie je znamé, ze
druhy maji pii ur¢ité hodnoté vlhkosti své optimum a pii snizujici ¢i zvySujici se vlhkosti se
jejich pocetnost, resp. pravdépodobnost vyskytu snizuje. Pfi ur€itych hodnotach, které jsou pro
dany druh suboptimalni, se tento jiZ nevyskytuje. Odpovéd’ daného druhu na vlhkostni gradient
je unimodalni. V ordina¢nich metoddch miizeme pracovat bud’ s linearni odpovédi druhu na
gradient prostfedi nebo s unimodalni.

Linedrni model ptedpoklada, ze abundance nebo pravdépodobnost vyskytu kazdého druhu
bud’ roste, nebo klesa s hodnotami kazdé environmentéalni proménné nebo gradientu.

Unimoddlni model piedpokldda, Ze abundance nebo pravdépodobnost vyskytu kazdého
druhu ma v ramci rozpéti hodnot kazdého gradientu optimum.

Piehled nejoblibengjsich metod pouzivanych v analyze biologickych spolecenstev je uveden
v tabulce (Tabulka 8-1).
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Tabulka 8-1 Rozdéleni ordina¢nich metod nejcastéji pouzivanych v ekologii spolecenstev.

Model odezvy druhu na Metoda
gradient
Analyza hlavnich komponent
Neprima gradientova Linedrni model (PCA)
analjza Korespondencni analyza (CA)
R . Unimodalni model Detrendovana korespondenéni
Ordinac¢ni osy (gradienty) analyza (DCA)

jsou neomezené, jejich

! . o Mnohorozmérné Skalovani
interpretace je nepiima.

Nemetricka ordinace (NMDS)

Piima gradientova analyza Linearni model Redundancni analyza (RDA)
Kanonické osy jsou linearni

kombinaci konkrétnich Unimodalni model Kanonické koresponden¢ni
environmentalnich analyza (CCA)

proménnych, jejich Detrendovana kanonicka
interpretace je piima. korespondenc¢ni analyza (DCCA)

8.1 Unimodalni a linearni model odezvy druhu na gradient prostiedi

V této ¢asti predstavime zpiisob, jak volit mezi unimodalnim a linedrnim modelem odezvy
druhu na gradient prosttedi.

Unimodalni modely jsou o mnoho obecnéjsi neZ modely monotonni (Obréazek 8.1), proto se
doporucuje zacit s unimodalnim modelem a rozhodnout se pozd¢ji, zda si miizeme tento model
zjednodusit na linearni.

Species abundance
Species abundance

Environmental variable (e.g..pH, elevation) Environmental variable (e.g..pH, elevation)

a b

Obrazek 8.1 Unimodalni kiivka mize byt na kratkém gradientu dobfe odhadnuta linearnim vztahem (a).
Na delsim gradientu linearni aproximace neni G¢inné (b) (podle Leps, Smilauer 2000).

Abychom mohli rozhodnout o pouziti linedrniho anebo unimodalniho modelu, musime
odméfit délku nejdelsiho gradientu. Nejdel$i byva gradient prvni ordinaéni osy. Délka gradientu
se meéti v nasobcich smérodatné odchylky (s.d.). Druhovéd data jsou standardizovana tak, ze
unimodalni kiivka probihd ptfes 4 s.d. Proto u vzorkd, které jsou od sebe vzdaleny 4 s.d.,
muzeme piedpokladat, ze nemaji spolecny zadny druh. Doporucend volba mezi unimodalnim a
linearnim modelem je:

* kdyz délka nejdelsiho gradientu > 4 s.d., volime unimodalni model,
* kdyz délka nejdelSiho gradientu < 3 s.d., volime linedrni model (neni ovsem nutnost
pouzit linearni model).
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Kdyz je ovSem délka gradientu mensi nez 2 s.d., vétSina druhovych kiivek je monotdnni
a muZeme pouzit PCA nebo RDA. Vyhodou pouZiti PCA (ptipadné jeji kanonické formy RDA)
je, ze zobrazeni druhii a vzorkii poskytuje vic kvantitativnich informaci nez CA, DCA a
(D)CCA. Nevyhodou PCA a RDA je pfedpoklad linearnich dat.

Zpravidla plati, ze techniky vdzeného primérovani (CA, DCA, (D)CCA) jsou lepsi pro
heterogenni data, a techniky zaloZené na modelu linearni odpovédi (PCA, RDA) jsou vhodné pro
homogenni datové soubory.

8.2 Prima a neprima gradientova analyza

V piipadé, ze mame k dispozici pouze druhova data, pracujeme s metodami nepiimé
gradientové analyzy. Pfimou gradientovou analyzu miZeme pouZit az tehdy, kdyz mame
k dispozici environmentdlni proménné. Neni ovSem pravidlem, Zze kdyZ mame namétfeny
environmentalni proménné, pouzivame vzdy piimou gradientovou analyzu. I v tomto piipadé
muzeme totiZ pouzit nepifimou gradientovou analyzu a uplatnit v ni environmentalni proménné
pouze externé k lepsi interpretaci ordinacni os. Tyto pfistupy jsou komplementarni a mély by se
pouzit oba ke zhodnoceni vziajemnych pozic vzorkii a druhti v pfimé inepfimé gradientové
analyze. Kdyz jsou si pozice vzorkd adruhii podobné v obou vysledcich, environmentalni
proménné spolehliveé vysvétluji druhové data.

8.3 Hybridni analyza

Jakymsi ,.kiiZencem* mezi pfimou a nepfimou ordinaci je hybridni analyza.

V ptipad¢, ze mame k dispozici i druhova data i environmentalni proménné, mizeme pouzit
pfimou 1 nepfimou gradientovou analyzu. Za urcitych podminek je velice vhodné zkonstruovat
nékolik os pomoci pfimé gradientové analyzy. Tyto osy budou kanonické ordinacni osy, ¢ili
omezené. Zbyvajici osy budou neomezené, vytvofeny pouze na zaklad¢ druhovych dat.

V ptimé ordinaci je tolik omezenych (kanonickych) os, kolik je nezavislych vysvétlujicich
proménnych a az dalsi ordinaéni osy jsou neomezené. V hybridni analyze pfedem definujeme
pocet kanonickych ordinac¢nich os (vétSinou to byvaji dvé osy) adal§i ordinacni osy jsou
neomezené. Neomezené¢ osy muzou naznacit dalSi vyznamné gradienty, které jsme
environmentalnimi proménnymi nedokazali zméfit. Je dilezité porovnat vlastni hodnoty
omezenych aneomezenych os. V hybridni analyze se muze stat, Zze vlastni hodnota prvni
neomezené osy je vetsi nez vlastni hodnota prvni kanonické osy, co naznacuje silny gradient
neomezeny méfenymi environmentalnimi proménnymi.

8.4 Parciilni ordinacni analyza

V piipadé, Ze nam je znamy vliv néjaké proménné, piipadné skupiny proménnych, na
druhové spoleCenstvo, a zajimd nds pouze variabilita, kterou touto skupinou proménnych
neumime vysvétlit, pouzijeme metody dil¢i, tzv. parcidlni ordinace. Skupinu proménnych,
jejichz vliv na spolecenstvo v analyze oddélujeme, nazyvame kovaridty. Parcidlni ordinace je
mozné pouzit na vSechny metody, které jsme ptedstavili. Principem parcidlnich ordinaci je
odd¢leni vlivu kovariat a prevedeni analyzy pouze na zbyvajici, rezidudlni variabilité. Vstupem
do parcidlni ordinace je:

* matice druhll + matice kovariat (kdyz pouzivame nepiimou ordinaci);
* matice druhi + matice kovariat + matice environmentalnich proménnych (kdyz
pouzivame piimou ordinaci).
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10 Priloha — zaklady maticové algebry

Teoretickym zakladem libovolnych vicerozmérnych analyz je prace s maticemi.
Mnohorozmérna data jsou sbirdna jako pozorovani objektii popsanych nékolika proménnymi.
Data mohou byt zaznamenana v tabulce, ve které je kazdy objekt i (naptf. vzorek, lokalita,
pozorovani, pacient) reprezentovan fadkem a ve které kazdy sloupec j pfedstavuje proménnou y;
(napf. druh pfitomny ve vzorku, fyzikdlni nebo chemicka proménnd, diagnoéza, atd.). V kazdé
bunice tabulky se nachazi stav ij proménné j, kterd se tyka objektu i. Tuto tabulku nazyvame
matice. KdyZ oznacime pocet fadkil matice (objekty) n a pocet sloupcti (proménné) p, jeji rozmér
je nx p. (Obrazek 10.1).

- N — o
© @ O o
c c c c
c < c c
D D @ )
E E £ £
e o o o
o o o o
objekt1 |ys V12 - Vij - V1o
objekt2 |y; Y22 ... Yo -

<
1

objekti |yi1 Vi --- Vi - Vi

objektn | Vp1 Vn2 -« Ynj - Ynp

Obrazek 10.1 Ukazka matice rozméru n X p.

Tuto matici lze otoCit tak, aby proménné byly v fadcich a objekty ve sloupcich. Jde
0 transponovani matice.

Ne vzdy je jednoznacné, co jsou objekty a co proménné. Napiiklad v ekologii mohou byt
ruzné lokality (objekty) sledovany s ohledem na druhy (proménné), které se na nich vyskytuji.
Ovsem v behaviordlnich studiich nebo v taxonomii hmyzu jist¢ho rodu mizou byt objekty dané
druhy hmyzu a proménnymi rtizné lokality, které predstavuji ekologické niky.

Mnohorozmérnymi postupy lze analyzovat:
* vztahy mezi proménnymi pro soubor objektii (R mode analyza),
* vztahy mezi objekty pro soubor proménnych (Q mode analyza).

Matematické postupy aplikované pfi Q mode analyze jsou jiné nez pii R mode analyze.
Napt. korela¢ni koeficient mizeme pouzit pii sledovani vztahli mezi proménnymi, nelze je
ovSem pouzit pro vztah dvou objektl. Tady se pouzivaji jiné miry asociace, napf. miry
podobnosti. VySe uvedenou matici rozméru n X p miizeme zapsat ve tvaru

Yu Yoo Dy

_ Y Vo e Jop
Y _[yl_j]_ (10.1)

ynl ynZ ynp
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10.1 Asociaéni matice

Asocia¢ni matice je v typickém piipadé Ctvercova symetricka matice, kde sloupce a fadky
odpovidaji proménnym/objektim plivodni n x p matice, prasec¢ik fadkti a sloupc obsahuje
métitko (metriku) vztahu mezi pfislusSnymi proménnymi/objekty. Typ pouZzité metriky se fidi
typem dat (spojita a nespojita kvantitativni data, kategoridlni data, bindrni data) a typem analyzy.
Q mode analyza se snazi popsat vzajemnou pozici objektli v n-rozmérném prostoru. Typické je
tedy pouziti metrik vzdalenosti a podobnosti. R mode analyza se snazi popsat vztahy mezi
proménnymi, a tak je typické pouziti korelace a kovariance a dalSich metrik zavislosti (Obrazek
10.2). Néktera data je samoziejmeé mozné sledovat jak z pozice objektl, tak proménnych (napf.
druhy pouzité jako proménné odbért a odbéry pouzité jako proménné v analyze taxont).

R mode analyza

O
[
85
e App
o
—
o
proménné objekty
5 an Ann
@
o
@)

Q mode analyza

Obrazek 10.2 Pivodni data tvofila matice Ynp rozméru n (objekty) x p (proménné). Z této matice lze
vytvorit dvé asociacni matice App (proménné x promeénné) a Ann (objekty x objekty) (podle Legendre,
Legendre 1998).

Asocia¢ni matici mezi proménnymi oznacime

a;  dp a,
a a .. a
_ 4y 2 2P
4, = [a,] = (10.2)
apl ap2 app

asociacni matici mezi objekty
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a, a, .. a

4, =a,]= a“ (10.3)

a, a, .. a

nl

Asociacni matice jsou nejcastéji symetrické, tj. a; = a;;.

U asociacni matice mezi objekty A,, jsou hodnoty na diagondle a; rovny nule (kdyz je
mirou asociace vzdalenost), nebo jedné (kdyz je mirou asociace podobnost).

U asocia¢ni matice mezi proménnymi A,,, kde je mirou asociace korelace, jsou hodnoty na
diagonale a;; rovny jedné.

10.2 Specialni matice

Matice se stejnym poctem tadkd a sloupct je €tvercova. Jak uvidime dale, pouze pro
takovou matici miizeme vypocitat determinant, inverzni matici, vlastni hodnoty (eigenvalues) a
vlastni vektory (eigenvectors). Tyto operace mizou byt provedeny na asociacni matici, ktera je
vzdy Etvercova.

bll b12 bln
— — 21 b22 2n s v ’ . v 7
B, =1b;]= je ¢tvercova matice fadu n.
bnl an bnn

Diagonalni matice je Ctvercovd matice, ktera ma vSechny prvky nelezici na diagonale
nulové.

3000
5 . 107 0 O}, o
Napt. matice je diagonalni.
0 020
0 00O

Diagonalni matice, ve které jsou diagonalni prvky rovny jedné, se nazyva jednotkova
matice.

I 0 0

0 1 0
I =

0 0 1

Jednotkova matice ma v maticové algebie stejnou roli jako jednotka v bézné algebte, tj.
pfedstavuje neutrdlni prvek pii ndsobeni (I*B = B*I = B).
Podobné¢ skaldrni matice je diagonalni matice formy
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k0 0

0 &k 0 . . ot e . y .
0 =kI, kde jsou diagonalni prvky identické. Tato matice piedstavuje

0 0 0 &

jednotkovou matici vynasobenou skaldrem (konstantou).

Matice, jejiz vSechny prvky jsou nulové, se nazyva nulova matice 0 = [O] a je neutralnim
prvkem pfi s¢itani.
Ctvercova matice, jejiz prvky pod nebo nad diagonalou jsou nulové, se nazyva triangularni

1 23
(trojuihelnikova) matice. Napt. (0 4 5| je triangularni matice. Diagondlni matice jsou také
0 0 6

triangularni.

r . o ’ . v . v T .7 r
Transponovana matice piivodni matice B rozméru » x p je oznaena B'. Jeji format bude p
X n a plati, ze bT,-j = bj;.. JednodusSe feceno, fadky jedné matice jsou sloupci druhé matice. Napf.
transponovand matice k matici

1 2 3
1 4 7 10
4 5 6| .
B= ieB"=|2 5 8 11|.
7 8 9
36 9 12
10 11 12

Ctvercova matice, u které plati, Ze je rovna své transponované matici (B = B"), se nazyva
symetrické. Plati, ze bg/‘ = bjl'.

1 4 5
Napft. matice |4 2 6] je symetricka.
56 3

10.3 Vektory a normalizace

Sloupcova matice rozméru n x / se nazyva vektor.
Vektor zapiSeme nasledujicim zptisobem:

Vektor je definovan jako uspofaddna n-tice realnych Cisel, kde téchto n hodnot pfedstavuje
soufadnice bodu v n-rozmérném Euklidovském prostoru.
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4
Naptiklad, vektor L} je usporadana dvojice realnych ¢isel (4, 3), kterou mizeme zakreslit

do Euklidovského prostoru (Obrazek 10.3).

S
|
N
N
\\
N
e

1 1 1 1 N
J I J 1 7

Obrazek 10.3 Zobrazeni dvou vektor v dvourozmérném prostoru. Obrazek dobfe ilustruje rozdil mezi

4 3
vektory LJ a L} (podle Legendre, Legendre 1998).

Délku kazdého vektoru je moZzné spocitat pomoci Pytagorovy véty. Napiiklad, délka vektoru

4 3
{3} je V4% +3% =5 Je to také délka vektoru L} .

K porovnani raznych vektort a také jejich sméru slouzi normalizace, tj. vydéleni kazdého

4 4/5
prvku vektoru jeho délkou. Normalizace vektoru L} je L / 5} .

Délka normalizovaného vektoru je rovna jedné.

bl
Normalizovany vektor ptivodniho vektoru b =| ° | miZeme zapsat jako
bi’l
by /b2 b+ 4B | b
by [\b2 +b2 +..+b? | _ 1 b,
Jb +b7 +. 4D}
b, /b2 +b7 +...+b7 | b,

10.4 Séitani a nasobeni matic

Sc¢itat lze pouze matice stejného rozméru. Scitani dvou matic pak spociva ve scitani
ptislusnych prvkda.

A+B:C, kde ci,-za,-,-irbif (104)
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Napt.

1 5 15 20 16 25
14 2|+(10 8 [=|24 10
0 0 3 5 3 5

S¢itani matic ma tyto vlastnosti:

e Kumulativnost: A+ B=B+ A

e Asociativnost: A+ (B+C)=(A+B)+C

* Distributivnost: (c + d)A =cA + dA; c(A+ B)=cA + cB

* Neutralnost nuly — soucet matice A a nulové matice (ob¢ stejného rozmeéru) se rovna
matici A: A+0=0+ A=A

* Opacna matice k matici A se znaci -A a plati A + (-A) = 0. Existence opa¢né matice
umoznuje od¢itani dvou matic: A — B = A + (-B).

Odc¢itani matic vyjadiujeme operaci s¢itani:

2 5 1 281_251+—2—8—1_0—3O

2 -5 0] |-56 2] |2 -50]|5 -6 -2] [7 -11 -2

Nasobeni matice ¢islem je velmi jednoducha operace: kazdy prvek matice se ndsobi danym
¢islem (skalarem). Napt.:

3 1 4 |3 12
3 5] (915
Nasobeni matice ¢islem ma tyto vlastnosti:

e 1A=A
* KdyzZ ¢, d jsou redlna ¢isla, tak c¢(dA) = (c.d)A

Nasobeni matic je mozné pouze mezi maticemi, pro které plati, ze pocCet sloupct prvni
matice je stejny jak pocet fadku druhé matice. Vyslednd matice mé pak stejny pocet fadka jako
prvni matice a stejny pocet sloupct jako druha matice.

0 2
1 2
5 11
Napt. 4= , B=12 1
2 1
3 -1
-1 3 2
1+0+6 2+0-2 7 0
3+2+3 6+1-1 8 6
C=A4[B= =

1+4+3 2+2-1 8 3
-1+6+6 -2+3-2 11 -1

Prvek c¢;; vysledné matice je skalar fadku i z matice A a sloupce j z matice B:
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b

1
b,.

ip~pj

c; =a; b, :[ail a, .. aip] Yl=a.b, +a,b,, +..+a,b (10.5)

)21

Pro nasobeni matic plati nasledujici:

Dvé matice je mozné spolu nédsobit pouze tehdy, kdyz prvni matice ma tolik sloupct,
kolik ma druha matice radkda.

souc¢inu AB hovoiime, ze matici A ndsobime matici B zprava, matici B nasobime
matici A zleva.

Dvé ctvercové matice stejného rozméru mizeme nasobit mezi sebou v libovolném
poradi.

Soudin matice a jeji piislu§né transponované matice je vzdy mozny. B + B' a také
B' - B vzdy existuji.

B - B (tedy druhd mocnina matice B) existuje, pouze kdyz je matice B ¢tvercova.
Nésobeni matic neni kumulativni. AB # BA. Kdyz existuje sou¢in matic A a B,
neznamena to, Ze existuje soucin matic B a A.

Asociativnost: A(BC) = (AB)C.

Distributivnost: A(B + C)=AB + AC, (A + B)C = AC + BC.
[AB]"=B"-A"a[ABCD...]"=...D"-C"-B"-A".

10.5 Determinant matice

Determinant matice je ¢islo definované pouze pro ¢tvercové matice.
Determinant matice A oznac¢ime |A|. Pro toto Cislo plati:

[4=2.(D'a,, iy, 0.0k, (10.6)

kde pocet s€itancti je n/ a I je pocet inverzi v permutaci (j;, j2, ... j,) prvka 1, 2, ... n.
Determinant matice druhého fadu se vypocita jednoduse:

_[9n 2| _
|A| = = Ay T A4y, (10.7)
ay Ay
25
Napt. { 3:2.3—5.1:6—5:1.

Ziskané Cislo je slozeno z 2! = 2 soucint, kazdy z nich obsahuje pouze jeden a jeden prvek
z kazdého tadku a sloupce matice.
Determinant matice tfettho fadu mizeme vypocitat podle Sarrusova pravidla (plati pouze

pro n=13):
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a; dp 4
|A| =|a a a,.| =
21 n Ay
(10.8)
as;; Ay Ay

= Q)05 0y t Q1505305 T Ay 05,0,5 T 01305,y T A0y 033 ~ ApyAyndy

1 3 -2
Napt. -3 0 1 [=1.0.6+3.1.2+(=3).5.(=2) = (-2).0.2 -3.(-3).6-1.5.1=85
2 5 6

Determinant n-t¢ho stupné vypocitdme pomoci rozvoje determinantu n-tého stupné, tj.
postupnym snizovanim stupné determinantu vynechanim i-tého fadku a j-tého sloupce. Takto
determinant napt. patého fadu snizime na Ctvrty stupen a déle na tfeti stupen, ktery vypocitdme
podle Sarrusova pravidla.

A je matice ¢tvrtého stupné. 4 =

Determinant této matice je pak:

|A| = a11|A11| - a21|A21| + a31|A31| - a41|A41

: (10.9)

kde determinant |A”| je determinantem submatice Ay, kterou ziskame z matice A
vynechanim prvniho fadku a prvniho sloupce:
y dy Ay
|A11| =z Az Ay,
Ay Ay Ay

podobné vynechanim druhého fadku a prvniho sloupce dostaneme Ay, atd.

1 4 03
. 2 -1 15
Napt. 4 =
0 4 1 4
35 92
-1 135 |40 3 4 0 3 4 0 3
|4=104 1 4/-204 1 4/+00-1 1 5-30-1 1 5
592 59 2 5 9 2 4 1 4

|4| = 1201 -2[(-43) +0[(-214) -3[{~19) =201 +86 + 0 +57 = 344
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Vlastnosti determinantu ¢tvercové matice pro n > 2:

* Hodnota determinantu se nezméni, kdyz zaménime jeho fadky za sloupce a naopak,
tj. determinant matice a jeji transpozice je stejny: |A| =|A".

* Hodnota determinantu se nezméni, kdyz pfipocitame k libovolnému ftadku
libovolnou linearni kombinaci jinych fadk.

* Kdyz zaménime mezi sebou dva fadky (sloupce), determinant zméni znaménko.

* Kdyz jsou dva tadky (sloupce) matice stejné, determinant je nula.

* Kdyz jsou dva tadky (sloupce) matice linearné zavislé, determinant je nula.

* Kdyz se vSechny prvky nekterého fadku (sloupce) rovnaji nule, determinant je nula.

* Determinant trojuhelnikové matice (a také diagondlni matice) je soucinem prvkill na
diagonale.

10.6 Hodnost matice

Ctvercova matice je tvofena n vektory (fadky nebo sloupci), které mohou, ale nemusi byt
linearn¢ nezavislé. Dva vektory jsou linedrné zavislé, kdyz prvky jednoho jsou ndsobkem prvkil
druhého vektoru.

-4 2 -4 2
Napt. vektory | —6 | a | 3 | jsou linearné zavislé, protoze | —6 [=-2[I3|.
-8 4 -8 4

Podobné, vektor je linearn€ zavisly na dvou dalSich (vzéjemné nezavislych) vektorech, kdyz
jsou jeho prvky linearni kombinaci prvki téchto dvou vektort.

Hodnost matice (oznacime /) je definovana jako pocet linearné nezavislych tadki (nebo
sloupctl) matice.
e Matici, jejiz hodnost je mensi, nez jeji stupennt (4 < n), nazyvame singularni. Jeji
determinant je rovny nule |A| = 0.
* Matice, které hodnost je rovna jejimu stupni (k2 = n), je regularni a jeji determinant
je razny od nuly |A| # 0.

Hodnost matice se nezméni, kdyz
*  Vyménime potadi fadkli nebo fadky za sloupce.
* Vynasobime nékteré fadky nenulovym ¢islem.
* K libovolnému fadku ptipocitdme linedrni kombinaci jinych fadkl matice.
* V matici vynechame tadek, ktery je linearni kombinaci téch, které zistaly v matici.
* Pfidame k matici fadek, ktery je linedrni kombinaci fadkt matice.

Hodnost matice miizeme vypocitat pomoci elementdrnich Uprav, a to tak, abychom pod
diagonalou matice dostali nuly. Elementarnimi upravami matic rozumime:
e Vyménu dvou fadki.
* Pfipocitani k-nasobku jednoho fadku k jinému fadku matice (k # 0).
* Nasobeni n¢kterého fadku nenulovym ¢islem.
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1 4 2
Napf. vmatici |0 1 4| vynasobime prvni fadek Cislem (-2) a pfipocitame jej k tfetimu
2 9 3
1 4 2]
fadku. Dostaneme |0 1 4 |. Pak nasobime druhy tadek ¢islem (-1) a pfipocitame k tfetimu
0 1 -1
1 4 2]
fadku. Dostaneme |0 1 4 |. Vysledkem jsou tfi linedrné nezavislé fadky.
0 0 -5]
Hodnost matice 4 = 3.

10.7 Inverzni matice

V maticové algebie neexistuje déleni matic. Lze jej ovSem nahradit ndsobenim matice tzv.
inverzni matici. Inverzni matici matice A znagime A™.
L. L. e e L, 9 T , A oa-la
KdyZ inverzni matice existuje, je jedinecnd a pro ¢tvercové matice plati, ze AA” = A A =1L
Inverzni matice existuje pouze pro regularni matici, tj. kdyz jeji determinant je rizny od nuly.
KdyZ ma c¢tvercova matice nulovy determinant, jedna se o singularni matici a ned4 se pro ni
sestrojit inverzni matice. Pro obdélnikovou matici 1ze sestrojit tzv. pseudoinverzni matici.

Inverzni matice ma tyto vlastnosti:
© A= 1/A]
. A=A
e AT =[AT]T
« [AB]'=B'A’
« pro symetrickou matici (kde A" = A) plati: [A']T= A"
« kdyz A" = A", A je ortogonalni matice (matice, jejiz normalizované vektory jsou
ortogonalni, tj. vzajemn& kolmé) a AAT =1

Inverzni matici A" k dané &tvercové matici A lze vypoditat pomoci Gauss-Jordanovy
elimina¢ni metody. Postup je nasledujici:

Sestavime matici B sloZenou z piivodni matice A a jednotkové matice 1.

a, a, .. a, 1 0 .. 0
B [A[] _|da 4y a, 0 1 .. 0
a, a, .. a, 0 0 .. 1

Elementarnimi Upravami matic (zdména fadkl, piipocitani k-ndsobku jednoho ftadku
k jinému fadku, nasobeni nékterého fadku nenulovym ¢islem) ptfevedeme matici B do tvaru, kdy
jednotkova matice I bude vlevo. Tak ziskame inverzni matici A" v pravé poloving upravené
matice.
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1 3 0
Napt. 4=|-1 -4 1
0 3 3

1 3 0100

[47]=]-1 =4 1 0 1 0

0 3 3001

Matici jsme upravili t€émito operacemi: k druhému fadku jsme ptipocitali prvni fadek; druhy
radek jsme vynasobili ¢islem -1; od tfetiho fadku jsme odpocitali trojnasobek druhého tadku;
treti fadek jsme vynasobili ¢islem 1/6; k druhému tadku jsme ptipocitali tieti fadek; od prvniho
radku jsme odpocitali trojndsobek druhého fadku. Vysledkem je upravend matice s jednotkovou
matici vlevo a inverzni matici vpravo.

1oo 2 2 -1

2 2 2

[]=lo 1 0 =L L1

2 2 6

oo 1 L 1 1

i 2 2 6|
(53 1]
100 2 2 2
r=fo 1 o ar=|-1 -1 1
2 2 6

0 0 1 1 1 1
L2 2 6

Inverze je uzitecnd v mnoha aplikacich; typickym ptikladem vyuziti inverzni matice je
feSeni systémil rovnic nebo vypocet regresnich modeltl.

10.8 Vlastni hodnoty a vlastni vektory matice

Determinant a inverzni matice jsou uzitecné pii hledani ortogonalni formy pro neortogonalni
symetrickou matici. Zopakujme si, Ze ortogonalni matice je matice, jejiZ normalizované vektory
jsou vzajemné kolmé a plati proni A' = A"

Reseni tohoto problému je podstatou faktorové analyzy, které se budeme vénovat pozdéji.
Tato metoda umoziuje redukovat velké mnozstvi proménnych vzijemné svdzanych na mensi
pocet nezavislych proménnych vysvétlujicich 1€pe rozptyl dat nez piivodni proménné.

Matematicky princip této metody spociva ve vypoctu vlastnich cisel (eigenvalues)
a vlastnich vektora (eigenvectors) matice.

Ke ¢tvercové matici A (ve vétSin€ ptipadi jde jiz o symetrickou asociacni matici) hledame
jinou matici A, ekvivalentni k A, kterd mad nenulové prvky pouze na diagondle. Matici A
nazyvame matici vlastnich hodnot. Tyto jsou na sobé linearn¢ nezavislé. Matice A je zndma také
pod nazvem kanonicka forma matice A.

114



_a” a, a,,
A= a21 6122 (l2P
L9 dp pp
‘A, O 0 A0 0
A:()A”'“ 0 A:o A, 0
0 0 .. 4, 0 0 .. A

Vlastni hodnoty a vlastni vektory matice A nalezneme pomoci rovnice
Au; = hu;, (10.10)
pomoci které jsou vypocitany riizné vlastni hodnoty 4; a ptisluSné vlastni vektory u;. Pocet
vlastnich hodnot a vlastnich vektort je stejny.
Vyse uvedenou rovnici mizeme zapsat jako rozdil dvou vektort:
Au; —Au; =0, dale pak (A - ;Du;=0 (10.11)
Krom¢ trivialniho feSeni rovnice, kdy u; je nulovy vektor, ma tato rovnice nasledujici feSeni:
|A-NI| =0, (10.12)
tj. determinant rozdilu mezi maticemi A a ;I musi byt rovny nule pro kazdé A;. Tuto rovnici
nazyvame charakteristickd rovnice.
Pro matici A tadu p je charakteristickd rovnice polynomem A stupné p, jehoz feSenim jsou
rizné hodnoty A;. Na zaklad€ vypocitanych vlastnich ¢isel 1ze jednoduSe urcit pfislusné vlastni
vektory.

Piiklad:

2
Symetricka matice 4 = L 5} ma charakteristickou rovnici

M P L B

Charakteristicky polynom miZeme najit rozvojem determinantu: (2—-A)(5—-A)—-4=0, coz

=0, tj. =0 a

2-4 2
2 5-2

dava: > —=7A1+6=0. Rovnice ma dvé fedeni: A, =6, A, =1. Razeni vlastnich hodnot je tipln&
nahodné, muzeme stejné spravné uvadét A, =1, A, =6.
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Pomoci rovnice (A — AD)u; = 0 mizeme najit vlastni vektory pfisluSejici danym vlastnim

hodnotam.

Pro A, =6 Pro A, =1

HR I M HEEHIE
2L AR

coz je ekvivalentni paru linearnich rovnic:

—4u,, +2u,, =0

2u,, —lu,, =0 luyy +2uy =0

2u, +4u,, =0

Tyto systémy linearnich rovnic vzdy zahrnuji jistou neurcitost. Jejich feSeni totiz
predstavuje jakykoliv bod (vektor) ve stejném sméru jako nalezeny vlastni vektor.
K odstranéni neurcitosti je urcena libovolna hodnota pro jeden prvek vektoru u, napt. 1.

u, =1

pak podle 1u,, +2u,, =0
dostavame 1+2u,, =0

1

au, =2
21 au22:——
2

u, =1
pak podle —4u,, +2u, =0
dostavame —4+2u,, =0

1 1
Vlastni vektory jsou tedy: {2} a {_l]
2

Zde je nutno poznamenat, ze i jiné hodnoty u,; a u;, by byly rovnéz vhodné; napft. vektory

2 2
L} a { } také vyhovuji linedrnim rovnicim. Tyto vlastni vektory jsou identické s vySe
uvedenymi, li§i se pouze v nasobku skalarem. Proto je zvykem vlastni vektory standardizovat,

resp. normalizovat. Jednou z béZnych metod je normalizace vektori tak, aby jejich délka byla
rovna jedné (kazdy prvek vektoru je podélen délkou vektoru).

2 1/\/5}3{2/\/5}

1
V naSem prikladé€ jsou vektory a normalizovany na
2] |-1 2/45] | -1/45

Jelikoz matice A byla symetricka, jeji vlastni vektory jsou ortogonalni (na sebe kolmé;
Obrazek 10.4). Vlastni vektory nesymetrické matice nejsou na sebe kolmé (ortogonalni).
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1/35,2/+5)

2/35,-1/45)

Obrazek 10.4 Vlastni vektory symetrické matice jsou ortogonalni.

Zavérem je nutno pripomenout, Ze hledani vlastnich hodnot a vlastnich vektorl matice je
zakladnim principem nékterych mnohorozmérnych statistickych metod.

10.9 Rozklad na singularni hodnoty (SVD)

Kazdou matici sloZzenou z realnych dat 1ze rozdélit na soucin tii matic specialnich vlastnosti.
Tento postup se nazyva rozklad na singularni hodnoty (singular value decomposition-SVD),
datovou matice Ize rozdé¢lit podle vztahu:

D, = U(r,k)r(k,k)V(Ts,k) s (10.13)

Matice U a V jsou ortogonalni a normované (ortonormalni). To znamena, ze kdyZz matici U
nebo V vynasobime danou transponovanou matici, ziskdme matici jednotkovou. Déale matice U
je slozena z vlastnich (charakteristickych) vektori ¢tvercové matice DD a matice V z vlastnich
vektorti matice D'D.

U'u=v'v=l (10.14)

Matice I' je typu k x k a jeji diagondla je tvofena singularnimi hodnotami, které jsou na
hlavni diagonale uspotadany podle klesajici velikosti.

T~ Tpn>T33> ... Tk (10.15)

Singuldrni hodnoty nesou informaci o vyznamnosti jednotlivych sloupcti matice U (skorti —
scores) a odpovidajicich sloupcit matice V (zatézi — loadings). Singularni hodnoty matice I'" jsou
rovny odmocnindm vlastnich &isel matice DD' tedy D'D.

Provedeme-li rozklad na singularni hodnoty na transponované matici D (tj. D), dostaneme
vysledné matice V, U a I' pfili§ velké a obsahujici velké mnozstvi nesmyslnych ¢isel nebo nul.
Proto se doporucuje piivodni matici orientovat, tak jak je uvedeno v rovnici (10.13).
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