Vicerozmerné statistické metody

Ordinacni analyzy — prehled metod
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Vicerozmerné statistické metody

Analyza hlavnich komponent jako pfiklad vypoctu redukce
dimenzionality pomoci ordinacni analyzy



Analyza hlavnich komponent

e Analyza hlavnich komponent je typickou metodou ze skupiny ordinacnich analyz

* Pracuje s asociaci proménnych popisujicich objekty a snazi se na zakladé jejich
korelaci/kovarianci stanovit dimenze zahrnuijici vétsi podil variability neZ pripada na
plvodni proménné

 Predpoklady jsou obdobné jako pri vypoctu korelaci a kovarianci:

— nepfitomnost odlehlych hodnot (s vyjimkou situace kdy analyzu provadime za ucelem
identifikace odlehlych hodnot)

— nepfitomnost vice skupin objektd (s vyjimkou situace kdy analyzu provadime za ucelem
detekce prirozené existujicich shlukd spjatych s nejvétsi variabilitou souboru)

e Datovy soubor musi mit vice objektli nez proménnych, pro ziskani stabilnich vysledku se

doporucuje alespon 10x tolik objektl nez proménnych, idealni je 40-60x vice objektu
nez promennych

e Cile analyzy
— Popis a vizualizace vztahd mezi proménnymi
— Vybér neredundantnich proménnych pro dalsi analyzy
— Vytvoreni zastupnych faktorovych os pro poutziti v dalSich analyzach
— ldentifikace shluk( v datech spjatych s variabilitou dat
— ldentifikace vicerozmérné odlehlych objektd
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Vypocet faktorovych os

e Vypocetné vychazi analyza hlavnich komponent z korela¢ni/kovarian¢ni asociacni
matice (a obdobné i dalsi ordinacni analyzy, pouze pomoci jinych asociacnich
metrik)

e Vlastni vypocet je pak realizovan prostrednictvim vypoctu vlastnich Cisel a vlastnich
vektorl této matice

e Vlastni vektory a vlastni Cisla

Existuji pro ¢tvercové matice

VyZzaduji aby hodnost matice odpovidala jejimu radu, tedy pouze pro matice v nichz
neexistuje linedrni zavislost. Tento fakt komplikuje (nebo znemoznuje) vypocet pfi
pritomnosti zcela redundantnich (linedrné zavislych) proménnych

Vlastni Cisla matice jsou ve vazbé na variabilitu vyCerpanou vytvarenymi faktorovymi
osami

Vlastni vektory definuji smér novych faktorovych os v prostoru plvodnich proménnych

Existuje nékolik moznych vyjadreni vlastnich Cisel a vlastnich vektor(, proto je pred
interpretaci vystupl nezbytné védét znat algoritmus pouzity v SW
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Vlastni Cisla a vlastni vektory

Vypocet vilastnich ¢isel pro matici A
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. Vd Vd
Primarni data
1 2 3 4 5
SEPALLEN SEPALWID‘PEFALLEN|PE|'ALWID‘IRISTYPE
5.0. 33 14 0.2 SETOSA
6.4 2.8 56 2.2 VIRGINIC
6.5 2.8 4.6 1.5 VERSICO
6.7 3 56 24 VIRGINIC
6.3 248 51 1.5 VIRGIMIC
46 34 14 0.3 SETOSA
6.9 31 51 2.3 VIRGINIC
6.2 2.2 4.5 1.5 VERSICO
5.9 3.2 4.8 1.8 VERSICO
4.8 36 1.0 0.2 SETOSA
6.1 3.0 4.6 1.4 VERSICO
6.0 27 51 1.6 VERSICO
6.5 3.0 52 2.0 VIRGINIC
56 2.5 3.9 1.1 VERSICO
6.5 3.0 55 1.8 VIRGIMIC
58 27 51 1.9 VIRGIMIC
6.8 3.2 59 2.3 VIRGINIC
81 33 1.7 0.5 SETOSA
87 2.8 4.5 1.3 VERSICO
6.2 34 54 2.3 VIRGINIC
7T 38 6.7 2.2 VIRGINIC
6.3 33 4.7 1.6 VERSICO
6.7 33 87 25 VIRGINIC
76 3.0 6.6 21 VIRGINIC
495 24 4.5 1.7 VIRGIMIC
85 35 1.3 0.2 SETOSA
6.7 3.0 g2 2.3 VIRGINIC
7.0 3.2 4.7 14 VERSICO
6.4 3.2 4.5 1.5 VERSICO
61 248 4.0 1.3 VERSICO
4.8 31 1.6 0.2 SETOSA
59 3.0 51 1.8 VIRGIMIC
55 24 3.8 1.1 VERSICO
6.3 2.5 5.0 1.9 VIRGINIC
6.4 3.2 53 2.3 VIRGINIC
52 34 1.4 0.2 SETOSA
49 36 1.4 0.1 SETOSA
54 3.0 4.5 1.5 VERSICO
79 38 6.4 2.0 VIRGINIC
44 3.2 1.3 0.2 SETOSA
6.7 33 5T 21 VIRGINIC
50 35 1.6 0.6 SETOSA
58 26 4.0 1.2 VERSICO

Priklad vypoctu

Korelacni matice

SEPALLEN | SEPALWID | PETALLEN | PETALWID
SEPALLEN 1.000 -0.118 0.872 0.818
SEPALWID -0.118 1.000 -0.428 -0.366
PETALLEN 0.872 -0.428 1.000 0.963
PETALWID 0.818 -0.366 0.963 1.000

Kovariancni matice

SEPALLEN | SEPALWID | PETALLEN | PETALWID
SEPALLEN 0.686 -0.042 1.274 0.516
SEPALWID -0.042 0.190 -0.330 -0.122
PETALLEN 1.274 -0.330 3.116 1.296
PETALWID 0.516 -0.122 1.296 0.581
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Kovariancni nebo korelacni matice?

Korelacni matice
SEPALLEN | SEPALWID | PETALLEN | PETALWID
SEPALLEN 1.000 -0.118 0.872 0.818
SEPALWID -0.118 1.000 -0.428 -0.366
PETALLEN 0.872 -0.428 1.000 0.963
PETALWID 0.818 -0.366 0.963 1.000

Jednoznacné v pripadé nesrovnatelnych

jednotek (napf. vék vs. krevni tlak)

= korelace

— Uplnd korelace promé&nné sama se sebou

Korelace je vlastné kovariance
standardizovana na variabilitu dat, tedy
kovariance na standardizovanych datech

Diagonala obsahuje hodnotu 1

— Standardizovany rozptyl

korelace proménnych

Ostatni bunky obsahuji vzajemné

Kovariancni matice
SEPALLEN |SEPALWID |PETALLEN | PETALWID
SEPALLEN 0.686 -0.042 1.274 0.516
SEPALWID -0.042 0.190 -0.330 -0.122
PETALLEN 1.274 -0.330 3.116 1.296
PETALWID 0.516 -0.122 1.296 0.581

Lze poutzit v pripadé proménnych o
stejnych jednotkach a podobném
vyznamu (napf. rozméry objektu)

Ma smysl v pripadé, ze chceme zohlednit
absolutni hodnoty a rozsah proménnych

Diagonala obsahuje hodnotu rozptylu
proménnych

Ostatni bunky obsahuji kovarianci (=
sdileny rozptyl) proménnych
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Vystupy PCA

e Vlastni Cisla (eigenvalues)
e Vlastni vektory (eigenvectors)
e Communalities

e Souradnice objektu

Eigenvectors of correlation matrix (Irisdat)
Active variables only
Variable Factor 1 Factnr2| Factor 3 | Factor 4
SEPALLEN [ -0.52106610 377418 0719566 -0 261286
SEPALWID | 0.269347 0.923296 -0.244382 0.123510
PETALLEN | -0.580413 0.024492 -0.142126 0.801449
PETALWID | -0.564857 0.066942 -0634273 -0.523597

Eigenvalues of correlation matrix, and related statisti
Active variables only

e Scree plot

Eigenvalue | % Total | Cumulative |Cumulative
. Walue number variance | Eigenvalue %
d Bi plot 1 2918498 7296245 2918498 729624
2 0914030 22 85076 3.832528 95 5132
3 0146757 366892 3.979285' 99_4821!
4 0.020715 051787 4000000 100.0000
Projection of the variables on the factor-plane ( 1 x 2) Projection of the cases on the factor-plane ( 1x 2)
10F e, ] Cases with sum of cosine square >= 0.00 Eigenvalues of correlation matrix
. P “SEPALWID 5 Active variables only
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Vlastni Cisla (Eigenvalues)

Korelacni matice Kovariancni matice
SEPALLEN [ SEPALWID | PETALLEN | PETALWID SEPALLEN [ SEPALWID | PETALLEN [ PETALWID
SEPALLEN 1.000 -0.118 0.872 0.818 SEPALLEN 0.686 -0.042 1.274 0.516
SEPALWID -0.118 1.000 -0.428 -0.366 SEPALWID -0.042 0.190 -0.330 -0.122
PETALLEN 0.872 -0.428 1.000 0.963 PETALLEN 1.274 -0.330 3.116 1.296
PETALWID 0.818 -0.366 0.963 1.000 PETALWID 0.516 -0.122 1.296 0.581
. Kumulativni | Kumulativni . Kumulativni | Kumulativni
0, 0,
Eigenvalue | % Rozptylu eigenvalue | % rozptylu Eigenvalue | % Rozptylu eigenvalue | % rozptylu
1 2.918 73.0 2.918 73.0 1 4.228 92.5 4.228 92.5
2 0.914 22.9 3.833 95.8 2 0.243 5.3 4.471 97.8
3 0.147 3.7 3.979 99.5 3 0.078 1.7 4.549 99.5
4 0.021 0.5 4.000 100.0 4 0.024 0.5 4.573 100.0
* Spjaty s vytvarenymi faktorovymi osami e Spjaty s vytvarenymi faktorovymi osami

e Suma eigenvalues = pocet proménnych (suma
standardizovanych rozptylu)

e Hodnota eigenvalue je ve vztahu k variabilité
vztahu proménnych vycerpané prislusnou
faktorovou osou *

e Hodnota eigenvalue = kolikrat vice vyCerpava
faktorova osa variability nez by na ni pripadalo
rovhomérnym rozdélenim (eigenvalue=1)

Suma eigenvalues = suma rozptylu

e Velikost eigenvalue je ve vztahu k variabilité
vycCerpané prislusnou faktorovou osou

Hodnota eigenvalue/priimérné eigenvalue =
kolikrat vice vyCerpava faktorova osa
variability nez by na ni pfipadalo
rovhomeérnym rozdélenim
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Interpretace vyCerpané variability faktorovymi osami

e Variabilita vyCerpana faktorovymi
osami je vztazena pouze k pouzitym
proménnym UL

e Nevypovida nic o proménnych e .
nezahrnutych do analyzy !!!! /

e Orientacné odpovida poctu (nebo
rozptylu) proménnych navazanych
na prislusnou osu

e Souvisiis poctem proménnych v
analyze, ¢im vice proménnych, tim
spiSe bude variabilita vyCerpana ,
prvni osou nizsi (plati samozrejmé 05t N\ /
pouze v pripadé, ze nejsou pridavany \ /
silné redundantni proménné) ™. /

e V pripadé silné redundantnich 1ol S~ | -
promeénnych tyto redundantni :
promeénné zvysuji variabilitu
vy&erpanou na ptisluiné faktorové Factor 1:72.96%
0se, S niZ jsou spjaty

Projection of the variables on the factor-plane ( 1 x 2)
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Factor 2 : 22.85%
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Factor 2 : 24.01%

\\ )

1.0 + ety d it
L L L

VyCerpana variabilita a redundance proménnych

Priklad 1
10 | VA
ReO) ",
/.f" \\\ \\
05 | !-‘ \ A
0.0 -, V2_ - ) \
H % P !

-1.0 -0.5 0.0 0.5 1.0

Factor 1 : 33.33%

Vi V2 V3 V4

vl |1.00 0.19 0.10 0.05
v2 |0.19 1.00 0.13 0.11
v3 |0.10 0.13 1.00 0.05
V4 |0.05 0.11 0.05 1.00

Factor 2 : 29.24%

T
1.0 |

05 |

-05 |}

-1.0 +
1

Vi |1.00 052 0.71 0.14
v2 |052 1.00 0.30 0.72
v3 |0.71 0.30 1.00 0.20
v4 |0.14 0.72 0.20 1.00

00 i

Priklad 2
P
" N\
TR \
1 N \

-]
w2 - /
7, /
\Qv4/ /'
|
-1.0 -OI.5 0.0 0.5 1.0

Factor 1 :57.71%

Vi V2 V3 V4

Slabé korelace mezi

. Silné korelace mezi

promeénnymi

Vycerpanad variabilita na prvni
ose jen mirné prevysuje 1/4

promeénnymi

Vycerpanad variabilita na prvni

ose predstavuje vice nez
polovinu celkové variability

V1
V2
V3
V4
V5
V6
V7

Priklad 3

Factor 2 : 17.83%

-1.0 -0.5 0.0 0.5 1.0

Factor 1 : 52.77%

Vi V2 V3 V4 V5 V6 V7
1.00 0.19 0.12 0.12|0.90 0.89 0.89
0.19 1.00 0.12 0.09 |-0.01 -0.01 -0.03
0.12 0.12 1.00 0.12|0.02 0.02 0.02
0.12 0.09 0.12 1.00|0.02 -0.01 0.03

0.90
0.89
0.89

-0.01
-0.01
-0.03

0.02
0.02
0.02

0.02

-0.01

0.03

1.00 0.90
0.90 1.00
0.90 0.90

0.90
0.90
1.00

K prikladu 1 pfidany proménné
redundantni k V1

Vysledek PCA se kompletné méni, prvni
osa vycCerpava pres polovinu variability
diky redundantnim proménnym
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Vlastni vektory

Korelacni matice Kovariancni matice
SEPALLEN [ SEPALWID | PETALLEN | PETALWID SEPALLEN [ SEPALWID [ PETALLEN | PETALWID
SEPALLEN 1.000 -0.118 0.872 0.818 SEPALLEN 0.686 -0.042 1.274 0.516
SEPALWID -0.118 1.000 -0.428 -0.366 SEPALWID -0.042 0.190 -0.330 -0.122
PETALLEN 0.872 -0.428 1.000 0.963 PETALLEN 1.274 -0.330 3.116 1.296
PETALWID 0.818 -0.366 0.963 1.000 PETALWID 0.516 -0.122 1.296 0.581
' Standardizace na délku 1 .

Factor 1 Factor 2 Factor 3 | Factor 4 Factor 1 Factor 2 Factor 3 [ Factor 4
SEPALLEN | -0.521 0.377 0.720 -0.261 SEPALLEN [ -0.361 0.657 0.582 -0.315
SEPALWID 0.269 0.923 -0.244 0.124 SEPALWID 0.085 0.730 -0.598 0.320
PETALLEN | -0.580 0.024 -0.142 0.801 PETALLEN | -0.857 -0.173 -0.076 0.480
PETALWID | -0.565 0.067 -0.634 -0.524 PETALWID | -0.358 -0.075 -0.546 -0.754

Standardizace na délku druhé odmocniny eigenvalue (smérodatna odchylka)

Factor 1 Factor 2 Factor 3 Factor 4
SEPALLEN -0.890 0.361 0.276 -0.038
SEPALWID 0.460 0.883 -0.094 0.018
PETALLEN -0.992 0.023 -0.054 0.115
PETALWID -0.965 0.064 -0.243 -0.075

e Vlastni vektory popisuji smér kterym v prostoru

Factor 1 Factor 2 Factor 3 Factor 4
SEPALLEN -0.743 0.323 0.163 -0.049
SEPALWID 0.174 0.360 -0.167 0.049
PETALLEN -1.762 -0.085 -0.021 0.074
PETALWID -0.737 -0.037 -0.153 -0.116

pGvodnich proménnych sméruji faktorové osy

* Eigenvektory mohou byt riznym zplsobem standardizovany a vizualizovany; interpretace
vystupl (tzv. biplotd) se lisi podle pouzité standardizace
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Vlastnosti vlastnich vektoru

e Vlastni vektory jsou navzajem ortogonalni (nezavislé, svirajici uhel 90°)

e 7 hlediska interpretace definuji nezavislé proménné, tedy nesouci zcela unikatni
informaci o objektech

7

o Definuji smér novych faktorovych os v prostoru plvodnich proménnych a umoZznuiji
pocitat pozici objekti na novych faktorovych osach

* Geometrie soucinu vektort - Soucin vektoru lze spocitat jako soucin jejich délek
nasobeny cosinem uhlu, ktery sviraji. Pokud 2 vektory sviraji pravy uhel je jejich soucin 0
a nazyvaji se orthogonalni vektory. Matice, jejiz sloupcové vektory navzajem sviraji pravy
Uhel se nazyva orthogonalni matice.

**1 b*c=(délka b)*(délka c)*cos(q) "1 b*c=(délka b)*(délka c)*cos(8)

39 c®
251 b 51 3 O * 2 : 0

21 41 b
1.5 31

C

11 2

0.5 7 11
90° c
o ‘ ‘ ‘ ‘ ‘ ‘ w 0 °®
0 0.5 1 1.5 2 25 3 35 0 0.5 1 15 2 25 3 3.5
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Biplot
e Biplot — soucasna vizualiyace pozice proménnych a objekt(
e Neékolik typU biplotl s riznou interpretaci
* Pro zjednoduseni interpretace je mozné hodnoty na osach nasobit konstantou

1.0 t ' e Lo SEP ALWID - Projection of the cases on the factor-plane ( 1 x 2)
e i Cases with sum of cosine square >= 0.00
~ 5

\\ Al

g -.\‘ 3t
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8 / / & Of
S L / e

L oménnych / gt
/ S

/ T L1

/’;f
(“'f . [
P 4 \ Pozice|objektu
-1.0 -0.5 0.0 0.5 1.0 5 AN 3 2 1 o 1 2 3
- 0
/ Factor 1:72.96% Factor 1: 72.96%
Variabilita vy¢erpand o v/ ,
faktorovymi osami Jednotkova kruznice - Variabilita vycerpana

Hranice pfispévku k faktorovymi osami
definici faktorové osy
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Standardizace eigenvektoru a jeji interpretace |

e Standardizace délky eigenvektord na jednotkovou délku
— Pfivizualizaci vede na tzv. Biplot vzdalenosti (distance biplot)
— Pozice objektl na faktorovych osach maiji rozptyl=pfislusné eigenvalue

— Interpretace biplotu

* UmoiZnuje interpretovat euklidovské vzdalenosti objektl v prostoru PCA (jsou aproximaci euklidovskych vzdalenosti
v plivodnim prostoru)

* Projekce objektu v pravém uhlu na pavodni proménnou aproximuje pozici objektu na této plvodni proménné
* Délka projekce jednotlivych pavodnich proménnych v prostoru faktorovych os popisuje jejich prispévek k definici
daného faktorového prostoru
Uhly mezi ptivodnimi promé&nnymi ve faktorovém prostoru nemaji zddnou intepretaci
1.0 - 1.5 -

SEPALWID
SEPALLEN

0.5 4

PETALWID _, .

PETALLEN : ' ' '
-1.0 =01, 0,0 0.5 1.0 -5.0

-0.5 ~

-1.0 -
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Standardizace eigenvektoru a jeji interpretace |l

e Standardizace délky eigenvektord na druhou odmocninu z eigenvalue
—  Privizualizaci vede na tzv. Biplot korelaci (correlation biplot)
— Pozice objektl na faktorovych osach maiji jednotkovy rozptyl
— Interpretace biplotu

* euklidovské vzdalenosti objektl v prostoru PCA nejsou aproximaci euklidovskych vzdalenosti v plivodnim prostoru
* Projekce objektu v pravém uhlu na plvodni proménnou aproximuje pozici objektu na této plvodni proménné

Délka projekce jednotlivych plvodnich proménnych v prostoru faktorovych os popisuje jejich smérodatnou odchylku

Uhly mezi pdvodnimi promé&nnymi ve faktorovém prostoru souvisi s jejich korelaci

Neni vhodny pokud ma smysl interpretovat vzdalenosti (vzajemné vztahy) mezi objekty

0.5 - 3.0
SEPALWID ¢
SEPALLEN P '
([
..
PETALWID P i.
r PETALLEN T T T 1 r T T 1
2.0 - T, 05 0lo 05  -3.0 1.0‘ 2.0 3.0
o
-0.5 -
MU ;"““g’r"
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Correlation biplot

Korelacni matice Kovariancni matice
i i i ! ! 1-0 T T T T T T T T T T T
1or e SERALWID :
/"'"' ~
e
_/"'/ \\ 05+ SEPALLEN SEPALWID
7 O ©
05 $epaien N e/
e | /o k o 0.0 PETALLEN PETALWID "™~/ ]
i A \ = o= 7
N AP e s
5 00 ¢ g ,5 o 05} ]
g 4 K b
& \ / L a0} ]
\ ;
051 /o
\\\ -"'rf -15 J
., /f’ '
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'lo B I I .-‘--'_"'I """""" I I T _2'0 1 1 1 1 1 1 1 1 1 1 1
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Zachovani vzdalenosti objektl v plivodnim prostoru
vzhledem k riznym typum biplotu

Pouze distance biplot zachovava vzdalenostni vztahy mezi objekty, v pfipadé
korelacniho biplotu neni mozna interpretace téchto vzdalenosti

Kosatce standardizovane
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o F1234 distance biplot
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Standardizace eigenvektoru a jeji vliv na projekci
puvodnich proménnych: shrnuti

_ Kovariancni matice Korelacni matice

PlUvodni proménna : :
P Standardizace eigenvektoru

(centrovana)
s 1 s 1
Celkova délka 5, 1 1 1
Uhly proménnych v Projekce kovarianci  90° rotace systému . , 90° rotace systému
, , Projekce korelaci
redukovaném prostoru (korelaci) 0s 0s
Hranice prispévku k . y y y y
definici faktorové osy "N/P P P P
. u _ u.
Projekce na faktorovou U/ A L Uy A e
K Kovariance s k Proporcionalni Korelace s k Proporcionalni
osu kovarianci s k korelaci s k
Korelace s faktorovou U4 U/ o T o 7
osou k s s K K
A, Eigenvalue faktorové osy k d Pocet puvodnich proménnych U;c  Hodnota eigenvektoru faktorové osy k pro

pavodni proménnou j

Sj  Smérodatnd odchylka pdvodni proménné j p Potet faktorovych os
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Communalities

e Jde o podil variability sdilené s
jinymi proménnymi, zde s
postupneé se zvysujicim poctem
faktorovych os

From 1 From 2 From 3 From 4
SEPALLEN 0.792 0.923 0.999 1.000
SEPALWID 0.212 0.991 1.000 1.000
PETALLEN 0.983 0.984 0.987 1.000
PETALWID 0.931 0.935 0.994 1.000

Cosinus?

e Souvisi s geometrickym vyznamem cosinu pfi nasobeni vektor(, kdy cos=0
znamena ortogonalni vztah vektor(

e V PCA se pouZiva jako filtr pro zobrazeni objekt( v biplotu, kdy objekty s cos? ~ 0
jsou umistény kolmo k roviné definované vybranymi faktorovymi osami a tedy
nejsou v tomto pohledu interpretovatelné

**1  b*c=(délka by*(délka c)*cos(q)

N

254
N

157

1

0.5

o< 90°cos 250 N

a=90° cos?=0
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ldentifikace optimalniho poctu faktorovych os pro
dalsi analyzu

e Jednim z cild ordinacni analyzy je vybér mensiho poctu dimenzi pro dalsi analyzu

e Rada pravidel pro vybér optimalniho po¢tu dimenzi, optimalni je samoziejmé
skoncit s vybérem dvou, maximalné tri dimenzi (s vyjimkou specidlnich aplikaci
typu analyzy obraz(i MRI, kde je uspéchem redukce z milionu dimenzi na desitky)

e Kaiser Guttmanovo kritérium:

— Pro dalsi analyzu jsou vybrany osy s vlastnim Cislem >1 (korelace) nebo vétSim nez je
primérné eigenvalue (kovariance)

— Logika je vybirat osy, které prispivaji k vysvétleni variability dat vice nez pripada
rovhomérnym rozdélenim variability

e Scree plot
— Graficky néastroj hledajici zlom ve vztahu poctu os a vyCerpané variability

e Sheppard diagram

— Graficka analyza vztahu mezi vzdalenostmi objekt( v pldvodnim prostoru a redukovaném
prostoru o daném poctu dimenzi
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Sheppard diagram

e Vztahuje vzdalenosti v prostoru pavodnich proménnych ke vzdalenostem v prostoru vytvoreném PCA
e Je tfeba brat ohled na typ PCA (korelace vs. kovariance)

e Obecnd metoda uréeni optimalniho poc¢tu dimenzi v ordinacni analyze (tfeba respektovat pouzitou
asociacni metriku)
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Shrnuti

e Analyza hlavnich komponent je zakladnim nastrojem pro analyzu variability
spojitych proménnych a jejich vztaht

e Kromeé spojitych proménnych mohou byt vstupem i bindrni proménné (popfripadé
kategoridlni data ve formé tzv. dummies), ale je tfeba mit na paméti jednak

omezeni vyplyvajici z double zero problému, jednak omezeni tykajici se poméru
poctu proménnych a objektu

e Privypoctu je nezbytné mit na paméti omezeni vypoctu vyplyvajici z predpokladu
analyzy korelaci a kovarianci
e Analyza hlavnich komponent mUze byt pocitdna za riznym ucelem, tomu je treba
prizplsobit vybér pouzitého algoritmu a vybér vystupl pro dalsi interpretaci
e Pliinterpretaci vystupl analyzy hlavnich komponent je tfeba zvazovat
— Poutzity algoritmus a jeho implementace v pouzitém SW

— Typ vystupu PCA a omezeni jeho interpretace (standardizace eigenvektord, typy biplot(
apod.)

— Praktickd interpretace vystup( a vliv artefaktl dat (redundantni proménné, nékolik
metod méreni jednoho parametru apod.)
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Faktorova analyza

e Faktorova analyza se snazi vysvétlit strukturu dat pomoci tzv. spole¢nych faktoru
vysvétlujicich sadu pavodnich proménnych

« Cim se principielné li&i od analyzy hlavnich komponent?
— Analyza hlavnich komponent — vysvétleni maxima variability v datech
— Faktorova analyza — vysvétleni maxima kovariance mezi popisnymi proménnymi

« Cim se prakticky li&i od analyzy hlavnich komponent?

— Hlavnim praktickym rozdilem je rotace proménnych tak aby se vytvorené faktorové osy
daly dobre interpretovat

— Vyhodou je lepsi interpretace vztahu plivodnich proménnych
— Nevyhodou je prostor pro subjektivni nazor analytika dany vybérem rotace

 Typy faktorové analyzy

— Vysvétlujici (Explanatory) — snazi se identifikovat minimalni pocet faktord pro vysvétleni
dat

— Potvrzujici (Confirmatory) — testuje hypotézy ohledné skryté struktury v datech
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Spolecné faktory a zakladni mozné rotace

Spolecny faktor Pozorovand proménnad Unikatni faktor
Rotace ortogondini Y1 Uy
- Nezavislé faktory f1 Y, u,
Y3 U
f, Ya Uy
Ys Usg

Rotace neortogondlini

u
- Faktory jsou zavislé za Y1 1
ucelem zvyseni f Y, u,
intepretovatelnosti 1
Y3 Us
f, Ya Uy
Ys Us
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Faktorova analyza — postup vypoctu

1. Extrakce prvotnich faktord z kovarian¢ni matice (analogie eigenvektor( v PCA)

— Oproti PCA pracuje pouze s ¢asti variability kazdé proménné (tzv. communality), ktera je
sdilena spole¢nymi faktory

— Neékolik moznych algoritmU — princiapl factoring, metoda nejmensich ¢tvercl, maximum
likelihood apod.

— Vysledkem je komplexni struktura faktord (obdobna PCA), kde fada faktor(i ma
vyznamné loadings (~ vztah) k plvodnim proménnym, pocet takovych faktoru je tzv.

komplexita faktord.

2. V druhém kroku je rotaci dosazeno zjednoduseni struktury faktoru, tj. vztah mezi
spolec¢nymi faktory a plvodnimi proménnymi je zjednodusen (kazda puavodni
proménna ma hlavni vztah s jednim faktorem nebo malym poctem faktor)

— Dva hlavni typy rotace
* Ortogonalni — faktory nemohou byt korelovany, jsou tedy zcela nezavislé

* Neortogonalni - faktory mohou byt korelovany, nejsou tedy zcela nezdvislé; vzhledem ke
korelacim obtiznéjsi interpretace
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Faktorova analyza - rotace

* Ortogonalni rotace
— Quartimax — minimalizuje sumu ¢tvercu loadings plvodnich proménnych na faktorovych
osach, tedy zjednodusuje fadky matice loadings (=kazda plvodni proménnd ma nejvétsi
loadings na jedné faktorové ose)
— Varimax — zjednodusuje sloupce matice loadings
— Equimax — zjednodusuje radky i sloupce matice loadings
— Biquartimax — varianta equimax
 Neortogonalni rotace
— Oblimax
— Quartimin
— Oblimin
— Covarimin
— Biquartimin
— Atd.
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Korespondencni analyza

e Vstupni data:

— Tabulka obsahujici souhrny proménnych (pocty, priméry) za skupiny respondent(
e Vystupy analyzy

— Vztahy vsech plvodnich faktort a/nebo skupin respondentl v jednoduchém xy grafu
e Kritické problémy analyzy

— Skupiny s malym poctem hodnot mohou byt zatizeny znaénym Sumem a ndhodnou
chybou

— Obtizna interpretace velkého mnozstvi malych skupin respondent(

e Vypocet probiha prostrednictvim singular value decomposition na matici chi-
square vzdalenosti (tedy na matici prispévkd bunék tabulky k celkovému chi-
square obdobné jako v klasickém testu dobré shody na kontingencni tabulce)
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Analyza kontingencnich tabule jako princip vypoctu
vicerozmernych analyz
e Abundance taxonu (nebo pocet jakychkoliv objektl) na lokalitach Ize brat jako

kontingencni tabulku a mirou vztahu mezi radky (lokality) a sloupci (taxony) je
velikost chi-kvadratu

2 v/ 4
pozorovana ocekavana Pocitano pro
Cetnost  ~ Cetnost kazdou bufiku

tabulky

2
Ao =

ocekavana cetnost

/ \
|+ o |+ o
A 10 0 A 5 5

B 0 10 B 5 5

Pozorovana tabulka Ocekavana tabulka

Hodnota chi-kvadratu definuje miru odchylky dané buriky (v nasem kontextu vztahu
taxon-lokalita) od situace, kdy mezi radky a sloupci (taxon-lokalita) neni Zadny vztah
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Princip korespondencni analyzy

* Korespondencni analyza hleda, které kombinace radku a sloupcli hodnocené
tabulky nejvice prispivaji k jeji variabilité

Teoreticka
vyrovhanost

Realita




Vystupy korespondencni analyzy
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Vicerozmerné statistické metody

Multidimensional scaling (Nemetrické vicerozmérné skdlovani)



Multidimensional scaling

* Jde o iteracni algoritmus reSici prevod libovolné asociacni matice do Euklidovského
prostoru (rdzné SW tak mohou dosahovat mirné odlisné vysledky)

e Cilem je dosahnout reseni, které pri nejmensim poctu vytvorenych os zachovava
poradi vzdalenosti objektt v plvodni asocia¢ni matici

* Vstupem analyzy je libovolna asocia¢ni matice (véetné nemetrickych koeficient()

Vystupem je zadany pocet ,faktorovych os”
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Multidimensional scaling: Priklad

 Data vzdalenosti evropskych meést - > rekonstrukce mapy
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Multidimensional scaling: Priklad

e Kvalita dodrzeni poradi vzdalenosti v datech pri daném poctu os je kontrolovana
Shepardovym diagramem

2 osy

Shepard Diagram
O Distances and —— D-Hats vs. Data

O Distances and —— D-Hats vs. Data

1 osa

Shepard Diagram
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Vzdalenosti v puvodnich datech a vytvorenych
faktorovych osach

vzdalenost (km)
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Reprezentace vystupu
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Reprezentace vystupu
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Ordinacni analyzy: shrnuti

Analyza hlavnich komponent, faktorova analyza, korespondencni analyza a

multidimensional scaling se snazi zjednodusit vicerozmeérnou strukturu dat
vypoctem souhrnnych os

 Metody se liSi v logice tvorby téchto os

— Maximalni variabilita (analyza hlavnich komponent, korespondencni analyza)
— Maximalni interpretovatelnost os (faktorova analyza)

— Prevod asocia¢ni matice do Euklidovského prostoru (multidimensional scaling)
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