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Selekce a extrakce proménnych

formalni popis objektu plvodné reprezentovany p rozmérnym vektorem
se snazime vyjadrit vektorem m rozmérnym tak, aby mnozstvi

diskriminaéni informace obsazené v puvodnim vektoru bylo v co nejvétsi
mire zachovano

e dva principidlné rGzné zpusoby:

1. selekce — vybér téch promeénnych, které prispivaji k separabilité
klasifikacnich trid nejvice
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2. extrakce — transformace plvodnich proménnych na mensi pocet

jinych promeénnych (které zpravidla nelze pfimo mérit a ¢asto nemaji
zcela jasnou interpretaci)
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Extrakce proménnych

e transformace pavodnich proménnych na mensi pocet jinych proménnych
= tzn. hleddani (optimalniho) zobrazeni Z, které transformuje plvodni
p-rozmeérny prostor (obraz) na prostor (obraz) m-rozmérny (m < p)

e pro snadnéjsi reSitelnost hledame zobrazeni Z v oboru linearnich zobrazeni

e 3 kritéria pro nalezeni optimalniho zobrazeni Z:

— obrazy v novém prostoru budou aproximovat plvodni obrazy ve smyslu
minimalni stredni kvadratické odchylky - PCA

— rozlozeni pravdépodobnosti veli¢in v novém prostoru budou splhovat
podminky kladené na jejich pravdépodobnostni charakteristiky - ICA

— obrazy v novém prostoru budou minimalizovat odhad pravdépodobnosti chyby

* metody extrakce proménnych (= metody ordinac¢ni analyzy):
— analyza hlavnich komponent (PCA)
— faktorova analyza (FA)
— analyza nezavislych komponent (ICA)
— korespondencni analyza (CA)
— vicerozmérné skalovani (MDS)
— manifold learning metody (LLE, Isomap atd.)

— metoda parcialnich nejmensich ¢tvercl (PLS) —
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Analyza nezavislych komponent
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Analyza nezavislych komponent (ICA)

Princip: Hledani statisticky nezavislych komponent v plivodnich datech.

Comp 007 Feature Auditory Oddball 18 Comp 008 Feature Auditory Oddball
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Vyhody:

+ vicerozmeérna metoda

+ dokaze vytvorit |épe interpretovatelné komponenty nez PCA
Nevyhody:

- velmi Casové narocna, predstupném je redukce pomoci PCA
- je treba expertni znalost pro vybér komponent
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Srovnani s analyzou hlavnich komponent (PCA)

Princip: Vytvoreni novych proménnych (komponent) z plvodnich proménnych
tak, aby zustalo zachovano co nejvice variability.
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Vyhody:

+ vicerozmeérna metoda

Nevyhody:

- nevyuziva informaci o prislusnosti subjektt do skupin

- potrebné urcit, kolik hlavnich komponent se pouzije pro transformaci



Analyza nezavislych komponent

* anglicky Independent Component Analysis (ICA)

e ca ||| S

X,(t) = a;;.54(t) + @5,.5,(t)
X,(t) = a,;.5,(t) + a,,.5,(t)
* Uloha spociva v nalezeni originalnich neznamych signalt z jednotlivych zdroju
s,(t) a s,(t), mame-li k dispozici pouze zaznamenané signaly x,(t) a x,(t)

e

* ICA umoznuje urcit koeficienty a; za predpokladu, ze zname signaly jsou dany
linedrnich kombinaci zdrojovych, a za predpokladu statistické nezavislosti zdroju

v kazdém case t
5 5 ) . My ;_‘”.‘.,";
Janou$ova: Analyza a klasifikace dat .._IBA lw 7



Analyza nezavislych komponent — model dat

*  meéjme X =T(Xy,X,,..., X,,), COZ je m-rozmérny nahodny vektor
— ori ori ori ori ori orig | —
X, = a,°"8.5,°"8+ 3.,°"8.5, %8+ +3a, OM&g OME =12 .,m
nebo maticové
X = Aorig.sorig

s°8 je vektor origindlnich skrytych nezavislych komponent a s,°" jsou
nezavislé komponenty (predpoklad vzajemné statisticky nezavislosti)

A°"¢ je transformacni matice

* skryté nezavislé komponenty je mozno vyjadrit pomoci vztahu:
s =W.x

e cil: nalézt linedrni transformaci (koeficienty transformacéni matice W) tak,
aby vypocitané nezavislé komponenty s, byly vzajemné statisticky nezavislé
W =A1
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Analyza nezavislych komponent - omezeni

* pouze jedna origindlni nezavisld komponenta mize mit normalni rozlozeni
pravdépodobnosti (pokud ma vice zdroji normadlni rozlozeni, neni ICA
schopna tyto zdroje ze vstupnich dat extrahovat)

e pro dané m-rozmérné obrazové vektory je ICA schopna najit pouze m
nezavislych komponent

* nelze obecné urcit polaritu nezavislych komponent

* nelze urcit poradi nezavislych komponent
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Analyza nezavislych komponent - omezeni

plvodni nezndmé

signaly
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jsou identifikovany spravné plvodni signaly, ale poradi signall a jejich
polarita je jind nez v pavodnich datech
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Odhad nezavislych komponent

e optimalizace pomoci zvolené optimalizacni (UCelové, kriterialni, objektové)
funkce

U
a) nalézt kriterialni funkci
b) vybrat optimalizacni algoritmus

ad a) moznost ovlivnit statistické vlastnosti metody

ad b) spojita optimalizaCni uloha s ,,rozumnou” kriterialni funkci — gradientni
metoda, Newtonova metoda — ovliviujeme rychlost vypoctu
(konvergenci), naroky na pamét, ...
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Odhad nezavislych komponent — zakladni uvaha

necht existuje m nezavislych nadhodnych velicin s  urcitymi
pravdépodobnostnimi rozdélenimi (jejich soucet za obecnych podminek
konverguje s rostoucim poctem scitancd k normalnimu rozdéleni — tzv.
centralni limitni véta);

o vektoru x (ktery mame k dispozici) predpokladame, ze vznikl souctem
nezavislych komponent s°"8

U

jednotlivé ndhodné veliciny x, maji pravdépodobnostni rozdéleni, které je
,bliz8i“ normalnimu nez rozdéleni jednotlivych komponent s.°"&

pouzivané miry ,nenormality“:
— koeficient Spicatosti
— negativni normalizovana entropie
— aproximace negativni normalizované entropie
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Odhad nezavislych komponent — koeficient Spicatosti

kurt(s) = F{s*} — 3(F{s?}) 2
* Gaussovo rozlozeni ma koeficient Spicatosti roven nule, zatimco pro jina
rozlozeni (ne pro vSechna) je koeficient nenulovy

e pfi hledani nezavislych komponent hledame extrém, resp. kvadrat
koeficientu Spicatosti veliCiny s = w,.x

* vyhody:

— rychlost a relativné jednoducha implementace

* nevyhody:

— mala robustnost vic¢i odlehlym hodnotam (pokud v pribéhu méreni ziskdme
nékolik hodnot, které se lisi od skute¢nych, vyrazné se zméni KS a tim i
nezavislé komponenty nebudou odhadnuty korektné)

— existence ndhodnych veli¢in s nulovym KS, ale nenormalnim rozdélenim



Odhad nezavislych komponent — NNE

Negativni normalizovana entropie (NNE) = negentropy

Informacni entropie - mnozstvi informace nahodné veliciny

pro diskrétni nahodnou velicinu s je: H(s) = -X. P(s=a,).log,P(s=a),

kde P(s=a,) je pravdépodobnost, Zze nahodna velic¢ina S je rovna hodnote a

H(s)=- j p(s)log,p(s)ds

entropie je tim vétsi, ¢im jsou hodnoty nahodne veli¢iny méné predikovatelné

pro spojitou proménnou plati

pro normalni rozd. ma entropie nejvétsi hodnotu ve srovnani v dalSimi rozd.

NNE: J(s) = H(s H(s), kde s je nahodna veli¢iny s normalnim rozd.

gauss) o gauss

vyhody:
— presné vyjadreni nenormality
— dobra robustnost vici odlehlym hodnotam

nevyhody: ¢asoveé narocny vypocet = snaha o vhodnou aproximaci NNE, aby
byly zachovany jeji vyhody a soucasné byl vypocet méné narocny
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Odhad nezavislych komponent — aproximace NNE

pouziti momentu vysSich fadu J(s) ~ EE{S }2 +ikurt( s)?

kde s je nahodna velicina s nulovou stredni hodnotou a jednotkovym
rozptylem

nevyhoda:

— opét mensi robustnost vuci odlehlym hodnotdm

pouziti tzv. p-nekvadratickych funkci

()= YK AE(G ()}~ E{G (e I

kde k>0 je konstanta, G; jsou Sikovné navrzené nelinearni funkce a s, je
normalni nahodna proménna, ktera spolu s s ma nulovou stredni hodnotu
a jednotkovy rozptyl.

Je-li pouzita pouze jedna funkce G, pak je

J(s) ~ [EAG(s)} - EAG(Sgauss) 12

1
doporucuje se G,(s)~—log(cosha;s) kde a,e(1,2) nebo G,(s)~ —exp( s?/2)

1
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Analyza nezavislych komponent — priklad pouziti

Puvodni EEG zaznam
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Analyza nezavislych komponent — priklad pouziti

Mezavisle kermponenty (1Cs)
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Analyza nezavislych komponent — priklad pouziti

Mezavisle komponenty (IC4 a 1C11 byly odstraneny)
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Analyza nezavislych komponent — priklad pouziti

Rekanstruovany EEG zaznam
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Analyza nezavislych komponent — priklad pouziti
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Analyza nezavislych komponent — priklad 2

Zadani: urcete nezavislé komponenty ve fMRI datech zdravych subjektu, u
nichz byl proveden vizuomotoricky test.

JFg e No. ZCmp l\l’ewerCmp ents: 214

ReSeni (s pomoci GIFT toolboxu [ = o v e s e e

Dbﬂé RA)‘/ s L0

v software MATLAB)

v z. , ) -1 ;_.w'h-,"
Janousova: Analyza a klasifikace dat .._IBA lw
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Analyza nezavislych komponent — priklad 3

Zadani: naleznéte nezavislé komponenty, které dokazi odlisit tfi skupiny

subjektd
#N Age* [years] Gender F/M | Education* [years]
HC 57 68 (47 — 81) 40/ 17 16 (12 - 21)
ADmci| 27 69 (52 — 86) 17 /10 13 (10 - 22)
AD 12 75 (55 — 88) 11/1 12 (8 — 25)

Datova matice Mixing matice Source matice

voxely komponenty voxely
V1 V2 K1 K2 ... = V1 V2
C K1
S1 _ S1 % 9
= S (K2
>. |52 > [S2 Q .
+ ) E
= R4 S
2 2 = ¢
0 0
-} > . . .
@ 7 pro vizualizaci
pro nalezeni

odliSujicich komponent
JanouSové: Analyza a klasifikace dat M lw 22



Analyza nezavislych komponent — priklad 3

komponenta €. 1:

0.050

0.040

0,030

inverted filtered co 1

0.020

0.010

Box Plot of inverted filtered C01 grouped by Group
Spreadsheetd6 13v*06C

0.045 ¢

0,035

T . p = 0.0052

0,025

.
v .
L3
. .' L3
.‘. -., -
"‘l:f-" J
O .
-t -
- A s
. .
. =13
.
vl [t} '
"
.
-

0,015 ¢

-: . D.
l O Median

[125%-75%
T Min-Max
Group + Raw Data

HC ADmci AD

komponenta ¢.1 ukazuje mista, kde je ubytek Sedé hmoty v ADmci a v AD,

nicméneé v AD veétsi

; . ) o MU f\-"""'u,g
JanousSova: Analyza a klasifikace dat .._IBA IM] 23



Analyza nezavislych komponent — priklad 3

 komponenta C. 2:

Boxplot by Group

Variable: filtered C02
0,040

oss | p = 0.0089
0,030 t .
. o
0,025 t s
- . . - -
& 0020 ‘E,e-,» * o
o 0,015 ¢ . .E‘
= A . T,
0,010 t | hd
0,005 t
0,000 t :
e 0 Median
~H ' — * [ 25%-75%
HC ADmpci AD T Min-Max
Group - Raw Data

komponenta ¢.2 ukazuje mista, kde je ubytek Sedé hmoty v ADmci a AD
viceméné stejny

; . ) o MU f\-"""'u,g
JanousSova: Analyza a klasifikace dat .._IBA IM] 24



Analyza nezavislych komponent — priklad 3

komponenta €. 6:

0,075

0,070

0,065

0,060

0,055

fitered CO6

0,050

0,045

0,040

0,035

0,030

Boxplot by Group
Variable: filtered C06

p=0.0126 |
[] ; . ., ‘
. Q’ T
-l“ |- ) o
o Median
y — ; [025%-75%
HC ADmci AD T Min-Max
Grou_p - Raw Data

komponenta €.6 ukazuje mista, kde je ubytek Sedé hmoty pouze u AD

; N ) . MU f\-"""'u,g
Janousova: Analyza a klasifikace dat .._IBA IM] 25



Selekce a extrakce proménnych

formalni popis objektu plvodné reprezentovany p rozmérnym vektorem
se snazime vyjadrit vektorem m rozmérnym tak, aby mnozstvi

diskriminaéni informace obsazené v puvodnim vektoru bylo v co nejvétsi
mire zachovano

e dva principidlné rGzné zpusoby:

1. selekce — vybér téch promeénnych, které prispivaji k separabilité
klasifikacnich trid nejvice

7 I oo X4

zz ‘ - — Wr
SENZOR. yi —==X——=o x, |KLASIFIKATOR =

Bl ¥ e

2. extrakce — transformace plvodnich proménnych na mensi pocet

jinych promeénnych (které zpravidla nelze pfimo mérit a ¢asto nemaji
zcela jasnou interpretaci)

. “
" w
SENZOR. ;”: Z(y) xy | CLAGIIKATOR e i
Js

v z. ’ .- T ;_v""-r,’;
JanousSova: Analyza a klasifikace dat .._IBA lw 26



Selekce proménnych

VeV Y/

(napf. pri klasifikaci vybér takovych proménnych, které nejlépe od sebe
dokazi oddélit skupiny subjekti/objektd)

metod selekce je velké mnozstvi, nejpouzivanéjsi metody jsou:

vybér proménnych na zdkladé statistickych testU
vybér oblasti mozku (ROI) podle atlasu

algoritmy sekvencni selekce (dopredné Ci zpétné; algoritmus plus p minus q;
algoritmus min-max)

algoritmus ohraniceného vétveni

"TMU ;_‘\,.‘,,"%
IBA lw



Vybér proménnych na zakladé statistickych testu

Princip: Vybér statisticky vyznamnych proménnych pomoci dvouvybérového t-testu
¢i Mannova-Whitneyova testu.

promenné
X, | X, | X3 | X, | X5 | X¢ | X5 | Xg
I, pac.
I, pac.
I, kont.
£ |1
LY pac.
@)
= |Ls kont.
>
7

p-hodnoty: 0,34 0,02 0,09 0,01 0,25 0,63 0,03 0,12

Vyhody:
+ rychlé
+ u obrazt mozku vyhodou, Ze je analyza provedena na celém mozku

Nevyhody:
- jednorozmérna metoda (vybér proménnych bez ohledu na ostatni proménné)
- potreba pouzit metody korekce pro mnohondasobné testovani (napr. FDR)

ECW 28



Vybeér oblasti mozku (ROI) podle atlasu

Princip: Vybér oblasti mozku s vyuzitim atlasu mozku podle expertni znalosti
daného onemocnéni (tzn. vybér oblasti postizené danou nemoci).

Top

Right +Left o
e

i

Bottom /
i

o 4

Vyhody:
+ anatomicky/funkcné relevantni — snadnéjsi interpretace
+ zpravidla rychlé

Nevyhody:
- ne vzdy dopredu vime, kterd z oblasti je vhodna pro odlisSeni skupin osob
- nékterd onemocnéni postihuji cely mozek (napr. schizofrenie)

B W 20



Algoritmy sekvencni selekce

vybér optimalni podmnoziny obsahujici m (m < p) proménnych -
kombinatoricky problém — p!/(p-m)!m! moznych feseni!

pl 20!
(p—m)!lm! 10-10!

U

hledame jen kvazioptimalni reseni

=335221286400

napr. vybér 10 proménnych z 20:

predpoklad: monotonnost kritéria selekce - oznacime-li X, mnozinu
obsahujici j proménnych, pak monoténnost kritéria znamenda, ze pro
podmnoziny

X Xcon.cX .. X,
splnuje selekeni kritérium vztah

3(X,) <I(X) < ... <I(X,)

tedy: je nutno serfadit proménné podle toho, jak dobre dokazi
diskriminovat trénovaci data

"TMU ;_‘\,.‘,,"%
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Algoritmy sekvencni selekce

e algoritmus sekvencni dopredné selekce:

— algoritmus zacind s prazdnou mnozinou, do které se vlozi proménna s nejlepsi
hodnotou selekcniho kritéria

— Vv kazdém nasledujicim kroku se prida ta proménna, ktera s drive vybranymi
veliCinami dosahla nejlepsi hodnoty kritéria, tj. J({X,,})=max J({X,Ly;}), y; €{Y-X,}

e algoritmus sekvencni zpétné selekce:
— algoritmus zacina s mnozinou vsech proménnych

— v kazdém ndsledujicim kroku se eliminuje ta proménnd, ktera zpuUsobuje
nejmensi pokles kriterialni funkce, tj. J({X,, 1 })=max J({X ,-y;}), v; €{X 1}

Vyhody: + dopredny algoritmus je vypocetné jednodussi, protoze pracuje maximalnée
V m-rozmeérném prostoru
+ zpétny algoritmus umoznuje pribéziné sledovat mnozstvi ztracené informace

Nevyhody : - dopredna selekce — nelze vyloucit ty veli€iny, které se staly nadbytecné po
prirazeni dalSich velicin
- zpétna selekce — neexistuje moznost opravy pri neoptimalnim vylouceni
kterékoliv proménné

A W



Algoritmus plus p minus g

po pridani p proménnych se g proménnych odstrani

proces probiha, dokud se nedosahne pozadovaného poctu proménnych
je-li p>q, pracuje algoritmus od prazdné mnoziny

je-li p<q, varianta zpétného algoritmu

"TMU ;_‘\,.‘,,"%
IBA lw



Algoritmus min - max

[}

* Heuristicky algoritmus vybirajici proménné na zakladé vypoctu hodnot
kriterialni funkce pouze v jedno- a dvourozmérném prostoru.

* Predpokladejme, Ze bylo vybrano k proménnych do mnoziny {X,} a zbyvaji
veliciny z mnoziny {Y-X,}. Vybér veliciny y; e{Y-X,} prinasi novou informaci,
kterou muzeme ocenit relativné k libovolné veliciné x, € X, podle vztahu

AJ(yj;Xi) = J(yj,xi) - J(x;)

* Informacni prirGstek AJ musi byt co nejvétsi, ale musi byt dostatecny pro
vSechny proménné jiz zahrnuté do mnoziny X,. Vybirame tedy veli¢inu y,,,,
pro kterou plati

AJ(Yy1,%) = max; min; Al(y;,x), x; € X,

"TMU ;_‘\,.‘,,"%
IBA lw



Algoritmus ohraniceného vétveni

uvame piipad selekce dvou proménnych z péti:
®
e ORC
5 oRCERCRCR®

NofioRCcRORORCHORORCES
¢

bylo by tedy
vybrano x, a xg

odstranéni x,

odstranéni x,

odstranéni x,

e
IBA lw



Algoritmus ohraniceného vétveni

e priklad:

(O
Jxy)=15 @ JXo)=11 @ @ Jxs)=16

J(Xs, }<3) =10\ J(X9,%4) =9 J(Xs,%4) =11

JXq, %0713 @ JXq,%3)=14 @ @ (X1, %) = @ @ @
(% @ @ QO @ k) (9 (9 (s

JOX4, %o, Xg) =12 =10 (X1 Xs X5) =1 (Xz X3, %g) =9 Jx2: %4, %5) =8
S, % X4) J(X1 Xg, Xg) =1 (X1 X Xg) =7 JXg Xg, X5) =7 Jxg, %4, %5) =10

w
IBA lw



Priprava novych ucebnich materiald
pro obor Matematicka biologie

je podporovana projektem OPVK
¢. CZ.1.07/2.2.00/28.0043

yInterdisciplinarni rozvoj studijniho
oboru Matematicka biologie”
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