Bi8600: Vicerozmerné metody

4. cviceni

_________________________________________________________________________________________ @




* Popis vicerozmérna data? Jaky je rozdil mezi jednorozmérnou a vicerozmérnou
analyzou?

* V jaké situaci byste pred analyzou standardizovali data? Popiste, jak byste
provedli.

* Jaky je rozdil mezi standardizaci a transformaci? Uvedte priklady transformaci.
e Jaky je cil ordinacnich metod? Které ordinacni metody znate?
e Jaky vztah mezi sebou maji nové osy z PCA?

e Cemu je roven souéet vlastnich &isel u PCA (zvlast pro PCA s kovarianéni a
korelacni matici na vstupu)?
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Opakovani Il.

O

* Na kterém obrazku dochazi k redukci vicerozmérného prostoru —4b nebo 4c?
Bude v tomto prostoru mozné odlisit objekty 4 a 9°?
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Korespondencni analyza - otazky

O

* Korespondencni analyza je nastroj pro hodnoceni vztah(i mezi ... a ... datové
matice.

* Co popisuje vlastni Cislo v korespondencni analyze?
* Co znaci vysoka hodnota inercie? V jakeé situaci bude hodnota inercie nizka?
* Vyberte, co lze interpretovat z biplotu korespondencni analyzy:
1) vztah objekt
2) vztah proménnych
3) vztah objektl a proménnych
* Jaky maximalni pocet novych os muze vzniknout?
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Korespondencni analyza

J. Jarkovsky, L. BroZova

Analogie k PCA

Vstupni data = agregované udaje objektl/vzorkd (priméry, pocty)
Vypocet = analyza vlastnich Cisel na matici chi-kvadrat hodnot.
= 2 I - Bl
1=1 )=
CA prerozdéluje inercii, vysoka inercie — silna vazba mezi radky a sloupci
Vyuziti: nejcastéji data abundanci (ekologii), dotaznikové studie
Nevyhoda: uprednostnuje unikatni malo ¢etné kombinace
R packages

* CA() [FactoMineR package],

* ca() [ca package],

e dudi.coa() [ade4 package],

e corresp() [MASS package],
» and epCA() [ExPosition package]
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* Pozice objektd (vzorky, v obrazku plna kolecka) a proménnych (druhy, prdzdné ctverecky)

v biplotu korespondencni analyzy interpretujeme nésledujicim zplsobem:

Druhy, které se vyskytovaly spolu ve
vzorcich, budou v ordinacnim diagramu

Vzorky, které maji podobné druhové
sloZzeni, budou v ordina¢nim diagramu
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se vyskytovaly pouze v nich (1-C).

Kdyz se druh v daném vzorku nevyskytoval, budou od

sebe druh a vzorek v ordina¢nim diagramu vzdaleny (1-F).

Body pobliz stfredu ordinacniho
diagramu nemaji vyrazny profil (B, A).
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Korespondencni analyza — interpretace biplotu Il.

* Interpretujte biplot z korespondencni analyzy:
a) Vztah vzorku 2 vs. 7 a 2 vs. 9.
b) Které druhy se vyskytovaly ve stejnych a které v odliSnych vzorcich?

c) Ve kterém vzorku je nejvice pritomny druh E a C?
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Nemetrické skalovani (NMDS)

O

* Jaky je princip a zakladni vystup ne/metrického skdlovani?
* Jaky je rozdil mezi metrickym a nemetrickym skalovanim?
» Jaké jsou predpoklady NMDS?
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Diskriminacni analyza — proc?

O

Jak se lisi diskriminacni analyza od shlukové analyzy?
(,unsupervised”vs. , supervised”)

Doplnte: , Nové osy diskriminacni analyzy jsou tvoreny tak, aby ...

Co vyjadruje vlastni Cislo osy diskriminacni analyzy?
Jaké jsou predpoklady diskriminacCni analyzy?
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1. Vytvoreni zastupnych proménnych, které nejlépe odlisi skupiny objektu.
2. Vytvoreni pravidla pro klasifikaci objektt do skupin.
a) ldentifikace proménnych diskriminujicich mezi predem danymi skupinami
objekt0.
b) Vyhodnoceni klasifikace pro objekty, u kterych zname zarazeni do skupin.
3. Klasifikace novych objektt do skupin.

Vyuziti:

e vantropologii pro klasifikaci koster,

v mediciné k urceni rizikovosti pacientd,
e ve finanénictvi k predvidani kracht firem,
* v biologii ke klasifikaci rostlin,

* v sociologii u psychologickych testa.
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Vyber promennych do modelu

O

1. Expertni znalosti proménnych (zohlediujeme napf. financni zatéz, chybovost
méreni, vyplnénost).

2. Pozorovanych dat (hodnotime korelace proménnych, pfinos unikatni
informace - % rozptylu, které popisuje, prispévek k diskriminaci, atd. ).

3. Dopredné/zpétné eliminace (proménné jsou postupné pridavany/odebirany
tak, aby doslo k vyznamnému ,,zlepseni“ modelu).

= \ybér provadime na zakladé:
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Diskriminacéni analyza — algoritmus |

O

2 faze vypoctu:

1. Vytvoreni kanonickych os

= 7 pUvodné vysokého poctu parametrU
vytvorime nové osy, které odlisi shluky v
datech.

" Pomoci vlastnich Cisel opét vybirame pocet
os, které nejlépe popisuji rozdil mezi
skupinami.

= QOsy nejsou v prostoru plvodnich
proménnych ortogonalni (jako tomu bylo u
PCA).

= Maximalni pocet os je roven poctu skupin
minus jedna.
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Diskriminacni analyza — algoritmus Il

O

2 faze vypoctu:

2. Klasifikace objektt do skupin.

= Na vstupu definujeme apriorni pravdépodobnosti zarazeni objektt do skupin.

= Pro kazdy objekt je spocitana vzdalenost od centroidu dané skupiny.

= Kombinaci apriorni pravdépodobnosti a Mahalanobisovy vzdalenosti jsou
spocitany posteriorni pravdépodobnosti zarazeni objektu do dané skupiny.

" Pro kazdou ze skupin je definovana diskriminacni funkce. Pri klasifikaci novych
objektll zaradime objekt do té skupiny, kde diskriminacéni funkce nabyva maxima.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych,
c) Parcidlni lambda,
d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni ¢isla.

» Klasifikace objektt:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:

a) Wilksovo lambda modelu - analogické s ANOVA — hodnoti podil
vhitroskupinového a celkového rozptylu (rozsah: 0—1; hodnoty blizké nule znaci
dobrou diskriminaci skupin),

b) Wilksovo lambda proménnych,

c) Parcidlni lambda,

d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni Cisla.

» Klasifikace objektu:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych - wilksovo lambda celého modelu pfi vyrazeni dané
proménné (naopak: ¢im vétsi, tim je proménna dulezitéjsi pro diskriminaci),
c) Parcidlni lambda,
d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni Cisla.

» Klasifikace objektt:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych,
c) Parcialni lambda: unikatni prispévek dané proménné k diskriminaci (¢im nizsi je
hodnota, tim vétsi unikatni diskriminacéni silu prediktor nese),
d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni Cisla.

» Klasifikace objektt:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych,
c) Parcidlni lambda,
d) Tolerance: unikatni variabilita proménné nevysvétlena ostatnimi proménnymi v
modelu (1 - tolerance = R? variabilita proménné, kterou Ize vysvétlit kombinaci
ostatnich proménnych).

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni Cisla.

» Klasifikace objektu:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

» Popis vyznamu proménnych v modelu:

a) Wilksovo lambda modelu,

b) Wilksovo lambda proménnych,
c) Parcidlni lambda,

d) Tolerance.

Kanonicka analyza: vytvari nové osy tak, aby jejich diskriminacni funkce byla co nejvétsi

(pocet novych os = min(pocet skupin, pocet proménnych) -1)

a) Vlastni vektory: ur€uji smér novych os (definovany jako linearni kombinace
proménnych v modelu).

b) Vlastni Cisla: popisuji podil variability mezi a v rdmci skupin objekt( na novych osach.
Osy s nizkou hodnotou vlastniho Cisla nepfrispivaji k popisu rozdilu mezi skupinami.

Klasifikace objektu:

a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,

d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych,
c) Parcidlni lambda,
d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni ¢isla.

» Klasifikace objektu:
a) Apriorni pravdépodobnost: pravdépodobnost vyskytu objektu ve shluku

(rovnomérnd/proporciondlni/nastavena uzivatelem na zakladé znalosti dané
problematiky)

b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych,
c) Parcidlni lambda,
d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni ¢isla.

» Klasifikace objektu:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost: Pouzivdna pro popis vzdalenosti objektd od centroidd
skupin a nasledné pro vypocet posteriornich pravdépodobnosti,
c) Diskriminacni funkce,
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:
a) Wilksovo lambda modelu,
b) Wilksovo lambda proménnych,
c) Parcidlni lambda,
d) Tolerance.

» Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni Cisla.

» Klasifikace objektu:
a) Apriorni pravdépodobnost,
b) Mahalanobisova vzdalenost,
c) Diskriminacni funkce: pro kazdou skupinu jedna rovnice, objekt je zarazen do skupiny
s maximalni hodnotou klasifikacni funkce.
d) Posteriorni pravdépodobnost.
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Vystup diskriminacni analyzy

O

» Popis vyznamu proménnych v modelu:

a) Wilksovo lambda modelu,

b) Wilksovo lambda proménnych,
c) Parcidlni lambda,

d) Tolerance.

Kanonicka analyza:
a) Vlastni vektory,
b) Vlastni ¢isla.

Klasifikace objekti:

a) Apriorni pravdépodobnost,

b) Mahalanobisova vzdalenost,

c) Diskriminacni funkce,

d) Posteriorni pravdépodobnost: pravdépodobnost klasifikace objektu do dané
skupiny (kombinace Mahalanobisovych vzdalenosti objektl od centroid’ shlukt s
apriorni pravdépodobnosti).
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Validace modelu

O

= Maximalni predik¢ni sila vs. minimalni slozitost
= |dealné na nezavislém datovém souboru, na kterém nebyl model vyvinut. M(ze se
stat, ze na nase data bude model sedét perfektné a na jiném souboru zcela selze
(bude pretrénovany).
= Pokud nemame takovy dalsi datovy soubor, lze vyuzit validacnich technik:
a) Krosvalidace,
b) ,Leave one out”
c) Permutacni metody.

Vytvofil Institut biostatistiky a analyz, Masarykova univerzita
J. Jarkovsky, L. BroZova




