Bi8600: Vicerozmerné metody

2. cviceni
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Kendallovo tau -7,

Neparametricky pristup vyhodnoceni asociace mezi dvéma spojitymi/ordindlnimi

parametry
edravere(x) | 3 4 5 5 § 710121314
St () 12 4 710 4 81015 9418
konkardance A1 592 54 21 2

t, = (P-Q)/In*(n-1)/2]

https://is.muni.cz/el/1423/jaro2005/PSY117/um/t10/507763/
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- Pocet faktorti: jednoduché x dvojné x trojné, ... Tridéni (podle poctu kategoridlnich
proménnych, jejichz vliv zkoumdame — one-way, two-way); mozna interakce mezi
faktory

- Pocet proménnych: jednorozmeérnd x vicerozmeérna analyza rozptylu (dle poctu
spojitych parametrdq, jejichz hodnoty v ramci skupin srovnhavame)
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Jak vizualizujeme vicerozmerny prostor?
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Jak vizualizujeme vicerozmérny prostor |
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Jak vizualizujeme vicerozmeérny prostor li

Dendrogram Biplot korelaci a vzdalenosti
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Jak popiseme vicerozmerny prostor?
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Popisné statistiky vicerozmérnych dat

Charakteristiky polohy stfedu
- Udavaji, kolem jaké hodnoty se data centruiji.
- Centroid = vektor prumérnych hodnot, reprezentuje virtualni stred.

- Medoid = reprezentuje realny objekt.

Cluster plot
Mississippi
North CArolina

Charakteristiky variability
- Zachycuji rozptyleni hodnot v souboru.

Dim2 (24.7%)

« Kovarianc¢ni matice.

« Korelacni matice.

0
Dim1 (62%)
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Jaky je vztah mezi kovarianci a korelaci?
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Jaky je vztah mezi kovarianci a korelaci?

Kovariance popisuje vztah dvou proménnych; jeji rozsah zavisi na variabilité dat.

S %), -%)
Ax, ,x,) = = 1 ;CD(_OO;OO)

Korelace = kovariance standardizovana na rozptyl proménnych.

a(x,,x,) 2 0l=11
Ty oy

(X, %)=

Jaké hodnoty se nachazi na diagonale korelacni a kovarian¢ni matice?

Ma smysl pouzit metody redukce dimenzionality dat v situaci, kdy jsou hodnoty
kovariance/korelace blizké nule?

Cemu odpovida kovariance na standardizovanych datech?
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Urcete celkovou velikost souboru, ktera bude vstupovat do analyzy:

- A) Je prumérnd hodnota systolického tlaku rovna 120 mmHg?

- B) Lze pacienty klasifikovat do skupin na zakladé systolického tlaku, tepové frekvence
a saturace krve kyslikem?

ID Systolicky tlak (mmHg) Tepova frekvence (/min) Saturace krve kyslikem (%)
Xx_001 110 68 92

Xx_002 135 71 95

Xx_003 170 66 83

Xx_004 110 92 92

Xx_005 130 98

Xx_006 145 90 93

Xx 007 160 68

MU

Vytvoril Institut biostatistiky a analyz, Masarykova univerzita
’ B A J. Jarkovsky, L. BroZova




1) ,Complete case analysis” — do analyzy zahrnujeme pouze pacienty, ktefi maji kompletné
vyplnéna data - mulzeme pfijit o velké mnozstvi dat a tedy i jejich reprezentativnost.

2) Imputace chybéjicich hodnot — pomoci statistickych pristupl odhadneme chybéjici data

— vnasime do dat chybu, ale zachovavame jejich reprezentativnost.
Napfr. balicek ,,mice” (Multivariate Imputation by Chained Equations) R

,Complete case analysis”

Imputace chybéjicich hodnot

Systolicky tlak Tepova frekvence Saturace krve

Systolicky tlak Tepova frekvence Saturace krve

D (mmHg) (/min) kyslikem (%) D (mmHg) (/min) kyslikem (%)
Xx_001 110 68 92 Xx_001 110 68 92
Xx_002 135 71 95 Xx_002 135 71 95
Xx_003 170 66 83 Xx_003 170 66 83
Xx_004 110 92 92 Xx_004 110 92 92
Y005 439 98 Xx_005 130 80 98
Xx_006 145 90 93 Xx_006 145 90 93
X084 68 &8 Xx 007 160 68 95
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Co je to asociacni matice?

- Jaké dimenze nabyva asociacni matice?
- Co se nachazi na diagonale asociacni matice?
- Je matice symetricka kolem diagonaly?
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Asociacni matice — Q mode analyza

Vypocet metriky vzdalenosti

>

Hodnota subjektu nc v parametru p,

Vypocet metriky podobnosti

>

Hodnota subjektu nc v parametru p,; Podobnost subjektu n. se subjektem n;.
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Asociacni matice — R mode analyza

Vypocet korelacni/
kovarianéni matice

>

Vztah parametru p; a parametru p;.

Hodnota subjektu nc v parametru p,

Obecné:

- Zakladni vybér koeficientu je ¢asto spjat s metodou/algoritmem.

- Dale je potfeba zohlednit typ vstupnich dat: spojita/kategorialni/mix.
«  Vybérem metriky ovlivnime vysledky analyz.
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Koeficienty vzdalenosti
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Koeficienty vzdalenosti

(1) d(z,z)=0;
(i) d(z,y) >0,z # y;

(¢21) d(z,y) = d(y,z);

(iv) d(z,2) < d(z,y)+d(y, 2)

Podrobny prehled koeficientll vzdalenosti a podobnosti najdete v knize LEGENDRE, P. &
LEGENDRE, L. (1998). Numerical ecology. Elseviere Science BV, Amsterodam.
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Euklidova vzdalenost |

e Euklidova vzdalenost vychazi z Pythagorovy véty:

d(xi, %5) = v/ Dopee1 (Tike — Tk )2

* Jaka by byla vzdalenost bodu A a B dle Manhattanské metriky?
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Euklidova vzdalenost Il

pocet
cigaret/den

POZOR!

* Proménné s Ciselné vétSimi hodnotami budou mit vétsi vahu pfi shlukovani!!!

* Napr. pokud budeme hodnotit vysku (150-200 cm) a cholesterol (do 5 mmol/l), vyska bude mit
vétsi vahu pfi shlukovani — objekty budou rozdéleny do shlukd podle jejich vysky.

e Data s nesrovnatelnymi hodnotami proménnych je potfeba pred analyzou standardizovat. Jak?

* Napf. standardizace na z-skore. L T — U

e Jak byste popsali rozlozeni z-skore? o
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Euklidova vzdalenost - priklad

e Pomoci MS Excel spocitejte Euklidovu vzdalenost subjektu n, a n; pro nasledujici dva datové
zdroje.

cholesterol
D(n,,n3) =?

cholesterol

D(n,,n3) =?
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Euklidova vzdalenost - priklad

e Pomoci MS Excel spocitejte Euklidovu vzdalenost subjektu n, a n; pro nasledujici dva datové
zdroje.

cholesterol

D(n,,n3) = 36,08

cholesterol

D(n,,n3) = 36,15

ProcC je vzdalenost témér shodnad, kdyz se v druhém datovém
souboru subjekty vyznamné lisi v hladiné cholesterolu?
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Euklidova vzdalenost lli

POZOR!

o U vétsSich datovych soubor(, u kterych se ¢asto vyskytuji korelované proménné, dochazi k
nadhodnoceni vysledk( témito korelovanymi proménnymi = stejna informace je zapoctena

vice nezZ jednou.

* Je potreba zohlednit vztahy parametru v datech - Mahalanobisova vzdalenost.
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Mahalanobisova vzdalenost

Matice vzdalenosti hodnot

o, Inverze kovariancni matice
od pruméru

x - - -
1] [* s? Cov(Sy, 51)
: Cov(sy,5,) - ‘ﬂr:
Xn | Xy

e QOdstranuje vliv korelovanych parametru.

« Dle volby (X — X) Ize hodnotit:
1) vzdalenosti objektti od centroidl (vstupem je matice rozdild plvodnich hodnot od priiméru).
2) vzdalenosti skupin objektti (vstupem je matice rozdild priimérnych hodnot).
3) parové vzdalenosti jednotlivych subjektd (vstupem je matice rozdilG srovnavanych subjekta).
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Koeficienty podobnosti
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Koeficienty podobnosti

* Pokud proménné popisuji vyskyt/nevyskyt = jsou tedy binarniho typu, lze
podobnost/odlisnost subjektd hodnotit dle tabulky nize:

1 0
1 a b a+b
0 C d c+d

a+c b+d|p=a+b+c+d

Co je to problém , double zero“?
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Koeficienty podobnosti priklad |

X, X, X3 X, Xs Xg X,
n, 1 1 0 0 0 1
n, 1 0 1 1 1 0 0

n,
1 0
1 a= = a+b=
n,
0 C= = c+d=
a+cs= b+d-= p=a+b+c+d=
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Koeficienty podobnosti priklad |

X, X, X3 X, Xs Xg X,
n, 1 1 0 0 0 0 1
n, 1 0 1 1 1 0 0
n,
1 0
1 a=1 b=3 a+b=4
n,
0 c=2 d=1 c+d=3

a+c=3 b+d=4| p=a+b+c+d=7

Ja znate koeficienty podobnosti?
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Koeficienty podobnosti priklad Ii

1) Prifadte uvedené vzorce ke koeficientim podobnosti: ,,simple matching”,
Jaccarduv a Sgrensentv koeficient podobnosti.

2) Na zakladé ziskané tabulky spocitejte uvedené koeficienty.

3) Podobnosti prevedte na vzdalenosti.

n, 1. 2a
1 0 2a-+b+c
n, 1 a=1 b=3 a+b=4 E
0 c=2 d=1 c+d=3 9. a+d
a+c=3 b+d=4| p=a+b+c+d=7 a+b+c+d

Ssimple matching = % D=

SJaccard = 9 D = 3 4

SS(zsrensen =—>D= . f!-+b+c
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Koeficienty podobnosti priklad Ii

1) Prifadte uvedené vzorce ke koeficientim podobnosti: ,,simple matching”,
Jaccarduv a Sgrensentv koeficient podobnosti.

2) Na zakladé ziskané tabulky spocitejte uvedené koeficienty.

3) Podobnosti prevedte na vzdalenosti.

n, 1. 2a
1 0 2a+b+c
1 a=1 b=3 a+b=4 |
n, |
0 | c=2 d=1 c+d=3 o a+d
a+c=3 b+d=4| p=a+b+c+d=7 a+b+c+d
simple matching= (1+1)/(142+3+1) =0.3 > D=0.7 |
Spaccarg= 1/(14243) = 0.2 > D= 0.8 3 a
* Seprensen= 2¥1/(2%142+43) = 0.3 > D=0.8 | a+b-+c
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Sprensenuv asymetricky koeficient
podobnosti pro kvantitavni data

- Tabulka popisuje abundance ZivocCichl na dvou lokalitach.

- Ukol: Pomoci Sgrensenova koeficientu vyhodnotte, zda jsi uvedené lokality podobné.

Vyskyt/nevyskyt Zivocicha
Lokalita zralok velryba had jeStérka velbloud varan tucndk| aN bN iN

Vysocina 0 0 2 3 0 0 0 5
Sahara 0 0 4 1 5 6 0 16
Minimum 0 0 2 1 0 0 0 3

C, = 2jN  _ 213 — 03
(aN +bN) (5+16)
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Goweruv obecny koeficient podobnosti
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Goweruv obecny koeficient podobnosti

*  Kombinuje rGzné typy deskriptord.
* Podobnost mezi dvéma objekty je vypocitana jako primér podobnosti, vypocitanych

pro vsechny deskriptory:
1 P
Sis(x),x,) = _2512]'
P j=1

v" Pro kategorialni deskriptory s= 1 (shoda) nebo 0 (neshoda).

v Kvantitativni deskriptory (realna ¢isla): rozdil mezi stavy obou objekt( je
vydélen nejvetsim rozdilem (R;), nalezenym pro dany deskriptor mezi vsemi
objekty ve studii.
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Asociacni matice
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Asociacni matice vzdalenosti
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Histogram jako popis asociacni matice
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Zakladni funkce v R pro vypocet asociacni matice
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Koeficienty vzdalenosti

dist(data, method='euclidean’) = Euklidova vzdalenost
mahalanobis(X, X.mean, X.cov) = Mahalanobisova vzdalenost
pairwise.mahalanobis (X,grouping) = Mahalanobisova vzdalenost mezi

skupinami {HDMD}

Koeficienty podobnosti

dist.binary(data, method = 2) = ,simple matching” koeficient {ade4}
vegdist(data, "jac", binary=T)= Jaccard(v koeficient {vegan}
vegdist(data, "jac", binary=F) = Sgrensenlv asymetricky koeficient

Podobnosti jsou pomoci funkce 1-podobnost automaticky prevadény na vzdalenosti!!!

Vypocet Mantelova testu (testuje korelaci dvou asociacnich matic — napf. pribéh
onemocnéni vs. geneticka vybava pacient(, charakteristiky lokalit vs. abundance druhd na
lokalitach): mantel{vegan}
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Shlukova analyza
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Shlukova analyza — jaky je cil?
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Shlukova analyza — jaky je cil?

- Seskupeni objektl do shlukl podle toho, jak si jsou podobné — chceme co
nejpodobné;jsi objekty v rdmci shlukl a co nejodlisSnéjsi mezi shluky.

- Shlukova analyza vychazi z asociaCni matice vzdalenosti objektd (Q mode) nebo
zavislosti parametru (R mode).

- Muzeme provést dvé hlavni chyby: Spatny vybér metriky a Spatny vybér algoritmu
shlukovani.

- Smysluplnost vysledkl shlukovani zavisi jednak na objektivni existenci shluk( v datech,
jednak na arbitrarné nastavenych kritériich definice shlukd.

ool0e@
P Q000
@ 00 X
@ \© @00e
Jednoznacné odliseni Shlukovou analyzu lze provést i na
existujicich shlukt v datech datech bez objektivni existence shlukd
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Shlukova analyza: typy metod

Shlukova
analyza
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IBA

Shlukova analyza: typy metod

Shlukova

analyza

Nehierarchické

Hierarchické
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Shlukova analyza: typy metod

Hierarchické
shluky jsou definovany
postupnym skladanim

Nehierarchické
Shluky jsou definovany v

objektl

Divizivni
Objekty jsou nejprve
rozdéleny do dvou
shluk, tyto shluky jsou
dale rozdéleny atd.

Aglomerativni

Po spojeni prvni dvojice
objektt dochazi k

postupnému napojovani

dalsich objektd.

jednom kroku

J

Divizivni
Objekty jsou rozdéeleny
do predem nastaveného
poctu shluka.

Aglomerativni
sit spojenych bodu
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Pojmenujte shlukovaci algoritmus |
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Hierarchické aglomerativni algoritmy

— Max

vzdalenost
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Pojmenujte shlukovaci algoritmus Il
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Pojmenujte shlukovaci algoritmus Il

1) Metoda nejblizsiho souseda (,,single linkage*) o. o
-, . . . Ty : e o
- spojeni na zakladé nejmensi minimalni vzdalenosti dvou objektU 5 T
"""""""""""""""" o e _ centroid__
2) Metoda stfedospojna/centroidni (,,centroids®) ' o
- spojeni na zakladé minimalni vzdalenosti centroid( (= prdmérd) shlukl . - =
3) Metoda primérné vzdalenosti (,,average linkage“) ’%@
- spojeni na zakladé minimalni prdmérné vzdalenosti vSech pard objektt dvou shluk
[ V é Vewvyrs o O
4) Metoda nejvzdadlenéjSiho souseda (,,complete linkage“) F. =
. , , v . v/ . 1, ’ . . o o
- spojeni na zakladé nejmensi maximalni vzdalenosti dvou objektUl o) .

5) Wardova metoda (,,Ward’s method“) ( %O

- shluky jsou vytvareny tak, aby noveé vznikly shluk prispival co nejméné k J VS.
sumeé Ctvercl vzdalenosti objektld od centroidl jejich shluk

- vstupem je Ctverec Euklidovy vzdalenosti L }\‘4’
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Shlukova analyza — rozhodovaci proces

1) Vypocet asociacni matice (pozor na spravny vybér metriky vzdalenosti / podobnosti).
2) Vybér shlukovaciho algoritmu.
3) Volba poctu shluka.

— Max

vzdalenost
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Kofeneticka matice

Vyber vhodného algoritmu

Dendrogram Kofeneticka matice
A A B C D E
A 0 4.0 12.7 12.7 12.7
° B 0 127 127 127
- |:> C o [57] 57
D | Matice je symetricka 1.4
D E podél diagondly 0
E V4 v
Vzdalenost, kdy doslo k
prvnimu spojeni D+C

Kofeneticky index

Matice dimenze n x n (n = pocet objektll) popisujici vzdalenost, kdy byly objekty poprvé spojeny do
jednoho shluku.
Hodnoty kofenetické matice zavisi na typu algoritmu shlukovani.

o 1 2 3 4 5 6 7 8 9 10 11 12 13 14

Linkage Distance
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Korelace kofenetické matice s plvodni matici vzdalenosti. Cim vy3&i korelace, tim lepsi algoritmus
(algoritmus lépe popisuje realitu).
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Urceni optimalniho poctu shlukd |

*  Subjektivni rozhodovani podle: @

1) poctu objektt ve shluku,
2) vzddlenosti shlukd,
3) na zakladé charakteru dat.

*  Objektivni napf. pomoci Silhouette indexu, kde a(i) je primérna vzdalenost objektu ke vSem
ostatnim objektdm v daném shluku a b(i) je nejmensi primérna vzdalenost objektu i k objektlm
ostatnich shlukl (odkazuje tedy na vzdalenost k sousednimu shluku).

b(i) - a(i)
max{b(i), a(i)}

s(i) =

*  Plati: -1 <s(i) < 1.

* (i) blizké -1 znaci Spatné zarazeni do shluku, blizké 1 spravné zarazeni do shluku, hodnoty blizké O
znaci, ze objekt lezi na hranici dvou shlukd.

*  Pocita se prameér s(i) v rdmci shlukd a do grafu vykreslujeme primér s(i) pro vsechny shluky. Pocet
shlukd s nejvyssi hodnotou celkového s(i) odkazuje na nejlepsi déleni souboru. ~,

Nakonec ale stejné mize vyhrat nase subjektivni rozhodnuti ©
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Urceni optimalniho poctu shluku li

*  Objektivni pomoci Mantelova testu.

*  Hodnotime korelaci plvodni asocia¢ni matice vzdalenosti a asociac¢ni matice (vypocitanou pomoci
Gowerova indexu), kterd obsahuje 1, pokud jsou spolu objekty ve shluku a 0 pokud nejsou. R si

matici urCujici souCasny vyskyt ve shluku prevede na vzdalenosti — tedy O pokud jsou spolu objekty
ve shluku a 1 pokud nejsou.

shluky A, B+C, D+E matice vzdalenosti VS. asociacni matice

0O 50 6.2 118 11.7
50 0 3.5 11.0 93
6.2 35 0 40 438
11.8 11.0 40 O 24
11.7 93 48 24 O

*  Kladna korelace (nizka vzdalenost - objekty jsou spolu ve shluku) nam rika, Ze objekty sobé
podobné lezi spolu ve shluku.

*  Pocet shlukl s nejvyssi hodnotou korelace odkazuje na nejlepsi déleni souboru.
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Ukol ¢. 1

= Na zakladé asociacni matice sestrojte dendrogram pomoci algoritmu
nejvzdalenégjsiho souseda.
1) Jaka je minimalni vzdalenost dvou objektl?
2) Vykreslete spojeni objektt v dendrogramu a prepocitejte asociacni matici.

—?
A
A 0 Matice je symetrickd podél
B 9 0 diagondly *g
C 3 0 S
O
D 3 0 o
>
E 11 10 2 8 0
-0
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Ukol ¢. 1

= Na zakladé asociacni matice sestrojte dendrogram pomoci algoritmu
nejvzdalenégjsiho souseda:
1) Jaka je minimalni vzdalenost dvou objektl?
2) Vykreslete spojeni objektt v dendrogramu a prepocitejte asociacni matici.
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Ukol ¢. 1

= Na zakladé asociacni matice sestrojte dendrogram pomoci algoritmu
nejvzdalenéjsiho souseda
1) Jaka je minimalni vzdalenost dvou objektl?
2) Vykreslete spojeni objektt v dendrogramu a prepocitejte asociacni matici.

2. krok 3. krok
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Ukol ¢. 1

= Na zakladé asociacni matice sestrojte dendrogram pomoci algoritmu
nejvzdalenéjsiho souseda
1) Jaka je minimalni vzdalenost dvou objektl?
2) Vykreslete spojeni objektt v dendrogramu a prepocitejte asociacni matici.
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= Na zakladé asociacni matice sestrojte dendrogram pomoci algoritmu
nejvzdalenéjsiho souseda

1) Jaka je minimalni vzdalenost dvou objekt’?
2) Vykreslete spojeni objektt v dendrogramu a prepocitejte asociacni matici.

4. krok

A BD CE

i

W

I
H

Vsechny objekty jsou spojeny do jednoho
shluku = jiz neni co spojovat.

vzdalenost
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Funkce v R — shlukova analyza

cluster<-hclust(dist(data), method="single") = provede shlukovou
analyzu

plot(cluster) = vykresli dendrogram

cutree(cluster,k=3) = klasifikuje objekty do 3 skupin podle vzdalenosti v
dendrogramu

cutree(cluster,h=3) = klasifikuje objekty do skupin na vzdalenosti 3 v
dendrogramu
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