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Parametrický model a úlohy matematické statistiky

Model: X1, . . . ,Xn je náhodný výběr z rozděleńı s distribučńı funkćı
F (x ,θ). Tuto distribučńı funkci známe až na neznámý parametr
θ ∈ Θ ⊂ Rp.

Úlohy matematické statistiky:

Bodový odhad parametru θ.

Intervalový odhad parametru θ.

Testy hypotéz o parametru θ.

Někdy nás ḿısto samotného parametru θ zaj́ımá nějaká jeho funkce, tzv.
parametrická funkce γ(θ), kde γ : Θ→ Θ∗ ⊂ R je reálná funkce.

Dále budeme uvažovat jednorozměrný parametr θ ∈ Θ ⊂ R.
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Bodové odhady

Řekneme, že T : Rn → R je bodový odhad parametru θ ∈ Θ ⊂ R, jestliže
T je mě̌ritelnou funkćı náhodného výběru X1, . . . ,Xn. Tedy
T = T (X1, . . . ,Xn) je náhodná veličina.

Vlastnosti bodových odhadů:

T je nestranný odhad parametru θ, jestliže ET = θ pro všechna
θ ∈ Θ.

T je asymptoticky nestranný odhad parametru θ, jestliže
limn→∞ ET = θ pro všechna θ ∈ Θ.

T je konzistentńı odhad parametru θ, jestliže
T = T (X1, . . . ,Xn)→ θ v pravděpodobnosti pro n→∞ pro
všechna θ ∈ Θ.
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Který odhad je nejlepš́ı?

Necht’ T1,T2 jsou dva nestranné odhady parametru θ. Řekneme, že
T1 je v́ıce eficientńı (lepš́ı) než T2, jestliže DT1 ≤ DT2 pro všechna
θ ∈ Θ.

Necht’ T je nestranný odhad parametru θ. Řekneme, že T je nejlepš́ı
nestranný odhad parametru θ, jestliže DT ≤ DT ∗ pro všechna
θ ∈ Θ a pro všechny nestranné odhady T ∗.

Necht’ T je odhad parametru θ. Sťredńı čtvercovou (kvadratickou)
chybu odhadu definujeme jako MSE(T ) = E(T − θ)2.

Je-li T je nestranný odhad parametru θ, pak MSE(T ) = DT .

Necht’ T1,T2 jsou dva odhady parametru θ. Řekneme, že T1 je v́ıce
eficientńı (lepš́ı) než T2, jestliže MSE(T1) ≤ MSE(T2) pro všechna
θ ∈ Θ.

(Stejnoměrně) nejlepš́ı odhad parametru θ neexistuje.

M7988 Modely ztrát v neživotńım pojǐstěńı 4 / 87



Metoda moment̊u

Dále p̌redpokládejme, že neznámý parametr θ je p-rozměrný
(Θ ⊂ Rp).

Necht’ existuj́ı obecné momenty µ′k = µ′k(θ) = EX k
1 pro

k = 1, . . . , p.

Označme jejich výběrové protěǰsky M ′k = 1
n

∑n
i=1 X

k
i pro

k = 1, 2, . . ..

Řekneme, že θ̃ je odhad parametru θ metodou moment̊u, jestliže
µ′k(θ̃) = M ′k pro k = 1, . . . , p.

Je-li řešeńı p̌redchoźı soustavy nejednoznačné (rovnice jsou lineárně
závislé), p̌ridáme daľśı rovnici pro k = p + 1, pokud ovšem existuje
p̌ŕıslušný moment.
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Metoda maximálńı věrohodnosti

Označme sdruženou hustotu náhodného vektoru (X1, . . . ,Xn)′ jako

L(θ) =
n∏

i=1

f (xi ,θ).

f (x ,θ) je hustota (pravděpodobnostńı hustota, pravděpodobnostńı
funkce) náhodné veličiny Xi .

L(θ) = L(θ, x1, . . . , xn) se nazývá věrohodnostńı funkce.

θ̂ se nazývá maximálně věrohodným odhadem parametru θ, jestliže
L(θ̂) ≥ L(θ), ∀ θ ∈ Θ.

θ̂ = arg max{L(θ);θ ∈ Θ}.
l(θ) = log L(θ) =

∑n
i=1 log f (xi ,θ) se nazývá logaritmická

věrohodnostńı funkce.

θ̂ = arg max{l(θ);θ ∈ Θ}.
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Regulárńı systém hustot

Řekneme, že systém hustot {f (x ,θ),θ ∈ Θ} je regulárńı, jestliže
1 Θ ⊂ Rp je otev̌rená borelovská množina.
2 Množina M = {x ∈ R : f (x ,θ) > 0} nezáviśı na hodnotě

parametru θ.
3 Pro všechna x ∈ M existuje konečná parciálńı derivace

f ′i (x ,θ) =
∂f (x ,θ)

∂θ
, i = 1, . . . , p.

4 Pro všechna θ ∈ Θ a všechna i = 1, . . . , p plat́ı∫
M

f ′i (x ,θ)dx = 0.

5 Pro všechna θ ∈ Θ a pro každou dvojici (i , j) existuje konečný
integrál

Ji,j(θ) =

∫
M

f ′i (x ,θ)f ′j (x ,θ)

f 2
i (x ,θ)

fi (x ,θ)dx

6 Matice J(θ) = (Ji,j(θ))pi,j=1 je pozitivně definitńı pro všechna θ ∈ Θ.
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Vlastnosti maximálně věrohodných odhadů

Necht’ systém hustot {f (x ,θ),θ ∈ Θ} je regulárńı, pak maximálně
věrohodný odhad parametru θ je asymptoticky nestranný,
konzistentńı a má asymptoticky normálńı rozděleńı.
√
n(θ̂ − θ) má asymptoticky rozděleńı Np(0, J−1(θ)).

J(θ) =

(
E
∂ log f (X1,θ)

∂θi

∂ log f (X1,θ)

∂θj

)p

i,j=1

je Fisherova informačńı matice o parametru θ p̌ŕıslušná X1.

J(θ) = −E
(
∂2 log f (X1,θ)

∂θi∂θj

)p

i,j=1

.

θ̂ ≈ Np(θ, 1
nJ−1(θ)).
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Maximálně věrohodné odhady pro parametrickou funkci γ

Necht’ γ : Θ→ Θ∗ je parametrická funkce.

Funkci L̃(θ∗) = sup{L(θ);θ ∈ Θ : γ(θ) = θ∗} pro θ∗ ∈ Θ∗ nazveme
věrohodnostńı funkćı indukovanou parametrickou funkćı γ.

θ̂∗ je maximálně věrohodný odhad parametrické funkce γ(θ) = θ∗,

jestliže L̃(θ̂∗) ≥ L̃(θ∗) pro všechna θ∗ ∈ Θ∗.

Zehnaova věta (princip invariance MLE): Je-li θ̂ maximálně

věrohodný odhad parametru θ, pak γ(θ̂) je maximálně věrohodný
odhad parametrické funkce γ(θ).
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Delta metoda

Theorem

Necht’ {Xn}∞n=1 je posloupnost p-rozměrných náhodných vektor̊u
takových, že

√
n(Xn − θ) má asymptoticky normálńı rozděleńı Np(0,Σ).

Dále bud’ γ : Rp → R mě̌ritelná funkce, která má totálńı diferenciál v
bodě θ. Pak plat́ı:

√
n(γ(Xn)− γ(θ)) má asymptoticky normálńı

rozděleńı N (0, σ2), kde σ2 = ∇γ′(θ)Σ∇γ(θ), kde

∇γ(θ) =

(
∂γ(θ)

∂θ1
, . . . ,

∂γ(θ)

∂θp

)′
je gradient funkce γ v bodě θ.
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Aplikace na MLE

Již v́ıme, že je-li systém hustot {f (x ,θ),θ ∈ Θ} regulárńı, pak:√
n(θ̂ − θ) má asymptoticky rozděleńı Np(0, J−1(θ)).

Aplikaćı delta metody dostaneme, že za splněńı podḿınek regularity
plat́ı:

√
n(γ(θ̂)− γ(θ)) má asymptoticky N (0,∇γ′(θ)J−1(θ)∇γ(θ)).

γ(θ̂) ≈ N (γ(θ),
1

n
∇γ′(θ)J−1(θ)∇γ(θ)).

Je-li θ jednorozměrný parametr, pak γ(θ̂) ≈ N
(
γ(θ), [γ′(θ)]2

nJ(θ)

)
.
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Intervalová data

Nepozorujeme p̌ŕımo hodnoty náhodného výběru X1, . . . ,Xn.

O každém pozorováńı v́ıme jen to, do kterého intervalu paťŕı.

Obor hodnot náhodného výběru je rozdělen na intervaly
(c0, c1], (c1, c2], . . . , (ck−1, ck ].

c0 může být i −∞ a ck může být i ∞.

Označme nj počet pozorováńı, která lež́ı v intervalu (cj−1, cj ].

n = n1 + . . .+ nk .
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Empirická distribučńı funkce pro intervalová data

Standardně pro hodnoty náhodného výběru X1, . . . ,Xn definujme
empirickou distribučńı funkci

F̂n(x) =
1

n

n∑
i=1

I{Xi≤x}.

Podle p̌redchoźı definice můžeme určit jej́ı p̌resné hodnoty v bodech
c0, c1, . . . , ck :

F̂n(c0) = 0, F̂n(cj) =
n1 + . . .+ nj

n
, F̂n(ck) = 1.

Mezi těmito body empirickou distribučńı funkci spojitě
dodefinujeme, nap̌ŕıklad lomennou čarou (ogive).

F̂n(x) =


0, x ≤ c0,
cj−x

cj−cj−1
F̂n(cj−1) +

x−cj−1

cj−cj−1
F̂n(cj), cj−1 < x < cj ,

1, x ≥ ck .
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Histogram pro intervalová data

Histogram je po částech konstantńı odhad hustoty původńıch veličin
X1, . . . ,Xn.

fn(x) = F̂ ′n(x) pro všechna x 6= c0, . . . , ck .

fn(x) =
nj
n
· 1

cj − cj−1
, cj−1 < x < cj .

V bodech c0, . . . , ck můžeme definovat libovolně.

Hodnota histogramu v intervalu (cj−1, cj ] je rovna relativńı četnosti
pozorováńı v daném intervalu dělená délkou tohoto intervalu.
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Empirická kvantilová funkce pro intervalová data

Můžeme ji určit jako inverzńı funkci k empirické distribučńı funkci
(ogive), tj. Q̂n(α) = F̂−1

n (α) pro 0 < α < 1.

Nebo opět určit p̌resné hodnoty v bodech 0, n1

n ,
n1+n2

n , . . . , 1:

Q̂n(0) = c0, Q̂n(αj) = cj , Q̂n(1) = ck ,

kde αj =
n1+...+nj

n .

Mezi těmito body empirickou kvantilovou funkci opět spojitě
dodefinujeme, nap̌ŕıklad lomennou čarou.

Q̂n(α) =
αj − α

αj − αj−1
Q̂n(αj−1) +

α− αj−1

αj − αj−1
Q̂n(αj), αj−1 < α < αj .
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Metoda maximálńı věrohodnosti pro intervalová data

Necht’ každá z nepozorovaných náhodných veličin X1, . . . ,Xn má
distribučńı funkci F (x ,θ), kde θ ∈ Θ je neznámý parametr.

Pravděpodobnost, že dané pozorováńı Xi lež́ı v intervalu (cj−1, cj ] je

P(Xi ∈ (cj−1, cj ]) = F (cj ,θ)− F (cj−1,θ).

Věrohodnostńı funkce pro naše data je:
L(θ) =

∏n
i=1 P(Xi ∈ (cj−1, cj ]) = [F (c1,θ)− F (c0,θ)]n1 ·

[F (c2,θ)− F (c1,θ)]n2 · . . . · [F (ck−1,θ)− F (ck ,θ)]nk =∏k
j=1[F (cj ,θ)− F (cj−1,θ)]nj .

l(θ) = log L(θ) =
∑k

j=1 nj log[F (cj ,θ)− F (cj−1,θ)] je logaritmická
věrohodnostńı funkce pro naše data.

θ̂ = arg max{l(θ);θ ∈ Θ}.
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Metoda minimálńıho χ2

Označme pj(θ) teoretickou pravděpodobnost, že náhodná veličina Xi

nabude hodnoty z intervalu (cj−1, cj ], tedy

pj(θ) = P(Xi ∈ (cj−1, cj ]) = F (cj ,θ)− F (cj−1,θ).

Dohromady máme celkem n pozorováńı. V intervalu (cj−1, cj ] by
tedy mělo být npj(θ) pozorováńı.
Porovnejme očekávaný a skutečný (pozorovaný) počet pozorováńı v
jednotlivých intervalech (cj−1, cj ] pomoćı Pearsonovy χ2 statistiky
testu dobré shody:

χ2(θ) =
k∑

j=1

(
nj − npj(θ)√

npj(θ)

)2

.

χ2(θ) =
k∑

j=1

n2
j

npj(θ)
− n.

Odhad parametru θ metodou minimálńıho χ2 minimalizuje χ2(θ)

p̌res všechny hodnoty θ ∈ Θ, tj. θ̃ = arg min{χ2(θ),θ ∈ Θ}.
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Metoda minimálńıho χ2 pro klasická data

Obor hodnot náhodné veličiny Xi muśıme na k po dvou disjunktńıch
interval̊u rozdělit sami, stejně tak spoč́ıtat nj počet pozorováńı v
intervalu (cj−1, cj ].

Na tato umělá intervalová data aplikujeme p̌redchoźı postup.

Intervaly (cj−1, cj ] by se měly volit stejně pravděpodobné, tj.

pj(θ̃) = 1
k pro j = 1, . . . , k .

Volba počtu ťŕıd k - heuristická pravidla, nap̌r. k
.

= 15
(

n
100

)2/5
,

nebo k
.

= 2n2/5.
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Bayesovské odhady (Bayesovská statistika)

Kombinuje informaci obsaženou v datech (parametrický model) s
apriorńı informaćı o neznámém parametru θ (zkušenosti, domněnky,
ďŕıvěǰśı pozorováńı).

Závěry (odhady) vyvozuje až z aposteriorńıho rozděleńı.

Idea: Naše informace o hodnotě neznámého parametru může být
vyjáďrena pomoćı pravděpodobnostńıho rozděleńı, tj. neznámý
parametr θ považujeme za náhodný vektor.
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Matematický model

X1, . . . ,Xn je náhodný výběr z rozděleńı s hustotou f (x ,θ), kde
θ ∈ Θ.

θ je nyńı náhodný vektor s hustotou q(θ).

Označme podḿıněnou hustotu náhodného vektoru (X1, . . . ,Xn)′ p̌ri
dané hodnotě parametru θ jako r(x|θ) =

∏n
i=1 f (xi ,θ), kde

x = (x1, . . . , xn)′.

Theorem (Bayesova věta)

Pro podḿıněnou hustotu náhodného vektoru θ p̌ri daných hodnotách
X = x plat́ı:

π(θ|x) =


r(x|θ)q(θ)∫

Θ r(x|θ)q(θ)dθ
, pokud

∫
Θ r(x|θ)q(θ)dθ 6= 0,

0, jinak.
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Poznámky

q(θ) se nazývá apriorńı hustota - vyjaďruje informaci o parametru θ
ještě p̌red realizaćı náhodného výběru X.

π(θ|x) se nazývá aposteriorńı hustota - vyjaďruje informaci o
parametru θ až po realizaci náhodného výběru X.

Při Bayesovském p̌ŕıstupu použ́ıváme kromě dat (realizace
náhodného výběru) ještě informaci o parametru θ nezávisle na
našich datech.

Tato informace může ḿıt objektivńı i subjektivńı charakter.
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Volba apriorńıho rozděleńı

Pokud máme informace (výsledky) z minulosti

p̌resná znalost rozděleńı
jádrové odhady hustoty
parametrický model

Pokud nemáme informace (výsledky) z minulosti

neinformativńı (rovnoměrné) rozděleńı q(θ) ∝ 1
Jeffreysovo apriorńı rozděleńı q(θ) ∝

√
|J(θ)|

konjugované apriorńı rozděleńı
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Bodové odhady

Definujme ztrátovou funkci L(θ, θ̂) - ztráta, kterou utrṕıme, když

odhadneme parametr θ pomoćı odhadu θ̂.

Dále definujme bayesovské riziko (pr̊uměrná aposteriorńı ztráta):

r(θ) =

∫
Θ

L(θ, θ̂)π(θ|x)dθ.

Hledáme odhad, který minimalizuje bayesovské riziko. Necht’ dále θ
je jednorozměrný parametr.

Pro kvadratickou ztrátovou funkci L(θ, θ̂) = (θ − θ̂)2 je bayesovským

odhadem aposteriorńı sťredńı hodnota, tj. θ̂ = E(θ|X1, . . . ,Xn).

Pro absolutńı ztrátovou funkci L(θ, θ̂) = |θ − θ̂| je bayesovským

odhadem aposteriorńı medián, tj. θ̂ = med(θ|X1, . . . ,Xn).

Pro 0-1 ztrátovou funkci L(θ, θ̂) = I{θ 6= θ̂} je bayesovským

odhadem aposteriorńı modus, tj. θ̂ = arg maxπ(θ|X1, . . . ,Xn).
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Intervalové odhady

Definition

100(1− α)% věrohodnostńı interval pro parametr θ je takový interval
[a, b] = [a(X1, . . . ,Xn), b(X1, . . . ,Xn)], pro který
P(a ≤ θ ≤ b|X) = 1− α.

Equal tail - je takový interval [a, b], kde a je α/2-kvantil
aposteriorńıho rozděleńı θ|X a b je 1− α/2-kvantil aposteriorńıho
rozděleńı θ|X.

HPD (interval o nejvěťśı aposteriorńı hustotě) je takový interval
[a, b] takový, že π(θ|x) ≥ c pro všechna θ ∈ [a, b] a c > 0 je
nejmenš́ı č́ıslo takové, že P(π(θ|x) ≥ c) = 1− α.

Theorem

Je-li π(θ|x) spojitá a unimodálńı, pak HPD interval je nejkraťśı mezi
všemi věrohodnostńımi intervaly.
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Predikce budoućıho pozorováńı

Necht’ se budoućı pozorováńı Xn+1 ř́ıd́ı stejným modelem jako
X1, . . . ,Xn - tedy má hustotu f (x ,θ).

Chceme predikovat(p̌redpov́ıdat) jeho budoućı hodnotu.

S pomoćı Bayesovy věty můžeme odvodit aposteriorńı prediktivńı
hustotu

f (xn+1|x) =

∫
Θ

f (xn+1,θ)π(θ|x)dθ.

M7988 Modely ztrát v neživotńım pojǐstěńı 25 / 87



Model selection (výběr modelu)

1 Je náš model vhodný? Popisuje dob̌re naše data?

2 Máme-li v́ıce model̊u, který z nich je nejlepš́ı? Který máme použ́ıt?

M7988 Modely ztrát v neživotńım pojǐstěńı 26 / 87



Grafické metody pro posouzeńı vhodnosti modelu

Jsou založené na porovnáńı teoretického a empirického rozděleńı.

Porovnáńı teoretické distribučńı funkce F (x , θ̂) a empirické

distribučńı funkce F̂n(x) v jednom grafu.

Porovnáńı teoretické a empirické distribučńı funkce pomoćı funkce
D(x) = F̂n(x)− F (x , θ̂).

Porovnáńı teoretické hustoty f (x , θ̂) a empirické hustoty (histogram,
jádrový odhad) v jednom grafu.

Q-Q plot

P-P plot
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Q-Q plot

Porovnává teoretické a empirické kvantily.

Uspǒrádnané hodnoty náhodného výběru označme

x(1) ≤ x(2) ≤ . . . ≤ x(n).

Podle upravené definice x(i) je pi = i−β
n+1−2β -tý výběrový kvantil, kde

0 ≤ β < 1 je korekčńı faktor.

Q-Q plot je graf
[
F−1(pi , θ̂), x(i)

]
pro i = 1, . . . , n.

Je-li náš model správný, pak by se body Q-Q plotu měly náhodně
vyskytovat kolem osy prvńıho kvadrantu.
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P-P plot

porovnává hodnoty teoretické a empirické distribučńı funkce.

P-P plot je graf
[
F (x(i), θ̂), i

n+1

]
pro i = 1, . . . , n.

Je-li náš model správný, pak by se body P-P plotu měly náhodně
vyskytovat kolem osy prvńıho kvadrantu.
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Statistické testy

Poťrebujeme obecněǰśı model: X1, . . . ,Xn je náhodný výběr z
rozděleńı s distribučńı funkćı F (libovolná).

Formálně testujeme nulovou hypotézu H0: F = F (x ,θ) pro nějaké
θ ∈ Θ proti alternativě, že H0 neplat́ı.

Testujeme tedy, že námi specifikovaný model je vhodný pro naše
data.

Testy založené na porovnáńı distribučńıch funkćı (Kolmogorov̊uv -
Smirnov̊uv test, Andersonův - von Darlingův test, Cramér̊uv - von
Mises̊uv test), testy dobré shody (Pearsonův χ2 test) a daľśı.

Pro odvozeńı test̊u budeme ještě poťrebovat pomocnou nulovou
hypotézu H∗0 : F = F (x ,θ∗), kde θ∗ je známá hodnota.
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Kolmogorov̊uv - Smirnov̊uv test

Nulová hypotéza H∗0 : F = F (x ,θ∗), kde θ∗ je známá hodnota.

Testová statistika
Dn = maxx∈R{|F̂n(x)− F (x ,θ∗)|} = maxi=1,...,n{| in − F (x(i),θ

∗)|}.
Za platnosti H∗0 má

√
nDn asymptotické rozděleńı stejné jako

supt∈[0,1] |B(t)|, kde B(t) je Brownův most v C(0, 1).

To má distribučńı funkci 1− 2
∑∞

j=0(−1)j+1e−2j2y2

, pro y > 0.

A aproximativńı kvantilovou funkci
√

1
2 log 2

1−α , pro 0 < α < 1.

Test se dá použ́ıt jen, když θ∗ je známá. Pokud jsou k jej́ımu
odhadu použita data, test nefunguje - je p̌ŕılǐs konzervativńı.
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Kolmogorov̊uv - Smirnov̊uv test (modifikace)

Uvažujme původńı hypotézu H0: F = F (x ,θ) pro nějaké θ ∈ Θ.

Neznámý parametr θ nejprve odhadneme z dat.

Testová statistika
Dn = maxx∈R{|F̂n(x)− F (x , θ̂)|} = maxi=1,...,n{| in − F (x(i), θ̂)|}.
Rozděleńı testové statistiky Dn za platnosti H0 záviśı na daném
rozděleńı, ze kterého data pocházej́ı (a v některých situaćıch i na
jeho parametrech).

Pro testováńı normality bylo toto rozděleńı odvozeno - Lilliefors̊uv
test.

Pro ostatńı rozděleńı lze použ́ıt simulace - spoč́ıtat p̌ŕıslušnou
p-hodnotu testu pomoćı parametrického bootstrapu.
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Kolmogorov̊uv - Smirnov̊uv test (parametrický bootstrap)

1 Spoč́ıtáme hodnotu testové statistiky Dn pro naše data s
odhadnutým parametrem θ̂, označme ji t.

2 Nagenerujeme si nový náhodný výběr o rozsahu n z rozděleńı s
distribučńı funkćı F (x , θ̂), realizaci označme x∗1 , . . . , x

∗
n .

3 Odhadneme neznámý parametr θ, označme jej θ̃.

4 Pro tuto realizaci spoč́ıtáme hodnotu testové statistiky
Dn = maxx∈R{|F̂ ∗n (x)− F (x , θ̃)|} = maxi=1,...,n{| in − F (x∗(i), θ̃)|}.

5 Body (2) – (4) několikrát opakujeme.

6 p-hodnotu testu poté odhadneme jako relativńı četnost p̌ŕıpadů, kdy
Dn ≥ t.
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Andersonův - Darlingův test

Paťŕı do ťŕıdy test̊u s testovou statistikou

n

∫ ∞
−∞

(
F̂n(x)− F (x , θ̂)

)2

w(F (x , θ̂))f (x , θ̂)dx

pro nějakou váhovou funkci w .

Andersonův - Darlingův test použ́ıvá váhovou funkci w(y) = 1
y(1−y)

pro 0 < y < 1.

Testová statistika se dá zjednodušit do tvaru

A2 = −n− 1

n

n∑
i=1

(2i − 1)
[
log(F (x(i), θ̂)) + log(1− F (x(n+1−i), θ̂))

]
.

Rozděleńı testové statistiky A2 i pro θ známé záviśı na testovaném
rozděleńı.

Př́ıslušnou p-hodnotu testu muśıme źıskat pomoćı simulaćı,
nap̌ŕıklad pomoćı parametrického bootstrapu.
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Cramer̊uv - von Mises̊uv test

Paťŕı do ťŕıdy test̊u s testovou statistikou

n

∫ ∞
−∞

(
F̂n(x)− F (x , θ̂)

)2

w(F (x , θ̂))f (x , θ̂)dx

pro nějakou váhovou funkci w .

Cramer̊uv - von Mises̊uv test použ́ıvá váhovou funkci w(y) = 1 pro
0 < y < 1.

Testová statistika se dá zjednodušit do tvaru

T =
1

12n
+

n∑
i=1

[
2i − 1

2n
− F (x(i), θ̂)

]2

.

Rozděleńı testové statistiky T i pro θ známé záviśı na testovaném
rozděleńı.

Př́ıslušnou p-hodnotu testu muśıme źıskat pomoćı simulaćı,
nap̌ŕıklad pomoćı parametrického bootstrapu.
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Pearsonův χ2 test dobré shody

Začněme opět nejprve s nulovou hypotézou H∗0 : F = F (x ,θ∗), kde
θ∗ je známá hodnota.

Definujme si intervaly (cj−1, cj ], j = 1, . . . , k .

Označme nj počet pozorováńı, které padnou do intervalu (cj−1, cj ]
pro j = 1, . . . , k.

Urč́ıme očekávaný počet pozorováńı (za platnosti H∗0), které by měly
padnout do intervalu (cj−1, cj ]:

ej = npj(θ
∗) = nP(X1 ∈ (cj−1, cj ]) = n(F (cj ,θ

∗)− F (cj−1,θ
∗)).

Testová statistika

χ2 =
k∑

j=1

(nj − ej)
2

ej
.

χ2 má za platnosti nulové hypotézy H∗0 asymptoticky χ2 rozděleńı s
k − 1 stupni volnosti.
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Modifikace Pearsonova χ2 testu dobré shody

Vrat’me se k původńı hypotéze H0: F = F (x ,θ) pro nějaké θ ∈ Θ.

Nejprve z dat odhadneme neznámý p-rozměrný parametr θ,
označme jej θ̂, a postupujeme stejně jako v p̌redchoźım.

Testová statistika

χ2 =
k∑

j=1

(nj − ej)
2

ej
,

kde ej = n(F (cj , θ̂)− F (cj−1, θ̂)).

Upravená testová statistika χ2 má za platnosti nulové hypotézy H0

asymptoticky χ2 rozděleńı s k − 1− p stupni volnosti.

Volba ťŕıd:

ej = n
k pro j = 1, . . . , k .

Heuristická pravidla pro počet ťŕıd – k
.

= 2n2/5, nebo
k
.

= 15(n/100)2/5.
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Výběr modelu z několika kandidát̊u

Princip Occamovy b̌ritvy - vyb́ıráme co nejjednoduš̌śı vhodný model.
1 Judgement-based p̌ŕıstup - založený na subjektivńım úsudku

analytika

rozhodnut́ı založené na r̊uzných grafech či tabulkách (tail vs. mod fit)
rozhodnut́ı založené na p̌redchoźı zkušenosti (Paretovo rozděleńı pro
výši p̌ŕıjmů, Benfordovo pro četnost prvńıch č́ıslic)
model je plně určen situaćı, kterou má popisovat (házeńı minćı -
alternativńı rozděleńı)

2 Score-based p̌ŕıstup - založený na č́ıselných charakteristikách

nejnižš́ı hodnota statistiky nějakého statistického testu
nejvyš̌śı p-hodnota nějakého statistického testu
nejvyš̌śı hodnota věrohodnosti
nejvyš̌śı hodnota nějaké penalizované funkce, nap̌r. AIC, BIC:

AIC = −2l(θ̂) + 2p.

BIC = −2l(θ̂) + p log n.
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Teorie extrémńıch hodnot

Ćıl:

odhadnout P(X > x) pro x velké.

odhadnout F−1(α) pro α bĺızké 1.

určit výši plněńı, kterou nárokuje jen malé procento klient̊u s
nevyš̌śım plněńım.

určit, jak často budou klienti nárokovat vysoké pojistné plněńı.

Metody:

Metoda blokových maxim.

Metoda založená na p̌rekročeńı meze (peaks-over-threshold; POT).
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Chováńı maxima náhodného výběru

Necht’ X1, . . . ,Xn je náhodný výběr z rozděleńı s distribučńı funkćı
F (x). Označme Mn = max{X1, . . . ,Xn} maximum X1, . . . ,Xn.
Poč́ıtejme jeho distribučńı funkci:

Gn(x) = P(Mn ≤ x) = P(max{X1, . . . ,Xn} ≤ x)

= P(X1 ≤ x , . . . ,Xn ≤ x) = P(X1 ≤ x) · · ·P(Xn ≤ x) = F (x)n.

Hledejme jeho asymptotické rozděleńı

lim
n→∞

Gn(x) =

{
0, pokud x < xF

1, pokud x ≥ xF ,

kde xF = sup{x ∈ R : F (x) < 1} je pravý koncový bod nosiče F .

Limitńı rozděleńı Mn je degenerované v bodě xF , nebo ”ut́ıká”do
nekonečna.

Budeme hledat posloupnosti konstant {an} a {bn} tak, aby Mn−bn
an

(normovaná maxima) konvergovala k nějakému nedegenerovanému
rozděleńı.

M7988 Modely ztrát v neživotńım pojǐstěńı 40 / 87



Rozděleńı extrémńıch hodnot

1 Gumbelovo rozděleńı

G0(x) = e−e−x

, x ∈ R.

g0(x) = e−(e−x+x), x ∈ R.
2 Fréchetovo rozděleńı s parametrem tvaru α > 0

G1(x) = e−x−α

, x > 0.

g1(x) =
α

xα+1
e−x−α

, x > 0.

3 Weibullovo (extremálńı) rozděleńı s parametrem tvaru α < 0

G2(x) = e−(−x)−α

, x < 0.

g2(x) = −α(−x)−α−1e−(−x)−α

, x < 0.
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Rozděleńı extrémńıch hodnot s parametry polohy a mě̌ŕıtka

Předchoźı ťri rozděleńı jsou standardizované.

Přidáme parametr polohy µ a parametr mě̌ŕıtka σ > 0.

Gi,µ,σ(x) = Gi

(
x−µ
σ

)
.

1 Gumbelovo rozděleńı

G0,µ,σ(x) = e−e
− x−µ

σ , x ∈ R.

2 Fréchetovo rozděleńı s parametrem tvaru α > 0

G1,µ,σ(x) = e−( x−µ
σ )−α

, x > µ.

3 Weibullovo (extremálńı) rozděleńı s parametrem tvaru α < 0

G2,µ,σ(x) = e−(− x−µ
σ )−α

, x < µ.

Předchoźı ťri distribuce můžeme zapsat jedńım vzorcem.
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Zobecněné rozděleńı extrémńıch hodnot (GEV rozděleńı)

GEV rozděleńı s parametrem γ ∈ R ve standardizovaném tvaru

Gγ(x) = e−(1+γx)
− 1

γ
, 1 + γx > 0.

Pro γ = 0 dostaneme Gumbelovo rozděleńı.

Pro γ > 0 dostaneme Fréchetovo rozděleńı.

Pro γ < 0 dostaneme Weibullovo rozděleńı.

Opět budeme poťrebovat p̌ridat parametr polohy µ a parametr
mě̌ŕıtka σ > 0.

GEV rozděleńı s parametrem polohy µ ∈ R, parametrem mě̌ŕıtka
σ > 0 a parametrem tvaru γ ∈ R

Gγ,µ,σ(x) = e−(1+ γ(x−µ)
σ )

− 1
γ

, 1 +
γ(x − µ)

σ
> 0.
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Modelováńı maxim

Theorem (Fisherova - Tippettova věta)

Necht’ X1, . . . ,Xn je náhodný výběr z rozděleńı s distribučńı funkćı F (x).
Necht’ existuj́ı posloupnosti konstant {an} a {bn} tak, že

P
(

Mn−bn
an
≤ x

)
→ H(x) pro n→∞ pro nějakou nedegenerovanou

distribučńı funkci H(x). Pak H(x) je distribučńı funkce GEV rozděleńı.

Předchoźı věta ř́ıká, že GEV je jediné možné limitńı rozděleńı maxim.

Maxima náhodného výběru budeme modelovat pomoćı GEV
rozděleńı s parametry µ, σ a γ.
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Aplikace metody blokových maxim

Necht’ X1, . . . ,XN je náhodný výběr z rozděleńı s distribučńı funkćı
F (x). Pozor, nyńı počet pozorováńı znač́ıme N.

Data rozděĺıme do m blok̊u o velikosti n (N = m · n).

V každém bloku najdeme maximum, maximum v i-tém bloku

označme Mi = M
(n)
i .

Dále budeme modelovat veličiny M1, . . . ,Mm (jsou nezávislé a stejně
rozdělené).

Ty budeme modelovat pomoćı GEV rozděleńı s parametry µ, σ a γ.

Délka bloku n muśı být dostatečně velká, aby
”fungovala”aproximace pomoćı GEV rozděleńı.

Počet blok̊u m muśı být taky dostatečně velký, aby odhady
parametr̊u byly ”p̌resné”.
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Metoda maximálńı věrohodnosti pro GEV rozděleńı

Model: M1, . . . ,Mm je náhodný výběr z GEV rozděleńı s parametry
µ, σ a γ.

Logaritmická věrohodnostńı funkce je

l(γ, µ, σ) = −m log σ −
(

1 +
1

γ

) m∑
i=1

log

(
1 +

γ(Mi − µ)

σ

)

−
m∑
i=1

(
1 +

γ(Mi − µ)

σ

)− 1
γ

,

pro 1 + γ(M1−µ)
σ > 0, . . . , 1 + γ(Mm−µ)

σ > 0.

Tu maximalizujeme p̌res všechny hodnoty γ, µ a σ > 0 takové, že

1 + γ(M1−µ)
σ > 0, . . . , 1 + γ(Mm−µ)

σ > 0.

Funkce l(γ, µ, σ) neńı diferencovatelná, proto ji muśıme
maximalizovat numericky.

Pro γ > − 1
2 , maximálně věrohodný odhad je asymptoticky

nestranný, konzistentńı a asymptoticky normálńı.
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Metoda pravděpodobnostně vážených moment̊u pro GEV
rozděleńı

Definition

Necht’ X je náhodná veličina s distribučńı funkćı F (x), pak č́ısla
Mp,r ,s = E[X pF (X )r (1− F (X ))s ] pro p, r , s ∈ R nazveme
pravděpodobnostně vážené momenty.

Speciálně položme p = 1 a s = 0 a označme
βr = M1,r ,0 = E[X · F (X )r ] pro r = 0, 1, 2.

Pro GEV rozděleńı je βr = 1
r+1

{
µ− σ

γ [1− (r + 1)γΓ(1− γ)]
}

pro

γ < 1, γ 6= 0.

Jeho odhad je β̂0 = 1
m

∑m
i=1 Mi a β̂r = 1

m

∑m
i=1

(∏r
j=1

i−j
m−jM(i)

)
pro

r = 1, 2.

Odhady parametr̊u metodou pravděpodobnostně vážených moment̊u
źıskáme jako řešeńı soustavy βr = β̂r , pro r = 0, 1, 2.
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Odhad pravděpodobnosti p̌rekročeńı vysoké hranice

P(M1 ≤ x) = P(Xi ≤ x)n = [1− P(Xi > x)]n.

P(Xi > x) = 1− P(M1 ≤ x)
1
n = 1− [Gγ,µ,σ(x)]

1
n .

Pro x velké můžeme odhadnout

̂P(Xi > x) = 1− [Gγ̂,µ̂,σ̂(x)]
1
n = 1− e−

1
n (1+ γ̂(x−µ̂)

σ̂ )
− 1

γ̂

.
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Odhad vysokého kvantilu

qα je α-kvantil veličiny Xi , jestliže P(Xi ≤ qα) = α.

1− α = P(Xi > qα) = 1− P(M1 ≤ qα)
1
n = 1− [Gγ,µ,σ(qα)]

1
n .

qα = G−1
γ,µ,σ(αn) = µ+

σ

γ

(
(− log(αn))−γ − 1

)
.

Tedy α-kvantil náhodné veličiny Xi je roven αn-kvantilu GEV
rozděleńı.

Pro α bĺızké 1 můžeme odhadnout

q̂α = G−1
γ̂,µ̂,σ̂(αn) = µ̂+

σ̂

γ̂

(
(− log(αn))−γ̂ − 1

)
.
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Odhad doby návratu

Ćılem je stanovit pr̊uměrnou frekvenci výskytu extrémńıho jevu, tj.
jak často je p̌rekračována nějaká vysoká hranice.

Frekventistická definice pravděpodobnosti: je-li P(Xi > x) = p, pak
Xi p̌rekroč́ı hranici x v pr̊uměru jednou za 1

p časových okamžik̊u.

Předpokládejme, že máme danou hranici x .

Označme k pr̊uměrnou frekvenci, tj. k = 1
p a hledejme jej tak, že

plat́ı

P(Xi > x) =
1

k
.

Tedy

k =
1

P(Xi > x)
=

1

1− [Gγ,µ,σ(x)]
1
n

.

Tedy odhad doby návratu je

k̂ =
1

1− e−
1
n (1+ γ̂(x−µ̂)

σ̂ )
− 1

γ̂

.
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Odhad úrovně návratu

Ćılem je stanovit hranici x , která je p̌rekračována v pr̊uměru jednou
za k časových okamžik̊u.

Opět začneme s frekventistickou definićı pravděpodobnosti:

P(Xi > x) =
1

k
.

Potom x je (1− 1
k )-kvantil Xi , tj.

x = G−1
γ,µ,σ

((
1− 1

k

)n)
.

Tedy odhad úrovně návratu je

x̂ = µ̂+
σ̂

γ̂

((
− log

((
1− 1

k

)n))−γ̂
− 1

)
.
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Odhad doby a úrovně návratu II

V praxi často doba a úroveň návratu chápe časové okamžiky jako
počty blok̊u.

Označme k∗ pr̊uměrnou frekvenci (v počtech blok̊u), pak

P(Mi > x) =
1

k∗
= 1− Gγ,µ,σ(x).

Tedy odhad doby návratu (v počtech blok̊u) je

k̂∗ =
1

1− Gγ̂,µ̂,σ̂(x)
=

1

1− e−(1+ γ̂(x−µ̂)
σ̂ )

− 1
γ̂

.

A odhad úrovně návratu

x̂ = G−1
γ̂,µ̂,σ̂

(
1− 1

k∗

)
= µ̂+

σ̂

γ̂

((
− log

(
1− 1

k∗

))−γ̂
− 1

)
.
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Chováńı exces̊u náhodného výběru

Necht’ X1, . . . ,Xn je náhodný výběr z rozděleńı s distribučńı funkćı
F (x). Zvolme nějakou hranici (práh, threshold) u a definujme

Y
(u)
i = Xi − u pro Xi > u výši jeho p̌rekročeńı (exces) pro

pozorováńı, která tuto hranici p̌rekročila.

Označme Nu počet pozorávńı, která p̌rekročila hranici u.

Hledejme distribučńı funkci Y
(u)
i , označme ji Fu(x):

Fu(x) = P(Y
(u)
i ≤ x) = P(Xi − u ≤ x |Xi > u)

=
P(u < Xi ≤ u + x)

P(Xi > u)
=

F (u + x)− F (u)

1− F (u)
, x ≥ 0.

Hledejme jeho asymptotické rozděleńı pro u ↗ xF .

To bude degenerované v bodě 0.

Budeme hledat posloupnosti konstant {an} a {bn} tak, aby
Y (u)
n −bn
an

(normované excesy) konvergovaly k nějakému nedegenerovanému
rozděleńı.
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Rozděleńı pro modelováńı exces̊u

1 Exponenciálńı rozděleńı

W0(x) = 1− e−x , x ≥ 0.

w0(x) = e−x , x ≥ 0.

2 Paretovo rozděleńı s parametrem tvaru α > 0

W1(x) = 1− x−α, x ≥ 1.

w1(x) =
α

xα+1
, x ≥ 1.

3 Beta rozděleńı s parametrem tvaru α < 0

W2(x) = 1− (−x)−α, −1 ≤ x ≤ 0.

w2(x) = −α(−x)−α−1, −1 ≤ x ≤ 0.
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Rozděleńı pro modelováńı exces̊u s parametry polohy a
mě̌ŕıtka

Předchoźı ťri rozděleńı jsou standardizované.

Přidáme parametr polohy µ a parametr mě̌ŕıtka σ > 0.

Wi,µ,σ(x) = Wi

(
x−µ
σ

)
.

1 Exponenciálńı rozděleńı

W0,µ,σ(x) = 1− e−
x−µ
σ , x ≥ µ.

2 Paretovo rozděleńı s parametrem tvaru α > 0

W1,µ,σ(x) = 1−
(
x − µ
σ

)−α
, x ≥ µ+ σ.

3 Beta rozděleńı s parametrem tvaru α < 0

W2,µ,σ(x) = 1−
(
−x − µ

σ

)−α
, µ− σ ≤ x ≤ µ.

Předchoźı ťri distribuce můžeme zapsat jedńım vzorcem.
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Zobecněné Paretovo rozděleńı (GPD rozděleńı)

GPD rozděleńı s parametrem γ ∈ R ve standardizovaném tvaru

Wγ(x) = 1− (1 + γx)−
1
γ .

Pro γ = 0 dostaneme exponenciálńı rozděleńı (x ≥ 0).

Pro γ > 0 dostaneme Paretovo rozděleńı (x ≥ 0).

Pro γ < 0 dostaneme beta rozděleńı (0 ≤ x ≤ − 1
γ ).

Nyńı budeme poťrebovat p̌ridat pouze parametr mě̌ŕıtka σ > 0.

GPD rozděleńı s parametrem mě̌ŕıtka σ > 0 a parametrem tvaru
γ ∈ R

Wγ,σ(x) = 1−
(

1 +
γx

σ

)− 1
γ

.
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Modelováńı exces̊u

Theorem (Balkemova - de Haanova - Pickandsova věta)

Necht’ X1, . . . ,Xn je náhodný výběr z rozděleńı s distribučńı funkćı F (x).
Necht’ existuj́ı posloupnosti konstant {an} a {bn} tak, že

P
(

Y (un)
n −bn
an

≤ x
)
→ H(x) pro un ↗ xF pro nějakou nedegenerovanou

spojitou distribučńı funkci H(x). Pak H(x) je distribučńı funkce GPD
rozděleńı.

Předchoźı věta ř́ıká, že GPD rozděleńı je jediné možné limitńı
rozděleńı exces̊u.

Excesy náhodného výběru budeme modelovat pomoćı GPD rozděleńı
s parametry σ a γ.
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Aplikace POT metody

Necht’ X1, . . . ,XN je náhodný výběr z rozděleńı s distribučńı funkćı
F (x). Pozor, počet pozorováńı opět znač́ıme N.

Zvoĺıme dostatečně vysokou hranici u.

A definujeme excesy Yi = Xi − u, pokud Xi > u, pro i = 1, . . . ,Nu

(Nu je počet exces̊u).

Dále budeme modelovat veličiny Y1, . . . ,YNu (jsou nezávislé a stejně
rozdělené).

Ty budeme modelovat pomoćı GPD rozděleńı s parametry σ a γ.

Velikost prahu u muśı být dostatečně velká, aby
”fungovala”aproximace pomoćı GPD rozděleńı.

Počet exces̊u Nu muśı být taky dostatečně velký, aby odhady
parametr̊u byly ”p̌resné”.
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Metoda maximálńı věrohodnosti pro GPD rozděleńı

Model: Y1, . . . ,YNu je náhodný výběr z GPD rozděleńı s parametry
σ a γ.

Logaritmická věrohodnostńı funkce je

l(γ, σ) = −Nu log σ −
(

1 +
1

γ

) Nu∑
i=1

log
(

1 +
γ

σ
Yi

)
pro 1 + γ

σY1 > 0, . . . , 1 + γ
σYNu > 0.

Tu maximalizujeme p̌res všechny hodnoty γ a σ > 0 takové, že
1 + γ

σY1 > 0, . . . , 1 + γ
σYNu > 0.

Funkce l(γ, σ) neńı diferencovatelná, proto ji muśıme maximalizovat
numericky.

Pro γ > − 1
2 , maximálně věrohodný odhad je asymptoticky

nestranný, konzistentńı a asymptoticky normálńı.
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Metoda pravděpodobnostně vážených moment̊u pro GPD
rozděleńı

Připomeňme definici pravděpodobnostně vážených moment̊u:

Definition

Necht’ X je náhodná veličina s distribučńı funkćı F (x), pak č́ısla
Mp,r ,s = E[X pF (X )r (1− F (X ))s ] pro p, r , s ∈ R nazveme
pravděpodobnostně vážené momenty.

Speciálně položme p = 1 a r = 0 a označme
αs = M1,0,s = E[X · (1− F (X ))s ] pro s = 0, 1.

Pro GPD rozděleńı je αs = σ
(s−γ+1)(s+1) pro γ < 1.

Jeho odhad je α̂0 = 1
Nu

∑Nu

i=1 Yi a α̂1 = 1
Nu

∑Nu

i=1
Nu−i
Nu−1Y(i).

Odhady parametr̊u metodou pravděpodobnostně vážených moment̊u
źıskáme jako řešeńı soustavy αs = α̂s , pro s = 0, 1.
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Odhad pravděpodobnosti p̌rekročeńı vysoké hranice

P(Xi > x |Xi > u) =
P(Xi > x)

P(Xi > u)
, pro x ≥ u.

P(Xi > x) = P(Xi > u)P(Xi > x |Xi > u)

= P(Xi > u) [1− P(Yi ≤ x − u|Xi > u)]

= P(Xi > u) [1− Fu(x − u)]

= P(Xi > u) (1−Wγ,σ(x − u))

= P(Xi > u)

(
1 +

γ(x − u)

σ

)− 1
γ

.

Pro x velké můžeme odhadnout

̂P(Xi > x) =
Nu

N

(
1 +

γ̂(x − u)

σ̂

)− 1
γ̂

.
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Odhad vysokého kvantilu

qα je α-kvantil veličiny Xi , jestliže P(Xi ≤ qα) = α.

1− α = P(Xi > qα) = P(Xi > u) (1−Wγ,σ(qα − u)) .

qα = u + W−1
γ,σ

(
1− 1− α

P(Xi > u)

)
= u +

σ

γ

[(
P(Xi > u)

1− α

)γ
− 1

]
.

Tedy α-kvantil náhodné veličiny Xi je roven
(

1− 1−α
P(Xi>u)

)
-kvantilu

GPD rozděleńı plus u.

Pro α bĺızké 1 můžeme odhadnout

q̂α = u + W−1
γ̂,σ̂

(
1− 1− α

̂P(Xi > u)

)
= u +

σ̂

γ̂

[(
Nu

N(1− α)

)γ̂
− 1

]
.
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Odhad doby návratu

Ćılem je stanovit pr̊uměrnou frekvenci výskytu extrémńıho jevu, tj.
jak často je p̌rekračována nějaká vysoká hranice.
Frekventistická definice pravděpodobnosti: je-li P(Xi > x) = p, pak
Xi p̌rekroč́ı hranici x v pr̊uměru jednou za 1

p časových okamžik̊u.
Předpokládejme, že máme danou hranici x .
Označme k pr̊uměrnou frekvenci, tj. k = 1

p a hledejme jej tak, že
plat́ı

P(Xi > x) =
1

k
.

Tedy

k =
1

P(Xi > x)
=

1

P(Xi > u) (1−Wγ,σ(x − u))
=

(
1 + γ(x−u)

σ

) 1
γ

P(Xi > u)
.

Tedy odhad doby návratu je

k̂ =
N

Nu (1−Wγ̂,σ̂(x − u))
=

N
(

1 + γ̂(x−u)
σ̂

) 1
γ̂

Nu
.
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Odhad úrovně návratu

Ćılem je stanovit hranici x , která je p̌rekračována v pr̊uměru jednou
za k časových okamžik̊u.

Opět začneme s frekventistickou definićı pravděpodobnosti:

P(Xi > x) =
1

k
.

Potom x je (1− 1
k )-kvantil Xi , tj.

x = u + W−1
γ,σ

(
1− 1

kP(Xi > u)

)
.

Tedy odhad úrovně návratu je

x̂ = u + W−1
γ̂,σ̂

(
1− N

kNu

)
= u +

σ̂

γ̂

[(
kNu

N

)γ̂
− 1

]
.
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Volba prahu u

Definition

Sťredńı hodnotu p̌rekročeńı prahu u za podḿınky, že k p̌rekročeńı došlo
(mean excess) definujeme jako e(u) = E(Xi − u|Xi > u).

Má-li náhodná veličina Xi GPD rozděleńı s parametry σ a γ, pak
EXi = σ

1−γ .

Má-li náhodná veličina Xi GPD rozděleńı s parametry σ a γ, pak
náhodná veličina Xi − u|Xi > u má GPD s parametry σ + γu a σ.

Má-li náhodná veličina Xi GPD rozděleńı s parametry σ a γ, pak
e(u) = σ+γu

1−γ .

Tedy e(u) je lineárńı funkćı v u (charakteristická vlastnost GPD
rozděleńı).
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Volba prahu u II

Pro naše data můžeme spoč́ıtat odhad: ê(u) =
∑Nu

i=1 Yi

Nu
, kde

Yi = Xi − u pro Xi > u, i = 1, . . . ,Nu.

Vykresĺıme graf
[
x(i), ê(x(i))

]
pro i = 1, . . . ,N.

Ten se v praxi nazývá mean excess plot.

Pokud data pocháźı z GPD rozděleńı, pak by graf měl být lineárńı.

Hranici u urč́ıme jako bod z grafu, odkud ǩrivka vykazuje lineárńı
závislost.
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Modelováńı dvourozměrných dat

Sdružené rozděleńı náhodného vektoru (X ,Y )′ jednoznačně určuje
marginálńı rozděleńı náhodných veličin X a Y .

Opačně to ale neplat́ı.

Ćıl: Popsat, jak vypadaj́ı všechna sdružená rozděleńı s p̌redem
danými marginálńımi rozděleńımi.

Definition

Funkce C : [0, 1]× [0, 1]→ [0, 1] se nazývá kopula, jestliže

1 C (u, 0) = C (0, u) = 0, ∀ u ∈ [0, 1].

2 C (u, 1) = C (1, u) = u, ∀ u ∈ [0, 1].

3 C (u1, v1)− C (u1, v2)− C (u2, v1) + C (u2, v2) ≥ 0,
∀ 0 ≤ u1 ≤ u2 ≤ 1, 0 ≤ v1 ≤ v2 ≤ 1.
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Modelováńı dvourozměrných dat

Definition (Alternativńı definice kopuly)

Funkce C : [0, 1]× [0, 1]→ [0, 1] se nazývá kopula, jestliže existuje
pravděpodobnostńı prostor (Ω,A,P) a na něm definovaný náhodný
vektor (U,V )′ takový, že

1 U ∼ R(0, 1).

2 V ∼ R(0, 1).

3 C (u, v) = P(U ≤ u,V ≤ v) je sdružená distribučńı funkce (U,V )′.

Př́ıklady:

1 C (u, v) = Π(u, v) = u · v (součinová kopula; U a V jsou nezávislé).

2 C (u, v) = M(u, v) = min{u, v} (horńı kopula; V = U).

3 C (u, v) = W (u, v) = max{u + v − 1, 0} (dolńı kopula; V = 1− U).
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Modelováńı dvourozměrných dat

Theorem (Fréchetovy - Hőffdingovy meze)

Pro každou kopulu C plat́ı:

W (u, v) ≤ C (u, v) ≤ H(u, v), ∀u, v ∈ [0, 1].

Theorem (Sklarova věta)

Necht’ náhodný vektor (X ,Y )′ má distribučńı funkci F a marginálńı
distribučńı funkce F1 a F2. Pak existuje taková kopula C , že

F (x , y) = C (F1(x),F2(y)), ∀x , y ∈ R.

Je-li F spojitá, pak C je určená jednoznačně.

Předchoźı věta nám dává návod, jak modelovat dvourozměrná
rozděleńı.

Předeṕı̌seme si marginálńı rozděleńı a zvoĺıme vhodnou kopulu, která
popisuje závislost složek (nezávisle na marginálńıch rozděleńıch).
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Vztah kopul a korelačńıch koeficient̊u

Pearsonův korelačńı koeficient

ρ = ρ(X ,Y ) =
C(X ,Y )√
D(X )D(Y )

.

Jeho hodnota záviśı na marginálńıch rozděleńıch X a Y .

Spearmanův korelačńı koeficient

ρS = ρS(X ,Y ) = ρ(F1(X ),F2(Y )) = 12

∫ 1

0

∫ 1

0

C (u, v)dudv − 3.

Kendallovo τ

τ = τ(X ,Y ) = P((X1 − X2)(Y1 − Y2) > 0)

−P((X1 − X2)(Y1 − Y2) < 0) = 4

∫ 1

0

∫ 1

0

C (u, v)c(u, v)dudv − 1,

kde (X1,Y1)′ a (X2,Y2)′ jsou dvě nezávislé kopie (X,Y)’ a

c(u, v) = ∂2C(u,v)
∂u∂v je hustota kopuly C .
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Př́ıklady kopul

1 Archimédovské kopuly

Gumbelova kopula
Joeova kopula
Claytonova kopula
Frankova kopula

2 Eliptické kopuly

Normálńı (gaussovská) kopula
Studentova t kopula

3 Kopuly extrémńıch hodnot

Gumbelova kopula
Galambosova kopula
Tawnova kopula
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Archimédovské kopuly

Daj́ı se věťsinou vyjáďrit v uzav̌reném tvaru.

Věťsinou obsahuj́ı jeden parametr.

C (u, v) = φ−1(φ(u) + φ(v)),

kde φ : [0, 1]→ [0,∞] je spojitá, klesaj́ıćı a konvexńı funkce s
φ(1) = 0.

Funkce φ se nazývá generátor.

Pro hodnotu Kendallova τ plat́ı:

τ = 1 + 4

∫ 1

0

φ(u)

φ′(u)
du.
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Součinová (nezávislá) kopula

Je Archimédovská kopula s generátorem φ(u) = − log u.

C (u, v) = u · v .

Pro hodnotu Kendallova τ plat́ı: τ = 0.
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Gumbelova (Gumbelova - Hougaardova) kopula

Je Archimédovská kopula s generátorem φ(u) = (− log u)θ.

θ ≥ 1 je parametr.

C (u, v) = exp
{
−
[
(− log u)θ + (− log v)θ

] 1
θ

}
.

Pro hodnotu Kendallova τ plat́ı: τ = 1− 1
θ .

Pro θ = 1 je Gumbelova kopula rovna součinové.

Pro θ →∞ se Gumbelova kopula bĺıž́ı horńı kopule.

M7988 Modely ztrát v neživotńım pojǐstěńı 74 / 87



Joeova kopula

Je Archimédovská kopula s generátorem φ(u) = − log[1− (1− u)θ].

θ ≥ 1 je parametr.

C (u, v) = 1−
[
(1− u)θ + (1− v)θ − (1− u)θ · (1− v)θ

] 1
θ .

Pro θ = 1 je Joeova kopula rovna součinové.

Pro θ →∞ se Joeova kopula bĺıž́ı horńı kopule.
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Claytonova kopula

Je Archimédovská kopula s generátorem φ(u) = 1
θ

(
u−θ − 1

)
.

θ ∈ [−1,∞) r {0} je parametr.

C (u, v) = max{(u−θ + v−θ − 1)−
1
θ , 0}.

Pro hodnotu Kendallova τ plat́ı: τ = θ
θ+2 .

Pro θ = −1 je Claytonova kopula rovna dolńı kopule.

Pro θ → 0 se Claytonova kopula bĺıž́ı součinové kopule.

Pro θ →∞ se Claytonova kopula bĺıž́ı horńı kopule.
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Frankova kopula

Je Archimédovská kopula s generátorem

φ(u) = − log

(
e−θu − 1

e−θ − 1

)
.

θ ∈ Rr {0} je parametr.

C (u, v) = −1

θ
log

(
1 +

(e−θu − 1)(e−θv − 1)

e−θ − 1

)
.

Pro θ → −∞ se Frankova kopula bĺıž́ı dolńı kopule.

Pro θ → 0 se Frankova kopula bĺıž́ı součinové kopule.

Pro θ →∞ se Frankova kopula bĺıž́ı horńı kopule.
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Normálńı (gaussovská) kopula

Paťŕı mezi eliptické kopuly.

C (u, v) = Φρ(Φ−1(u),Φ−1(v)).

Φ−1 je kvantilová funkce standardizovaného normálńıho rozděleńı
N (0, 1).

Φρ je distribučńı funkce dvourozměrného normálńıho rozděleńı

N2(0,Σ), kde Σ =

(
1 ρ
ρ 1

)
je jeho variančńı matice.

ρ ∈ [−1, 1] je parametr.

Pro hodnotu Kendallova τ plat́ı: τ = 2
π arcsin ρ.

Pro ρ = −1 je normálńı kopula rovna dolńı kopule.

Pro ρ = 0 je normálńı kopula rovna součinové kopule.

Pro ρ = 1 je normálńı kopula rovna horńı kopule.
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Studentova t kopula

Paťŕı mezi eliptické kopuly.

C (u, v) = tν,ρ(t−1
ν (u), t−1

ν (v)).

t−1
ν je kvantilová funkce t rozděleńı s ν stupni volnosti.

tν,ρ je distribučńı funkce dvourozměrného t rozděleńı s ν stupni

volnosti a variančńı matićı Σ =

(
1 ρ
ρ 1

)
.

ρ ∈ [−1, 1] a ν ∈ [1,∞) jsou parametry.

Pro hodnotu Kendallova τ plat́ı: τ = 2
π arcsin ρ.

Pro ρ = −1 je Studentova kopula rovna dolńı kopule.

Pro ρ = 0 je Studentova kopula rovna součinové kopule.

Pro ρ = 1 je Studentova kopula rovna horńı kopule.
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Kopuly extrémńıch hodnot

Jsou takové kopuly, pro které plat́ı:

C (un, vn) = C n(u, v), 0 ≤ u, v ≤ 1,∀ n = 1, 2, . . . .

1 Gumbelova kopula

C (u, v) = exp
{
−
[
(− log u)θ + (− log v)θ

] 1
θ

}
, θ ≥ 1 je parametr.

2 Galambosova kopula

C (u, v) = u·v ·exp
{[

(− log u)−θ + (− log v)−θ
]− 1

θ

}
, θ > 0 je parametr.

3 Tawnova kopula

C (u, v) = u1−α · v1−β · exp
{
−
[
(−α log u)θ + (−β log v)θ

] 1
θ

}
,

θ ≥ 1, 0 ≤ α ≤ 1, 0 ≤ β ≤ 1 jsou parametry.
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Generováńı dvourozměrných náhodných vektor̊u

Naš́ım úkolem je źıskat realizaci spojitého náhodného vektoru
(X ,Y )′ se sdruženou distribučńı funkćı F (x , y).

Sklarova věta: F (x , y) = C (F1(x),F2(y)).

Označme c(u, v) = ∂2C(u,v)
∂u∂v hustotu kopuly C (u, v).

Hustota náhodné veličiny U|V = v je rovna c(u|v) = c(u, v).

Distribučńı funkce náhodné veličiny U|V = v je rovna ∂C(u,v)
∂v .
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Generováńı dvourozměrných náhodných vektor̊u

1 Generujeme realizaci náhodné veličiny V z R(0, 1), označme ji v .

2 Generujeme realizaci náhodné veličiny U z podḿıněného rozděleńı

U|V = v s distribučńı funkćı ∂C(u,v)
∂v , označme ji u.

3 Tedy (u, v)′ je realizace kopuly C .

4 Hledanou realizaci (x , y)′ dostaneme jako
(x , y)′ = (F−1

1 (u),F−1
2 (v))′.
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Modelováńı dvourozměrných dat

Model: (X1,Y1)′, . . . , (Xn,Yn)′ je náhodný výběr z dvourozměrného
rozděleńı s distribučńı funkćı F (x , y).

Naš́ım ćılem je odhadnout distribučńı funkci F (x , y).

Sklarova věta: F (x , y) = C (F1(x),F2(y)), kde F1(x) je marginálńı
distribučńı funkce náhodných veličin Xi a F2(y) je marginálńı
distribučńı funkce náhodných veličin Yi .

Parametrický p̌ŕıstup: Zvoĺıme marginálńı rozděleńı F1 a F2 a
kopulu C a p̌ridáme parametry.

Fθ(x , y) = Cθ3
(F1(x ,θ1),F2(y ,θ2)),

kde θ = (θ′1,θ
′
2,θ
′
3)′ je vektor neznámých parametr̊u.
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Modelováńı dvourozměrných dat - MLE

fθ(x , y) = f1(x ,θ1)f2(y ,θ2)cθ3
(F1(x ,θ1),F2(y ,θ2)),

kde f1(x ,θ1) je marginálńı hustota Xi , f2(y ,θ2) je marginálńı
hustota Yi a cθ3

(u, v) je hustota kopuly C .

l(θ) =
n∑

i=1

log fθ(Xi ,Yi ) =
n∑

i=1

log f1(Xi ,θ1) +
n∑

i=1

log f2(Yi ,θ2) +

+
n∑

i=1

log cθ3
(F1(Xi ,θ1),F2(Yi ,θ2)) = l1(θ1) + l2(θ2) + l3(θ1,θ2,θ3).

θ̂ = arg max{l(θ);θ ∈ Θ} je odhad parametru θ metodou
maximálńı věrohodnosti.
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Modelováńı dvourozměrných dat - pseudoMLE

Předchoźı odhad je výpočetně náročný a nestabilńı (dimenze θ je
velká).

Modifikace metody - pseudomaximálně věrohodný odhad (IFM;
inference for marginal distributions).

Nejprve odhadneme marginálńı rozděleńı, tj. źıskáme maximálně
věrohodné odhady parametr̊u θ1 a θ2:

θ̂1 = arg max l1(θ1), θ̂2 = arg max l2(θ2).

Pro tyto pevné hodnoty θ̂1 a θ̂2 maximalizujeme l3(θ1,θ2,θ3):

θ̂3 = arg max{l3(θ̂1, θ̂2,θ3);θ3}.

Potom θ̂ = (θ̂
′
1, θ̂
′
2, θ̂
′
3)′ je odhad parametru θ metodou

pseudomaximálńı věrohodnosti.
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Modelováńı dvourozměrných dat - CML

Pro modelováńı můžeme využ́ıt i semiparametrický p̌ŕıstup
(marginálńı rozděleńı modelujeme neparametricky a kopulu
parametricky).

Marginálńı distribučńı funkce odhadneme pomoćı modifikovaných
empirických distribučńıch funkćı F̂1(x) = 1

n+1

∑n
i=1 I{Xi≤x} a

F̂2(y) = 1
n+1

∑n
i=1 I{Yi≤y}.

Odhad parametru θ3 p̌ŕıslušný kopule C metodou kanonické
maximálńı věrohodnosti je

θ̂3 = arg max
n∑

i=1

log cθ3
(F̂1(Xi ), F̂2(Yi ))

= arg max
n∑

i=1

log cθ3

(
Ri

n + 1
,

Si
n + 1

)
,

kde Ri je pǒrad́ı Xi mezi X1, . . . ,Xn a Si je pǒrad́ı Yi mezi
Y1, . . . ,Yn.
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Modelováńı dvourozměrných dat - metoda inverze
Kendallova τ

Jedná se o semiparametrický p̌ŕıstup (marginálńı rozděleńı
modelujeme neparametricky a kopulu parametricky).

Lze použ́ıt v p̌ŕıpadě, kdy kopula C záviśı na jednorozměrném
parametru θ a hodnotu Kendallova τ jsme schopni vyjáďrit jako
funkci θ, tj. τ = f (θ).

Marginálńı distribučńı funkce odhadneme pomoćı modifikovaných
empirických distribučńıch funkćı F̂1(x) = 1

n+1

∑n
i=1 I{Xi≤x} a

F̂2(y) = 1
n+1

∑n
i=1 I{Yi≤y}.

Odhadneme hodnotu Kendallova τ z dat:

τ̂ =

∑∑
i 6=j sign(Xi − Xj) sign(Yi − Yj)

n(n − 1)
=

2(a− b)

n(n − 1)
,

kde a je počet konkordantńıch pár̊u a b je počet diskordantńıch pár̊u.

Odhad parametru θ dostaneme jako řešeńı rovnice f (θ) = τ̂ .
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